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Resumen

El presente documento conduce a un analisis y comparativa de diferentes y variados
conjuntos de redes sociales on-line. Para ello, primero se explica la base tedrica de teoria de
grafos para su interpretacion y comprension, asi como de la base matematica que fundamenta el
tipo especifico de red estudiada y las diferentes métricas (estadisticas) extraidas de estas. Luego,
se ofrece una detallada explicacion del entorno de trabajo tanto para la aplicacion informatica
desarrollada, como para posterior visualizacion y también una explicacion y los algoritmos
utilizados en las funciones implementadas con tales fines. Para finalizar el documento, se realiza
una inmersion particular en cada red social on-line, puntualizando sus caracteristicas y
finalizando con una comparativa general entre todas ellas, siempre acompafiadas con sus
respectivas visualizaciones en el espacio 2D representadas en forma de grafo.
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1. Introduccion

Desde el origen de Internet la vida de las personas ha sufrido revolucion tras revolucion.
Primero a través del e-mail que permitia un tipo de comunicacién escrita jamas vista hasta
entonces, casi instantanea. Luego, seguido de la World Wide Web, donde cualquier internauta
podia navegar a través de enlaces buscando y encontrando contenido de su interés sin salir de
casa o lugar de trabajo. Las aplicaciones peer-to-peer como Gnutella, Kazaa permitieron
aumentar esa comparticion de informacion al campo del entretenimiento y el ocio, pero no fue
hasta a la aparicion de las redes sociales online donde el contenido que se transferia era la
misma persona (1). Tan grande es la revolucién que tres palabras mas buscadas en Google en
Espaiia en el afio 2010 fueron: Facebook, Tuenti y Youtube (2). A pesar de que el contenido de
Youtube gira alrededor de videos, no deja de ser una red social online basada en contenido
multimedia.

Las redes sociales online son una via para expandir la vida social de las personas a
través de la red. Estas proveen un espacio privado donde individuos y herramientas interactiian
con otras personas en Internet. Ayudan a la gente a encontrar otras personas con intereses en
comun, a establecer forums de discusion, a compartir fotos y novedades personales y cada vez
mas, ofrecen servicios de mensajeria instantanea (3). Estas personas entran en una red y
establecen enlaces con otras personas y/o grupos de interés. La red social resultante ofrece una
base para el estudio del comportamiento e interaccion inter-personal como nunca antes se habia
posibilitado.

Un conocimiento en profundidad de la estructura del grafo generado por las redes
sociales online puede servir para evaluar los sistemas de redes sociales online actuales, ayudar
al disefio de futuras redes sociales y a ayudar a comprender el gran impacto que estan teniendo a
lo largo y ancho de Internet. Ademas, puede ayudar a los socidlogos, que hasta ahora sélo
podian estudiar la estructura de las redes sociales naturales en casos de estudio con un grupo de
personas reducido.

El objetivo de este proyecto radica en la evaluacion de distintas redes sociales on-line y
otras redes tales como la generada por el envio/recepcion de correo electronico o la elaborada en
bibliotecas on-line. Para ello, en la primera gran seccion de este documento, se explicara la base
matematica de la teoria de grafos en la que se basan las redes complejas que forman las redes
sociales online. A posteriori se distinguiran cuales son los parametros o métricas de interés para
el estudio y evaluacion de estas redes sociales, asi como su base matematica. En la segunda
seccion se presenta el entorno de trabajo necesario para la aplicacion implementada para la
extraccion de métricas, busqueda de comunidades, muestreo de los conjuntos de datos y
generacion de archivos con formato estandar de representacion de grafos para los muestreos y
redes con comunidades, como también el entorno para la visualizacion de dichas redes y los
parametros establecidos en cada caso para distribuir los nodos de las redes en el espacio.
Finalmente, se realiza un estudio para cada conjunto en particular, poniendo en contexto al
lector sobre la red analizada y mostrando y justificando los resultados obtenidos, siempre
acompafiado con las respectivas visualizaciones generadas. A la postre, se realiza una
comparativa entre todos ellos remarcando los puntos fuertes de cada uno de ellos.



1.1. Planificacion

A continuacion se presenta la planificacion elaborada para el transcurso del proyecto a
lo largo de 6 meses de duracion.

Estado del arte.

Definicion del proyecto, objetivos, planificacion.
Investigacion sobre teoria de grafos, topologia y extraccion de estadisticas.
Busqueda de articulos relacionados con las redes sociales on-line, seleccion y lectura.

Analisis del software de construccion de grafos y visualizacion, propuesta y alternativas.

Integracion/compatibilidad del diferente software existente -generacion del grafo y
visualizacion-.

Busqueda de conjuntos de datos de redes sociales.

Manuales y pruebas iniciales con el software escogido. Estudio de las librerias.

Disefio del sistema: algoritmos.

Inicio del desarrollo de la aplicacion de generacion de grafos.

Continuacion y finalizacion de la aplicacion de extraccion de estadisticas de grafos.

Informe de progreso.
Implementacion del algoritmo de busqueda y evaluacion de comunidades en redes complejas.

Implementacion de la visualizacion de los grafos generados.
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Realizacion de diferentes pruebas sobre las aplicaciones.

Extraccion de estadisticas con los diferentes conjuntos de datos.
Verificacion de los datos generados.

Estudio de la correlacion/divergencia de los datos concluyentes extraidos de los diferentes
conjuntos de datos.

Extraccion de conclusiones.
Estudio de la topologia de los grafos generados.

Redaccion de la memoria.

Finalizacion de la redaccion de la memoria.
Revision y cambios en la memoria.

Depdsito del proyecto.
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2. Teoriay estado del arte

Antes de introducir los conjuntos de datos y su analisis, comparativa y visualizacion,
hay que hacer hincapié en la teoria y literatura existente en el campo para comprender los
conceptos que luego se explican. Para ello en este capitulo se hace un breve repaso de los
conceptos indispensables de que es un grafo, sus propiedades mas comunes, asi como la
introduccion al concepto de red compleja y las caracteristicas reconocidas en este joven campo.

2.1. Teoria de grafos

En matematicas y ciencias de la computacion, la Teoria de Grafos se ocupa de estudiar
una gran variedad de caracteristicas y propiedades que surgen de las diferentes formas de
relacioén para un conjunto de objetos (4).

Los grafos son una herramienta que permite modelar relaciones de esta naturaleza, de
modo que se puedan resolver problemas asociados a esas circunstancias (5).

2.1.1. Definicién y tipos de grafo

Formalmente, un grafo G es un par de conjuntos (V, E), donde V representa un conjunto
de objetos cualesquiera y E es un subconjunto de pares de elementos de V. A V se le llama
conjunto de vértices o nodos y a E conjunto de aristas o ejes. El grafo viene determinado por un
conjunto de elementos que pueden o no estar relacionados entre si, estando su relacion
expresada por el conjunto de aristas E (4).

Grafo no dirigido

Un grafo no dirigido o no orientado G es una tupla (V,E), formada por dos conjuntos no
necesariamente finitos, donde:

eV % @, es un conjunto no vacio que define los vértices del grafo, también denotado
como V(G);

o E, es el conjunto de los lados o aristas, denotado también como E(G) (6);

e Dos vértices i y j relacionados definen una arista o eje e denotado como e=(i,j). En un
grafo no dirigido e=(i,j) y e=(j,i) denotan la misma arista que une los vértices i y j. Por
otro lado, decimos que estos ultimos son los vértices extremos de la arista e y que estos
vértices son adyacentes (4), y ademas que el eje e es incidente con los vértices i y j (6).
A las aristas con el mismo vértice inicial y final (i=j), las llamaremos lazos o bucles (6).

Grafo dirigido

Un grafo dirigido, orientado o digrafo G es una tupla (V,A), formada por dos conjuntos
no necesariamente finitos, donde:

oV # @, es un conjunto no vacio que define los vértices o nodos del grafo.

e A, es el conjunto de los flechas, arcos o aristas orientadas (6).

En un grafo dirigido el orden de la arista es importante y los pares (i,j)- (j,i) de la
relacion entre dos vértices no significan lo mismo (4). Dado un arco (i,j), a i se le llama vértice
inicial u origen, y a j vértice final o destino. Ademas, cada arco se puede representar mediante
una flecha que vade i aj (6).

Otros modelos de grafos
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o Grafo etiquetado: Un grafo se dice que es etiquetado, ponderado o con peso si a cada
lado o flecha se le asocia un nimero real.

e Multigrafo: Un grafo se dice que es un multigrafo si existe mas de una flecha o lado

incidentes con los mismos vértices (6).

o p-Grafo: p-Grafo o multigrafo de orden p como G=(V,A*), donde A* contiene a lo
sumo p arcos (i) entre cada par de vértices iy j. De todas formas, los grafos mas
utilizados son los 1-Grafos (4).

o Grafo simple: Un grafo se dice que es simple si no posee lazos o bucles y no es un
multigrafo (6). Por definiciéon, un 1-Grafo que no contenga bucles es un grafo simple
4).

o Grafo regular: Un grafo se dice que es k-regular si todos sus vértices son de grafo &
(6).

o Grafo completo: Un p-grafo no orientado es completo si cada vértice es adyacente con
todos los demas, es decir, si el grado de cada vértice es p-/ o lo que es lo mismo, (p-
1)-regular, denotado como K,, (6)

Subgrafo

Un grafo G’=(V’,E’) es un subgrafo de G=(V,E) si V’'EV y E’CE. Sea BCV, se
llama grafo inducido por B al grafo Gg=(B,Eg), donde Eg = {(i,j) € E : (i, j) € B}, es decir, un
grafo B que contiene todas las aristas adyacentes a los vértices de B que estaban en V. Y
llamamos subgrafo parcial a todo subgrafo de la forma G’=(V,E’), donde E’C E, que contiene
todas las aristas entre vértices pertenecientes a V. (4)

2.1.2. Propiedades de los grafos
Orden y tamario

Se define como orden de G al nimero de elementos de V y se denota como o(G) = |V| =
n. El tamario de G se define como el nimero de ejes o arcos de G y se denota como t(G) = |E|
(A} =m. (4)

Incidencia y grado

Se dice que un arco o eje es incidente en un vértice i, si i es uno de sus vértices
extremos. Llamaremos grado de incidencia o valencia de v; al nimero de ejes o arcos que son
incidentes en el vértice i, denotado como g(i) (4). Se puede calcular de forma sencilla mediante
la matriz de adyacencia, sumando todos los unos de la fila o columna correspondiente de la
matriz o anadlogamente, mediante la matriz de incidencia mediante el sumatorio de los unos de
la fila correspondiente al vértice (6).

Si el grafo es dirigido, se define como grado de salida de i al nimero de arcos que tiene
i como vértice inicial y se denotara como g'(i). De la misma forma, el grado de entrada de i es
el numero de arcos que tiene a i como vértice final, y lo notaremos como g'(i). Légicamente, g(i)
= g'(i) + g(i) (4). Como en el caso de los grafos no dirigidos, el grado de un vértice se puede
calcular a partir de la matriz de adyacencia del grafo (6).

A partir del grado resultante de un vértice en un grafo dirigido se distinguen diferentes
tipos de vértices. Sea G, un grafo dirigido, un vértice v se dird que es un vertice fuente si g(v) =
0, se dird que es un vértice sumidero si g'(v) = 0 y denomina vértice aislado si g'(v) = 0 = g'(v).
De manera andloga en un grafo no dirigido se dird que un vértice es aislado si g(v) =0 (6).

Caminos en grafos no dirigidos
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Sea G =(V.E) un grafo no orientado, un camino ¢ es una sucesion finita de vértices
¢ ={vy,V2 ., Vpp1tconv; EVVi=12,..,n+1; tal que dos vértices consecutivos son
adyacentes, verificando: {v;, v;;1} =, €E|i=12,..,n;.

También se puede denotar un camino como la sucesion de ejes o lados ¢ =
{e, e, ...,en},cone; EEVi=1,2,..,n; opor otro lado, como la sucesion alternada de los
vértices y los lados anteriores. ¢ = {vy, e1, V4, €2, ..., U, €, Vny1}-

Se dice que n es la longitud del camino ¢ y se denota como /(c). Por otro lado, se dira
que el camino ¢ conecta los vértices v,y v,+1, siendo v, el origen y v,+; el final del camino, que
denotaremos como s(¢) y e(c) respectivamente. Si n = 0, se dice que tenemos un camino trivial
de longitud cero cuya sucesion de vértices asociada tendra longitud 1 y sera de la forma {v,} sin
ningtn lado. Si un lado o vértice pertenece al camino ¢ diremos que dicho camino pasa por ese
lado o vértice (6).

Caminos en grafos dirigidos

En los grafos dirigidos se debe distinguir dos tipos de caminos, los caminos orientados y
los no orientados.

Un camino ¢ es una sucesion finita de vértices {vy, vy, ..., Un41} S V verificando:
(v, vi;1) E FOF paracadai = 1,2,...,n; aunque también podemos denotarlo como la
sucesion de arcos {al, a2, ...,an} € A o como una sucesion de vértices y flechas.

Un camino orientado o camino dirigido ¢ es una sucesion finita de arcos
{al,a2,..,an} € A o de vértices {vq, v, ..., Uny1} SV verificando en primer lugar que
e(f;) = s(fi+1) = viz1; y en segundo lugar que s(f;) = v; y e(f;,) = Vn41. Se aplica para este
tipo de caminos todo lo mencionado con anterioridad sobre longitud de un camino y camino
trivial (6).

Tipos de caminos

Un camino simple es un camino en el que no se repite ningun lado o arco, es decir, si no
pasa dos veces por el mismo lado o arco.

Un camino elemental es un camino que ademas de ser simple, tampoco pasa mas de una
vez por el mismo vértice, aunque si puedan empezar y terminar por el mismo.

Un camino c se dird que es cerrado si s(c)=e(c). A estos caminos se les puede nombrar
también ciclos. Ademas, un camino simple y cerrado se le llama circuito.

Sea G=(V,E) un camino elemental en un grafo con mas de tres vértices, se dice que es
un camino de Hamilton. Un camino de Hamilton cerrado, se denominara como ciclo o circuito
de Hamilton. Un grafo que posea al menos un ciclo de Hamilton se llamara grafo de Hamilton.

Sea G=(V,E) un grafo sin vértices aislados, un camino simple — u orientado- que pase
por todos los lados del grafo se denomina como camino Euleriano o de Euler. Un camino de
Euler cerrado, se dira ciclo o circuito de Euler. Por definicion, un grafo que posea al menos un
ciclo de Euler se llamara grafo de Euler (6).

Teorema del numero de caminos

Sea G=(V,E) un grafo — dirigido o no- con matriz de adyacencia A para V =
{vi, vy, ..., vy}, entonces el numero de caminos —orientados o no- de longitud / que conectan los
vértices v; y v; coincide con la coordenada (i, j)-ésima de A’ (6).

Conectividad
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Un grafo no dirigido se dira conexo si para cada par de vértices existe un camino que los
conecta (6). En caso contrario, se llama inconexo. Dado un grafo G=(V.E) podemos definir la
siguiente relacion entre sus vértices que llamaremos relacion de conexion (4):

. i=j
iy = {o existe una cadena de i aj}

El conjunto de vértices V de G se puede dividir en subconjuntos Vi,...,V,, donde los
vértices de cada uno de estos subconjuntos estaran conectados entre si y desconectados con el
resto. A p lo llamaremos orden de conexion de G y a los subgrafos generados por Vi,...,V,, lo
llamaremos componentes conexas de G. Si el grafo es conexo, entonces p=1 y so6lo habra una
componente conexa, el propio grafo (4).

Un grafo dirigido es fuertemente conexo si para cada par de vértices existe un camino
orientado que los conecta para ambos sentidos, es decir, para cada par de vértices existe un ciclo
que pasa o incluye a ambos (6). Dado un grafo dirigido G=(V,A), podemos definir la siguiente
relacion entre pares de vértices, que llamaremos relacion de conexion fuerte (4):

. . i=j
Fj o . . L.
LCF) {0ex1steunacadenadela]yotro dejai }

Como antes, el conjunto de vértices de V se puede dividir en subconjuntos Vi,...,Vg,
donde los vértices de cada subconjunto estan fuertemente conectados entre si. A g lo
llamaremos orden de conexion fuerte, y a los subgrafos generados por Vi,...,V,, componente
fuertemente conexas de G (4).

Sea G=(V,E) un grafo conectado no dirigido se denomina punto de articulacion de G al
nodo y tal que existen dos nodos v y w tales que v,w y y son diferentes y todo camino entre vy w
contiene a y. Sucede que al eliminar y del grafo G, este se divide en dos o mas subgrafos.

El grafo G es biconectado si para toda tripleta de nodos v,w,y existe un camino
alternativo de v a w que no contenga a y. Entonces, el nodo y dejara de ser punto de articulacion

7).

Por ultimo, analogamente se define como puente como la arista e del grafo G=(V,E) tal
que al ser eliminada del grafo separa el grafo conectado en dos subgrafos disjuntos (8), o lo que
es lo mismo, en dos componentes.

2.1.3. Estructuras de datos en la representaciéon de un grafo

Un grafo puede estar representado mediante una matriz que modela los vértices y sus
conexiones. Pero aunque las matrices se pueden utilizar para representar grafos en el ordenador,
es preferible hacerlo mediante una serie de listas, ya que en general se ahorra memoria, sobre
todo si el tamafio del grafo no es muy grande en relacién a su orden. Ocurre cuando m << n’
para 1-grafos dirigidos y m << I/2n(n-1) para grafos simples no dirigidos (4).

Matriz de adyacencia

Es una matriz cuadrada M,,, de n vértices cuyos elementos son de la forma m;; tal que i
corresponde al vértice v;y j al vértice v;. Mediante esta matriz podemos representar solamente 1-
grafos (4).

Dado un grafo 1-grafo, si este es no dirigido, los valores de la matriz seran:

1 siv; y vj son adyacentes.

mi- = {
] 0 en otro caso.

Si no, si el grafo es dirigido, entonces la matriz de adyacencia se define como:
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my; = {1 si (v, v;) € A.

0 en otro caso.

Cuando el grafo es no dirigido la matriz es simétrica y su diagonal principal se
compondra Unicamente por ceros. Si el grafo es dirigido, la diagonal principal también se
compone unicamente por ceros y por cada 1 en una posicion (i, j)-ésima tendra un 0 en la (j, i)-
ésima puesto a que no consideramos la representacion de multigrafos. En tal caso, la matriz no
seria booleana (6).

Matriz de incidencia vértice-eje

Es una matriz M, cuyos elementos son de la forma m;.. Cada columna de esta matriz
corresponde a un eje o lado, y por tanto se puede utilizar para representar grafos no dirigidos de
cualquier orden (4). Ademas, los valores que puede tomar cada posicion de la matriz viene
definido como (6):

1 siel eje e, es incidente en el vértice v;.

m;, = {
te 0 en otro caso.

Matriz de incidencia veértice-arco

Es una matriz M,,,, cuyos elementos son de la forma m;, = 1 si i es vértice inicial de a,
m;, = -1 si i es el vértice final del arco a, y m;,= 0 en cualquier otro caso. Cada columna de esta
matriz representa un arco que no sea bucle, y por tanto se puede utilizar para representar p-
grafos sin bucles (4). Los valores que puede tomar cada posicion de la matriz viene definido
como (6):

1 si v; es vértice inicial del arco a.
m;, = 1—1 siv; es vértice final del arco a.
0 en otro caso.

Listas basadas en vértices adyacentes

Se utilizan dos listas, a(.) de tamafio n+/ y f(.) de tamafio m para grafos dirigidos y
2m para grafos no dirigidos. La lista §(.) contiene a los elementos sucesores de cada vértice 7, a
partir de la posicion a (i) y hasta la posicion a(i + 1) — 1. Por a(n + 1) se indica que ya sea
terminado de describir el grafo, y por tanto los sucesores de » aparecen en la tabla §(.) desde la
posicion a(n) hasta el final de la lista (4).

Listas basadas en ejes o arcos

Se utilizan dos listas a(.) y B(.) de tamafio m. Dado un eje o arco j las posiciones a(j)
y B(j) contienen sus vértices extremos, j = 1, ..., m. Si el grafo es dirigido, a(j) es el vértice
inicial y B(j) el vértice final (4).

2.2. Redes sociales on-line

Los usuarios de webs como Facebook, Twitter, Youtube, Flickr, asi como el resto de
redes sociales online, forman una red social, valga la redundancia, que proporciona un potente
medio para la comparticién, organizacion y busqueda de contenido y/o contactos. La
popularidad de estos sitios brinda una gran oportunidad para estudiar las caracteristicas de los
grafos superpuestos que generan estas redes sociales online a gran escala. La importancia de
entender los grafos que estos sitios generan puede servir para mejorar los sistemas actuales y
disefiar nuevas aplicaciones para redes sociales online (1), ademas de servir como campo de
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estudio para comprender el comportamiento de las redes sociales naturales como nunca antes se
ha podido realizar.

Pero no solo las tan populares redes sociales como las mencionadas con anterioridad
son redes sociales, asi también otras como Tuenti, Orkut, Linkedln, Myspace, sino también se
pueden considerar redes sociales on-line a aquellas producidas por el envio y recepcion de
correos electronicos, como es el caso de la empresa Enron donde el gobierno de EE.UU. hizo de
dominio publico una cantidad ingente de e-mails producidos dentro de los trabajadores de la
empresa , o las producidas a través de los contactos de MSN Messenger (9).

Para abstraer las entidades participantes en cada red social, asi como las relaciones
establecidas entre estos, se estudia la estructura social mediante la teoria de grafos explicada en
el capitulo anterior. Entonces, los usuarios de las redes sociales se representan como nodos en
un grafo y las aristas o ejes, las relaciones en funcion del tipo de red a analizar. En el caso de
Facebook por ejemplo, dos usuarios o nodos establecen una relacion o arista en el supuesto de
que estén en sendas listas de amigos, o también, que ambos hayan escrito un mensaje en el muro
del otro. En Twitter se pueden entender las relaciones en la forma de followers y following, o a
base de tweets y retweets. En el caso de Enron, red social generada a partir del envio de e-mails,
se establece una arista entre usuarios participantes en el caso de que hayan enviado a un usuario
y recibido de este mismo usuario un correo electronico.

Las redes sociales on-line — asi como las off-line-, son descritas de forma adecuada
como redes con una topologia compleja. Una propiedad comun de estos tipos de grandes redes
tiene que ver con que la conectividad de los nodos que la forman siguen una distribucion de
grado en forma de ley de potencias libre de escala - véase Ilustracion 1-. Esta caracteristica es
consecuencia de dos mecanismos genéricos que actian en dichas redes, el primero hace
referencia a la continua expansion de la red mediante la adicion y supresion de nuevos nodos en
el transcurso del tiempo, y el segundo, apunta a que esos nuevos nodos se enlazan
preferentemente a nodos que ya estan bien conectados en la red, es decir, a aquellos que tienen
una alta conectividad en la red.

El continuo desarrollo de estas grandes redes complejas deja entrever que son
gobernadas por un robusto fendomeno de auto-organizacion que va mas alld de las
particularidades de una red compleja artificial cualquiera (10).

En este tipo de red compleja la distribucion de grado sigue una ley de potencias libre de
escala. Se obtiene que existe un numero reducido de nodos que tienen un grado alto y muchos
nodos que estan pobremente conectados con el resto de nodos del grafo. Fue descrito por Laszlo
Barabasi al realizar un estudio de la topologia de la world wide web en 1999 y junto con este y
otros estudios se desprende que es la distribucion que mejor describe las redes sociales naturales.
Por otro lado, es robusto a errores aleatorios (3). La probabilidad P(k) de que un nodo de la red
interactue —esté enlazado- con otros k£ nodos decae gradualmente como una ley de potencias. Se
define como (11):

P(k) =Ck™|y >0

donde y igual a2 < y < 3 en la mayor parte de sistemas (1). Esta afirmacion indica
que las grandes redes se auto-organizan en un estado libre de escala, una caracteristica no
contemplada por todos los modelos aleatorios artificiales de redes descritos hasta el momento,
tales como la distribucion descrita por el modelo de Erdés-Renyi (ER) en la década de los 50
que esta definida como:

z
_ZH

P(k) = e< k>

2- Teoria y estado del arte 18



que sigue una distribucion de Poison, o como la distribucion propuesta por Watts &
Strogatz (WS) que también sigue una distribucion de Poison pero establece la topologia de los
nodos en forma de anillo entre otras caracteristicas divergentes (10) — véase Ilustracion 2-.

La topologia libre de escala tiene una caracteristica propia y muy significativa del
modelo, la distribucién de grado que sigue una ley de potencias esta representada en forma de
cola para valores altos de grado £, lo cual indica que los nodos altamente conectados tienen un
gran probabilidad de dominar la conectividad de la red, y por ende, en el caso de supresion o
caida de estos nodos es muy probable que influya en gran medida en como transita el flujo de
informacioén por la red, en el diametro, en los caminos cortos entre nodos y pudiendo incluso
generar clusteres aislados en la red.

Los métodos propuestos por Erdds-Renyi y Watts & Strogatz asumen que la red
empieza con un numero fijo de nodos n, que son conectados aleatoriamente (ER) o reconectados
(WS), siempre sin modificar el tamafio de n. En cambio, muchas redes complejas naturales
estan abiertas a cambios, afiadiendo de forma incremental (fitness model) nodos a la red a través
del tiempo. Por tanto, es una caracteristica inherente a este tipo de sistemas la adicion de nuevos
nodos que se conecten con nodos ya existentes en la red y que esta crezca con el tiempo.

Por otro lado, ambos modelos asumen que la probabilidad de que dos nodos estén
conectados es aleatoria y uniforme. De hecho, muchas redes naturales exhiben la propiedad de
conectividad preferencial (preferential attachment) , es decir, dado un nuevo nodo entrante en la
red, la probabilidad de que establezca una conexion o enlace con otro nodo no es ni aleatoria ni
uniforme, sino que aquellos nodos con una alta conectividad ya existentes en la red tienen una
mayor probabilidad de enlazar con el nuevo nodo de la red que aquellos que tienen una baja
conectividad. A partir del estado inicial de la red, aquellos nodos con alta conectividad
adquiriran mas enlaces que el resto de nodos tras el paso del tiempo, debido al constante
crecimiento de la red y su conectividad tendra un ratio cada vez mayor. Se puede entender como
que “el rico se hace cada vez mas rico”.
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Ilustracion 1: Distribucion de la probabilidad P(k) de la red social on-line Cyworld realizada por
(3). Los valores -4 y -1 indican el valor que toma el exponente de la distribucion de ley de potencias, y.
Se puede observar para altos valores de & que la distribucion toma forma de cola.
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Para finalizar en lo referente a la comparacion de los modelos propuestos ER y WS con
el propuesto por Barabasi, se establece que el mejor modelo para describir una red compleja
natural deberia ser invariante en el tiempo, ya que la red, por si misma, evoluciona. Se ha
demostrado que el modelo de Barabasi provee una distribucion que conserva las caracteristicas
principales de la red de forma independiente en el tiempo. Por consiguiente, P(k), es
independiente del tiempo y consecuentemente, independiente del tamafo de la red, indicando
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que a pesar del continuo crecimiento del sistema, este se auto-organiza en un estado estacionario
libre de escala (10).

Siguiendo con las propiedades inherentes a las redes complejas naturales, pasamos a
enunciar uno de los problemas mas famosos existentes en el campo, el concepto de mundo
pequeftio (small world problem) o comunmente llamado como los seis grados de separacion. El
origen del concepto de mundo pequefio fue descrito en primer lugar por el novelista y periodista
hungaro Frigyes Karinthy que escribié un articulo donde retaba a quien quisiera a encontrar a
una persona, con la cual no tuviera relacion alguna, con la condicion que lo consiguiera en no
mas de cinco saltos — se entiende, a través de cinco personas-.

A posteriori, en los afios cincuenta, Ithiel Pool y Mandfred Kochen redactaron un
manuscrito no publicado, llamado Contactos e influencias (Contacts and Influence) que fue la
primera aproximacion matematica que trataba directamente de resolver el problema del mundo
pequefio. En el modelo descrito por Pool y Kochen, asumian una poblacién de N individuos, los
cuales conocian de media otras n personas de la poblacidn. Intentaron calcular la probabilidad
Py, de que dos personas escogidas aleatoriamente del grupo pudieran estar conectadas por una
cadena de & intermediarios. Su basico modelo generaba una estructura en forma de arbol.
Usando la estimacion media de amistades realizada por Gurevich en 1961, concluyeron que se
necesitaban dos intermediarios para conectar dos individuos tipicos en una poblacién de dos
cientos millones de personas. De hecho, diverge en gran medida con el valor determinado en el
estudio de Milgram que se explicara mas adelante, ya que el modelo no tenia en cuenta la
estructura social existente (12).

En otro trabajo relacionado con el problema de mundo pequefio, Rapoport y Horvarth
realizaron un estudio empirico en 1961 examinando la redes sociométricas de un instituto de
ochocientos sesenta y un estudiante, donde pidieron a cada uno de ellos que elaborara una lista
con preferencia con sus amigos. Elaboraron un modelo matematico que representaba con
exactitud cercana los datos empiricos obtenidos.

Regular Mundo pequeiio Aleatoria

p=0 : » p=1
Incrementado aleatoriedad

Ilustracion 2: Estudio realizado por Watts y Strongatz mediante la interpolacion de un anillo
regular hacia un anillo completamente aleatorio. Sirve para mostrar graficamente las diferencias y
evolucion entre los distintos tipos de redes (13).

Finalmente, el psicologo social Stanley Milgram y su alumno Jeffrey Travers, de la
universidad de Harvard, realizaron un estudio que luego publicaron con el nombre de An
experimental study of the small world problem. El proceso que realizaron fue el siguiente:
mediante una persona objetivo arbitraria y un grupo de personas iniciales seleccionadas,
intentaron generar un conjunto de cadenas de amistades desde las personas iniciales hasta la
persona objetivo. Para ello, a cada persona inicial le fue brindado un documento y se le pidid
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enviarlo por correo a otras personas que pensara que o bien podria conocer a la persona objetivo,
o por otro lado, podria acercarlo a su destino. La cadena de amistades terminaba cuando llegada
el documento a la persona objetivo o cuando en algin paso, inicial o intermedio, la persona que
poseia el documento se negaba a participar en el experimento.

El conjunto de personas iniciales seleccionadas fueron un total de 296 voluntarios, 126
de los cuales eran residentes del estado de Nebraska seleccionadas bajo unos parametros y las
100 restantes fueron aquellas personas de Boston que aceptaron la invitacion de participar en el
experimento tras leerlo en un anuncio de un periddico local. Del conjunto de 296 personas
iniciales, 217 enviaron el documento a sus amigos y la cadena de amistades comenzo, llegando
a otras 453 personas durante el proceso, que fueron los intermediarios participantes
seleccionados por los participantes anteriores de llevar el documento a su destino final.
Finalmente, 64 documentos llegaron y el 29% del conjunto inicial de personas alcanzo el
objetivo. Tras analizar ese 29% de cadenas completadas, se determind que el nimero necesario
para alcanzar a una persona objetivo desde una inicial cualquiera era de media 5.2 enlaces o
saltos — véase Ilustracion 3-. Ademas, determinaron que cuando la cadena convergia con la
persona destino, muchas de las cadenas utilizaban el mismo canal para enviar el documento, es
decir, lo remitian a la misma persona, produciendo que entre todas las cadenas, algunas de ellas
compartieran parte del camino realizado (12).

20 —

Numero de cadenas
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Iustracion 3: Distribucion de las cadenas completas del experimento de Milgram sobre un total
de 64 cadenas de amistades que llegaron a su destino.

En estudios posteriores se ha demostrado que este tipo de redes naturales, como redes
libres de escala que son, con distribucion de grado p(k) = ck™ tal que 2 < 1 < 3, tienen un
diametro d ~Inln N y pueden ser consideradas como redes de mundo ultra pequefio ya que se
puede alcanzar un nodo i desde un nodo j en muy pocos saltos. En el caso de que 1 > 3¢l
resultado del diametro volveria a ser d ~In N mas propio de las redes artificiales o modelos
que no describen correctamente las redes libres de escala tales como redes aleatorias (14). Como
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consecuencia de esta caracteristica, los nodos que conforman la red tiene un alto indice de
agrupamiento (clustering coefficient), y por tanto, un numero alto de cliqués (13).

Por ultimo, se ha demostrado que en las redes libres de escala, gracias a su eficiente red
comunicativa, favorece de igual forma la expansion y distribucion de virus o contenido
malicioso. Ademas, a diferencia del resto de tipos de redes, no existe un umbral epidémico y su
comportamiento es critico, ya que esta relacionado inversamente con la conectividad de la red,
derivando en resultados inesperados (15), donde ademas, debido a que la red tiene un diametro
pequefio (small world) se propagan rapidamente, mas si cabe, si consiguen infectar algun hub —
nodo con alta conectividad- (13).

2.3. Muestreo de las redes sociales online

Diversos problemas a la hora de concebir una red social pueden causar inexactitud en
los datos y llevar a errores de célculo en las métricas estudiadas como el grado medio, el
coeficiente de clustering y otras.

Partiendo de que estas métricas no son independientes de los nodos que forman el grafo
o red, el valor que toman estas depende en gran medida de la forma en la que se recaban los
datos. Existen diferentes metodologias para muestrear redes a través de sus nodos y/o enlaces y
cada método puede dar diferentes caracteristicas respecto a las propiedades estudiadas.

Debido a que resulta practicamente imposible conseguir informacion, anonimizada o no,
directamente de estos sitios, hay que acudir a otras técnicas para la obtencion de informacion
relevante para el estudio de las redes sociales online. Muchos, por no decir la mayoria, de estos
sitios, poseen politicas de privacidad muy restrictivas que impiden la obtencion de informacion
de forma flexible y/o deseada. La tinica posibilidad es mediante realizar un crawling de las
partes o perfiles publicos que ofrecen de cada sitio de estudio (1). El crawling o indexado de
webs es un proceso de recoleccion y almacenamiento de paginas web por parte de un spider o
arafia, el cual es una aplicacion que analiza cada pagina guardando su contenido y
expandiéndose por los enlaces que residen en el documento actual. Comunmente, esta técnica es
utilizada por los buscadores en Internet para dar de alta o actualizar la informacion de las webs
que ellos poseen.

A continuacion se muestran tres tipos de estrategias para realizar el crawling — véase la
Ilustracion 4 para verlo de forma grafica- , se establecen sus puntos fuertes y débiles y por
ultimo se establece que porcentaje de la red original deberia ser extraido para el correcto estudio
de las caracteristicas del grafo de las redes sociales online
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2acapa
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la capa

Nodo inicial
(a) Muestreo por (b) Muestreo por (c) Muestreo Snowball
nodos enlaces

Ilustracion 4: Los 3 tipos de métodos de muestreo. (a) Muestreo por nodos: seleccionados los
nodos contenidos en un circulo, mantenemos las aristas entre ellos, el nodo aislado es eliminado. (b)
Muestreo por enlaces: Se seleccionan las 3 aristas sombreadas y los 6 nodos adyacentes a estas. (c)
Muestreo snowball: Empezando desde el nodo resaltado con el circulo, se van seleccionando los nodos y
aristas yendo a través de los enlaces del nodo inicial (16).

2.3.1. Tipos de muestreo

Muestreo Snowball

Meétodo de muestreo no probabilistico en el que mediante la técnica de crawling se
analiza un individuo — nodo- aleatorio de la red y se selecciona su vecindad junto con las aristas
adyacentes, después la vecindad de los vecinos anteriores y asi sucesivamente. Equivale a hacer
una busqueda en amplitud (Breadth First Search) a partir del nodo inicial (3). El conjunto de
nodos seleccionado en el paso enésimo se denota como capa n. El muestro snowball tiende a
escoger aquellos nodos con muchos enlaces en pocos pasos debido a la alta conectividad de
estos, con lo que no existe una diferencia notable si el nodo inicial tiene o no una alta
conectividad a la hora de caracterizar la red muestreada (16).

Muestreo por nodos

En el muestro por nodos se realiza una seleccion de una fraccion aleatoria —ratio de
muestreo- de nodos. Una vez se tienen los vértices del grafo resultante se afnaden las aristas
existentes entre los nodos que conforman el grafo (3). Normalmente, los nodos aislados son
descartados por conveniencia, con lo que el ratio final es ligeramente inferior. Resulta evidente
la dependencia de las métricas como el grado medio o el camino corto medio con el ratio
muestreado de la red original (16).

Muestreo por enlaces

El muestro por enlaces es similar al muestreo por nodos. En este caso, se escoge de
forma aleatoria una fraccion de los enlaces —aristas- y se construye el grafo de muestra
resultante con los nodos incidentes a estas aristas (3).
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2.3.2. (Qué método de muestreo utilizar?

En general, la distribucion de grado de las redes muestreadas sigue una ley de potencias
tal que p(k) = ck™*, como sus redes originales. La nueva distribucion de grado p’(k) de la red
muestreada se puede expresar como:

S ko\(mn—ko—1) /(n—1
p(k) = Zk0=k”("°) GG Z0)/(m )

donde p(k) es la distribucion de grado de la red original, #n es el nimero de nodos de la
red original y ng es el nimero de nodos de la red muestreada. Los exponentes de grado de la
distribucion de grado p’(k) son acordes con los de la red original para los muestreos por nodo y
por enlace. Por otro lado, en el caso del muestreo snowball, el exponente de grado decrece
conforme decrece el ratio de muestreo debido a que con este método los nodos con alta
conectividad son escogidos con facilidad durante el proceso de muestreo y con esto se mantiene
la cola caracteristica de las distribuciones de grado libres de escala. Por lo tanto, el muestreo
snowball subestima el exponente de grado.

Respecto a la estimacion de la longitud del camino medio, para el método de muestreo
snowball, el promedio decrece conforme decrece el tamafio de la red muestreada. Sin embargo,
para el muestro por nodos o enlaces, el promedio es mayor en la red muestreada que en la
original para ratios de muestreo no muy pequefios. En resumen, el promedio de grado de la red
muestreada decrece conforme decrece el ratio de muestreo mientras que la longitud del camino
medio decrece conforme el promedio de grado crece.

La similitud mide la centralidad de un nodo mediante el flujo de trafico en la red. Dado
Cp(i))
c@pn’
existentes entre los nodos i y j, y Cp, (i, j) es el nimero de esos caminos que atraviesan el nodo b.

un nodo b, se define como g;, = Y= donde C(i,j) es el numero total de caminos cortos

Se sabe que la distribucion de la intermediacion sigue una ley de potencias p(g)~g~"
en las redes libre de escala. Como sucede en la distribucion de grado, para la distribucion de la
similitud en una red muestreada, la ley de potencias de la distribucion sigue vigente como en la
red original. El exponente se ve incrementado —sobreestimacion- en los métodos de muestreo
por nodos y por enlaces mientras que decrece —subestimacion- para el muestreo snowball segiin
va disminuyendo el ratio de muestreo de la red original.

Para los métodos de muestreo por nodos y por enlaces, no existen cambios relevantes en
la asortatividad, y aparentemente la red muestreada conserva la asortatividad de la red original.
Sin embargo, para el muestreo snowball resulta que la red muestreada tiende a ser mas
desasortativa — negativa — que la red original. Esto puede a ser debido al proceso de seleccion de
nodos, ya que en la ultima capa del muestreo las conexiones entre nodos con alta conectividad y
los nodos de la ultima capa pueden producir esa disminucion de la asortatividad.

Para los métodos de muestreo snowball y por nodos existe un pequefio cambio en el
coeficiente de clustering dependiendo del tipo de red que se analice. Por otro lado, para el
muestreo por enlaces se subestima el coeficiente de clustering de la red. Este efecto reductor es
debido al seleccionar aleatoriamente los enlaces de la red original, lo cual conlleva a la ruptura
de posibles triangulos entre nodos, y por tanto, a la omision de clustering (16).

Se recomienda el uso del muestreo por bola de nieve para la mayor parte de redes, solo
algunas quedan mejor representadas con alguno de los otros tipos de muestreo. Para concluir, se
muestra en la Tabla 1 un resumen de lo explicado anteriormente.
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Exponente de gradoy Similitudn  Asortatividad r Coeficiente de
clustering C

Nodos | 1 7 = )
Enlaces | 1 7 - !
Snowball | ! ! ! )

Tabla 1: Cambios en la estimacion de las métricas para cada método de muestreo. La flecha al
lado de cada método indica el ratio de muestreo respecto a la red original. Los simbolos significan |
subestimacion, 1 sobre-estimacion, = igual y ] que tanto puede ser

2.3.3. ;Qué proporcioén de la red original se ha de muestrear?

Cabe pensar que al muestrear un subconjunto de la red original, esta nueva red de
muestra no contenga las mismas propiedades y valores objetivos que su original. A partir del
mejor método de muestreo antes citado, muestreo snowball, Ahn, Yong-Yeol et al (3)
demostraron que el porcentaje de muestreo minimo del total de la red original necesario para
mantener las propiedades en la red de muestreo son los siguientes — véase Tabla 2-, en funcidén
de la métrica que se quiere estudiar.

Propiedad % muestreo minimo
Distribucion de grado 0.25
Correlacion de grado 0.2

Asortatividad 0.9
Coeficiente de clustering No concluyente

Tabla 2: Resumen de la evaluacion del método de muestreo de bola de nieve. El % de muestreo
minimo para conservar las propiedades ha de ser mayor o igual al indicado.

2.3.4. Reduccion del conjunto de datos obtenido

Debido a que los conjuntos de datos utilizados para el estudio pueden ser de un tamaiio
considerable, y el proceso de extraccion de métricas y la posterior visualizacion de la red llega
tener un coste computacional inasumible para el autor del presente trabajo, a continuacion se
explican las tres técnicas utilizadas para reducir el conjunto de datos original a otro mas
reducido, del previamente muestreado, que se utilizara principalmente para la deteccion y
busqueda de comunidades y para la visualizacion.

El porcentaje de muestreo deseado ronda el 10% de los nodos de la red original, junto
con las aristas adyacentes a estos en los conjuntos de datos mas grandes con los que hemos
trabajado (Facebook, Enron, Arxiv).

Filtrado por grado
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El método de filtrado por grado se basa, como su nombre indica, en filtrar aquellos
nodos de la red original que no superen cierto valor de grado. Para conservar las propiedades de
la estructura, una vez obtenidos los nodos que superan la restriccion de grado g(n) =
Imuestreo» S¢ €xpande el conjunto de datos muestreado con la vecindad de los nodos que han
superado el filtrado, asi como las aristas adyacentes a estos nodos.

Filtrado por coeficiente de clustering

Este segundo método, es andlogo al anterior de muestreo por grado, pero en este caso
teniendo en cuenta el valor de coeficiente de clustering de los nodos de la red original, siendo el
conjunto muestreado resultante aquel formado por los nodos que superan la restriccion de
C(n) = Cpuyestreo» junto con sus vecindades y las aristas adyacentes a estos nodos.

Filtrado probabilistico

Ultimo método para reducir el conjunto de datos que se basa en la teoria probabilistica
para el filtrado de los nodos. Para ello hay que tener en cuenta la distribucion de grado para
evaluar la frecuencia de un grado x en la red siendo P(x) la probabilidad de que un nodo
seleccionado de forma aleatoria de la red original tenga como grado el valor x.

Para que el proceso sea mas harmoénico, se realiza una particion del espacio de grado
(espacio entre el grado minimo existente y el grado maximo) en n partes y se seleccionara de
cada parte el porcentaje de muestreo deseado. Siendo este porcentaje, por ejemplo, un 10%, se
seleccionara el 10% de los nodos existentes en cada parte del espacio de nodos y se obtendra un
conjunto de datos muestreado que conservard la proporcionalidad de grado en los nodos de la
red original.

Posteriormente, al expandir el conjunto de datos con la vecindad, nos podemos decantar
por dos opciones. La primera, seleccionar para cada nodo filtrado un ntimero de vecinos
equivalente al promedio de vecinos Pv en la red original, con lo que obtendriamos N x Pv
nodos, o bien, en segundo lugar, seleccionar un nimero de vecinos proporcional al porcentaje
de muestreo deseado (siendo en el ejemplo un 10%) tal que la probabilidad de que un vecino de
un nodo filtrado sea seleccionado es igual a P(vecino) = gr(n)/%muestreo» Siendo gr(n) el
grado del nodo.

2.4. Métricas para el estudio de los conjuntos de datos

Una vez tenemos los conjuntos de datos deseados listos para ser procesados, el siguiente
paso se centra en determinar que caracteristicas o propiedades de la red queremos extraer. A lo
largo de esta seccidn se explica de forma detallada cuales son las propiedades a extraer del grafo
generado de muestra para estudiar, determinar y caracterizar las redes sociales utilizadas en el
estudio.

2.4.1. Distribucién de grado

El grado de un vértice es el numero de conexiones asociadas a un vértice. La
distribucion de grado se define como la distribucion de probabilidad de un grado en un grafo
G=(V,E). Se pueden enumerar tres tipos de distribuciones en base a la topologia del grafo:

- Topologia de Poison

Se consideran importantes al ser las que se empezaron a utilizar en el modelo de Erdos-
Renyi en la década de los 50. A veces se le llama redes de tipo Erdds-Renyi, pero la
representacion de redes con esta distribucion de grado no es realista con las redes naturales (11).
Viene definida por:

zZ
_ZF

P(k) = e< k>
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- Topologia exponencial

Se produce esta distribucion de grado en las redes evolucionistas en el tiempo, donde se
posee la misma probabilidad de ser enlazado por el resto —enlace igualitario- (11).. Se define
como:

P(k) = Ce™®*
- Topologia libre de escala:

En este tipo de red compleja la distribucion de grado sigue una ley de potencias libre de
escala. En esta, existen un niamero reducido de nodos que tienen un grado alto y muchos nodos
que estdn pobremente conectados con el resto de nodos del grafo. Fue descrito por Laszlo
Barabasi al realizar un estudio de la topologia de la world wide web en 1999 y de otros estudios
se desprende que es la distribucion que mejor describe las redes sociales naturales. Por otro lado,
es robusto a errores aleatorios. La probabilidad se define como (11):

P(k)=Ck™|y >0

siendo y igual a 2 < y <3 en la mayor parte de sistemas (1). También puede resultar
interesante calcular la probabilidad acumulativa de grado.

2.4.2. Coeficiente de clustering

Se define el coeficiente de clustering o coeficiente de agrupamiento de un nodo i como
el ratio del numero de enlaces existentes sobre todos los enlaces posibles entre sus vecinos.
Dado un grafo G=(V,E), el coeficiente de clustering C,; o de agrupamiento del nodoi € V se
define como:

_2[{tv,w)|(v,w), (i,w), (v,w) € E}|
B ki(k; — 1)

C;

donde %; es el grado del nodo i. Se puede interpretar como la probabilidad de que dos nodos
escogidos aleatoriamente que compartan un vecino tengan un enlace entre ellos. Dado un nodo
perteneciente a una red altamente conectada —p.e. malla, grafo completo- el coeficiente de
clustering serd igual a 1. El coeficiente de clustering representa que tan bien conectados estan
sus vecinos.

Como en el caso de la distribucion de grado, puede ser relevante no so6lo saber el
coeficiente de clustering medio de un grado k, denotado como C(k), sino también su distribucion
a lo largo de la red (3).

2.4.3. Correlacion de grado

La correlacion de grado o correlacion de la conectividad, denotado como £,,, es el
mapeo entre un nodo de grado k£ y el grado medio de los vecinos adyacentes a este nodo. Dicho
de otra forma, estudia si los nodos de una red se conectan a otros de caracteristicas parecidas o
no. Su distribucion estd normalmente caracterizada por la asortatividad, denotada como r, la
cual esta definida como el coeficiente de correlacion de Pearson de los grados de aquellos nodos
los cuales estan conectados por una arista o enlace. Se expresa como sigue:

(kikj) — (ki)k;)
kB = wp2) (P = 1)

donde k; y k; son los grados de los nodos extremos del enlace y la notacion (-) representa el
promedio sobre todo los enlaces.
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Si la asortatividad es negativa, un nodo con un grado alto tenderd a estar conectado a
nodos con un nivel menor de grado y viceversa. Cuando » > 0, decimos que la red tiene un
patron de asortatividad y cuando es » < 0 se dice que tiene un patrén desasortativo (3).

2.4.4. Longitud del camino medio

Se define la longitud del camino medio como el promedio del nimero de aristas de los
caminos mas cortos entre todos los posibles nodos de la red. Es una caracteristica que mide la
eficiencia del transporte de informacion en una red.

Dado un grafo G=(V,E) sin etiquetar —es decir, sin peso alguno en sus aristas-, se define
el camino mas corto entre dos nodos v;, v; € Vcomo d(v;, v;). Se asume que cuando d(v;, v;) =0
(17), entonces v; = v;. Cuando v; no es alcanzable por v; d(v;, v;) = oo (18).

Por ultimo, la longitud del camino medio se define como:

1
lg = WZJ: d(vi, vy)

donde # es el numero total de nodos existente en el grafo G (17).
2.4.5. Diametro

Antes de definir el didmetro de una red hemos de definir la excentricidad en una red. La
excentricidad € de un vértice v es la mayor distancia geodésica o camino mas corto entre el
vértice v y cualquier otro vértice de la red. En otras palabras, cual es el camino corto mas grande
entre el nodo vy otro de la red.

El diametro de un grafo o red equivale a la maxima excentricidad de cualquier nodo de
la red. Esto es, el camino corto mas grande entre cualquier par de vértices que conforman la red.
Para calcularlo, primero se ha de calcular el camino mas corto entre cada par de vértices de la
red y luego encontrar el camino mas grande existente. Dado un grafo G=(V,E), el diametro del
grafo G se define como (18):

diam(G) = max{d(v;, v;)}Vv;,v; €V
2.4.6. Triangulos

Se definen los triangulos de una red como el sumatorio del nimero de ciclos de longitud
3 existentes entre un nodo origen 7 y sus vecinos para todos los nodos que forman la red, siendo
el camino n-v4, v;-v, y v,-n donde 7 es el nodo origen y v; los pares de nodos vecinos al nodo
n. Se puede entender también como todos los subgrafos completos K3 existentes en la red.

Esta propiedad indica la cantidad de conexiones que existen entre pares de vecinos de
un vértice para todos los nodos de la red y estd intrinsecamente relacionado con el coeficiente
de clustering, ya que este puede ser definido en base a los tridngulos de la forma: (19)

#Triangulos existentes  #Triangulos existentes
i = =

#Triangulos posible ~ (gr; * (gr; — 1))/2

Finalmente, se puede entender un triangulo como un cliqué de tamafio 3 formado por
esos nodos.

2.4.7. Componentes

La teoria que define un componente estd directamente relacionado con la definicion
previa de conectividad de un grafo. Para refrescar la memoria del lector, una componente
Sfuertemente conexa (CFC o en inglés WCC) se puede definir como los subconjuntos conexos
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maximales Vi,...,V,, siendo p el denominado orden de conexion, del conjunto de aristas V del
grafo G, donde los vértices de cada uno de estos subconjuntos estaran conectados entre si —
existe un camino que los une- y desconectados con el resto (4).

El analisis de los componentes de un grafo da una vision de la red en forma de
composicion de uno — si el grafo es
totalmente conexo- o de varios
componentes aislados entre si
donde el flujo de informacién no
transcurre de un lado hacia el otro.

2.4.8. Comunidades

Se trata de una propiedad
comun en muchas redes y un sector
de investigacion en auge, la
estructura en comunidades. Esta se
puede definir como la division de
los nodos de una red en subgrupos
dentro de los cuales, las conexiones
o aristas entre los nodos que la
forman son densas o numerosas,
pero las  conexiones inter- [lustracién 5: Los nodos en muchas redes se sitian de forma
comunitarias son escasas (20), natural en grupos o comunidades, las aristas dentro de las
como se puede ver en la zonassombreadas son numerosas mientras que existe s6lo un
Tlustracion 5. pequefio grupo de aristas entre los diferentes grupos (20).

La habilidad de detectar, determinar y analizar tales grupos provee una alta capacidad
para entender y visualizar la estructura de una red. Para ello, se utilizara el método descrito por
Newman & Girvan en el articulo Finding and evaluating community structure in networks (21)
que pasamos a explicar a continuacion.

El algoritmo propuesto por Newman & Girvan es un método divisivo para grafos no
dirigidos y sin peso alguno — aunque puede ser aplicado a grafos dirigidos con ligeras
modificaciones-, que comienza su proceso con el total de la red de interés a procesar e intenta
encontrar las aristas entre pares de vértices conectados donde la similitud de arista (edge
betweenness) es mayor, para ir eliminando las aristas que los conectan. Realizando este proceso
repetidamente, se va dividiendo la red en componentes cada vez mas pequefios a los que
llamamos comunidades. El proceso puede ser finalizado en cualquier iteracion del método para
escoger las comunidades definidas en ese paso. Ademas, el proceso se puede representar como
un dendograma, desglosando las divisiones sucesivas de la red en grupos cada vez mas
pequefios.

Sin embargo, el método, en vez de centrarse en buscar aquellos pares de nodos en los
que la similitud sea menor, que seria la opcion mas logica, toma una aproximacion alternativa,
buscando las aristas de la red que estan situadas con mayor frecuencia entre los caminos cortos
entre pares de nodos de la red, entendiendo que esa arista es responsable de mantener la
conectividad entre un nimero elevado de pares de nodos.

El método consta de dos grandes pasos, el primer paso es el de encontrar las aristas con
mayor similitud — betweenneess-, y el segundo paso, el de evaluar las divisiones para determinar
de forma objetiva la bondad de la division actual, es decir, como de bien representa el estado
actual de la division en comunidades la estructura real de la red.

Edge betweenness
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Las métricas propuestas en el articulo para calcular la similitud de una arista se basan en
la misma idea. Si dos comunidades estan unidas por s6lo un pequefio conjunto de aristas inter-
comunitarias, entonces, todos los caminos existentes en la red desde nodos pertenecientes a una
comunidad hacia los nodos de la otra, han de pasar a través de ese pequeilo conjunto de aristas.
Enumera tres posibles métricas a utilizar, aunque pudiera utilizarse otra, para calcular la
similitud y se basan en el camino geodésico — o camino mads corto-, en el camino aleatorio
(random walk) y en el flujo eléctrico (resistor network). En este documento solo se explicara el
primero de todos, al ser el que los autores del método recomiendan y el que se ha implementado
en el programa.

La métrica para el calculo de la similitud implementado se basa en calcular la distancia
geodésica o camino mds corto entre todos pares de nodos de la red y contar cuantos de esos
caminos pasan a través de cada arista. Lo podemos denotar como edge betweenness centrality o
similitud del eje o arista, siendo esta métrica diferente entre la similitud entre nodos, que
también se basa en calcular el camino mas corto entre los pares de nodos de la red, pero donde
se calcula la importancia de los nodos en la red y no de las aristas, como es el caso (21).

Asi pues, definimos el edge betweenness centrality o similitud del eje como la suma de
la fraccion de todos los pares de caminos geodésicos que pasan a través de la arista e. Se

expresa matematicamente como:
(s, tle)
)= Y S

S,;tev l(S, t)

donde V es el conjunto de nodos de la red G, I(s, t) es el nimero de caminos geodésicos 0 mas
cortos entre los nodos s y ¢, y L(s, t|e) determina el nimero de esos caminos que pasan a traveés
de la arista e (22).

Una vez definida la métrica, pasamos a explicar el punto crucial del método presentado,
la fase de recalculo de la similitud. Debido a que el proceso calcula la similitud de las aristas, y
aquella con mayor valor de similitud es eliminada del grafo, los valores de similitud para las
aristas restantes ya no reflejan la red tal como es, ya que los caminos geodésicos que tenian en
su camino la arista eliminada, dejan de existir, substituyéndose por otros caminos si los hubiera.
Por tanto, la solucion es tan sencilla como recalcular la similitud tras cada supresion de una
arista.

El célculo de la similitud de arista conlleva un coste computacional de O(mn?)
operaciones, dado un grafo G con m aristas y n vértices. El camino més corto entre un par de
nodos puede ser realizado mediante una buisqueda en amplitud en tiempo O(m), existiendo
0(n?) pares de vértices.

Comenzando en un vértice inicial s, los pasos a seguir para realizar la blisqueda en
profundidad se define como — véase un ejemplo en la Ilustracion 6-:

1- Se da al vértice inicial s una distancia d; = 0 y un peso wy = 1.
2- Para cada vértice i adyacente al vértice s se le da una distanciad; =ds+ 1 =1,y
un pesow; = wy = 1.
3- Para cada vértice j adyacente a alguno de los vértices 7, realizamos una de las
siguientes tres opciones:
a. Sia jaunno se le ha asignado distancia alguna, entonces se establece la distancia
comod; =d; + 1yunpesow; =w;
b. Sia jya se le habia asignado una distancia y d; = d; + 1, entonces el peso del
vértice se incrementa por w;, esto es wj « w; + w;.
c. Sia jyasele haasignado una distancia y d; < d; + 1, no hacemos nada.
4- Repetir el paso 3 hasta que no haya vértices que tengan asignada una distancia, pero
sus vecinos no la tengan establecida.
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Hojas

Iustracion 6: Calculo de la similitud de aristas. a) Caso en el que solo existe 1 camino posible.
b) Calculo cuando existe mas de un camino entre nodos (21).

El peso en un vértice i representa el nimero de caminos distintos existentes entre el
nodo origen s y el vértice i. Estos pesos son, precisamente, lo que necesitamos para calcular
nuestra similitud, ya que si dos vértices i y j estan conectados, estando j mas lejos que i del nodo
origen s, entonces, la fracciéon de caminos geodésicos desde j a s pasando por i, viene dado por
wi/wj. Entonces para calcular la contribucion a la similitud de arista para cada camino
geodésico existente empezando desde el nodo origen s, necesitamos realizar los siguientes
pasos:

1-  Encontrar cada nodo hoja ¢, esto es, un vértice el cual no tiene caminos desde el nodo
origen s hasta otros vértices pasando por z.

2-  Para cada vértice i vecino del vértice ¢, asignar el valor a la arista #-i tal que w;/w;

3-  Luego, empezando con las aristas mas lejanas al nodo origen s - las situadas mas
abajo en el arbol -, vamos subiendo hasta s. Para la arista con origen j hacia i, siendo
j mas lejano que i respecto a s, asignamos un valor igual a 1 mas la suma de los
valores de los nodos vecinos inmediatamente inferiores — mas abajo- en el arbol,
todo multiplicado por w;/wj.

4- Repetir el paso 3 hasta que el nodo origen s es alcanzado.

Luego, repitiendo este mismo proceso para los # nodos origen s que forman la red y
sumando los resultados de los valores de las aristas obtenidos, obtenemos la similitud de la
arista total en tiempo O(mn).

Cabe remarcar que la supresion de una arista en la red sélo afecta al componente que
contiene la arista, asi en tal caso, s6lo necesitamos recalcular la similitud para las aristas de ese
mismo componente. Las redes con una fuerte estructura comunitaria, se dividen pronto en
componentes separados durante el proceso del algoritmo, reduciendo sustancialmente la
cantidad de carga de trabajo a realizar en los siguientes pasos.

Resumiendo, el algoritmo para la primera parte del método propuesto es como sigue:

1-  Calcular los valores de similitud de arista para todas las aristas de la red.

2-  Seleccionar la arista con el valor mas alto de similitud y eliminarla de la red.
3-  Recalcular la similitud para las aristas restantes.

4- Repetir el paso 2 hasta que la red se divida en dos partes o componentes.
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Modularidad

Durante el proceso anterior, vamos dividiendo la red en componentes, pero en ningun
momento se define cuales de esas divisiones producidas a lo largo del proceso son las mejores,
o las més correctas. Para responder a esa pregunta hay que definir una medida de calidad dada
una division particular de la red, llamada modularidad.

Considera una division particular de una red en k& comunidades. Definimos una matriz
simétrica e de orden k x k donde sus elementos e;; son la fraccion sobre todas las aristas en la
red que conectan nodos de la comunidad i con nodos de la comunidad j. Se consideran las
aristas que formaban parte de la red original, incluso si han sido eliminadas durante el proceso
del algoritmo, estas seran tenidas en cuenta a la hora de calcular la modularidad.

La traza de la matriz e, denotado como Tr e = ) ; e;; nos proporciona la fraccion de
aristas de la red que conectan nodos pertenecientes a la misma comunidad, y de forma clara, una
buena division en comunidades deberia obtener un alto valor en la traza de la matriz e. Pero por
si sola no es un buen indicador de calidad de las divisiones ya que, por ejemplo, si situamos
todas las aristas en la misma comunidad obtendremos el valor maximal al ser 7r e = [ y sin
embargo no estariamos extrayendo informacion alguna de la estructura en comunidades de la
red.

Asi pues, hemos de definir la suma de filas — o columnas- a; = ¥ ; e;;, la cual representa

la fraccion de las aristas que conectan a nodos de la comunidad i. Entonces, podemos definir la
métrica de modularidad como:

Q= Z(e” —al)=Tre—lle*|
7

donde || x || indica el sumatorio de los elementos de la matriz x. Este pardmetro mide la fraccion
de aristas en la red que conectan vértices del mismo tipo — misma comunidad- menos el valor
esperado de la misma cantidad de aristas en la red con las mismas divisiones comunitarias pero
con conexiones aleatorias entre los nodos que la forman. Si el numero de aristas intra-
comunitarias no es mejor que el valor esperado, obtendremos un valor de modularidad O=0.
Los valores que se aproximan a (=1, siendo este el maximo valor, indican una estructura en
comunidades fuerte. En la practica, el rango de valores suele estar situado entre 0.3 y 0.7,
valores mas altos son poco frecuentes.

Normalmente, aplicaremos el célculo de la modularidad tras cada iteracion del
algoritmo, en otras palabras, tras cada ocasion en la que al eliminar una arista de la red, esta se
divida en dos componentes y buscaremos picos altos del valor de modularidad, lo que nos
indicara que la division actual es satisfactoria (21).
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3. Analisis y aplicacion

Una vez presentada la teoria que reside detrds de la representacion en forma de grafo
de las redes sociales, las caracteristicas de las redes complejas y las técnicas cominmente
utilizadas para la recoleccion y/o filtrado de datos, en esta tercera seccion profundizaremos en
los conjuntos de datos que se presentan, asi como en la aplicacion que se ha desarrollado para
obtener las métricas, muestreos y visualizaciones necesarios para la elaboracion del presente
documento.

3.1. Analisis de las redes sociales on-line

Asi pues, comenzamos esta subseccion para analizar los diferentes conjuntos de datos
que hemos tratado. Los dos primeros se utilizan en parte para verificar los resultados de la
aplicacion al ser conjuntos muy utilizados en otros estudios y sus resultados son ampliamente
conocidos por la comunidad. Luego, se presentan diferentes tipos de redes sociales on-line, ya
sean archiconocidas como Facebook, asi como también las generadas por los articulos
cientificos en bibliotecas on-line, o la generada por la empresa Enron a partir de los correos
electronicos enviados/recibidos por sus empleados.

3.1.1. Karate

El primer conjunto de datos presentado se basa en uno muy conocido y utilizado en
sociologia, el cual hemos utilizado como benchmark o conjunto de pruebas y validacion de
resultados de la aplicacion implementada. Fue elaborada por el socidlogo Wayne W. Zachary
(23) durante un periodo de tres afios, entre el 1970 y 1972 al estudiar un club de karate
universitario estadounidense. Durante el periodo de observacion el club tuvo entre 50 y 100
miembros y sus actividades incluian diferentes eventos sociales como fiestas, bailes y
banquetes ademas de las clases regulares de arte marcial. La organizacion politica del club
tenia caracter informal y a pesar de que existian unos estatutos y cuatro funcionarios que la
gestionaban, muchas de las decisiones que se tomaban se realizaban por consenso en las
reuniones del club. Para las clases, el club contraté a un instructor de karate a tiempo parcial.

Al principio del estudio de Zachary, observo un creciente conflicto entre el instructor
de karate, Mr. Hi y el presidente del club, Mr. John A. El instructor queria subir las tasas de
las clases ya que ¢l se consideraba con tal autoridad al ser el que impartia las clases. Por el
otro lado, el presidente, contrario a la opinion del instructor, queria mantener el precio de las
clases por ser ¢él, el administrador del club. El tiempo transcurrié y la gente del club se
posicion6 a un lado y a otro. Tras diferentes confrontaciones, el presidente despidié al
instructor y los partidarios del segundo no se resignaron y crearon una nueva organizacion
encabezada por Mr. Hi, desembocando en la ruptura y division del club en dos entidades
independientes — véase Ilustracion 7 -. Zachary estudio las relaciones entre los miembros del
club original, descartando aquellos que no interactuaban con el resto fuera del ambito del club
y después de la division del club, a que entidad fueron a parar. Entonces, el conjunto de datos
generado se presenta a continuacion (24).

El conjunto cuenta con un total de 34 nodos que representan a los miembros del club y
78 aristas que representan los vinculos antes descritos. El nimero de componentes que forman
el grafo es igual a 1, indicando que existe un camino desde cualquier nodo del grafo hasta otro
nodo que los conecta y por otro lado que no existen clasteres o conjuntos de nodos aislados
del componente fuertemente conexo (CFC).
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Iustracion 7: La red de amistades entre miembros del club de karate estudiado por Zachary.
Los nodos 1 y 33 representan el instructor y el administrador. Aquellos nodos con forma cuadrada
representan a los miembros que se alinearon con el presidente del club mientras aquellos redondos
corresponden con los del instructor (21).

En lo relativo a la conectividad de los nodos, el promedio de grado es de 4.59 enlaces
por nodo con una desviacion estandar de 3.87. El grado maximo lo obtiene el nodo numero 34
con grado 17 mientras que el grado minimo es 1. Se puede ver la distribucion de la
probabilidad P(k) de que un nodo tenga grado k& en la Ilustracion 8 donde se observa con
claridad los datos extraidos, siendo el grado con mayor probabilidad cuando 4&=2 con un 32,3%.
De todas formas, no es una grafica muy representativa de la distribucion libre de escala en
parte debido al pequefio numero de nodos del conjunto de datos.

El coeficiente de clustering del grafo da un valor bastante alto, 0.571 con una
desviacion estandar de 0.347. El nimero de tridngulos existentes en el grafo es de 45. Estos
dos valores vienen a remarcar la alta cohesion existente entre los nodos que forman el grafo, e
indica que existe una alta probabilidad de que dado dos nodos enlazados, un tercer “amigo”
sea comun para ambos. Este factor tan caracteristico de esta red es debido a que
practicamente todos los nodos o bien estdn conectados al nodo 1 o al nodo 34 —véase
Ilustracion 7-, que son los nodos correspondientes al presidente del club de karate y al
instructor respectivamente.

El camino corto medio del grafo generado es de 2.41 con una desviacion estandar de
0.39. Conjuntamente, el diametro — camino corto mas largo- del grafo es de 5 saltos. El valor
del camino medio indica que el flujo de informacién en la red es muy eficiente al necesitar
solo 2.41 saltos de media en llegar a cualquier nodo, siendo en el caso mas extremo cuando se
necesitan 5 saltos para llegar de un nodo a otro.

3. Analisis y aplicacion 34



0,35

0,3 A

[\
MR
ll —

l

0,25

P(k)

0,1

0,05 \

O NI N

12 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17

k

Iustracion 8: Distribucion de la probabilidad P(k) con la que un nodo cualquiera tiene un
grado k para el conjunto de Karate.

Como antes, los nodos 1 y 34 tienen mucho que ver en este aspecto ya que si fueran
eliminados del grafo, generarian zonas aisladas y cambiarian radicalmente los datos obtenidos.

Por ultimo, tras aplicar el algoritmo de busqueda de comunidades de Newman y
Garvin, se determina que el nimero 6ptimo de comunidades evaluado por el algoritmo es de 5
comunidades producido en la cuarta iteracion - véase como queda el grafo en el anexo 2.1 -
del proceso obteniendo una modularidad — calidad de la division- de Q=0.494. Se puede
observar la evolucion de la modularidad tras la ejecucion de las sucesivas iteraciones en la
[ustracion 9.
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Mustraciéon 9: Evolucion de la modularidad tras las sucesivas iteraciones del algoritmo de
comunidades para el conjunto de Karate. Encontramos tras la primera iteracion la division natural
establecida por Zachary en dos comunidades mientras que el algoritmo estima como division dptima la
realizada tras la cuarta iteracion que establece una division en 5 comunidades.

Cabe pensar que lo mas logico debido al contexto en el que se recabd la informacion
del conjunto de datos es que existan 2 comunidades. Asi pues, gracias a que podemos escoger
la divisiéon en comunidades producida en cualquier iteracion, y que cuando se producen dos
comunidades — obviamente, tras la primera iteracién — el valor de modularidad se asemeja
mucho, ofrecemos el aspecto ideal de la division en comunidades del club de karate en la
ilustracion numero 12 que sigue. Cuando se produce la division en dos partes, se obtiene una
modularidad Q=0.44. Comprobando el estudio realizado por Zachary con el resultado
obtenido con el algoritmo tras la primera iteracion — véase Ilustracion 10- vemos que acierta a
clasificar todos los nodos a excepcion del nodo nimero 3, con una eficiencia del 97%. No
obstante, en el Anexo II: Ilustracidén 32, podemos observar la division en comunidades de la
red Karate cuando la modularidad es maxima.

Se pueden verificar los datos anteriores en los estudios realizados: (24), (25).
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Iustracion 10: Red original generada del club de Karate. El tamafio y color de los nodos viene dando en funcion del grado, como mas grande y mas marron,
mas alto grado. Se observan dos nodos con una alta conectividad, el n° 1 y 34, correspondientes al maestro y al administrador del club.
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Iustracion 11: Club de Karate en la division en 2 comunidades. En color rojo aquellos miembros que se alinearon con el presidente del club (n°1), en azul,
con el instructor de karate (n° 34). Las aristas rojas unen nodos de la misma comunidad, lo mismo para las azules, las grisdceas unen nodos de diferentes comunidades.
El tamafio de los nodos esta en funcion del grado, como mas grande es el nodo, mas alto grado posee.
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3.1.2. Delfines

El segundo caso que estudiaremos es un conjunto de datos elaborado por M.Newman
(26) basado en el estudio realizado por los zodlogos D. Lusseau et al. (27) durante los afios
1995-2001, sobre una comunidad de 62 delfines mulares que vivian por las aguas de Doubtful
Sound, Nueva Zelanda. Sirve como conjunto de benchmarking y ademas para demostrar que
las redes sociales naturales, ya sean en humanos, o en animales, son complejas y libres de escala.

En todos los casos estudiados — hasta la redaccion del articulo (27)-, los delfines viven
en pequeias comunidades caracterizadas por unas interacciones fluidas y dinamicas entre los
miembros y un pequefio grado de dispersion del grupo natal debido a los sexos. Los individuos
de la comunidad viven mezclados en términos de sexo —machos y hembras- sin migracion
alguna observada durante los 7 afios que dur¢ el estudio.

La interaccion de las hembras depende directamente del estado reproductivo, teniendo
una alta interaccion cuando estan en estado fértil y muy poca interaccion cuando no lo estan,
intercambiando de rol en funciéon de la fertilidad entre ambos extremos. Por otro lado, la
interaccion de los machos se establece con el objetivo de formar alianzas de pequefios grupos,
que a la postre son de larga duracion, con el objetivo de conseguir y mantener hembras bajo su
dominio y/o atacar otras alianzas formadas por otros machos. Las asociaciones entre machos-
hembras se producen en funcion del estado reproductivo de las hembras y solo con el objetivo
de la reproduccion. Aun todo, que la comunidad de delfines sea mixta no es algo poco comunen
la especie (27).

Tras haber entrado en contexto con el conjunto de datos de estudio, este estd formado
por un s6lo componente de 62 nodos, que representan a los delfines — machos y hembras-, y de
159 aristas o enlaces, que representan las alianzas entre machos, los procesos reproductivos
macho-hembra y las pocas pero existentes relaciones hembra-hembra. Se puede observar dicha
red en la [lustracion 14.
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Tustracion 12: Distribucion de probabilidad P(k) de que un nodo tenga grado k. No es muy
representativo de las redes libres de escala al estar formando por un grupo reducido de nodos.
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El promedio de grado obtenido es de 5.13 enlaces por nodo, con una desviacion
estandar de 2.95 enlaces por nodo — véase el histograma de la P(k) en la Ilustracion 12-. Nos
lleva a pensar que los delfines tienen por lo general un rango de amistades parecidos entre unos
y otros. El grado maximo es igual a 12, correspondiente al nodo nimero 15, mientras que el
grado minimo es igual a 1, compartido entre un total de 9 nodos. Se puede suponer que el grado
maximo corresponde a un delfin macho, mientras que aquellos que poseen el grado minimo
corresponden a hembras.

En cuando al coeficiente de clustering extraido del conjunto de datos, se obtiene un
valor relativamente bajo, igual a 0.258, con una desviacion estandar de 0.197, que viene a
confirmar la hipotesis literaria de las pocas relaciones existentes entre los miembros de esta
comunidad de mamiferos (28). El nimero de triangulos es igual a 95, un valor que viene a tener
un factor 1.5 comparandolo con el numero de nodos -62-, posiblemente al crearse y estar
formadas las alianzas de machos por grupos de mas de 3 miembros.

Por ultimo, el camino medio necesario es igual a 3.35 saltos con una desviacion
estandar de 0.62, un valor muy bajo, a pesar de que el coeficiente de clustering también lo sea,
que indica la cohesion del grupo y mas que probable existencia de varios lideres dentro de la
comunidad que permiten mantener el grupo muy bien conectado. No obstante, el diametro del
grafo es igual a 8, lo que da a entender que debe existir algunos miembros muy mal conectados,
posiblemente hembras.

En la busqueda de comunidades, el proceso se realizo de forma rapida el ser un conjunto
reducido — véase la Ilustracion 13 para observar la evolucion de la modularidad durante las
iteraciones-, obteniéndose la modularidad optima en la iteracion nimero 5 con un valor
Q=0.591 estableciendo la division del grafo en 6 comunidades — véase Anexo III: Ilustracion
33-. Pero basandose en la literatura (28), la mejor division en comunidades en base al estudio
realizado es la generada tras la primera iteracion, con modularidad Q= 0.412, partiendo en 2
comunidades el grafo como se puede observar en lallustracion 15.

Los datos observados se pueden corroborar en: (28), (25).
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Tustracion 13: Evolucién de la modularidad Q a lo largo de las iteraciones realizadas al
conjunto de datos de Delfines. La modularidad 6ptima reside en la iteraciéon n°5 con Q=0.591 que
desglosa el grafo en 6 comunidades
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Ilustracion 14: Red original de delfines. Aquellos nodos mas grandes y de color mas marron son
los que tienen un grado mayor. El color de las aristas es una mezcla entre el color de los nodos incidentes
a estas.
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Tlustracion 15: Division en 2 comunidades de la red de delfines. La comunidad #1 en azul, la #2
en rojo. Las aristas azules conectan nodos de la misma comunidad, las rojas de la segunda, las grisiceas
conectan nodos de diferentes comunidades. El tamafio de los nodos esta en funcién del grado siendo mas
grande cuanto mas grado tenga.

3.1.3. arXiv — Teoria de fisica particulas

El sitio web arXiv es un servicio de impresiones digitales — e-print- para borradores de
articulos cientificos de los campos de fisica, matematicas, ciencias no lineales, ciencias de la
computacion, biologia cuantitativa, finanzas cuantitativas y estadistica. Propiedad de Ia
universidad de Cornell, una institucion educativa sin animo de lucro, la aplicacién web fue
desarrollada originalmente por Paul Ginsparg y alojada en los servidores del Laboratorio
Nacional de Los Alamos (EE.UU.) en 1991 (29).

El conjunto de datos que se presenta recoge las diferentes colaboraciones entre
cientificos existentes en los articulos alojados en Arxiv, mas concretamente aquellos que residen
en la categoria de relatividad general (HEP-TH), durante un total de 124 meses que comprende
las fechas entre Enero del 1993 y Abril del 2003 comenzando a recopilarse poco tiempo después
de la creacion del portal y representa esencialmente la historia al completo de esa seccion de
arXiv.

El trabajo de extraccion de datos fue realizado por Jure Leskovec et al. (30) para su
estudio sobre la evolucion y dinamismo en redes reales. Para ello fueron tomando capturas del
estado del portal durante todo ese tiempo una vez por mes. A continuacion se describe el
proceso, datos y conclusiones de su trabajo (30) y de forma resumida (31).

En el grafo generado a partir de los datos, los nodos, que representan a los cientificos,
forman un conjunto de 9877 nodos. Las aristas se establecen cuando dos cientificos colaboran
elaborando un articulo, y originalmente, el grafo, de tipo dirigido, establecia una arista del
cientifico x hacia el cientifico y, y otra arista en sentido inverso. Al encontrarnos en un caso de
reciprocidad de aristas — siempre que exista hacia un sentido, existe hacia el otro-, y para
facilitar nuestro trabajo de extraccion de métricas, convertimos el conjunto de datos a un grafo
no dirigido, reduciendo el conjunto de aristas que ascendia a 51971 a 25998 -alguna arista se
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perdid al no ser reciproca, pero tampoco cumplia la pre-condicion establecida al recabar los
datos-.

Es el primer caso de los estudiados hasta ahora en donde el nimero de componentes es
diferente de 1, sumando un total de 429 componentes aislados. El componente gigante se
compone de 8638 nodos — el 87.5% sobre el total-, contando con 24827 aristas — 95.49% sobre
el total- mientras que el segundo componente mas grande esta formando por 21 nodos y el
tamafio desciende paulatinamente formando un gran nimero de pequefios componentes aislados
del componente gigante.

El grado medio de la red es de 5.26 enlaces por nodo, con una desviacion estandar de
6.19 enlaces por nodo —véase Ilustracion 16-. El grado méximo se encuentra en el nodo 1441
con 65 enlaces, y el grado minimo es de 1 enlace.

El coeficiente de clustering tiene un valor alto, 0.47, con una desviacion estdndar de
0.411. En este caso, la desviacion también es muy alta y podemos teorizar que esto es debido a
que existen muchos cientificos que forman parte de departamentos, laboratorios y/o grupos de
trabajo, y por tanto, desempefian su funcion en un ambito donde cabe la posibilidad de que todo
el mundo se conozca y hayan trabajado en alguna ocasion entre ellos. El numero de tridngulos
es de 28339, confirmando un poco mas la hipdtesis, al existir un gran cantidad de ellos en
relacion al nimero de cientificos/nodos del conjunto de datos.

Por ultimo, en lo referente a métricas extraidas del conjunto de datos-, la media del
camino corto, en este caso del componente gigante, es de 5.945 saltos, con una desviacion
estandar de 0.924, y donde el didmetro de tal componente asciende a 18 saltos. Por primera vez
sale a relucir un dato que confirma la teoria de red de mundo pequefio, o los seis grados de
separacion, debido en parte a que es el primer conjunto de datos extenso sobre el que se extraen
las diferentes métricas.
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Ilustracion 16: Distribucion de la probabilidad P(k) de que un nodo tenga grado k. Forma una
distribucion caracteristica de las redes libres de escala donde el exponente al inicio tiene un valor de 1.9
+/- 0.1 , mientras que en la cola caracteristica, al final, asciende a 2.1 +/-0.1.

En cuanto a la busqueda de comunidades y posterior visualizacién nos encontramos en
la situacion de tener que muestrear el conjunto de datos para hacer factibles ambos procesos en
un tiempo razonable. El porcentaje de muestreo objetivo es de un 10% aproximadamente sobre
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el total de nodos. Para este caso, se ha usado el muestreo por nodos con grado mayor o igual a
40.

Como ya se explico con anterioridad, se obtienen los nodos que superan la restriccion
de grado, se expande el conjunto con los nodos residentes en las vecindades de los nodos
anteriores y se completa con las aristas adyacentes al total de nodos muestreados. Siendo
formado el conjunto original por 9877 nodos y 25998 aristas, pasamos a obtener 1001 nodos y
4679 aristas y un Unico componente, siendo el porcentaje real de muestreo de un 10.13%. Tal
red se puede observar en la Ilustracion 18.

En el proceso de busqueda de comunidades aplicando el algoritmo de Newman &
Girvan (21), se establece que la division 6ptima es la producida tras la iteracion ntimero 23, que
obtiene una modularidad Q=0.664 y produce 24 comunidades dentro del conjunto muestreado —
véase Ilustracion 19-. Como se puede ver en la Ilustracion 17, en este caso, se consigue la
modularidad optima en los primeros pasos, al crecer la modularidad de forma muy rapida hasta
conseguir el estado optimo en la iteracidon 23, para luego transcurrir apenas invariante durante
unas 50 iteraciones aproximadamente y decaer de forma mas o menos constante en las
iteraciones posteriores.

Entre las comunidades obtenidas, la mayor de todas - ver comunidad naranja en la
[ustracion 19— esta formada por 319 nodos, un 31.87% sobre el total de los nodos. La segunda,
de color azul celeste, se forma de un 12.89% de los nodos. El resto de comunidades esta
formada por un conjunto de nodos inferior al 10%, siendo, en la mayoria de casos menor que el
5% desembocando en pequeias comunidades de menos de 50 nodos. En el Anexo IV:
[lustracion 34 podemos ver otra muestra en una iteracion mas avanzada en donde la
modularidad es muy parecida, la iteracion nimero 8 con 10 comunidades.
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Tustracion 17: Evolucion de la modularidad en la busqueda de comunidades tras el paso de las
iteraciones realizadas. Se obtiene la modularidad 6ptima tras la iteracion #23 con Q=0.664 donde se
divide el componente muestreado en 24 comunidades.
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Hustracion 18: Visualizacion de la red muestreada para el conjunto de la categoria de teoria de fisica de particulas del portal arXiv. Como mas grande es el
nodo y su color mas marrén, mayor conectividad. Si el tamafio es méas pequeiio y blanquecino, lo contrario. El color de las aristas es la mezcla de los colores de los
nodos incidentes a esta.
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Iustracion 19: Visualizacion de la red muestreada para el conjunto de la categoria de teoria de fisica de particulas del portal arXiv en su divisién 6ptima en
23 comunidades, tras aplicar el algoritmo de Newman con Q=0.664. Cada comunidad se distingue por un color diferente, siendo la comunidad naranja la predominante
en la red con un 31.87% del total de los nodos. El color de las aristas es la mezcla de los colores de los nodos que inciden en esta.
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3.1.4. arXiv — Relatividad general

Este conjunto de datos, fue elaborado Jure Leskovec et al. (30) para realizar el mismo
estudio antes citado, titulado Graph Evolution - Densification and Shrinking Diameters (30),
donde en este caso se presenta un conjunto de datos que representa la red de colaboracion en la
redaccion de articulos del campo de la relatividad general entre cientificos que cubre los
articulos subidos al portal entre Enero de 1993 y Abril del 2003.

Consta de 5242 nodos que representan a cientificos que han escrito un articulo y 14446
aristas. Como antes, si dos cientificos han colaborado en la elaboracion de un articulo
establecen un enlace. Un resumen de las métricas se puede encontrar en linea en (32).
Paralelamente a lo sucedido en el conjunto anterior, este conjunto de datos también ha sido
transformado de grafo dirigido a no dirigido para facilitar el proceso de extraccion de métricas.

Encontramos otra similitud con el conjunto anterior, esta vez referente en un valor
métrico, al existir un total de 355 componentes, dentro de los cuales, el componente gigante se
compone de 4158 nodos, un 79,3% sobre el total, y 13428 aristas, el 92,6% del total. El
segundo componente mas grande ya es de tan so6lo 14 nodos y habiendo una alta suma de
componentes aislados con s6lo dos nodos.

La conectividad no dista mucho del conjunto antecesor, siendo el grado medio de 5.53
enlaces por nodo, con una desviacion estandar de 7.919 — véase llustracion 20-. El grado
maximo es de 81 enlaces, perteneciente al nodo con la etiqueta 21012. El grado minimo es 1,
compartido por 1196 nodos. Como se puede ver en la [lustracion 20 la mayor parte de los nodos
tiene una baja conectividad y muy pocos nodos una alta conectividad, siendo una caracteristica
habitual en las redes libres de escala.

0,25

0,2

0,15
3
-

0,1

0,05

0 2\ _ AN
1 4 7 101316 19222528 3134374043 4649 52555861646770737679
k

Tustracion 20: Distribucién de la probabilidad P(k) de que un nodo tenga grado k, para el
conjunto de arXix de la seccion de relatividad general. El exponente de la distribucion libre de escala es
de 1.7 +/- 0.1 al inicio, para valores de & bajos, mientras que es de 2.1 +/- 0.1 en la cola.

El coeficiente de clustering de la red es de 0.529, con una desviacion estandar de 0.428,
un valor alto que indica que de media aproximadamente la mitad de los vecinos de un nodo
dado se conocen entre si. Como es de suponer, el numero de tridangulos también es alto,
ascendiendo hasta la cifra de 48260 triangulos en la red.
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Mustracion 21: Evolucion de la modularidad de Newman a lo largo de las iteraciones realizadas
sobre el conjunto de datos de arXiv del campo de relatividad general. La modularidad 6ptima se obtiene
en la iteracion 56 con una modularidad Q=0.777 y dividiendo la red en un total de 57 comunidades.

El promedio de camino corto hace gala de la teoria de los seis grados de separacion, al
ser de 6.05 saltos con una desviacion estandar de 0.917 para el componente gigante. El diametro
de la red asciende hasta 17 saltos necesarios para ir de un lado a otro entre los nodos mas
separados del componente gigante.

Para el proceso de busqueda de comunidades y la posterior visualizacién, en este caso,
se ha realizado un muestreo por grado seleccionando aquellos que tuvieran un grado igual o
mayor a 30, reduciendo el conjunto de datos original de 5242 nodos a 939, y de 14496 a 5715
aristas reduciendo sustancialmente el tiempo de céalculo de la similitud de arista para el
algoritmo de comunidades y luego para la visualizacion, siendo el porcentaje resultante
muestreado de un 17,91% del total original, generando un inico componente. Esta red se puede
visualizar en la [lustracion 22.

La modularidad optima obtenida tras aplicar el algoritmo de busqueda de comunidades
de Newman es de Q=0.777, producida tras la iteracion nimero 56 que ofrece una division en 57
comunidades de la red muestreada — véase Ilustracion 23-. Como se ve en la el valor de
modularidad asciende rapidamente hasta llegar a su maximo — véase Ilustracion 21-, para luego
mantenerse durante varias iteraciones y decaer de forma gradual hasta que el proceso se detuvo.
La mayor comunidad existente, coloreada con un azul eléctrico en la Ilustraciéon 23, estd
formada por el 16,29% de los nodos. Las dos siguientes se forman por un 10% de los nodos.
Por ultimo, un total de 27 comunidades estan formadas por dos o menos nodos. Se puede
observar la division en comunidades de una iteracion anterior pero con una modularidad similar
en el Anexo V: Ilustracion 35, mostrando la iteraciéon niimero 9 con 45 comunidades
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Ilustracion 22: Red original para el conjunto de arXiv de relatividad general. Se muestra una red
formada claramente por clusteres dispersos. Los nodos con mayor tamafio y color marrén son aquellos
con mayor conectividad, mientras que aquellos mas pequefios y blanquecinos, los de menor conectividad.
El color de las aristas es una mezcla entre los colores de los nodos que indicen en esta.
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[lustracién 23: Visualizacion de la red arXiv — Relatividad general en su division en
comunidades utilizando el algoritmo de Newman & Garvin. Concretamente la correspondiente a la
division que se obtiene con la modularidad dptima se obtiene en la iteracion 56 con una modularidad
Q=0.777 y dividiendo la red en un total de 57 comunidades

3.1.5. Enron

Este es el primer gran conjunto de datos a estudiar, se trata de un subconjunto
anonimizado de los correos electrénicos que fueron enviados por empleados de la empresa
Enron Corporation, empresa energética con sede en Houston, Texas, EE.UU y que fue
protagonista del mundo econdémico y empresarial por Noviembre del afio 2001, siendo la
séptima empresa mas importante de Estados Unidos, al serle destapado uno de los mayores
fraudes empresariales planificados de todos los tiempos.

Originalmente, la Comision Federal de Regulacion de Energia (FERC — Federal Energy
Regulatory Commission (33)) hizo de dominio publico toda la libreria de correos electronicos
pertenecientes a la empresa. El conjunto, anonimizado, con el que trabajamos, es un
subconjunto del original, en el cual se ha filtrado la informaciéon de tal forma que tan sélo
incluye los usuarios y enlaces adyacentes de aquellos pares de direcciones de correo que se
enviaron y recibieron un correo electronico. Este conjunto fue originalmente utilizado en (34).

Asi pues, contamos con grafo no dirigido con un total de 10630 nodos, siendo un nodo
una direccion de correo electronico y un total de 164837 aristas adyacentes a estos nodos,
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repartidos en 16 componentes. El componente gigante estd formado por 10596 nodos, un
99,7% del total y 164814 aristas, el 99,86%. La visualizacién de tal red se puede observar en la

El promedio del grado asciende a 31,01 enlaces por nodo con una desviacion estandar
de 63.38 enlaces por nodo, siendo el grado maximo de 1193 enlaces por nodo correspondiente
al nodo etiquetado como 502. El grado minimo igual a 1 compartido por un total de 1615 nodos
del conjunto — véase Ilustracion 24-.

Como se puede ver en la, la Ilustracion 24 distribucion de la probabilidad de grado
correspondiente al conjunto de Enron indica que la mayor probabilidad es la de obtener un
grado bajo, caracteristica comun en las redes libres de escala.
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Tustracion 24: Distribucion de la probabilidad P(k) de que un nodo tenga grado k. El exponente
de la distribucion libre de escala es de 1.9 +/- 0.1 para los primeros valores de k, para luego bajar a 1.6 +/-
0.1 en la cola.

El coeficiente de clustering extraido es un valor relativamente alto para una red tan
grande, igual a 0.383 con una desviacion estandar de 0.315. Siendo confirmado al observar que
el nimero de tridngulos existentes supera el millon, obteniendo 1259626 triangulos.

El promedio del camino mas corto para el componente gigante del conjunto de Enron es
muy bajo para una red asi, siendo de 3.16 saltos con una desviacion estandar de 0.4 saltos. El
didmetro — camino corto mas largo- asciende a 9 saltos.

Para la basqueda de comunidades y posterior visualizacion se ha realizado un muestreo
del conjunto de datos original en base al coeficiente de clustering. Como se explico
anteriormente, se escogen aquellos nodos que superan la restriccion de coeficiente de clustering,
en este caso, igual a 1 — el maximo- , y se expande el conjunto con la vecindad de esos nodos y
las aristas adyacentes, resultando en un subconjunto del 20.83% respecto al original, reduciendo
el niimero de nodos a 2218 y las aristas a 14912 en un s6lo componente.

Al ser un conjunto muy grande, se ha optado por esta solucion al ser la que mas reducia
el namero de aristas restantes por encima del 10% del total ya que, en el algoritmo de busqueda
de comunidades, el calculo de la similitud de aristas (edge betweennees centrality) es el paso
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mas costoso, en términos computacionales, del algoritmo, creciendo de forma potencial en
funcion del numero de aristas existente.

Si se observa la Ilustracion 25, la modularidad 6ptima en la bisqueda de comunidades
se obtiene en la iteracion numero 865 cuando Q=0.42 dividiendo la red en 869 comunidades,
dentro de las cuales, la mas grande abarca el 66.95% de los nodos que se puede visualizar en la
[lustracion 27. Otra visualizacion la podemos encontrar en el Anexo VI: Ilustracion 36 donde en
una iteracion prematura, la nimero 51 pero no lejana en modularidad obtenida, se divide la red
en 56 comunidades.
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Iustracion 25: Evolucion de la modularidad a través de las iteraciones realizadas sobre el
conjunto de Enron. La modularidad éptima se consigue en la iteracion 865 con Q=0.421, produciendo
869 comunidades. La modularidad asciende rapidamente en las primeras 70 iteraciones, para continuar
creciendo de forma mas pausada hasta llegar al punto 6ptimo, tras el cual, pocas iteraciones después,
desciende en gran medida. Se muestran los datos hasta la iteracion 1001 al comprobar que las divisiones
posteriores no iban a mejorar el valor de modularidad y llevar ya muchas horas de calculo.
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Iustracion 26: Red original de Enron donde se puede observar un gran componente gigante y
muchos muy pequefios. Los nodos grandes y de color marrén indican una mayor conectividad que

aquellos pequenos y blanquecinos. El color de las aristas es una mezcla entre los colores de los nodos
incidentes a la arista.
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Iustracion 27: Visualizacion de la red de Enron para cando la modularidad es optima con
Q=0.42 dividiendo la red en 869 comunidades. El componente gigante se ve con claridad siendo en su
gran parte formada por los miembros de la comunidad de color verde.
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3.1.6. Facebook

Facebook, con mas de 500 millones de usuarios, es la red social on-line por excelencia
en el mundo occidental. Creado por Mark Zuckerberg durante su estancia en la universidad de
Harvard, la compaiiia, valorada en 85000 millones de délares (35), tiene su sede en Palo Alto,
CA, EE.UU. A diferencia de otras redes sociales, Facebook ha potenciado sus ingresos
permitiendo el desarrollo de aplicaciones por terceros, creando un modelo de negocio unico
hasta el momento.

El conjunto de datos que se presenta corresponde al grupo geografico de Facebook de la
ciudad de Nueva Orleans, EE.UU. Concretamente, los nodos representan a personas que
idealmente pertenecen a esa ciudad, y los enlaces se producen cuando ambos nodos/personas
adyacentes han escrito en el muro del otro. El muro es un espacio de cada usuario que permite a
sus amigos escribirle y dejarle mensajes u otro contenido multimedia para que el otro lo lea.
Este conjunto de datos es un subconjunto del utilizado en (36).

El subconjunto de Nueva Orleans resultando esta formado por 31720 nodos y 80562
aristas, repartidas entre 1037 componentes. El componente gigante abarca el 92.5% de nodos,
con 29342 y el 98.34% de las aristas con 79320.

El promedio de grado obtenido para Facebook es de 5.08 enlaces por nodo con una
desviacion estandar de 6.47. El grado maximo es de 106 enlaces por nodo correspondiente al
nodo etiquetado como 133. Por otro lado, como siempre, el grado minimo es 1 siendo
compartido por 9764 nodos, sin duda una alta cifra, ya que supone que el 30,78% de los nodos
solo tiene un enlace, algo que se refleja claramente en la distribucion de probabilidad de la
ilustracion siguiente, estableciendo el exponente de la distribucion en 2.5 para los primeros
valores de k — véase Ilustracion 28-.
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Hustracion 28: Distribucion de la probabilidad P(k) de que un nodo obtenga un grado k. El
exponente de la distribucion de grado libre de escala es de 1.7 para los primeros valores de £, y luego 2.4
+/- 0.1 para los valores de k en la cola caracteristica.

El coeficiente de agrupamiento es muy bajo, en parte debido al gran ntimero de nodos
con un solo enlace, con 0.079 y una desviacion estandar de 0.184. El nimero de triangulos
también es bajo respecto al nimero de nodos existente en la red, con 24656 triangulos.
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El promedio del camino corto del componente gigante es de 6.43 saltos con una
desviacion estdndar de 0.96, ligeramente superior al resto de conjuntos de datos, y obteniendo el
mayor diametro, con 20 saltos.

Para realizar la busqueda de comunidades y visualizacidon se ha realizado un muestreo
del conjunto de datos via coeficiente de clustering mayor o igual a 0.5. El subconjunto
resultante esta formado por esos nodos, los nodos pertenecientes a sus vecindades y las aristas
adyacentes a estos con un total de 2987 nodos y 5309 aristas repartidos en 174 componentes, un
10.18% sobre el total. La red resultante se puede visualizar en la [lustracion 30.

La modularidad optima reside tras la iteracion del algoritmo de Newman numero 40,
con Q=0.87, un valor altisimo, dividiendo el subconjunto muestreado en 190 comunidades que
puede ser visualizado en la Ilustracion 31. Ese alto valor es obtenido gracias al bajo coeficiente
de clustering de los datos. Como se puede observar en la siguiente Ilustracion 29, se obtiene el
punto 6ptimo en muy pocas iteraciones, creciendo la modularidad en gran medida hasta ahi,
para luego decrecer de forma paulatina hasta que paramos el proceso. Por ultimo, podemos
visualizar el estado divisivo de la red en comunidades en una iteracion posterior en el anexo VI:
[lustracion 37, donde encontramos la red con 251 comunidades, correspondiente a la division
realizada tras la iteracion 100 del algoritmo.
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Iustracion 29: Evolucion de la modularidad de Newman tras las diferentes iteraciones
producidas por el algoritmo. La modularidad dptima se obtiene en la iteracion 40, con una modularidad
Q=0.87.

3. Analisis y aplicacion 57



Iustracion 30: Red original de Facebook, donde ha simple vista parece formar un gran cluster a
pesar de que los nodos tienen poca conectividad, pero no es asi, sino que cuenta con 1037componentes.
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Iustracion 31: Division en comunidades para la red de Facebook, extraido en la iteracion 40,
con Q=0.87, dividiendo el subconjunto muestreado en 190 comunidades.
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3.2. Comparativa de los conjuntos de datos

Una vez analizados todos los conjuntos de datos, pasaremos a analizarlos de forma
global comparandolos entre si. Para facilitar la comprobacion de los datos, a continuacion en la
Tabla 3: Tabla comparativa de las métricas extraidas de las distintas redes analizadas en la
subseccién anterior. se puede ver a modo de resumen, el apartado anterior, que nos ayudara en la
labor comparativa.

Karate Delfines arXiv arXiv Enron Facebook
Fisica  Relatividad

#Nodos 34 62 9877 5242 10630 31720
#Aristas 78 159 25998 14496 164837 80592
#Componentes | | 429 355 16 1037
% Componente 100 100 87.5 92.6 99.87 92.5
Gigante
Grado medio  4.588 5.129 5.264 5.530 31.013 5.081
Desviacion grado  3.877 2.955 6.191 7.919 63.384 6.470
Grado maximo 17 12 65 81 1193 106
Coef. Clustering  0.571 0.258 0.471 0.529 0.383 0.079
Desviacion CC  0.347 0.197 0.410 0.428 0.315 0.184
Triangulos 45 95 28339 48260 1259626 24656
Camino medio  2.408 3.356 5.945 6.049 3.160 6.432
Desviacion  0.393 0.628 0.924 0.917 0.402 0.963

Camino medio

Diametro 5 8 18 17 20 9

Tabla 3: Tabla comparativa de las métricas extraidas de las distintas redes analizadas en la
subseccion anterior.

Para empezar con la comparativa, utilizaremos los dos conjuntos de benchmark
presentados en el trabajo, el club de Karate y la familia de delfines.

El club de Karate es el conjunto mas pequefio en nimero de nodos y aristas analizado, y
junto con el de delfines, los unicos en que toda la red forma un s6lo componente fuertemente
conectado. En lo que respecta a las métricas, estas son todas muy caracteristicas del conjunto.
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Primero, el grado medio es el méas bajo obtenido de todas las redes, con 4.58, pero la desviacion
estandar es superior a la de los delfines —comparamos con delfines al ser de tamafio similar-. El
grado maximo es un valor pequefio, algo obvio, debido al pequefio numero de nodos existente,
pero superior al de los delfines a pesar de tener un niimero menor de nodos. Luego, el
coeficiente de clustering obtenido es el mayor de todos, con 0.57, un valor muy alto para redes
libres de escala, pero facilmente explicable al ser el club de karate una red con dos nodos
protagonistas — el maestro y el presidente del club-, que permiten conseguir este valor. También
por la misma razoén, el promedio del camino corto y el diametro es el mas bajo obtenido, con 2.4
y 5 saltos respectivamente.

La red animal formada por los delfines tiene el promedio de grado muy parecido a otros
conjuntos como los de arXiv o Facebook, pero obtiene la desviacion estandar mas baja en esta
métrica con apenas 2.9 grados de dispersion. Recordando la literatura del comportamiento de
los delfines, el bajo valor de la desviacion del grado se puede justificar alegando que la
interaccion entre delfines es débil, mas atin en el caso de las hembras. También el grado
maximo es el mas bajo con un maximo de 12 conexiones en el nodo con mayor conectividad,
este factor ayuda a mantener la hipdtesis. Cabe decir que la red de delfines, a pesar de ser un
unico componente fuertemente conectado, es propensa a romperse por algiin punto si se elimina
alguno de los nodos al tener un coeficiente de clustering bajo —el segundo mas bajo, después de
Facebook -. Por ultimo, el diametro es grande teniendo en cuenta el total de nodos que
conforman la red, su valor de 8 saltos se asemeja mucho al de Enron.

Las redes del portal arXiv son similares entre si — el de fisica de particulas y el de
relatividad general- la tUnica diferencia remarcable reside en el niimero de componentes
existentes en ambas redes. Ambos conjuntos se diferencian principalmente del resto por tener
un promedio de camino corto sobre los 6 saltos y también un coeficiente de clustering alto, en
torno al 0.5. En ningun otro conjunto confluyen ambas caracteristicas de forma simultanea e
indica que los nodos se organizan formando clusteres bien definidos y conectados en su interior
pero disjunto y con una conectividad baja o inexistente — el componente gigante es en
proporcién el mas pequefios- entre clusteres. Si se echa un vistazo a las respectivas
visualizaciones se puede observar lo afirmado de forma clara y concisa. Por otro lado, el
numero de tridngulos existentes en ambos conjuntos dan un valor muy alto, justificando el
coeficiente de clustering obtenido, s6lo superado por Enron. Por tltimo, el didmetro se asemeja
mucho al obtenido con Facebook, siendo de los diametros mas altos, con 17 y 18 saltos
necesarios. En cuando a la visualizacion, se observa un gran nimero de comunidades de tamafio
medio, dispersas entre si, pero bien definidas. A diferencia de Enron, que forma principalmente
una gran comunidad, o de Facebook. Esto es debido a que los cientificos colaboran entre si por
cercania geografica o interés en algun subcampo del campo cientifico estudiado.

En el caso de Enron, este conjunto forma una red compacta a pesar de tener los nodos
repartidos en 16 componentes ya que el componente gigante lo forman el 99.87% del total de
nodos. El promedio de grado es significativamente mas alto que el resto de redes,
sextuplicandolo en la mayoria de los casos como Facebook o las redes de arXiv. Ademas, el
grado maximo existente en el conjunto es el mayor y con mayusculas, decuplicando el grado
maximo de Facebook, el segundo mas alto, no obstante, la red no es dispersa como se podria
pensar en primera instancia, al estar la mayoria de nodos entre los grado 1 y 100 aunque la
dispersion de grado sea alta. Gracias a la existencia de nodos con una altisima conectividad, el
promedio de camino corto es muy bajo a pesar del gran tamafio de la red, con poco mas de 3
saltos. El didmetro también es bajo comparandolos con Facebook o arXiv, con tan s6lo 9 saltos
requeridos. El nimero de triangulos es muy grande, superando el millon de tridngulos en la red,
un valor 26 veces mayor que el segundo conjunto con un total de tridngulos mas grande —
arXiv-relatividad general-, y superando las 40 veces comparandolo con Facebook o el conjunto
arXiv restante. Si atendemos a la division en comunidades del conjunto de Enron, la
compactacion existente radica en la estructura jerarquica de la empresa, aconteciendo una gran
comunidad bien definida, a diferencia de arXiv donde a pesar de estar bien definidas, son
pequefias y dispersas, o Facebook, que las comunidades son extremadamente pequenias.
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Para finalizar la comparativa de los conjuntos de datos, Facebook se diferencia mucho
de Enron en el grado de los nodos, con tan sélo un valor de 5 enlaces por nodo y en el didmetro,
con 20 saltos. Del resto se diferencia principalmente por el bajisimo coeficiente de clustering
obtenido, con apenas 0.079 y una dispersion igual de baja, con 0.184 y por el nimero de
componentes en los que se forma la red, con 1037 componentes. A pesar del alto nimero de
componentes, el porcentaje del componente gigante se asemeja al de arXiv-relatividad general,
con un 92.5%, no siendo la red tan dispersa, aunque lo es, como se podria pensar en un primer
momento. Por tltimo, en lo referente a su visualizacion, el indescifrable entramado que genera
Facebook de comunidades muy pequefias y débilmente conectadas entre si no tiene ningun
parecer con red alguna de arXiv o de Enron, y esta gran fragmentacion es debida a que la gente
usa con poca frecuencia el muro de sus amigos y usa otras opciones como el chat, o el correo
privado para el intercambio de mensajes, que muy a ser posible, seran de caracter privado o
reservado, y que si fueran publicados en el muro, cualquier amigo podria leer.

3.3. Entorno de desarrollo

En esta seccion pasamos a explicar que tecnologia vamos a utilizar para la importacion
del conjunto de datos de redes sociales, generacion, analisis y extraccion de estadisticas del
grafo

3.3.1. Construccion del grafo

Para la generacion del grafo se va a implementar una aplicacion bajo el lenguaje Python
junto con una libreria llamada Networkx optimizada para la importacién, construccion,
manipulacion y exportacion de grafos o redes complejas. El resto de librerias mas abajo
nombradas son requeridas de alguna u otra forma para el desarrollo.

Python

Python es un lenguaje de programacion creado por Guido van Rossum a principios de
los afios 90 cuyo nombre esta inspirado en el grupo de comicos ingleses “Monty Python”. Es un
lenguaje similar a Perl, pero con una sintaxis muy limpia y que favorece un cddigo legible. Se
trata de un lenguaje interpretado o de script, con tipado dinamico, fuertemente tipado,
multiplataforma y orientado a objetos (37).

La version utilizada para realizar el programa para procesar los conjuntos de datos, crear
los grafos y consultar las métricas deseadas, es la version estable 2.7 para el sistema operativo
Windows a 32 bits. Se puede encontrar en http://python.org.

Packages anadidos para Python

Los packages son la forma que tiene Python de estructurar los modulos. Pueden ser
librerias de funciones oficiales en el lenguaje o generadas por cualquier autor que quiera
publicar cualquier conjunto de funciones. Las tres que se listan a continuacion son necesarias
para la consecucion de la generacion del grafo.

Setuptools v0. 6¢l1

Setuptools es una coleccion de mejoras para el modulo distutils — parte de la libreria
estandar- de Python, que permiten a un desarrollador construir y distribuir paquetes de Python
de forma sencilla, en especial cuando dependen de otros paquetes de Python para funcionar.
Entre sus caracteristicas principales estan:

e Por defecto, utiliza PyPI para buscar los paquetes, lo que permite acceso inmediato e
instalacion transparente de miles de paquetes.

e Automaticamente encuentra y baja de internet las dependencias, para instalarlas o
actualizarlas al momento de construir, mediante la herramienta Easylnstall. Easylnstall
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es capaz de bajar de internet las dependencias utilizando HTTP, FTP, Subversion o
SourceForge.

e Permite crear Python Eggs, que son paquetes de Python empaquetados en un sélo
archivo para su distribucion

e Incluye archivos de configuracion y todos los archivos que forman parte del directorio
de trabajo, sin necesidad de listarlos individualmente o crear archivos de manifiesto
(39).

NumPy vi.5.1

NumPy es la libreria fundamental para la computacion cientifica con Python. Entre sus
caracteristicas se encuentran las siguientes:

Potentes objetos de arrays de N-dimensiones.

Funciones de broadcasting sofisticadas.

Herramientas para integrar cédigo C/C++ y Fortran.

Algebra lineal de utilidad, transformada de Fourier y capacidad para trabajar con
numeros aleatorios.

Ademas de el obvio uso cientifico, NumPy también puede ser usado como un eficiente
contenedor de datos genérico multidimensional. Se pueden definir tipos de datos arbitrarios y
esto permite la integracion con una gran variedad de bases de datos (39).

Networkx vi.4

La libreria Networkx es un software orientado para trabajar con redes complejas de
forma eficiente. Sirve para crear, manipular, estudiar la estructura, dindmicas y funciones de
redes complejas. La version utilizada es la 1.4. Entre sus caracteristicas encontramos las
siguientes (40):

e Funciones estandar de teoria de grafos y estadisticas fisicas.

e Facil intercambio entre algoritmos de redes entre aplicaciones, disciplinas y
plataformas.

e Muchos tipos de grafos clasicos y redes sintéticas.

e Los nodos y vértices pueden ser cualquier cosa (p.e. series temporales, texto, imagenes,
registros XML).

e Explota cddigo existe de gran calidad heredado de otros lenguajes como C, C++,
Fortran, etc.

e Licencia open-source BSD.

e Mas de 1000 unidades de testeo.

Netbeans IDE

Netbeans es un entorno integrado de desarrollo open-source para desarrolladores de
software. Provee todas las herramientas necesarias para crear diferentes aplicaciones de
escritorio, empresarial, web o de movil bajo la plataforma Java, como también C/C++, PHP,
JavaScript, Groovy y Ruby. La version utilizada es la 6.8 del IDE (41).

Por defecto, Netbeans no soporta la programacion en el lenguaje Python, es por ello que
hay que acudir a su centro de actualizacion para descargarse la extension para Python/JPython
que permite utilizar el IDE para desarrollar aplicaciones sobre la version instalada en la
maquina de Python, proveyendo para tal lenguaje, todas las caracteristicas habituales en un IDE.
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3.3.2. Funciones principales de la aplicacién

En esta seccidon se propone realizar una explicacion de alto nivel de las funciones
programadas para la elaboracidon del presente trabajo. Sean bien para cargar el archivo del
conjunto de datos, guardar los archivos generados, extraer estadisticas o buscar comunidades. Si
se prefiere consultar el algoritmo de las funciones para la busqueda y evaluacion de las
comunidades, constltese el Anexo VIII: Algoritmos para la busqueda de comunidades para la
descripcion en pseudo-codigo y el apartado 3.4 para una lectura en alto nivel.

- main(void)

Meétodo inicial que se ejecuta al arrancar el programa y que carga los datos de entrada,
bien por parametro o por consola para luego mostrar el meni de la aplicacion con las
distintas operaciones disponibles.

- menu(grafo G, cadena nombre_ proyecto)

Dispatcher , meni del programa. Muestra por consola los diferentes métodos de la
aplicacion al usuario.

- cargar_archivo_cvs(cadena ruta)

Funcion para traer en memoria el conjunto de datos a procesar. Un archivo CVS
delimitado con punto y coma entre celdas. Para cada linea obtenemos un enlace del grafo
tal que e->(nodol,nodo?2).

- construccion_grafo(cadena ruta, cadena nombre proyecto)

Funcién que dada una ruta de archivo, carga los datos existentes en tal archivo y genera
un grafo no dirigido con los nodos y enlaces existentes.

- add_to_grafo_cvs(grafo G, manejador file handler)

Funcidn para agregar nodos y aristas al grafo desde el file handler creado tras la lectura
del conjunto de datos para el caso de un archivo con formato .csv.

- guarda_grafo(grafo G, cadena nombre proyecto, booleano comunidad=False, cadena
iteracion=""", booleano muestreo=False, cadena tipo_muestreo="")

Funcioén para generar un archivo estandar en formato graphml que almacena el grafo
pasado como parametro en el directorio actual del proyecto. Ya sea un archivo .cvs al
cargar el grado, o cuando serializamos un grafo muestreado o asignando comunidades.

- grafo_stats(grafo G, cadena nombre proyecto)
Funcién que llama a funciones para calcular diferentes métricas del grafo G.
- average degree(grafo G)

Funcién que calcula el grado medio del grafo G. Para ello, recorre los nodos del grafo
sumando sus grados. Una vez obtenido el niumero total, se normaliza entre el total de nodos
existentes.

- desviacion_estandar_grado(grafo G, real av_degree)
Funcion que calcula la desviacion estandar de los grados de los nodos de un grafo.

- grado_max_min(grafo G)
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Funcion que busca entre el conjunto de nodos el grado mas alto y minimo y el listado de
nodos que lo poseen.

- camino_medio(grafo G)

Calcula la media de los caminos mas cortos (average shortest path lenght) del grafo G
entre todos los nodos existentes. Lanza error si el grafo no esta conectado (existen varios
componentes), y en tal caso busca la métrica en el componente gigante (el mas grande).

- camino_medio_componentes(grafo G)

Calcula el camino medio de todos los componentes del grafo G y devuelve el numero
del componente con el camino medio mas grande.

- desviacion_estandar_camino(grafo G, entero av_spl)

Funcion que calcula la desviacion estdndar los shortest path de los nodos de un grafo.
- average clustering_coefficient(grafo G)

Funcion que calcula el coeficiente medio de clustering/agrupamiento del grafo.
- desviacion_estandar_coef clustering(grafo G, float av_coef clustering)

Funcion que calcula la desviacion estandar del coeficiente de clustering de los nodos del
grafo.

- diametro(grafo G)

Calcula el diametro del grafo G. Lanza error y llama a otra funcidn si existe mas de un
componente. Entonces, se calcula el diametro del componente gigante.

- diametro_componentes(grafo G)

Calcula el didmetro de todos los componentes existentes en el grafo original y devuelve
el diametro mas grande existente.

- triangulos_total(grafo G)

Funcidon que calcula el numero de triangulos existentes en el grafo tanto si existe un solo
componente, como si existen varios. Si es el segundo caso encuentra el didmetro mas
grande entre los componentes —presumiblemente el del componente gigante-.

- muestreo(grafo G, cadena nombre proyecto)

Funcioén para muestrear el conjunto de datos de entrada. Tanto se puede muestrear en
funcién de X grado como en funcion del coeficiente de clustering/agrupamiento. Ideal para
conjuntos grandes ya que la funcién de busqueda de comunidades consume muchos
recursos durante mucho tiempo.

- muestreo_datos_grado(grafo G, entero grado min, cadena nombre proyecto)

Funcién que dado un conjunto de datos (grafo) muestrea ese conjunto reduciendo el
numero de nodos y aristas filtrando aquellos nodos con grado menor a X.

- muestreo_datos_cc(grafo G, entero cc _min, cadena nombre proyecto)

Funciéon que dado un conjunto de datos (grafo) muestrea ese conjunto reduciendo el
numero de nodos y aristas filtrando aquellos nodos con el coeficiente de clustering menor a
cc_min,
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- find_communities(grafo G, cadena nombre_proyecto)

Funcion que busca y evalia comunidades en el grafo. Basado en el algoritmo del
articulo "Finding and evaluating community structure in networks" de Nemwan & Girvan,
August 2003.

- Q(grafo G, vector vector _comunidades)

Calculamos la modularidad Q del algoritmo de blisqueda de comunidades de Newman
& Garvin,

- edge betweenness_edge erasing(grafo G, fichero f, entero iteracion, cadena
nombre_archivo)

Funcion que calcula el edge betweenness_centrality -Centralidad de similitud de arista-
del grafo G dado. Va eliminando las aristas con mas conectividad hasta que el grafo se
divide en 2 partes y quedan 2 subgrafos del grafo G original.

- edge matrix_communities(grafo G, vector vec_communities)

Calcula la matriz simétrica cuadrada E(kxk) para el calculo de la modularidad, siendo k
el numero de comunidades donde se establece que aristas conectan vértices de la misma
comunidad entre si o entre otras.

- matrix_trace(matriz modularidad matrix, entero size matrix)

Calcula el trazo de una matriz. Es decir, la suma de la diagonal principal.
- matrix_sum(matriz modularidad matrix, entero size matrix)

Calcula los caminos aleatorios existentes entre las diferentes comunidades designadas
en la matriz de modularidad.

- lee_iteraciones_comunidad(grafo G, cadena nombre proyecto)

A partir de los ficheros de modularidad y aristas eliminadas generadas en la funcion
find communities del algoritmo de Newman. para la iteracion que desee el usuario sera
generado un grafo con los nodos etiquetados con la comunidad.

- asigna_comunidades_from_file(grafo G, grafo G2, cadena nombre proyecto, entero
iteracion)

Asigna a cada nodo el atributo comunidad con el numero de comunidad al que
pertenece y genera un fichero de grafo Graphml con tal grafo.

3.3.3. Ejecucién de la aplicacion

Nuestro egg de la aplicacion tiene dos vias en las que puede ser ejecutado. Siendo por
linea de comandos la opcion mas directa, suponiendo que se tiene el ejecutable de python en el
classpath del sistema operativo, haremos lo siguiente:

$ python aplicacion.py ruta nombre_proyecto

donde python es la llamada al intérprete, aplicacion.py es el nombre de nuestra aplicacion, ruta
hace resefia a la direccion del conjunto de datos que queremos procesar — por ejemplo, si lo
tenemos un directorio anterior a nuestra aplicacion ../grafo.graphml’ - y nombre _proyecto es el
nombre que queremos asignar a nuestro proyecto — carpeta creada en el directorio de nuestra
aplicacion donde se guardan los ficheros de texto y/o archivos de grafos creados durante la
ejecucion de la aplicacion-.

3. Analisis y aplicacion 66



La segunda opcion que tenemos es usar el intérprete con el IDLE de python, es decir,
con su interfaz grafica. Asi no hay mas que abrir el IDLE, ir a File -> Open y abrir nuestro egg,
una vez abierto, pulsamos F5 o vamos a Run -> Run Module y empezaremos la ejecucion. Al
iniciarse en este modo, se preguntara al usuario por la ruta del conjunto de datos y luego por el
nombre del proyecto.

Una vez cargados los datos se nos muestra un menu con las diferentes opciones de la
aplicacion: obtener las métricas del conjunto de datos, muestrear el conjunto de datos, buscar
comunidades y generar un fichero de grafo en formato graphml con las comunidades deseadas.

3.3.4. Visualizacién del grafo

Aunque en el lenguaje Python podriamos utilizar alguna que otra libreria para la
visualizacion de grafos, tal como Matplotlib, ya que podemos serializar el grafo generado con el
binomio Python+Networkx en algiin formato estandar de grafos, aprovecharemos un software
especifico para la visualizacion de grafos que aporta mayor control y precision.

Gephi

La aplicacion Gephi es una plataforma para la visualizacion y exploracion interactiva de
todo tipo de redes y sistemas complejos, como de grafos dindmicos y jerarquicos. Una
herramienta para la ayudar a la gente a explorar y entender los grafos interactuando con la
representacion del grafo, manipulando la estructura, formas, tamafios y colores para revelar
propiedades ocultas.

La finalidad de la herramienta es ayudar al andlisis de grafos para realizar hipotesis,
descubrir patrones de forma intuitiva, aislar singularidades en la estructura o errores durante el
muestreo o carga de los datos. Reconocido por facilitar el razonamiento. Un software para el
analisis exploratorio de datos, paradigma surgido en el campo de investigacion del analisis
visual.

Entre las caracteristicas ofrecidas destacamos:

e Visualizacion en tiempo real, gracias a su motor grafico OpenGL, de redes de hasta
50.000 nodos y 500.000 aristas.

Algoritmos de disefio para dar forma al grafo.

Framework de estadisticas y métricas comunes en redes libres de escala.

Analisis de redes dindmicas permitiendo el filtrado temporal.

Crear cartografia usando un ranking o parte de los datos para crear una representacion
de la red coherente.

Grafos jerarquicos y en cluster, explorando grafos multi-nivel.

¢ Filtrado dinamico de nodos o aristas del grafo para la visualizacion (42).

Diserio escogido y parametros de distribucion del grafo

Para la visualizacion de los diferentes conjuntos de datos se ha escogido el disefio
llamado Force Atlas el cual es un disefio orientado a visualizar y espacializar redes libres de
escala o de mundo pequefio. Antepone la calidad al coste computacional, ya que tarda bastante
tiempo en visualizar una red grande, pero realiza una interpretacion rigurosa de la red con el
menor bias posible y aporta a la postre una buena lectura/comprension de la red.

Force Atlas se ha utilizado para todos los conjuntos de datos pero con diferentes valores
en los parametros editables. Primero explicamos que son y que hacen cada uno de los
parametros utilizados y luego expondremos para cada conjunto de datos los valores establecidos
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para la visualizacion — véase Tabla 4: Parametros establecidos en Gephi para la visualizacion de
las diferentes redes sociales on-line. .

- Repulsion Strenght: establece cuanta separacion existira entre un nodo y otro.

- Attraction Strenght: define con que fuerza se atraen los nodos.

- Auto stabilize function: opcion que permite congelar aquellos nodos inestables cuando
en el proceso del algoritmo ya no deberian desplazarse mas pero parecen temblar.

- Autostab Strenght: establece la fuerza con que se auto-estabilizan los nodos en la red.

- Gravity: fuerza de atraccion de todos los nodos hacia el centro de la hoja de
visualizacidn para evitar la dispersion de componentes desconectados del componente
gigante.

- Attraction distribution: La fuerza de atraccion se distribuye a lo largo de las nodos
considerados sumideros —en grafos no dirigidos, aquellos con alta conectividad-.

- Adjust by sizes: Opcion que sirve para evitar el solapamiento del circulo que representa
a cada uno de los nodos —en funcion del tamafio de cada uno-.

Karate Delfines arXiv arXiv Enron Facebook
Fisica  Relatividad

Repulsion 10000 10000 10000 10000 10000 10000
Strenght
Attraction 10 30 100 100 10 10
Strenght
Auto stabilize ON ON ON ON ON ON
function
Autostab 80 80 80 80 80 80
Strenght
Grayvity 30 30 5000 5000 1000 500
Attraction OFF OFF OFF OFF OFF OFF
distribution
Adjust by sizes ON ON ON ON ON ON
Min node size 5 5 5 5 15 5
Max node size 50 50 50 50 110 60

Tabla 4: Parametros establecidos en Gephi para la visualizacion de las diferentes redes sociales
on-line.

Para los conjuntos de Karate y Delfines, al ser los mas pequefios de todos, se ha
aprovechado un valor bajo de gravedad para distanciar los nodos unos de otros, a diferencia de
los de arXiv que cuentan con un gran nimero de componentes desconectados del componente
gigante, al asignar un valor de gravedad alto, 5000 para contraer la red y permitir una mejor
visualizacion de todo el conjunto. En los de Enron y Facebook los valores de gravedad son
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intermedios. Por otro lado, en cuanto a la fuerza de atraccion, los valores mas altos se asignaron
en arXiv por el mismo motivo que antes, pareciendo resultar extrafio no asignar tales valores par
a Enron y Facebook, pero al contar con muchos nodos y pocos componentes, el poder de
atraccion se establecio en un valor bajo para dispersar la indescifrable red que se formaba en el
nucleo. En cuanto al tamafio de los circulos de los nodos, obviamente, para Enron y Facebook al
ser los que més grado tienen se estableci6 un rango mayor.

Una vez tenemos la red distribuida a nuestro gusto, pasamos a la post-produccion, a
llamada seccion preview donde establecemos el color de fondo, color de las aristas, fuentes y
tamafios de las etiquetas, etc. Para todos los conjuntos se han realizado los mismos retoques, un
fondo gris #B3B3B3 para resaltar ciertas aristas que con un fondo blanco apenas se percibirian,
las etiquetas con fuente Arial y tamafio 12 ajustadas al tamafio del nodo y el color de las aristas
mezcla entre el color del nodo origen y destino y ademas, curvadas.

3.4. Algoritmo para la busqueda de comunidades

En esta seccion explicamos las funciones necesariaras para la busqueda y evaluacion de
comunidades en redes complejas basadas en el articulo de Newman & Garvin (21) con los
algoritmos de alto nivel y explicando los problemas encontrados en la realizacion de dicha tarea.
En primer lugar, en las siguientes lineas se ofrece una vision general de los pasos a realizar,
siempre basiandose en la nomenclatura de las funciones escritas en nuestra aplicacion. La
funcién que arranca el proceso se llama find communities y es donde dado un grafo, crea las
estructuras necesarias para llevar el control del proceso iterativo de la busqueda de comunidades.

find communities:

- mientras modularidad no sea menor que cero o la iteracion actual sea menor a el ntimero
maximo de iteraciones hacer
- seleccionamos el componente con el que trabajar — al inicio, el componente mas
grande-.
- Se calcula la similitud de arista del componente (edge betweennees _edge_erasing)
hasta que quede dividido.
- Se almacenan los dos nuevos componentes y se elimina el anterior analizado.
- Se calcula la modularidad Q.
- Una vez el proceso iterativo ha terminado, asignar las comunidades a los nodos de la red ()

edge betweennees edge erasing:

- mientras el componente analizado no quede dividido en 2 partes hacer
- calcular la similitud de aristas
- encontrar la arista con mayor similitud
- eliminar la arista con mayor similitud del componente actual
- recalcular la similitud de arista y volver al segundo paso de esta lista.

- Generar la matriz de comunidades con tamafio kxk siendo k el nimero de componentes de
la red actual
- Calcular la traza de la matriz de comunidades previamente creada
- Calcular el sumatorio de la matriz.
- Calcular la modularidad

La dificultad de programar este algoritmo reside en la escasa descricipcion, sea de la
forma de algoritmo o pseudo-cédigo, encontrado en el articulo de Newman & Garvin, llegando
al extremo de tener que analizar a conciencia el conjunto de prueba existente en tal articulo para
determinar la ejecucion del algoritmo. El gran factor en contra de este proceso es el tiempo de
calculo, el coste computacional, dependiendo de forma potencial del nimero de aristas de la red
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a analizar. Si la red tiene una estructura clara en comunidades, esta quedara dividida en
componentes tras las primeras iteraciones del algoritmo, reduciendo en gran parte el tiempo de
ejecucion. No obstante, para redes dispersas, el tiempo de proceso de calculo ser muy alto.
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4, Conclusiones

El presente trabajo ha servido para adentrarse en el mundo de las redes sociales desde
una perspectiva, ajena totalmente, a la cotidiana como usuario de alguna red social que soy.
Primero, la puesta al dia e inmersion en el estado del arte y la teoria relacionada para la
representacion de las redes sociales en forma de grafo, sobretodo en el aspecto de las métricas
estadisticas. Luego, utilizar un lenguaje en el que habia trabajado muy poco, y que me ha
servido para profundizar en el conocimiento de tal lenguaje, mas si cabe, en un IDE de
programacion familiar como Netbeans.

El asunto se puso peliagudo cuando tuve que indagar y encontrar los conjuntos de datos
que se han presentado en el estudio, sobre todo aquellos grandes. Leer politicas de privacidad,
librerias de portales como Facebook o Twitter para encontrar alguna rutina o grieta que
permitiera extraer datos dentro de la legalidad - digo legalidad, porque de forma pirata se
encuentran conjuntos gigantes de datos de estas redes sociales- directamente de las respectivas
paginas. En cuanto a la lectura y relectura de numerosos articulos, a veces mas o menos
entretenidos y/o matematicos, me resulté de alta dificultad llegar a comprender el mecanismo
utilizado para la busqueda y evaluacién de comunidades en redes complejas propuesto por
Newman & Garvin ya que, en su articulo, no ofrecen pseudo-codigo o algoritmo completo
alguno, solucionandolo al analizar el benchmarking que ellos utilizaron concienzudamente. Por
ultimo, toco armarse de paciencia cuando tocaba calcular segun que métricas, buscar
comunidades y visualizar los conjuntos de datos mas grandes. En ocasiones, una visualizacion
podia tardar en generarse 1 dia entero, sin saber a ciencia cierta si el resultado seria satisfactorio.

En lo referente al estudio realizado, tras validar la aplicaciéon con los conjuntos de
Karate y Delfines, el estudio y comparacion de los conjuntos grandes da la posibilidad de
comprender las diferentes formas en las que una red social se genera y evoluciona, cada una con
caracteristicas peculiares, pero todas con la base de tener una distribucion libre de escala y como
se estructura en comunidades manteniendo la conectividad.

En un trabajo futuro, seria bueno analizar otras métricas como la asortatividad o el 90%
del diametro, una medida mucho mas precisa que el calculo del diametro tradicional, o bien, el
calculo de la similitud de nodos para poder detectar los nodos con mayor peso dentro de una
red — que junto con el calculo de comunidades, podria ofrecer una vision mucho maés precisa de
la estructura de la red-. Por otro lado, refinar el algoritmo de busqueda de comunidades
desarrollado con otro como podria ser el presentado a posteriori por Newman utilizando
autovectores (20) o el método rapido para la busqueda de comunidades de Vincent D. Blodel et
al (43), siempre deseable con datos actualizados y haciéndolo durante un largo periodo de
tiempo para mostrar de forma grafica la evolucion de la red tras el transcurso del tiempo.
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Anexol. Caddigo fuente de la aplicacion

PN U A LN~

10.
11.
12.

13.
14.
15.
16.
17.
18.
19.
20.
21.

22.
23.
24.
S
26.
27.
28.
29.
30.
31.
32.
33.
34.

3S.

36.
37.
38.
39.

40.

41.
4.
43.
44,

45.
46.
47.
48.

import networkx as nx # Libreria de grafos/redes para la creacion, manejo y serializacion
import csv # libreria para cargar y leer archivos Excel

import sys # libreria del sistema

import win32com.client as w32 #Libreria para crear archivos Excel
import os # libreria del Sistema Operativo

__author _ ="Nestor Martinez Arque"
__email _="nestor.martinez01@estudiant.upf.edu”
__date ="$16-may-2011 18:41:008"

nmn

Funcion que carga un grafo dirigido en archivo de texto con las aristas en formato
nodo_origen'blank'nodo_destino y lo transforma a un grafo no dirigido
def cargar grafo dirigido to noDirigido(ruta):
#Creamos un grafo dirigido vacio
G_directed = nx.DiGraph()
#Abrimos el fichero de texto en formato lectura
f = open(ruta, "r'")
#Para cada linea del archivo de texto
for line in f.readlines():
#Separamos la linea con el separador "blank"” y obtenemos el nodo origen y el nodo
destino de la arista
split = line.split(" ")
origen = split[0]
# Separamos el nodo destino del salto de linea
destino_aux = split[1].split("\n")
destino = destino_aux[0]
#Agregamos los nodos al grafo, objeto DiGraph
G_directed.add _node(origen)
G_directed.add_node(destino)
#Agregamos el eje(origen,destino) al grafo
G _directed.add_edge(origen,destino)

print "nodos (dirigido)", G_directed.number of nodes()
print "edges (dirigido)", G_directed.number_of edges()

ok=0
fail =0
#Para cada arista del grafo dirigido, comprobamos que tenga doble direccionalidad, es

decir ejel (nodo, destino), eje2(destino,nodo)
for edge in G_directed.edges():

if(G_directed.has_edge(edge[1],edge[0])):
ok +=1

else:
fail +=1

print "Bidireccionalidad de las aristas"
print "OK: ", ok, "Fail: ", fail
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49.
50.
51.
52.
53.
54.
S5k
56.
57.
58.

59.
60.
61.
62.
63.

64.
65.
66.
67.
68.
69.
70.
71.
72.
73.
74.
75.
76.
77.
78.
79.

80.
81.
82.
83.
84.
85.
86.
87.

88.
89.

90.
91.
92.
93.
94.

9s.
96.
97.
98.
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#Convertimos el grafo dirigido a no dirigido, aquellas aristas que sean bidireccionales
G = G_directed.to_undirected(reciprocal=True)

print "nodos (no dirigido)", G.number_of nodes()
print "edges (no dirigido)", G.number of edges()
#Devolvemos el grado no dirigido

return G

nmn

Funcion que genera un archivo de excel con la distribucion, distribucion acumulativa y
distribucion de probabilidad de grado del grafo G
def degree_acum_histogram_excel(G, nombre_proyecto, total nodos):
#Creamos un objeto de tipo Excel
xlApp = w32.Dispatch("Excel. Application")
#Si Visible=1, se abre el excel y se muestra el resultado. Lo establecemos a 0 para
abstraer la creacion del Excel al usuario
xlApp.Visible=0
#Creamos una hoja de Excel
xlApp.Workbooks.Add()
#Encabezados de la hora de excel
xlApp.ActiveSheet.Cells(1,1).value= "Grado"
xlApp.ActiveSheet.Cells(1,2).value= "Distribucion"
xlIApp.ActiveSheet.Cells(1,3).value= "Distribucion acumulativao'
xlApp.ActiveSheet.Cells(1,4).value= "Distribucion de probabilidad"

i=2

distribucion_acumulativa grado = 0

#Para el rango de grados existente en el el grafo

for elemento in nx.degree histogram(G):
#Calculamos la distribucion acumulativa de grado
distribucion_acumulativa grado += elemento
#Agregamos los valores a cada celda. Numero de grado, #nodos con ese grado,

distribucion acumulativa y la probabilidad de grado

xlApp.ActiveSheet.Cells(i,1).value= i-1
xlApp.ActiveSheet.Cells(i,2).value= elemento
xlApp.ActiveSheet.Cells(i,3).value= distribucion_acumulativa_grado
xlApp.ActiveSheet.Cells(i,4).value= float(elemento)/total nodos

i+=1

#Guardamos el fichero Excel en la ruta que sigue a partir del directorio actual donde se
ejecuta la aplicacion
directorio_actual = os.getcwd()
nombre_excel = directorio_actual +
"\\"+nombre_proyecto+"\\"+nombre proyecto+" degree histogram.xls"
xlIApp.ActiveWorkbook.SaveAs(nombre_excel)

nmn

Funcion que genera un archivo de excel con la evolucion de la modularidad del algortimo
de busqueda de comunidades de Nemwan & Garvin.
meeen
def modularity excel(nombre proyecto):
#Creamos un objeto de tipo Excel
xlApp = w32.Dispatch("Excel. Application")
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99. # No visible

100. xIApp.Visible=0

101. #Creamos hoja de Excel
102. x1App.Workbooks.Add()

103. #Leemos el archivo generado en la funcion de modularidad
104. directorio_actual = os.getcwd()
105. modularidad_file = directorio_actual + '"\\" + nombre_proyecto + "\\"" +

nombre_proyecto + " _modularity.txt"
106. f modul = open(modularidad_file, "r'")
107. #Establecemos las cabeceras de las columnas de la hoja de Excel
108. xlApp.ActiveSheet.Cells(1,1).value= "Iteracion"
109. x1App.ActiveSheet.Cells(1,2).value= "Modularidad"

110.

111.

112. iteracion = None

113. modularidad = None

114. i=2

115. #PAra cada linea del archivo de texto que contiene la evolucion de la modularidad
del algoritmo de busqueda de comunidades

116. for line in f modul.readlines():

117. #Separamos la linea en funcion del parametro "espacio_blanco"

118. espacios = line.split(" ")

119.

120. modularidad = float(espacios[3])

121. iteracion = int(espacios[1])

122. #Agregamos a la hoa de excel los valores de n’ iteracion y modularidad

123. x1App.ActiveSheet.Cells(i, | ).value= iteracion

124. x1App.ActiveSheet.Cells(i,2).value= modularidad

125. i+=1

126. #Cerramos el archivo de modularidad

127. f modul.close()

128.

129. #Guardamos el archivo Excel

130. nombre_excel = directorio_actual +

"\"+nombre_ proyecto+'"\\"+nombre proyecto+'" modularity.xls"
131. x1App.ActiveWorkbook.SaveAs(nombre excel)
132.
133 i mnmn
134.  Funcion que calcula el numero de triangulos existente en el grafo
135. mnmeeen
136. def triangulos_total(G):

137.

138. #Obtenemos un diccionario con clave-valor (numero de triangulos) de cada nodo.

139. dicc_triangulos = nx.triangles(G, nbunch=None)

140.

141. #Obtenemos una lista con todos los valores (clave-valor) contenidos en el
diccionario

142. lista_triangulos = dicc_triangulos.values()

143.

144. num_triangulos=0
145. #print lista_triangulos

146. for numero in lista_triangulos:

147. num_triangulos += numero

148.

149. #Se divide el total entre 3 ya que la funcion triangles(G) repite el conteo de un

triangulo en cada nodo
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150. num_triangulos = num_triangulos / 3

151. print "\n-Triangulos: ", num_triangulos
152.

153. return num_triangulos

154.

155. meeey

156. Funcion que busca entre el conjunto de nodos el grado mas alto y minimo y el listado de
nodos que lo poseen

157. "

158. def grado max_min(G):

159. #Obtenemos un diccionario con clave: numero nodo, valor:grado del nodo
160. degree = nx.degree(G)

161.

162. min=100

163. max=0

164. nodo_max =[]
165. nodo_min = []

166.

167. #Recorremos el diccionario buscando el grado mas alto y minimo y que nodos lo
poseen

168. for nodo in degree:

169. #Si el grado del nodo actual es mayor o igual que el maximo encontrado

170. if degree[nodo] >= max:

171. #Si es mayor al existente, se establece en nuevo grado _max y se crea una lista
nodo_max con ese nodo

172. if degree[nodo] >~ max:

173. max = degree[nodo]

174. nodo max_aux= [nodo]

175. nodo_max = nodo_max_aux

176. #Si es igual al grado maximo, se agrega el nodo a la lista de nodo_max

177. else:

178. nodo_max.append(nodo)

179. #Si el grado del nodo actual es menor o igual que el maximo encontrado

180. if degree[nodo] <= min:

181. #Si es menor al existente, se establece en nuevo grado _min y se crea una lista
nodo_min con ese nodo

182. if degree[nodo] < min:

183. min = degree[nodo]

184. nodo_min_aux= [nodo]

185. nodo_min = nodo_min_aux

186. #Si es igual al grado minimo, se agrega el nodo a la lista de nodo _min

187. else:

188. nodo_min.append(nodo)

189.

190. print "\n-Grado maximo: ", max, "# nodos:", len(nodo_max), ""Nodo_id: ",
nodo_max

191. print "\n-Grado minimo: ", min, "# nodos:", len(nodo_min), "Nodo_id: ", nodo_min

192.

193. return max, min, nodo_max, nodo_min

194.

195. mnmeee

196. Funcion que calcula la desviacion estandar de los grados de los nodos de un grafo.

197. Desviacion estandar = raiz_cuadrada de ((1/N-1)*sumatorio de i=1 a N de (Xi-
Xpromedio)”2)

1 98 . mnmn

199. def desviacion estandar grado(G, av_degree):
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200.
201.
202.
203.

#Obtenemos un diccionario con clave: numero nodo, valor:grado del nodo
degree = nx.degree(QG)

#print "\nGrado", degree

desv=0

204.

205.
206.
207.

#Calculamos el sumatorio de (grado_nodo_i - av_degree)"2
for nodo in degree:
desv += (degree[nodo]-av_degree)” 2

208.

209.

210.

#Calculamos la raiz cuadrada del sumatorio * 1/N-a donde N es el numero total de
nodos
desv = (desv/(G.number_of nodes()-1))*“*0.5

211.

212.

print "\n-Desviacion estandar del grado: ", desv

213.

214.

return desv

215.

216.
217.
218.

219.
220.
221.

nnn

Funcion que calcula la desviacion estandar los shortest path de los nodos de un grafo.
Desviacion estandar = raiz_cuadrada de ((1/N-1)*sumatorio de i=1 a N de (Xi-
Xpromedio)”2)
def desviacion_estandar_camino(Gl1, av_spl):

#Obtenemos una lista con los nodos

222.

223.
224.
225.
226.

227.
228.
229.
230.

desv=0
G=None
if (nx.number_connected_components(G1) > 1):
#print ">Numero de componentes conectados: ",
nx.number_connected_components(G1)
# Lista de listas de los componentes conectados
G = nx.connected component subgraphs(G1)[0]
else:

G = nx.Graph(G1)

231.
232.

233.
234.
PSS
236.
237.
238.

nodos = G.nodes()

#Calculamos el sumatorio de (grado nodo i - av_degree)"2

for nodo in nodos:
#print "nodo", nodo
shortest path nodo dict = nx.shortest path length(G,source=nodo)
#print "spl nodo",shortest_path nodo_dict

239.

240.
241.
242.
243.
244.
245.
246.

spl_nodo=0
#Para cada camino corto del nodo al resto de nodos
for camino in shortest path nodo_dict:
if(camino==nodo):
pass
else:
spl_nodo += shortest path nodo_dict[camino]

247.

248.
249.

spl_nodo = float(spl nodo)/(G.number_of nodes()-1)
desv += (spl_nodo-av_spl)**2

250.

251.

#Calculamos la raiz cuadrada del sumatorio * 1/N-a donde N es el numero total de
nodos
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252, desv = (desv/(G.number_of nodes()-1))**0.5

253.

254. print "\n-Desviacion del promedio del camino corto del componente gigante: ", desv

255.

256. return desv

257.

258. "

259. Funcion que calcula la desviacion estandar del coeficiente de clustering de los nodos del
grafo

260. Desviacion estandar = raiz_cuadrada de ((1/N-1)*sumatorio de i=1 a N de (Xi-
Xpromedio)”2)

261. "

262. def desviacion estandar coef clustering(G, av_coef clustering):

263. #Obtenemos una lista con los nodos

264. nodos=G.nodes()

265. desv=0

266.

267. #Calculamos el sumatorio de (coef clustering Nodo i - av_coef clustering)"2

268. for nodo in nodos:

2609. desv += (nx.clustering(G,nodo)-av_coef clustering)**

270.

271. #Calculamos la raiz cuadrada del sumatorio * 1/N-a donde N es el numero total de
nodos

272. desv = (desv/(G.number_of nodes()-1))**0.5

273.

274. print "\n-Desviacion estandar del coeficiente de clustering: ", desv

275.

276. return desv

2717.

278. "

279. Funcion para generar un archivo estandar en formato graphml que almacena el grafo
pasado como parametro en el directorio actual del proyecto.

280. Ya sea un archivo .cvs al cargar el grado, o cuando serializamos un grafo
muestreado o asignando comunidades.

281. "

282. def guarda grafo(G, nombre proyecto, comunidad=False, iteracion="", muestreo=False,
tipo_muestreo=""):

283. #Si proviene de la funcion de asigna comunidad

284. if(comunidad):

285. ruta = os.getcwd() + '""\\"" + nombre_proyecto + "\\'' + nombre_proyecto
+"_iteracion_" + iteracion + ".graphml"

286. nx.write _graphml(G,ruta)

287. #Si proviene al querer muestrear un grafo

288. elif(muestreo):

289. print "guada muestreo"

290. ruta = os.getcwd() + '""\\"" + nombre_proyecto + "\\"' + nombre proyecto +
tipo_muestreo +'".graphml"

291. nx.write_graphml(G,ruta)

292. #Al cargar un archivo .cvs al arrancar el programa

293. else:

294. ruta = os.getcwd() + "\" + nombre_proyecto + "\\" + nombre_proyecto +
".graphml"

295. nx.write_graphml(G,ruta)

296.

297.

298.
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299. mnmn

300. Funcion para traer en memoria el conjunto de datos a procesar. Un archivo CVS
delimitado con punto y coma entre celdas.

301. Para cada linea obtenemos un enlace del grafo tal que e->(nodo1,n0do2).

302. nnn

303. def cargar archivo cvs(ruta):

304. try:

305. file = open(ruta)

306. file_handler = csv.reader(file, delimiter=";")
307. return file_handler

308. except:

309. print "La ruta especificada no existe."
310.

311.

3 12. mnmn

313. Funcion que dada una ruta de archivo, carga los datos existentes en tal archivo y genera
un grafo no dirigido con los nodos y enlaces existentes.

3 14‘ nnn
315. def construccion_grafo(ruta, nombre_proyecto):
316. print "\nCargando en memoria el grafo..."

317. #Creamos un grafo tal que G=(V,E) con atributo
318. G = nx.Graph()

3109. #Determinamos que tipo de fichero se introduce como input, si .cvs (excel)
o .graphml

320. extension_aux = ruta.split(".")

321. extension = extension aux[-1].lower()

322. csv = False

323.

324. if(extension == "csv"):

325. #print ""Archivo con extension cvs'’

326. # Cargamos el conjunto de datos .csv a memoria. Se guarda en un manejador de
fichero.

327. file_handler = cargar archivo_cvs(ruta)

328. #Funcion que carga el listado de enlaces de file_handler al grafo, creando nodos y
conexiones.

320. G =add _to grafo cvs(G,file handler)

330. csv = True

331. elif (extension == "graphml"):

332. #print "Archivo con extension graphml"

333. try:

334, G = nx.read_graphml(ruta)

33s. except IOError: # Si la ruta no existe, la ejecucion del programa termina.

336. print "Error: La ruta especificada no existe o no se ha podido abrir."

337. main()

338. else:

339. print "Error: El fichero introducido no es soportado. La aplicacion funciona con
las extensiones .cvs y .graphml. Por favor, introduzca una extension valida."

340. main()

341.

342. #Se genera un archivo de representacion estandar Graphml del grado G generado

343, if (csv):

344. guarda_grafo(G, nombre_proyecto)

345. print "\nGrafo cargado con exito!\n"

346. return G

347.

348.
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349- nnn

350. Funcion para agregar nodos y aristas al grafo desde el file_handler creado tras la
lectura del conjunto de datos para el caso de un archivo con formato .csv

35 1 . nnn

352. defadd to grafo cvs(G,file handler):

353. #Para cada linea del manejador de fichero

354. for line in file handler:

355. #Cargamos los nodos

356. nodo1=line[0]

357. nodo2=line[ 1]

358. #Los agregamos al grafo, asi como tambien la arista incidente a estos. Si ya existe
un nodo con el mismo nombre, no se generan duplicados.

359. G.add_node(nodol)

360. G.add_node(nodo2)

361. G.add_edge(nodol,nodo2)

362.

363. return G

364.

365.

366. """

367. Funcion que calcula el grado medio del grafo G. Para ello, recorre los nodos del grafo
sumando sus grados.

368. Una vez obtenido el numero total, se normaliza entre el total de nodos existentes.

369. "

370. def average degree(G):

371. # Calculamos el grado medio

372. degree=0 #temporal

373. av_degree=0 #grado medio

374.

375. # Devuelve solo el listado de grados de todos los nodos del diccionario creado.
376. degree lista = (nx.degree(G)).values()

377.

378. # Recorremos la lista almacenando los valores del grado de cada nodo
379. for degree in degree_lista:

380. av_degree += degree

381.

382. # Se calcula la media tras el sumatorio de grados total

383. av_degree = float(av_degree) / G.number of nodes()

384.

385. print "\n-Grado medio:",av_degree

386.

387. return av_degree

388.

389.

390. mnmeee

391. Funcion que calcula el coeficiente medio de clustering/agrupamiento del grafo
392, "

393. def average clustering coefficient(G):

394.

395. av_clust coef = nx.average clustering(G)

396. print "\n-Coeficiente de clustering medio: ", av_clust _coef
397.

398. return av_clust coef

399.

400.

401. "
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402. Calcula la media de los caminos mas cortos (average shortest path lenght) del grafo G
entre todos los nodos existentes.

403. Lanza error si el grafo no esta conectado (existen varios componentes), y en tal caso
busca la metrica en el componente gigante (el mas grande).

404. "

405. def camino_medio(G):

406. try:

407. #Si lanza error, existe mas de un componente en el grafo, sino calcula el promedio
del camino corto

408. av_short path =nx.average shortest path length(G)

4009. print "\n-Promedio del camino corto del componente gigante: ", av_short_path

410. return av_short_path

411.

412. except nx.NetworkXError:

413. #Calcula el promedio del camino corto para el componente gigante

414. av_short path = camino_medio_componentes(G)

415. return av_short path

416.

417. "

418. Calcula el camino medio de todos los componentes del grafo G y devuelve el numero
del componente con el camino medio mas grande

419. "

420. def camino _medio _componentes(G):

421. # Numero de componentes fuertemente conectados

422, con_comp num = nx.number connected components(G)

423.

424, # Lista de listas de los componentes conectados

425. con_comp = nx.connected_components(G)

426. i=1

427. max_camino _medio=1

428. #Escogemos el componente gigante, connected _components devuelve una lista
ordenada de mayor componente a menor. Seleccionamos el primero.

429. componente = con_comp[0]

430. H = G.subgraph(componente)

431.

432.

433. if ( Hnumber of nodes() > 1):

434. max_camino_medio = nx.average shortest path length(H)

435.

436. print "\n-Promedio del camino corto del componente gigante: ", max camino_medio

437.

438. return max_camino_medio

439.

440.

441. "

442. Calcula el diametro del grafo G. Lanza error y llama a otra funcion si existe mas de un
componente. Entonces, se calcula el diametro del componente gigante.

443‘ nnn

444,  def diametro(G):

445. try:

446. #Calculamos el diametro. Lanza error si existe mas de un componente en el grafo.
447. diameter = nx.diameter(G, e=None)

448. print "\n-Diametro del componente gigante: ", diameter

449. return diameter

450.

451. except nx.NetworkXError:
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452. #Si existe mas de un componente, llamamos a otra funcion.

453. max_diametro = diametro_componentes(QG)
454. return max_diametro

455.

4 5 6 . nnn

457. Calcula el diametro de todos los componentes existentes en el grafo original y devuelve
el diametro mas grande existente

458. "

459. def diametro_componentes(G):

460. # Lista de listas de los componentes conectados

461. con_comp = nx.connected components(QG)

462.

463. max_diametro=1

464. #Para cada componente existente en el grafo

465. for componente in con_comp:

466. H = G.subgraph(componente)

467. #Si el grafo tiene mas de un nodo. calculamos el diaemtro (si solo tuviera I no
existiria camino regular alguno)

468. if (H.number of nodes() > 1):

469. diametro = nx.diameter(H, e=None)

470.

471. #Si el diametro obtenido es mayor al previamente encontrado

472. if (diametro > max_diametro):

473. max_diametro = diametro

474.

475. print "\n-Diametro del componente gigante: ", max_diametro

476. return max_diametro

477.

478. "

479. Funcion que dado un conjunto de datos (grafo) muestrea ese conjunto reduciendo el
numero de nodos y aristas filtrando aquellos nodos con grado menor a X

480. mneeen

481. def muestreo_datos grado(G, grado_min, nombre proyecto):

482.

483. Gmuestra = nx.Graph(G)

484. grado nodos = Gmuestra.degree()

485. lista_nodos =[]

486.

487. #Cogemos los nodos con grado mayor a grado_min

488. for nodo in grado nodos:

489. #print nodo, grado nodos[nodo],

490. if grado_nodos[nodo] >= grado_min:

491. lista_nodos.append(nodo)

492.

493. lista nodos_y vecinos = lista_nodos|:]

494.

495. #Ahora a partir de los nodos seleccionados con mayor grado, buscamos sus vecinos
y los agregamos al vector, asi como las aristas incidentes entre

496. #los nodos existentes en Gmuestra (que han pasado el filtro)

497. for nodo in lista nodos:

498. vecinos = G.neighbors(nodo)

499. #Para cada vecino del nodo

500. for vecino in vecinos:

501. existe = False

502. #Si ya existe, saltamos la iteracion

503. for elemento in lista nodos y vecinos:
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504. if elemento == vecino:

505. existe=True

506. break

507. #Si no existe en el grafo, se agrega a la lista

508. if not existe :

509. lista_ nodos_y vecinos.append(vecino)

510.

511. #Ahora miramos todos los nodos, si existe en el vector los dejamos, sino existen (lo

filtramos) los eliminamos del grafo
512. for nodo in G.nodes():

513. existe = False

514. #Si ya existe la arista entre el nodo y sus vecinos, saltamos la iteracion

515. for elemento in lista nodos_y vecinos:

S16. if elemento == nodo:

517. existe=True

518. break

519. #Si no existe el nodo en la lista de vecinos, lo eliminamos del grafo

520. if not existe :

521. Gmuestra.remove_node(nodo)

522.

523. #Generamos un archivo GraphML del nuevo conjunto de datos muestreado

524. nombre muestra =" Muestreo Grado "+str(grado_min)

525S. guarda_grafo(Gmuestra,nombre_proyecto,
muestreo=True,tipo_muestreo=nombre_ muestra)

526.

527. #Mostramos por pantalla un resumen del muestreo

528. print "\nResumen del muestreo para grado >=", grado_min

5209. print "Datos original: ", len(G), " nodos y ", G.number_of edges(), " aristas"

530. print "Datosmuestreado', len(Gmuestra), ' nodos y ",
Gmuestra.number_of_edges(), " aristas"

531. print "Componentes muestreo grado: ",

nx.number connected components(Gmuestra)
532. muestreo_percent = float(len(Gmuestra)“100)/len(G)
533. print "Porcentaje muestreado: ", muestreo_percent, "%"
534.
535.
536. mnmn

537. Funcion que dado un conjunto de datos (grafo) muestrea ese conjunto reduciendo el

numero de nodos y aristas filtrando aquellos nodos con
538. el coeficiente de clustering menor a cc_min

539. "

540. def muestreo_datos cc(G, cc_min, nombre proyecto):

541. print "Funcion: muestreo datos por CC"

542.

543. Gmuestra = nx.Graph(G)

544. clustering nodos = nx.clustering(Gmuestra, nbunch=None, weights=False)

545. lista_nodos = []
546. #print grado nodos

547.

548. #Cogemos los nodos con grado mayor a grado_min
549. for nodo in clustering_nodos:

550. #print nodo, clustering nodos[nodo],

551. if clustering nodos[nodo] >= cc_min:

552. lista_nodos.append(nodo)

553.

554. lista nodos_y vecinos = lista nodos|[:]
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5558

556. #Ahora a partir de los nodos seleccionados con mayor grado, buscamos sus vecinos
v los agregamos al vector

557. for nodo in lista nodos:

558. vecinos = G.neighbors(nodo)

559. #Para cada vecino

560. for vecino in vecinos:

561. existe = False

562. #Si ya existe, saltamos la iteracion

563. for elemento in lista_nodos_y vecinos:

564. if elemento == vecino:

565. existe=True

566. break

567. #Si no existe, se agrega al grafo

568. if not existe :

569. lista nodos y vecinos.append(vecino)

570.

571. #Ahora miramos todos los nodos, si existe en el vector los dejamos, sino existen (lo

filtramos) los eliminamos del grafo
572. for nodo in G.nodes():

573. existe = False

574. #Si existe en la lista de nodos filtrados o vecinos, saltamos de iteracion

575. for elemento in lista nodos_y vecinos:

576. if elemento == nodo:

577. existe=True

578. break

579. #Si no ha superado el filtrado, se elimina del grafo

580. if not existe :

581. Gmuestra.remove_node(nodo)

582.

583.

584. #Generamos un archivo GraphML del nuevo conjunto de datos muestreado

585. nombre_muestra ="_Muestreo_CC_'"+str(cc_min)

586. guarda grafo(Gmuestra,nombre proyecto,
muestreo=True,tipo_muestreo=nombre muestra)

587.

588. print "\nResumen del muestreo (por coeficiente de clustering) para CC >=", cc_min

589. print "Tamanyo datos original: ", len(G), " nodos y ", G.number_of edges(), "
aristas"

590. print "Tamanyo datos muestreado', len(Gmuestra), " nodos y ",
Gmuestra.number _of edges(), " aristas"

591. print "Componentes muestreo cc: ", nx.number_connected components(Gmuestra)

592. muestreo_percent = float(len(Gmuestra)“100)/len(G)

593. print "Porcentaje muestreado: ", muestreo_percent, "%"

594. return Gmuestra

595.

596.

597. "

598. Funcion que calcula el edge betweenness centrality (Centralidad de similitud de arista)
del grafo G dado. Va eliminando las aristas con mas conectividad hasta que el grafo se
divide

599. en 2 partes y quedan 2 subgrafos del grafo G original.

600. mnmeee
601. defedge betweenness edge erasing(G, f, iteracion, nombre_archivo):
602. #Agregamos al archivo de texto donde almacenamos la iteracion y las aristas

eliminadas, la iteracion actual.
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603. cadena_it = "iteracion: " + str(iteracion)+ "\n"
604. f.write(cadena _it)

605.

606. #eliminamos aristas hasta que dividimos el grafo en 2

607. while nx.number connected components(G) < 2:

608. #Calculamos / recalculamos el edge betweenness centrality

6009. edges = nx.edge betweenness centrality(G, normalized=False,
weighted edges=False)

610.

611. edge max=None

612. clave max=None

613. #Buscamos entre el conjunto de pesos de las aristas, aquella que sea maxima

614. for clave in edges:

615. if(edges[clave] > edge max):

616. clave max = clave

617. edge max = edges[clave]

618. else:

619. pass

620.

621. print "Elimina arista:", clave max, "edge betweenness:", edge max

622. #Escribimos en el fichero de texto la arista a eliminar del grafo

623. cadena edge = "Elimina arista:" + str(clave_max) + " edge betweenness:" +
str(edge_max)+"\n"

624. f.write(cadena edge)

625. #Eliminamos del grafo la arista con mayor conectividad

626. G.remove_edge(clave max[0],clave max[1])

627.

628. #Obtenemos los dos componentes en los que se ha dividido el grafo

629. [G1,G2] = nx.connected _component_ subgraphs(G)

630.

631. #Se devuelve el grafo partido en 2 subgrafos

632. return G1,G2

633.

634. "

635. Calcula la matriz simetrica cuadrada E(kxk) para el calculo de la modularidad,
siendo k el numero de comunidades donde se establece que aristas conectan

636. vertices de la misma comunidad entre si o entre otras

637‘ nnn
638. def edge matrix_communities(G, vec_communities):
639. #Obtenemos el conjunto de aristas original del grafo G para determinar a que

comunidad pertenece el nodo_origen y nodo_destino
640. aristas_originales = G.edges()

641.

642. # Numero de comunidades

643. num_comunities = len(vec_communities)

644.

645. # Matriz de modularidad de size kxk siendo k el # de comunidades existente

646. edge matrix = [[0 for x in xrange(num_comunities)] for y in
xrange(num_comunities)]

647.

648. #Establecemos el valor del peso de una arista. arista = 1/m donde m es el total de

aristas del grafo original
649. num_edge = float(G.number of edges())
650. peso = 1/num_edge
651.

652. #Asignamos que aristas conectan nodos de que comunidad en la matriz simetrica
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653. for arista in aristas_originales:

654. # nodo origen y destino de la arista

655. origen = arista[0]

656. destino = arista[ 1]

657. # comunidad de origen y destino de la arista

658. com_origen = None

659. com_destino = None

660. i=0

661. # Recorremos el vector de comunidades para establecer a donde pertenece cada
nodo de la arista

662. for community in vec_communities:

663. if(community.has node(origen)):

664. com_origen = i

665. if(community.has node(destino)):

666. com_destino =1

667.

668. i+=1

669. #Asignamos el valor a la matriz.

670. #Si el nodo origen y destino son de la misma comunidad

671. if (com_origen == com_destino):

672. edge matrix[com_origen][com_destino] += peso

673. # O sino, si forman parte de comunidades distintas. Se agrega 2 veces al ser la
matriz simetrica

674. else:

675. edge matrix[com_origen][com_destino] += peso

676. edge matrix[com_destino][com_origen] += peso

677.

678. return edge matrix

679.

680. LARARA

681. Calcula el trazo de una matriz. Es decir, la suma de la diagonal principal
682. nnn
683. def matrix_trace(modularidad matrix, size matrix):

684. i=0

685. tr=0

686. while 1 < size_matrix:

687. tr += modularidad matrix[i][i]
688. i+=1

6809.

690. return tr

691.

692‘ mnmn

693. Calcula los caminos aleatorios existentes entre las diferentes comunidades designadas
en la matriz de modularidad.

694. "

695. def matrix_sum(modularidad_matrix, size_matrix):
696. i=0

697. sum=0

698. while 1 < size_matrix:

699. j=0

700. while j < size_matrix:

701. sum += modularidad matrix[i][j]**2
702. j+=1

703. i+=1

704.

705. return sum

Anexo I. Cédigo fuente de la aplicacion

90



706.

707.

708. mnmn

709. Calculamos la modularidad Q del algoritmo de busqueda de comunidades de Newman
& Garvin

7 1 0- meeey

711.  def Q(G, vector comunidades):

712. #Calculamos la matriz de modularidad

713. modularidad_matrix = edge matrix_communities(G, vector _comunidades)
714. #Numero de componentes existente en el vector comunidades

715. community length=len(vector_comunidades)

716. #Calculamos la traza de la matriz de modularidad

717. tr = matrix_trace(modularidad matrix,community length)

718. #Calculamos los caminos aleatorios

719. sum = matrix_sum(modularidad matrix,community length)

720. #Obtenemos el valor de modularidad. Positivo si la definicion de comunidades

establecida es mejor que los posibles caminos aleatorios. Valor entre [1,-1]

721. Q=tr - sum

722.

723. # Para decidir cual sera la comunidad siguiente a dividir. Se escoge aquella que
tenga modularidad parcial mas alta.

724. Q aux2 =0

725. Q _ind = None

726. i=0

727. #Para cada comunidad existente

728. while 1 < community length:

729. j=0

730. Q aux=0

731.

732. edge to comunity=0

733. #Se realiza la diferencia entre aristas intercomunitarias y caminos aleatorios entre
comunidades

734. while j < community length:

735. if(j!=i):

736. edge to comunity += modularidad matrix [i][j]**2

737.

738. j+=1

739.

740. Q_aux += modularidad_matrix [i][i] - edge to_comunity

741. #Aquella comunidad que tenga un valor mayor, serd la candidata para la siguiente
iteracion del algoritmo (edge betweennees)

742. if(Q_aux >~ Q_aux2):

743. Q aux2 =Q aux

744. Q ind=i

745. i+=1

746.

747. return Q, Q ind

748.

749. "

750. Asigna a cada nodo el atributo comunidad con el numero de comunidad al que
pertenece y genera un fichero de grafo Graphml con tal grafo

751. "

752. def asigna_comunidades_from file(G, G2, nombre proyecto, iteracion):

753. G_comunidades = nx.Graph(G)

754. i=1

755. #Para cada comunidad existente
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756. comunidades = nx.connected_component_subgraphs(G2)

757. for comunidad in comunidades:

758. #Mostramos por consola las comunidades

759. print "Comunidad #", 1, " Nodos: ", comunidad.number_of nodes(), "->",
comunidad.nodes()

760. #Asignamos a un nuevo grafo G, con nodos con el atributo comunidad, el
numero de comunidad pertinente

761. for nodo in comunidad.nodes():

762. G_comunidades.add node(nodo,comunidad=i)

763.

764. i+=1

765. # Generamos un archivo de salida en formato Graphml que contiene el grafo con
la division de comunidades

766. guarda grafo(G_comunidades,nombre proyecto, comunidad=True,
iteracion=iteracion)

767.

768.

769. "

770. A partir de los ficheros de modularidad y aristas eliminadas generadas en la
funcion find_communities del algoritmo de Newman

771. para la iteracion que desee el usuario sera generado un grafo con los nodos etiquetados
con la comunidad.

772, "

773. def lee_iteraciones_comunidad(G, nombre proyecto):

774. #Establecemos la ruta de los archivos a leer

775. ruta_modul = os.getewd() + "\\"" + nombre proyecto + '"\\"' + nombre proyecto
+ " modularity.txt"

776. ruta_iter = os.getcwd() + "\" + nombre proyecto + "\" + nombre proyecto +

_edge rem.txt"
T77. #Leemos el archivo de modularidad

778. try:

779. f modul = open(ruta_modul, "r")

780. except:

781. print "El fichero de los valores de modularidad: " + nombre proyecto +
" modularity.txt, no existe. Ejecute la busqueda de comunidades antes o especifique la ruta
correcta"

782. sys.exit()

783.

784. it_deseada = None

785. max_iteracion = None

786. max_modul = None

787. iteraciones_total=-1

788. #Para cada linea de modularidad, cargamos en memoria los datos existentes.

7809. for line in f modul.readlines():

790. espacios = line.split("" ")

791. iteraciones_total += |

792.

793. if (espacios[3] > max_modul):

794. max_modul = espacios[3]

795. max_iteracion = espacios[1]

796. #Cerramos el fichero de modularidad.
797. f modul.close()

798. #Mostramos por pantalla que iteracion obtuvo la maxima modularidad

799. print "lteracion #", max_iteracion, "tiene la modularidad mas alta: ", max_modul
800.

801. exit=True

Anexo 1. Coédigo fuente de la aplicacion 92



802. #Mientras el usuario no quiera volver al menu principal de la aplicacion.
803. while (exit):

804. #Preguntamos al usuario que iteracion quiere guardar como formato Graphml!
805. it deseada = raw_input(''Inserte que iteracion desea escoger. [0] para salir \n'")
806. #Si quiere volver al menu principal

807. if (it_deseada.lower() =="0"):

808. print "Salimos de la funcion de comunidades"

809. exit=False

810. break

811. #Si no existe la iteracion

812. elif (int(iteraciones_total) < int(it_deseada) or int(it_deseada) < 0):

813. print "La iteracion introducida no existe, por favor, establezca una iteracion
entre el 0 y el " + str(iteraciones_total)

814. else:

815. #Abrimos el fichero de eliminacion de aristas y recreamos los pasos hasta la
iteracion deseada

816. try:

817. f iter = open(ruta_iter, "r")

818. except:

819. print "El fichero de los valores similitud de aristas: " + nombre proyecto +
" edge rem.txt, no existe. Ejecute la busqueda de comunidades antes o especifique la ruta
correcta"

820. sys.exit()

821.

822.

823. max_iteracion = it_deseada

824.

825. G2 = nx.Graph(G)

826. flag = int(max_iteracion) + 1

827. #PAra cada linea del fichero, seleccionamos la arista que fue eliminada y la
eliminamos del grafo original

828. for line in f _iter.readlines():

829. #Si la linea correspnode al anuncio de la iteracion, comprobamos que sea
menor o igual a la deseada

830. if (line.startswith('"iteracion:")):

831. it = line.split(" ")[ 1]

832.

833. if (int(it) == flag):

834. #print "ya hemos llegado a la iteracion deseada: ", max_iteracion

835. break

836. else:

837. #Sino, vamos eliminando las aristas residentes en cada iteracion del
fichero

838. split = line.split("\'")

839.

840. origen = split[1]

841. destino = split[3]

842. G2.remove_edge(origen,destino)

843. #Cerramos el fichero de eliminacion de aristas

844. f iter.close()

845. #Llamamos a la funcion que asigna las comunidades a los nodos y genera un
archivo Graphml

846. print "# comunidades: ",nx.number_connected components(G2)

847. asigna_comunidades_from_file(G,G2,nombre_proyecto,max_iteracion)

848.

849.
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850. mnmeee

851. Funcion que busca y evalua comunidades en el grafo.

852. Basado en el algoritmo del articulo "Finding and evaluating community structure in
networks" de Nemwan & Girvan, August 2003

853. "

854. def find communities(G, nombre proyecto):

855. print "\nBuscando comunidades en el componente gigante. Este proceso puede
durar varias horas para conjuntos de datos grandes."

856.

857. ruta_proyecto = os.getcwd() + "\\" + nombre proyecto

858. #Pasos previos al calculo

859. #Crear un nuevo grafo ya que G esta bloqueado ante cualquier modificacion sobre
este

860. F = nx.Graph(G)

861.

862. # Mirar si de un inicio existen diferentes componentes.

863. if (nx.is_connected(F)):

864. vector comunidades=[F]

865. else:

866. # The list is ordered from largest connected component to smallest. For undirected
graphs only.

867. componentel = nx.connected component subgraphs(F)[0]

868. vector _comunidades = [componente]]

869.

870.

871. #Abrimos los ficheros de log, tanto de evolucion de modularidad como de aristas
eliminadas en iteraciones

872. path_edge = ruta_proyecto+"\\"+nombre proyecto+" edge rem.txt"

873. f edge = open(path_edge,"w")

874. path_modul = ruta_proyecto+"\\"+nombre proyecto+" modularity.txt"

875. f modul = open(path_modul, "w'")

876.

877. # Algoritmo de Newman

878. Q _ind = 0 # Indice del componente con modularidad individual mas alto, escogido
como el siguiente a dividir

879. num_iteracion = 0 # iteraciones del algoritmo

880. Q_history=[] # Para guardar el estado individual del grafo (sus componentes) en
cada iteracion y la modularidad obtenida

881. modularidad max=[0,0] # Lista, en el primer valor de la modularidad maximo, en el
segundo, el numero de iteracion en la que se obtiene

882. modularidad = 1

883.

884. #Hasta que no se cumpla el numero de iteraciones establecido, iterar

885. while(num_iteracion < 1000):

886. print "\nlteracion #"+str(num_iteracion)

887. #Escogemos el componente que tuvo la modularidad (individual) mas grande

888. F = vector_comunidades[Q ind]

889.

890. #Eliminamos aristas con alta conectivida del grafo hasta que se divide en 2

891. [F1,F2] = edge betweenness edge erasing(F, f edge, num_iteracion,
nombre_proyecto)

892. # Eliminamos el componente procesado

893. vector comunidades.remove(F)

894. # Agregamos los 2 componentes derivados del anterior

895. vector_comunidades.append(F1)

896. vector _comunidades.append(F2)
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897.

898. #Calculamos la modularidad del estado actual del grafo

899. modularidad, Q_ind = Q(G,vector_comunidades)

900. print "Modularidad:" ,modularidad

901.

902. #Escribimos el resultado de la modularidad de la iteracion actual

903. cadena_modul = "Iteracion: " + str(num_iteracion) + " Modularidad: " +
str(modularidad) + "\n"

904. f modul.write(cadena_modul)

905.

906. # insertamos en la posicion nmum_iteracion' una lista con una copia del vector de
comunidades de la iteracion actual

907. # v la modularidad obtenida en este punto

908. vector_comunidades_iteracion = vector comunidades]:]

909. Q_history.insert(num_iteracion,[vector comunidades_iteracion,modularidad])

910.

911. #Comprobamos si la modularidad de la iteracion actual es mayor que el valor
maximo vigente

912. if(modularidad > modularidad max[0]):

913. modularidad max[0]=modularidad

914. modularidad max[1]=num_iteracion

915.

916. num_iteracion += 1

917.

918. if(modularidad < 0):

919. break;

920.

921. print "\nLa busqueda de comunidades ha finalizado"

922. #Cerramos los ficheros
923. f modul.close()
924. f edge.close()

925.

926. # Brindamos la oportundad de generar un archivo Excel con la evolucion de la
modularidad tras el paso de las iteraciones

927. decision =raw_input("Desea generar un fichero Excel con la evolucion de los valores
de modularidad tras el paso de las iteraciones? \nOpciones: [y|n]")

928. decision.lower()

929. if(decision =="y"):

930. #Evolucion de la modularidad (genera archivo Excel)

931. modularity excel(nombre proyecto)

932. else:

933. pass

934.

935.

936. """

937. Funcion que llama a funciones para calcular diferentes metricas del grafo G
93 8 . nnn
939. def grafo_stats(G, nombre proyecto):

940. #Generamos un fichero de texto donde almacenaremos los datos obtenidos del
estudio de las metricas del conjunto dado

941. nombre_file stats =".\\"+nombre proyecto+"\\"+nombre proyecto+" stats.txt"

942. file_stats = open(nombre file stats, "w")

943.

944, #Para cada metrica calculada, se muestra por consola y se guarda en el fichero de

estadisticas del proyecto actual
945. print "\n\nEstadisticas del grafo"
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946.
947.
948.
949.
950.
951.
952.
953.
954.
955.
956.
957.
958.
959.
960.
961.
962.
963.
964.
965.

str(nx.number_connected components(G))
966.
967.
968.
969.
970.
971.
972.

str(H.number_of nodes())
973.
974.
975.
976.
977.

str(H.number of edges())
978.
979.
980.
981.
982.
983.
984.
985.
986.
987.
988.
989.
990.
991.
992.
993.
994.
995.
996.
997.
998.

ini_str = "Estadisticas del conjunto " + nombre proyecto + "\n"
file stats.write(ini_str)

# Se calcula el numero de nodos del grafo

nodes_str = "\n-Numero de nodos: " + str(G.number_of nodes())
print nodes_str

file stats.write(nodes_str)

# Se calcula el numero de aristas del grafo

edges str = "\n-Numero de aristas: " + str(G.number_of edges())
print edges_str

file stats.write(edges_str)

# Histograma del grado, distribucion de grado

degree histo_str = '"\n-Histograma de grado: \n" + str(nx.degree histogram(G))
print degree histo_str

file stats.write(degree histo_str)

# Numero de componentes del grafo
num_compo_str = "\n-Numero de componentes: " +

print num _compo_str
file stats.write(num_compo_str)

# Analisis del componente gigante
H=nx.connected_component_subgraphs(G)[0]

# Numero de nodos del componente gigante

gigante nodes_str = "\n-Numero de vertices del componente gigante: " +

print gigante nodes_str
file stats.write(gigante nodes_str)

# Numero de aristas del componente gigante
gigante edges str="\n-Numero de aristas del componente gigante: " +

print gigante edges_str
file stats.write(gigante edges_str)

# Porcentaje del componente gigante sobre el total del grafo

percent = (H.number of nodes()/G.number of nodes()) * 100

percent_str = "\n-Porcentaje del componente gigante: " + str(percent) + "%"
print percent str

file_stats.write(percent_str)

#Calcula el grado medio de los nodos del grafo
av_degree = average degree(G)

av_degree str = "\n-Grado medio: " + str(av_degree)
file stats.write(av_degree str)

# Desviacion estandar del grado

desviacion grado = desviacion estandar grado(G,av_degree)
desv_grado str="\n-Desviacion grado medio: " + str(desviacion grado)
file_stats.write(desv_grado_str)

# Miramos el grado maximo y el minimo
max , min, nodo_max, nodo_min = grado_max_min(G)
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999. print type(nodo_max)

1000. max_grado_str = "\n-Grado maximo: " + str(max)

1001.  file stats.write(max_grado_str)

1002.  max grado elem str ="\n-# nodos grado maximo: " + str(len(nodo_max)) + "\n
Nodos: " + str(nodo_max)

1003.  print max grado elem str

1004.  file stats.write(max grado elem_str)

1005. min_grado_str = "\n-Grado minimo: " + str(min)

1006.  file stats.write(min_grado_str)

1007.  min_grado elem str = "\n-# nodos grado minimo: " + str(len(nodo_min)) + "\n
Nodos: " + str(nodo_min)

1008.  file stats.write(min_grado elem_str)

1009.
1010.  #Calcula el promedio de coeficiente de clustering
1011.  av_cluster coef =average clustering coefficient(QG)

1012.  av_cluster coef str = "\n-Coeficiente de clustering: " + str(av_cluster coef)

1013.  file stats.write(av_cluster coef str)

1014.

1015.  # Desviacion estandar del coeficiente de clustering

1016.  desviacion_clustering = desviacion estandar coef clustering(G,av_cluster coef)

1017.  desv_clust_str = "\m-Desviacion estandar del coeficiente de clustering: " +
str(desviacion_clustering)

1018.  file stats.write(desv_clust_str)

1019.

1020.  #Calculamos el numero de triangulos existente en el grafo

1021.  numero_triangulos = triangulos_total(G)

1022.  num_tri_str = "\n-Triangulos: " + str(numero_triangulos)

1023.  file stats.write(num_tri_str)
1024.
1025.  # Promedio del camino corto - average shortest path length-

1026.  av_path length = camino medio(G)

1027.  av_path _length str = "\n-Promedio del camino corto del componente gigante: " +
str(av_path_length)

1028.  file stats.write(av_path length str)

1029.

1030.  # Desviacion estandar de los caminos mas cortos un nodo y el resto de nodos
conectados

1031.  desviacion_camino = desviacion_estandar camino(G,av_path_length)

1032.  desv_path length str = "\n-Desviacion del promedio del camino corto del
componente gigante: " + str(desviacion_camino)

1033.  file stats.write(desv_path length str)

1034.

1035.  #Calculamos el diametro del grafo

1036.  diametro grafo = diametro(G)

1037.  diametro_str = "\n-Diametro del componente gigante: " + str(diametro grafo)

1038.  file stats.write(diametro_str)

1039.

1040. print "\nLos datos anteriores han sido guardados en el fichero ",
nombre _file stats

1041.

1042. # Brindamos la oportundad de generar un archivo Excel con la distribucion
acumulativa de grado

1043.  decision =raw_input("Desea generar un fichero Excel con la distribucion,

distribucion acumulativa y distribucion de probabilida de grado? \nOpciones: [y|n]")
1044.  decision.lower()
1045.  if(decision =="y"):
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1046. #Distribucion acumulativa de grado (genera archivo Excel)

1047. degree acum_histogram_excel(G, nombre proyecto, G.number_of nodes())
1048.  else:

1049. pass

1050.

1051. #Cerramos el fichero de texto

1052.  file stats.close()

1053.

1 054. nnn

1055. Funcion para muestrear el conjunto de datos de entrada. Tanto se puede
muestrear en funcion de X grado como en funcion del coeficiente de
clustering/agrupamiento

1056. Ideal para conjuntos grandes ya que la funcion de busqueda de comunidades consume
muchos recursos durante mucho tiempo

1057. nnn

1058. def muestreo(G, nombre proyecto):

1059.  while(True):

1060. #Menu

1061. print "\n[1] : Muestreo por grado"

1062. print "[2] : Muestreo por coeficiente de clustering"

1063. print "[0] : Volver al menu principal"

1064.

1065. opcion = raw_input(''Que metodo de muestreo desea utilizar?: ')

1066. #Muestrear por grado

1067. if (opcion=="1"):

1068. #Comprobamos que este dentro del rango de grado existente en el grafo

1069. max, min, nodomax, nodomin = grado_max_min(G)

1070. print "El rango de grados existente esta entre [", min,"-", max, "|"

1071. grado = raw_input("Introduzca el grado minimo para filtrar: ")

1072. grado = int(grado)

1073. #LIamamos a la funcion de muestreo de grado

1074. if(grado >= min and grado <= max):

1075. muestreo_datos_grado(G, grado, nombre_proyecto)

1076. else:

1077. print "Error: El valor introducido esta fuera del rango."

1078. #Muestro por coeficiente de clustering

1079. elif (opcion =="2"):

1080. cc = raw_input("Introduzca un valor para el coeficiente de clustering.
Rango [0.0-1.0]: ")

1081. cc = int(cc)

1082. if (cc >=0 and cc <=1):

1083. muestreo_datos cc(G, cc, nombre proyecto)

1084. else:

1085. print "Error: El valor introducido esta fuera del rango."

1086. #Volvemos al menu principal

1087. elif (opcion =="0"):

1088. main()

1089. else:

1090. print "Error: Opcion escogida no valida. Por favor, inserte una opcion
correcta."

1091.

1092.

1093. """

1094. Dispatcher - Menu del programa. Muestra por consola los diferentes metodos de la
aplicacion al usuario
1095. mnmeee
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1096. def menu(G, nombre proyecto):

1097.

1098.  while(True):

1099. opciones()

1100. opcion = raw_input()

1101.

1102. #Para extraer las metricas del conjunto de datos

1103. if (opcion =="1"):

1104. grafo_stats(G, nombre proyecto)

1105. #Para muestrear el conjunto de datos

1106. elif (opcion == "2"):

1107. muestreo(G, nombre_proyecto)

1108. #Algortimo de Newman & Garvin para encontrar y evaluar comunidades en una
red.

1109. elif (opcion == "3"):

1110. find_communities(G, nombre proyecto)

1111. #Convertir el archivo generado por find_comunities() en un archivo .graphml con

las comunidades asignadas como etiqueta en los nodos

1112. elif (opcion == "4"):

1113. lee iteraciones comunidad(G, nombre proyecto)

1114. elif (opcion =="0"):

1115. print "El programa ha finalizado satisfactoriamente."

1116. sys.exit()

1117. else:

1118. print "Error: La opcion introducida es incorrecta. Por favor, inserte una opcion
valida."

1 1 19‘ nnn

1120. Texto del menu del programa. Muestra por consola los diferentes metodos de la

aplicacion al usuario

1121. "

1122. def opciones ():

1123.

1124.  print" "

1125.  print "[1] : Analizar metricas"

1126.  print "[2] : Muestrear"

1127.  print "[3] : Buscar comunidades"

1128.  print "[4] : Crear grafos comunitarios "

1129.  print "[0] : Salir "

1130. print" "

1131.  print "\nIntroduzca la opcion [X] que desea aplicar al conjunto de datos:",

1132.

1133. "™

1134. Metodo principal que se ejecuta al arrancar el programa.

1 135. mnmeee

1136. def main():

1137.

1138.  # Input por parametro ex: python programa.py ../karate/karate.graphml! karate

1139.  if (Ien(sys.argv) == 3): # python file.py ruta nombre_proyecto

1140. print "Fichero pasado como parametro"

1141. ruta = sys.argv[ 1]

1142. nombre_proyecto = sys.argv[2]

1143. nombre_proyecto.lower()

1144.  # Input por consola - Se pregunta al usuario la ruta del archivo y el nombre de
proyecto

1145.  else:

1146. ruta = raw_input("Introduzca la direccion del fichero a procesar: \n")
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1147. nombre proyecto = raw_input("Introduzca el nombre del proyecto: \n")

1148. nombre_proyecto.lower()

1149.

1150.  print "directorio actual: ", os.getcwd()

1151.  # Se crea una carpeta con el nombre del proyecto especificado para almacenar los

ficheros de texto y ficheros generados por la aplicacion
1152.  if not os.path.isdir(nombre proyecto):
1153. os.mkdir(nombre proyecto)
1154.  # Construimos el grado dado como entrada
1155. G = construccion_grafo(ruta, nombre proyecto)
1156.  # Bloqueamos el grafo G para que no se pueda modificar
1157. nx.freeze(G)
1158.
1159.  # Derivamos la ejecucion de la aplicacion a un menu de opciones (estadisticas,
busqueda comunidades, crear grafo con comunidades o muestreo)
1160. menu(G, nombre proyecto)

1161.

1162. if name ==" main_ ":
1163.  main()

1164.
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Anexo Il. Otras visualizaciones: Karate

Iustracion 32: Division en 5 comunidades aplicando el algoritmo de Newman y Girvan. Esta division es la que maximiza la modularidad con Q=0.494.
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Anexo lll. Otras visualizaciones: Delfines

Iustracion 33: Division en comunidades optima para el conjunto de datos de Delfines, con
Q=0.591 con un total de 6 comunidades presentes.
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Anexo IV. Otras visualizaciones: arXiv — Teoria de fisica de particulas

Hustracion 34: Visualizacion de la red arXiv en la categoria de teoria de fisica de particulas en la iteracion numero 8 diviendo la red en un
total de 10 comunidades obteniendo una modularidad Q=0.6 cercana a la 6ptima en una iteracion temprana.
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Anexo V. Otras visualizaciones: arXiv — Relatividad general

Iustracion 35:Visualizacion de la red de arXiv para la categoria de relatividad general, en una
temprana iteracion, concretamente la n° 9 que obtuvo una modularidad Q=0.771, cercana a la 6ptima pero
45 iteraciones antes demostrando que el algoritmo de Newman resolvio bastante bien la estructura en
comunidades en una temprana iteracion desembocando en 9 comunidades.
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Anexo VI. Otras visualizaciones: Enron

Ilustracion 36: Visualizacion para la red generada por loe e-mails de la empresa Enron en su
division en comunidades en una temprana iteracion, la nimero 51 diviendo la red en un total de 56
comunidades tras obtener una modularidad cercana a la 6ptima conseguida en la iteracion 864.
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Anexo VIl. Otras visualizaciones: Facebook

Hustracion 37: Visualizacion para la red de Facebook en su division en comunidades en la
iteracion 100, dividiendo el grafo en 251 comunidades.
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Anexo VIIl. Algoritmos para la busqueda de comunidades

accion find_communities(G:grafo)
variable vector comunidades : vector;
variable G _aux: grafo;
variable num_iteracion , Q ind, modularidad: entero;
variable f arista, f modularidad : manejador_fichero;
vector _comunidades := componente _mas_grande(G);
Q_ind=0;
modularidad = 0
num_iteracion = 1
mientras ((num_iteracion < 1000) OR (modularidad < 0)) hacer

G_aux :=vector_comunidades[Q ind];
[G1: grafo, G2: grafo] := edge betweennees edge erasing (G _aux, f arista,
num_iteracion);
vector_comunidades.eliminar(G_aux);
vector_comunidades.agregar(G1l);
vector _comunidades.agregar(G2);

[modularidad, Q_ind] := Q(G, vector_comunidades);
f modularidad.escribe(modularidad);

fmientras
f modularidad.cerrar()
f arista.cerrar()

faccion

funcion edge betweennees edge erasing (G:grafo, f: fichero, num_iteracion: entero)

devuelve [grafo; grafo]

variable clave max; arista_ max : entero
variable G1; G2 : grafo
mientras componentes(G) < 2 hacer
aristas = similitud _arista(QG);
para arista en aristas hacer
si (arista.valor() > arista_max) entonces
clave_max := arista.clave();
arista_max := arista.valor();
fsi
fpara
G.elimina_arista(clave max);

fmientras
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G1, G2 := componentes(G)

ffuncion

funcion Q (G:grafo; vector comunidades : vector) devuelve real; entero;
variable matriz_modularidad : matriz
variable community_length; i; j: entero
variable traza; sumatorio; modularidad; q_aux; q_aux2; edge to community: real
matriz_modularidad := edge_matrix_communities(G, vector comunidades);
community length := longitud(vector_comunidades);
traza := matrix_trace(matriz_modularidad, community length);
sumatorio := matrix_trace(matriz_modularidad, community length);
modularidad := traza — sumatorio;

i=0

Q aux2=0;

mientras i < community length hacer
j=0;
Q aux =0;

edge to community := 0;
mientras j < community length hacer
si (j !I=1) hacer
edge to community := edge to community + matriz_modularidad[i][j]"2;
fsi
J=ith
fmientras
g_aux := q_aux + matriz_modularidad[i][i] — edge to community;
si (q_aux > q_aux2) hacer
gq_aux2 :=q_aux;
g ind =1
fsi
1:=1+1;
fmientras
devuelve modularidad, q_ind
ffuncion

funcién edge matrix communities(G : grafo, vector comunidades : vector) devuelve matriz

variable aristas_originales : vector aristas

variable num communities; com_origen; com_destino; i: entero
variable edge matrix : matriz

variable num_edge; peso : real

variable origen, destino : nodo

num_comunities := longitud(vector comunidades);

edge matrix := inicializar(num_comunities);

num_edge = G.numero_aristas();

peso ;= 1/num_edge;

para arista en aristas_originales hacer
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origen := arista[0];
destino := arista[1];
1:=0;
para comunidad en vector comunidades hacer
si (origen € comunidad) hacer
com_origen :=i;
fsi
si (destino € comunidad) hacer
com_destino:=i;
fsi
1:=1it+l:
fpara
si (com_origen == com_destino) hacer

edge matrix[com_origen][com_destino] :=
edge matrix[com_origen][com_destino] + peso;

sino hacer

edge matrix[com_origen][com_destino] :=
edge matrix[com_origen][com_destino] + peso;

edge matrix[com_destino]][com origen] :=
edge matrix[com_destino]][ com_origen] + peso;

fsi
fpara
devuelve edge matrix;

ffuncion

funcion matrix_trace (matriz_modularidad : matriz; size matrix : entero) devuelve real

variable 1 : entero

variable tr : real

1:=0;

tr:=0

mientras i < size matix hacer
tr := tr + matriz_modularidad[i][i];
1:=1+1;
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fmientras
devuelve tr

ffuncion

funcién matrix_sum (matriz_modularidad : matriz; size matrix : entero) devuelve real

variable 1 : entero

variable sum : real

mientras i < size_matix hacer

j=0;

mientras j < size_matix hacer
sum := sum + matriz_modularidad[i][j]"2;
J=ith

fmientras

1=1+1;

fmientras
devuelve sum

ffuncion
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