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Resum

El treball que presentem a continuació desenvolupa un marc teòric i pràctic per a l'avaluació i 
estudi  d'un  model  generatiu  aplicat  a  tasques  discriminatives  de  senyals  sonores  sense 
component harmònica. El model generatiu està basat en la construcció de l'anomenada  deep 
belief  network,  un  tipus  de  xarxa  neuronal  generativa  que  permet  realitzar  tasques  de 
classificació i regressió com també de reconstrucció dels seus estats interns.

A partir de l'anàlisi realitzada hem pogut obtenir resultats en classificació aparellats amb els 
resultats  de l'estat de l'art  de classificadors de sons inharmònics.  Tot  i  no establir  una clara 
superioritat envers altres mètodes, el present treball ha permés desenvolupar una anàlisi per al 
model avaluat amb moltes possibilitats de millora en un futur per altres treballs. Al llarg del 
treball es demostra la seva eficàcia en tasques discriminatives, com també la capacitat de reduir 
la dimensionalitat de les dades d'entrada al model i les possibilitats de reconstruir els seus estats 
interns per a obtenir unes sortides de dades de la xarxa similars a les entrades de descriptors.

El desenvolupament centrat en la deep belief network ens ha permés construir un entorn unificat 
d'avaluació de diferents mètodes d'aprenentatge, construcció i adequació de diferents descriptors 
sonors i una posterior visualització d'estats interns del mateix, que han possibilitat una avaluació 
comparativa i unificada respecte altres mètodes classificadors de l'estat de l'art. També ens ha 
permés  desenvolupar  una  implementació  en  un  llenguatge  d'alt  nivell,  que  ha reportat  més 
significància per a l'enteniment i anàlisi del model avaluat, amb una argumentació més sòlida. 
Els resultats i l'anàlisi que reportem són significatius i positius per al model avaluat, i degut a la 
poca literatura existent en el camp de classificació de sons inharmònics com els sons percussius, 
creiem que és una aportació interessant i significativa per al camp en el que s'engloba el treball.
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1. Introducció

1.1 Resum
El present treball  s'estructura en base a l'estudi d'un model generatiu per a la classificació i 
posterior reconstrucció de distribucions de probabilitat basat en l'entrada de descriptors d'àudio. 
Més concretament el treball es basa en l'anàlisi i posterior discriminació de sons inharmònics, 
com els sons percussius. Existeixen diferents mètodes ja provats amb èxit per a la classificació 
d'àudio,  inclosa  la  seva  generació,  però  a  dia  d'avui  està  molt  poc  estudiada  l'aplicació  de 
models generatius basats en les anomenades deep belief networks en base a descriptors sonors. 
Concretament els models generatius basats en la màquina de Boltzmann i més concretament la 
màquina restringida de  Boltzmann  (Geoffrey E. Hinton  [28]), i la posterior formació de  deep 
belief networks a partir de màquines restringides de Boltzmann, estan esdevenint un nou mètode 
àmpliament utilitzat per a classificació i reconstrucció, gràcies a dos factors molt importants: en 
primer lloc l'estructura de la  deep belief network permet una construcció de capes densa, que 
presenta  la  important  propietat  de  reducció  de  la  dimensionalitat  de  les  dades  d'entrada  al 
model, i permet realitzar una tasca de reconstrucció dels estats interns o bé una tasca purament 
discriminativa; en segon lloc els algoritmes d'aprenentatge presentats permeten una inferència 
correcta dels estats interns, gràcies a la introducció de la regla d'aprenentatge de  contrastive  
divergence, que minimitza el temps de càlcul necessari en el model generatiu avaluat i facilita el 
treball per a un posterior aprenentatge i refinament del model amb backpropagation.

Els descriptors que hem considerat estan íntimament lligats a l'espectre de freqüència, i en la 
seva el·lecció ha tingut molta importància el fet que són perceptualment descriptius i al  seu 
temps permeten recuperar de forma restringida el so original. Tenim doncs que els descriptors 
escollits  són  els  coeficients  cepstrals,  els  quals  modelen  la  distribució  espectral  d'un  so. 
Concretament els coeficients es corresponen als  Mel-frequency cepstral coefficients (MFCC) i 
als coeficients cepstrals resultants de  Perceptual Linear Prediction  (PLP,  amb l'aplicació del 
filtre  Rasta  que  redueix  el  soroll  del  so  original).  Ambdós  mètodes  apliquen  una  escala 
perceptual que emula l'oïda humana (escala Mel i escala  Bark respectivament) de manera que 
s'obtenen unes mesures aproximadores del procés d'escolta humana: als capítols 4 i 6 realitzem 
una anàlisi exhaustiva dels mateixos. En el treball s'ha valorat la inclusió d'altres descriptors de 
l'espectre o temporals, però si bé un dels objectius és avaluar el comportament discriminatiu del 
model amb el que estem experimentant, no volem oblidar una de les possibilitats que ofereix 
aquest model i que hem apuntat al paràgraf previ: les capacitats generatives del mateix. Així és 
que un model generatiu en base a un bon aprenentatge, ens permet recuperar què ha entès de les 
dades d'entrada i reconstruir la informació que ha obtingut en els seus estats interns, de manera 
que es poden recuperar els coeficients cepstrals i amb certa limitació, recuperar el so amb una 
inversió del  domini  cepstral  a  l'espectral.  Com s'exposarà  durant  el  treball  ens  hem centrat 
gairebé exclusivament en les capacitats discriminatives del model, però també hem reservat un 
petit espai per a la generació (reconstrucció) dels estats interns del model.

Com desenvoluparem durant el treball, la deep belief network ha reportat resultats similars als 
obtinguts  amb  altres  treballs  de  l'estat  de  l'art  en  classificació  de  sons  percussius.  A més 
d'obtenir  aquest  bon  comportament,  s'ha  aconseguit  reducció  de  la  dimensionalitat  en  la 
representació dels estats interns dels descriptors entrats, i breument s'ha pogut comprovar un 
bon comportament en la reconstrucció d'aquests estats interns, amb unes sortides que aproximen 
satisfactòriament  les  entrades  del  model.  D'altra  banda  l'anàlisi  s'ha  realitzat  gràcies  al 
desenvolupament d'un entorn únic d'anàlisi d'àudio, algoritmes d'aprenentatge i visualitzacions 
d'estats  interns  que ens ha permés conduir  la pràctica totalitat  dels  experiments:  s'ha  pogut 
unificar el model principal que avaluem (deep belief network), SVM (Support Vector Machine) i 
KNN (K-Nearest Neighbours). Aquest entorn d'avaluació ens ha permés realitzar una valoració 
acurada de diferents descriptors sonors i tipologies de xarxa, en base a un entorn d'execució 
d'experiments que ha permés donar consistència i significància als resultats.  Per tant creiem 
haver aconseguit reportar resultats coherents i consistents i com ja hem avançat, els resultats són 
satisfactoris en una pràctica totalitat dels objectius marcats.
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Introducció

1.2 Plantejament general i fases del projecte
Per a l'anàlisi i avaluació del model en base als descriptors proposats, s'han tingut en compte 
principalment els estudis basats en l'anàlisi i discriminació de sons percussius, àrea amb poca 
literatura  d'estudi.  El  treball  s'ha  fonamentat  en  dos  grans  pilars:  d'una  banda  l'anàlisi  i 
comparativa dels descriptors sonors que utilitzarem i les implicacions que estableixen cadascun; 
en segon lloc, l'anàlisi i estudi del mètode de machine learning que avaluem i que és la pedra 
angular  del  present  treball  juntament  amb els  descriptors  sonors.  Per  a  tots  dos  casos  s'ha 
necessitat realitzar un estudi previ (que presentem), una avaluació, valoració d'implicacions i 
obtenció de resultats, amb les respectives conclusions i dissertació d'allò obtingut.

Respecte a l'anàlisi dels descriptors musicals s'han tingut en compte treballs previs d'avaluació i 
valoració extensa de tot tipus de descriptors, com els exhaustius treballs realitzats en [25], [26] o 
[53].  Tot i que com ja hem avançat el present treball  s'ha decidit  per dos tipus concrets de 
descriptors. Així doncs els següents punts formen l'avaluació del model sonor d'aquest treball:

- Presentació prèvia de la gran quantitat de descriptors existents per a la representació d'un 
senyal sonor, i en concret per a sons inharmònics.

- Marc teòric dels descriptors espectrals i modeladors del sentit auditiu humà, amb èmfasi en 
les diferents escales freqüencials existents i les tècniques basades en l'espectre de freqüència 
de curt termini.

- Anàlisi  teòric i extens dels coeficients  MFCC i els coeficients cepstrals  RastaPLP,  i en 
aquest últim cas avaluació i implicacions de l'aplicació del filtre Rasta.

-  Avaluació dels  descriptors  de coeficients  MFCC i  RastaPLP en base al  nostre  corpus, 
format per sons del corpus ENST [19], amb valoració extensa de correlació, independència, 
avaluació perceptual i les possibles implicacions que poden tenir tots aquests factors per a 
una bona tasca discriminativa posterior.

D'altra  banda  respecte  al  marc  teòric necessari  de  machine  learning,  aquest sistema  està 
íntimament relacionat amb models i mètodes que podem estructurar en els següents punts:

- Mòdels gràfics dirigits que modelen distribucions de probabilitat, dels que deriven les deep 
belief networks, basats en l'aplicació pràctica del teorema de Bayes.

- Íntima relació amb models termodinàmics com els sistemes d'Ising,  dels que es presten 
conceptes com simulated annealing i la funció d'energia en la que es basa el present model.

- Aprenentatge associatiu basat en el model de Hebb, que dóna lloc a les xarxes de Hopfield, 
les quals es poden veure com un cas concret de la màquina de Boltzmann, la qual descendeix 
de models termodinàmics.

- Restriccions en els  DAG,  el  que permet la construcció d'un nou model  conegut com a 
màquina restringida de Boltzmann, que suprimeix la gran complexitat de la inferència en la 
màquina  de  Boltzmann  original i  dóna  lloc  a  l'algoritme  d'aprenentatge  contrastive  
divergence.

- Degut a estar treballant amb distribucions de probabilitat i un mètode no supervisat (per a 
la primera part del model), s'han d'aplicar mètodes de sampleig que aproximen l'inferència 
d'una distribució de probabilitat: en el nostre cas concret s'aplica el mètode de sampleig de 
Gibbs.

- Introducció d'una nova regla d'aprenentatge basada en una variació del mètode de wake-
sleep.

Els anteriors punts formen el marc teòric principal del sistema que estudiarem, analitzarem i 
posarem en pràctica amb l'aprenentatge de distribucions sonores  inharmòniques. Aquest marc 
teòric es desenvoluparà extensament a l'annex A, però també es presentarà breument al capítol 5 
del  present  treball.  Un  cop  assentat  el  rerefons  teòric,  compararem els  resultats  del  model 
avaluat  (recordem,  la  Restricted  Boltzmann  Machine  i  la  deep  belief  network)  contra  dues 
conegudes implementacions que reporten bons resultats  actualment:  ens centrarem doncs en 
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comparar els resultats reportats per K-Nearest Neighbours i les Support Vector Machines contra 
el nostre model. En aquest punt ja podem avançar quatre conclusions que es desenvoluparan al 
llarg del treball:

- Els resultats reportats per la deep belief network són similars als reportats per SVM i KNN.

- Com s'explicarà més endavant, l'aprenentatge en la  deep belief network  es basa en dues 
fases: una primera fase anomenada greedy de cerca d'un bon espai d'estats inicials, i una fase 
de  finetune  de  refinament  del  model.  La  primera  fase  per  sí  sola  ha  obtingut  un 
comportament  molt  dolent  en  la  cerca  d'una  bon  espai  d'estats  a  partir  del  qual  refinar 
l'aprenentatge,  de  manera  que  l'aprenentatge  s'ha  basat  principalment  en  els  resultats 
reportats  per  la  fase  de  finetune.  Aquesta  situació  ens  ha  conduit  al  que  actualment  es 
considera  un  problema  molt  important  en  el  camp  del  machine  learning:  trobar  la 
representació més acurada i adient de les dades per a obtenir els millors ratis d'aprenentatge, 
sobretot en algoritmes no supervisats.

- Hem obtingut un comportament per a SVM i KNN amb resultats superiors als reportats per 
altres treballs de la literatura de classificació de sons inharmònics amb aquests dos models.

-  Els  coeficients  de  RastaPLP han  obtingut  en  general  millor  comportament  que  els 
coeficients  MFCC,  sobretot  per  al  cas  de  datasets on  el  soroll  hi  juga  un  paper  molt 
important.

Un cop definit el marc teòric i el motiu principal del treball, procedim a definir els punts que 
formaran el mateix:

- Primerament fem un estudi previ de totes les possibilitats descriptives de senyals sonores, 
centrant-nos principalment en els descriptors basats en l'espectre del so.

- En segon lloc presentem de forma més o menys extensa els models que formen la base de 
descriptors del present treball: els coeficients MFCC i els coeficients de RastaPLP.

- Continuem amb un breu estudi previ de la màquina restringida de  Boltzmann: les bases 
sobre les que es construeix, les arquitectures de xarxa prèvies i els nous mètodes presentats 
per Geoffrey E. Hinton. Aquest estudi es detalla extensament a l'annex A.

- Realitzem una anàlisi exhaustiva dels descriptors sota el corpus que fem servir per a tots els 
experiments realitzats. N'analitzem les relacions entre i intra classes dels sons, els resultats i 
les seves possibles implicacions.

-  A continuació s'estudia  el  comportament  del  model  de  machine learning sota  diverses 
condicions:  anàlisi  de  les  probabilitats  inferides,  anàlisi  i  comparativa  dels  paràmetres 
classificats.  D'aquesta  manera  obtenim un primer  contacte  amb l'arquitectura  de la  deep 
belief network. Val a dir que es realitza un breu estudi comparatiu contra un corpus de natura 
totalment diferent: el dataset MNIST [44], del qual ja se'n coneixen resultats previs.

-  Posteriorment realitzem una anàlisi  comparativa de la  deep belief  network contra  dues 
tipologies de xarxa molt conegudes i que recentment estan obtenint avenços importants: les 
Support Vector Machines  i la tipologia  K-Nearest Neighbours. En aquesta fase entrenarem 
les  tres  tipologies  de xarxa,  amb diferents  datasets que presenten  condicions  diferents  i 
permutarem les diferents anàlisis amb diferents paràmetres d'entrada.

-  Degut  als  mals  resultats  en  l'aprenentatge  no  supervisat, aquest  apartat  exemplifica  la 
millora obtinguda en aquesta fase, amb una anàlisi de les raons i els resultats obtinguts. En 
aquest apartat també s'inclou una breu introducció a la reconstrucció de dades gràcies a la 
capacitat  generativa  del  model.  (Posteriorment  explicarem  quines  fases  i  què  implica 
l'aprenentatge no supervisat i el supervisat en el nostre model.)

- Finalment es presentarà l'adaptació de codi que s'ha realitzat en Python de la implementació 
original de la RBM de Geoffrey E. Hinton. S'avaluarà la seva eficiència, rapidesa i rati d'error 
comparant-lo contra el codi de Matlab.
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-  Als  annexos  es  detalla  la  teoria  de  machine  learning en  la  que  es  basen  els  mètodes 
analitzats. En aquest apartat també es presenta el codi Matlab.

1.3 Plantejament del problema
L'objectiu  principal  del  present  treball  es  basa  en  l'avenç  de  tasques  (principalment) 
discriminatives  de  descriptors  d'àudio  de  sons  sense  component  harmònica  com  els  sons 
percussius, en concret els sons que formen un conjunt de bateria bàsic (bass drum, snare drum, 
open hihat,  closed hihat).  Aquesta  anàlisi  es  fonamenta  en l'estudi  d'un model  de  machine 
learning conegut  com  a  deep  belief  network d'una  banda,  i  en  segon  terme  la  Restricted 
Boltzmann Machine com a unitat  atòmica  per  a  la  construcció d'aquesta  DBN  (deep belief  
network). La base per a la investigació se centra principalment en el treball realitzat per Hinton 
amb els dígits escrits de  MNIST: aquest conjunt de dígits té la carecterística principal que no 
conté gairebé soroll i la quantitat del conjunt és immensa – fet que per a una xarxa densament 
connectada no representa cap problema [28] -. Els resultats obtinguts per Hinton demostren un 
molt bon aprenentatge, i contrasten amb les simulacions realitzades en aquest treball amb un 
conjunt  de  dades  molt  més  complicat  d'aprendre  (ENST),  del  que  s'obtenen  uns  resultats 
acceptables i comparables als resultats reportats per SVM o KNN. Tot i això és molt important 
disposar d'un conjunt de dades extens per a un bon aprenentatge, doncs amb aquesta premisa 
aconseguirem el millor compromís  bias-variance; com veurem els  datasets fets servir no són 
molt extensos, de manera que podrem mostrar com obtenim resultats amb un bias molt elevat 
quan aconseguim una configuració òptima – la millor que hem trobat - dels paràmetres de la 
màquina restringida de Boltzmann, però en canvi obtenim resultats amb un compromís molt bo 
entre el bias i la variança quan la màquina restringida de Boltzmann obté uns resultats totalment 
esbiaixats de predicció, els quals ens donen un espai d'estats gairebé igual a una inicialització 
dels pesos en base a una distribució estàndard uniforme. 

El procés d'aprenentatge i avaluació de la xarxa per a un conjunt de dades d'àudio s'ha de dividir 
en diferents fases, de manera que es segueixi en certa mesura el raonament d'Occam's Razor – 
simplicitat bàsicament -. Adquireix sentit doncs entrenar la xarxa amb un conjunt minúscul de 
dades i classes i avaluar la classificació realitzada. Si l'avaluació és correcta es pot  escalar  la 
xarxa i provar-la amb un conjunt real de dades: més classes i per cada classe un nombre elevat 
de sons. Un cop tenim aquesta configuració podem realitzar l'anàlisi exhaustiva del model en 
base als descriptors escollits, i realitzar la comparativa contra mètodes de l'estat de l'art que 
reporten bons resultats en tasques discriminatives. S'hauran d'avaluar les avantatges del model, 
els  resultats  tant  negatius  com positius  reportats  pel  mateix,  i  analitzar  quines  implicacions 
tenen aquests resultats, com també caldrà analitzar les implicacions dels descriptors escollits.

1.4 Objectius
En el desenvolupament d'aquest projecte s'estableixen uns objectius finals i una sèrie d'objectius 
intermitjos que en cas de tenir èxit han permès arribar als objectius finals marcats.

L'objectiu  principal  és  aconseguir  que  l'estructura  de  RBM's  i  que  forma  una  deep  belief  
network sigui totalment funcional amb àudio i en concret amb sons inharmònics, per tant: que es 
porti  a  terme  una  correcta  classificació  dels  descriptors  d'àudio  d'entrada  a  l'aplicació,  i 
posteriorment que la xarxa permeti generar àudio a partir dels descriptors que ha pogut inferir el 
model, els quals formen la distribució de probabilitat posterior inferida de les dades d'entrada. 
Com  veurem  aquesta  reconstrucció  ha  obtingut  resultats  no  gaire  bons,  tot  i  que  sí 
representatius, per la qual cosa no és l'objectiu (principal) que persegueix el present treball.

Podem llistar  a continuació tota  la  sèrie  d'objectius que es  pretenen aconseguir  amb aquest 
treball:

- Adaptació del model generatiu imposat per una deep belief network, formada per una pila 
(stack) de màquines restringides de Boltzmann, per a tasques discriminatives de descriptors 
de sons inharmònics.
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- Avaluació i implicacions dels models espectrals utilitzats com a descriptors d'entrada al 
model.

- Millora del comportament aconseguit pel model que avaluem, respecte a altres tècniques i 
mètodes discriminatius.

- Reconstrucció dels estats interns del model gràcies a la capacitat generativa del mateix, de 
manera  que  poguem  obtenir  reconstruccions  dels  descriptors,  els  quals  amb  una  sèrie 
d'aproximacions ens permetin reconstruir el so original.

-  Implementació  en  un  llenguatge  d'alt  nivell  del  codi  original  del  model  que  avaluem. 
D'aquesta  manera  podrem entendre  amb molta  més  profunditat  aquest  model,  i  podrem 
presentar visualment i de manera senzilla i clara el comportament i l'execució del mateix.
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2. Estat de l'art

Dels mètodes de classificació de patrons i codificadors de paràmetres, existeixen alternatives a 
la proposada pel present treball que aconsegueixen alts nivells de classificació i generació. Es 
presenten a continuació alguns mètodes d'aprenentatge rivals a les xarxes neuronals bayesianes i 
en concret al model generatiu avaluat. Tot i que s'ha d'advertir de la natura i objectius diferents 
d'alguns dels treballs presentats,  doncs els  corpus  i els objectius que es pretenen aconseguir 
varien lleugera o dràsticament d'un a l'altre.

- Classificació de sons percussius amb diferentes algoritmes

En aquest apartat mostrem diversos treballs que fan ús de diferents algoritmes discriminatius i 
diferents tipus de descriptors per aconseguir trobar el millor resultat en la classificació de sons 
percussius.  Les  classes  de  so  varien  en  cada  treball,  i  en  un  mateix  treball  es  consideren 
diferents subconjunts de classes.

- En [25] s'aconsegueix un 85.7% d'accuracy en classificació de sons percussius amb el 
model Kernel Density. Les classes del seu corpus formen un total de 20 classes diferents de 
manera que la tasca és més difícil que en el nostre cas, a més del fet que el seu corpus està 
format per pocs sons per classe. En aquest treball realitzen un estudi previ per a sel·leccionar 
els  descriptors  més  relevants  amb  l'ús  de  diferents  tècniques.  També  realitzen  una 
comparativa de diversos mètodes com KNN,  C4.5  (mètode basat en un arbre de decisió) o 
Kernel  Density  Estimation.  El  seu  treball  mostra  la  millora  que  s'aconsegueix  en  el 
comportament discriminatiu dels models amb la introducció de coeficients  MFCC com a 
descriptors.

-  En  un  treball  molt  similar,  amb  KNN s'aconsegueix  un  89.9% d'encert  en  tasques  de 
classificació  per  a  un  corpus format  per  9  sons  percussius  [26];  en  el  mateix  treball 
s'aconsegueix  però  un  96.6%  si  es  considera  un  subconjunt més  elevat  de  les  classes 
disponibles. En aquest cas es fan servir tot tipus de descriptors entre els quals es troben els 
coeficients  MFCC, però aquests no es fan servir directament d'entrada al model, sinó que 
se'n calcula la mitjana i la variança per a obtenir els descriptors finals. En aquest treball 
també es realitza una anàlisi comparativa de diferents mètodes discriminatius i subconjunts 
de descriptors per a obtenir el millor comportament possible en classificació.

- En una tasca discriminativa sobre dues classes de so (bass drum i snare drum), el treball de 
[22] obté un 95.4% d'accuracy sobre un dataset sense soroll, i un rang d'accuracies variable 
entre un 87.5% i un 96% per als sons anteriors en un entorn polifònic. El seu treball es basa 
en descriptors temporals com el Zero Crossing Rate, basat principalment en el temps d'atac i 
el decay. Per dur a terme la classificació divideixen el procés en dues fases: una primera fase 
no supervisada en base a Discriminant Factor Analysis (extreu els descriptors més relevants 
per  a  la  tasca  discriminativa  posterior)  i  una  segona  fase  supervisada  basada  en 
Agglomerative Clustering (aplica clusterització dels descriptors).

- Classificació de sons percussius prèvia segmentació d'un segment d'àudio

Tot i tenir per objectiu la classificació de sons percussius, els treballs que es referencien en 
aquest apartat apliquen una segmentació prèvia per a trobar els sons aïllats, doncs el  corpus 
inicial a partir del qual treballen està format per segments d'àudio.

-  El  treball  de  [21]  es  basa  en  un  corpus  format  per  drum loops,  els  quals  són  creats 
automàticament per un aplicatiu desenvolupat pels autors. El millor resultat que reporten és 
un 71.35% d'accuracy amb K-means clustering, i un 80% amb Fuzzy c-means (tots dos són 
mètodes de clusterització). Els descriptors que utilitzen són bàsicament temporals, tot i que 
també tenen en compte descriptors espectrals.

-  A partir  d'un  corpus format  per  trossos  de  discs  compactes,  als  quals  se'ls  aplica  una 
segmentació prèvia per a trobar els onsets dels sons percussius, el treball de [20] aconsegueix 
un  86.4%  d'accuracy en  discriminació  amb  els  models  SVM  i  HMM (Hidden  Markov 
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Models). Els descriptors que consideren són la mitjana dels coeficients  MFCC, paràmetres 
espectrals i bandes de freqüència.

- Classificació amb el model de la deep belief network

A continuació  fem referència  a  diferents  treballs  que  basen  la  seva  tasca  discriminativa  o 
generativa  en  base  al  model  que  avaluem  en  el  present  treball:  les  deep  belief  networks. 
Únicament podem mostrar un treball relacionat amb àudio, doncs la resta de treballs s'apliquen 
a un ampli ventall de camps diferents.

- En un treball acadèmic de [11] es presenten resultats de reconstrucció d'àudio amb el model 
que avaluem en el nostre treball. En concret els descriptors que ells utilitzen són l'espectre 
sonor directament amb cert suavitzat i truncat del senyal. Del seu treball però poc es pot 
concloure, doncs els resultats que obtenen no semblen gaire concloents.

- Existeixen molts altres treballs basats en la deep belief network, però es basen en dominis 
completament  fora  de  l'abast  del  nostre  treball,  com  tasques  de  collaborative  filtering, 
classificació  de  dígits  MNIST,  classificació  de  documents,  tasques  discriminatives  amb 
seqüències de vídeo o discriminació de mapes topogràfics. Tot i que el domini és totalment 
diferent al que volem avaluar en aquest treball, el comportament que aconsegueixen tots els 
treballs esmentats és molt satisfactori en les tasques que persegueixen cadascun d'ells.
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3. Planificació i estructura del projecte

En  aquest  capítol  analizem  i  presentem  la  planificació,  estructura  i  avaluació  del  present 
projecte. Amb aquest tractament pretenem donar una visió de l'àrea d'enginyeria que englobi el 
procés de treball realitzat en aquest projecte, el qual té una tendència de caire investigador, però 
que no s'oblida de la seva base enginyera.

Inicialment el projecte es va planificar per un temps esperat d'un curs acadèmic, format per tres 
trimestres. La planificació real i final però ha esdevingut ben diferent, realitant-se en tres cursos 
acadèmics.  La situació que ha portat  a aquest  ampli  retard d'entrega del  projecte ha vingut 
donada per diversos motius simultanis molts d'ells, entre els quals destaquen el fet que porto 
diversos anys treballant a jornada completa, finalitzant assignatures del grau d'Enginyeria en 
Informàtica, he estat actiu en la producció musical i altres causes personals.

Pels  motius  prèviament  exposats  l'entrega  del  projecte  final  de  carrera  ha  patit  un  retard 
considerable.  D'altra  banda  la  naturalesa  d'aquest  projecte,  l'enfocament  del  mateix  i  els 
problemes trobats  en la  seva realització també han influit  considerablement en el  retard de 
l'entrega:

-  S'ha  hagut  de fer  un repàs teòric  principalment  als  mètodes  i  background de  machine 
learning en els que es basen la màquina restringida de Boltzmann i la deep belief network. La 
base teòrica necessària s'ha impartit mínimament en el grau d'Enginyeria en Informàtica.

- En el primer any de realització es va dedicar temps a l'estudi de la teoria necessària, com 
també en la  implementació de codi  que tractava de fer  una adaptació en  C++ del  codi 
utilitzat àmpliament en tot aquest projecte. Òbviament aquest codi es va desestimar per a 
concentrar-nos en l'objectiu del projecte.

-  Aquest  present  projecte  és  un  treball  final  d'Enginyeria,  però  té  un  enfoc  clarament 
investigador. Aquest fet ha implicat que s'han hagut de realitzar moltíssimes proves per a fer 
funcionar els experiments de forma correcte, o d'altra banda el treball no hagués tingut sentit. 
Per aquest motiu s'han destinat un nombre incomptable d'hores a la realització d'experiments, 
en què cada experiment ha tingut una durada efectiva d'una fins a deu hores, i comptant la 
validació sobre els conjunts de test, amb 10-fold cross validation s'han hagut de dedicar fins 
a 4 dies seguits per un únic experiment.

Per tots els motius exposats creiem justificat l'endarreriment en l'entrega del projecte. Per tant a 
continuació realitzarem una avaluació respecte al còmput total d'hores destinades a la realització 
del projecte i a la seva memòria. 

3.1 Planificació general de tasques inicial
El projecte es va dividir inicialment en les següents fases d'actuació:

- Planificació de les tasques a realitzar, durada de les mateixes i resultats esperats.

- Immersió en la teoria implicada en la resolució del problema: conceptes de processament 
d'àudio, descriptors d'àudio i mètodes de machine learning.

- Enteniment i execució de proves del codi sobre el que s'ha basat principalment el present 
projecte, sobre el corpus original.

- Adequació del codi original per a tractar amb descriptors d'àudio.

- Execució d'incomptables experiments per a trobar uns resultats correctes amb el model que 
s'avalua en el present treball.

- Avaluació dels resultats trobats i comparativa amb altres tècniques de machine learning.

- Implementació del codi original de Matlab en un llenguatge d'alt nivell.

- Documentació.
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3.2 Planificació de tasques final
La sèrie de tasques realitzada s'ha correspòs en gran mesura amb allò planificat, però amb un 
gruix  diferencial  degut  als  resultats  obtinguts  en  els  experiments.  D'altra  banda  però,  les 
diferències venen degudes a la planificació de temps realitzada per cada tasca. El cicle de vida 
que ha seguit el present projecte ha sigut un cicle de vida iteratiu, format per un subjconjunt de 
fases del cicle de vida de projectes estàndard de l'Enginyeria de Software. Per tant el subconjunt 
de  les  fases  típiques  unit  a  noves  fases  orientades  a  aquest  projecte  per  cada  iteració  s'ha 
composat de: planificació, anàlisi/disseny (inclou estudi de teoria), desenvolupament/proves i 
avaluació dels resultats.

En definitiva, presentem el llistat de tasques que han format les diferents fases reals del projecte. 
Per cada fase mostrem els dies dedicats, a manera aproximada.

Fase 1: presa de contacte

- Planificació [3 dies]:

- Definició dels objectius i l'àmbit del projecte:

- Àmbit del projecte.

- Avaluació del comportament de la deep belief network amb descriptors d'àudio.

- Presa de contacte amb la implementació.

- Definició de tasques necessàries per al seu desenvolupament:

- Experiments amb el codi original amb el corpus MNIST.

- Enteniment dels resultats obtinguts i de l'operativa del sistema amb l'estudi de la 
teoria.

- Anàlisi/disseny [6 dies]:

- Primer contacte amb la teoria sobre la que es sustenta tant la RBM com la DBN.

- Primers experiments amb el codi original amb el corpus MNIST.

- Desenvolupament/proves [14 dies]:

- Successió d'experiments amb el codi i corpus originals.

- Interpretació dels resultats obtinguts.

- Anàlisi de l'operativa del sistema.

- Avaluació dels resultats [15 dies]:

- Interpretació dels resultats i de l'anàlisi realitzada sobre els mateixos.

Fase 2: descriptors sonors

- Planificació [1 dia]:

- Definició dels objectius d'aquesta fase:

- Avaluació de treballs de la literatura de Music Information Retrieval.

- Avaluació dels descriptors extrets a partir del corpus ENST.

- Estudi del background de teoria del senyal d'àudio.

- Definició de tasques necessàries per al seu desenvolupament:

- Estudi de la teoria necessària de senyal d'àudio i descriptors.

- El·lecció i implementació del codi per a l'extracció dels descriptors escollits
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- Anàlisi/disseny [12 dies]:

- Estudi de la teoria del senyal d'àudio.

- Primera avaluació de les propietats i les implicacions dels descriptors.

- El·lecció d'una implementació, estudi i valoració de les sortides obtingudes.

- Desenvolupament/proves [8 dies]:

- El·lecció de les implementacions per cada tipus de descriptor.

- Execucions amb les implementacions, valoracions dels resultats i implicacions.

- Avaluació dels resultats [15 dies]:

- Anàlisi i comparativa dels descriptors usats en la literatura MIR.

- Interpretació dels resultats obtinguts amb les implementacions escollides.

Fase 3: adequació del codi original per a tractar amb descriptors sonors

- Planificació [1 dia]:

- Definició dels objectius d'aquesta fase:

- Integració del codi d'extracció dels descriptors i les implementacions escollides.

- Proves de test per a validar la correcta integració.

- Definició de tasques necessàries per al seu desenvolupament:

- Integració del codi i modificació.

- Proves unitàries i d'integració.

- Anàlisi/disseny [2 dia]:

- Anàlisi dels mòduls necessaris i afectats per la integració.

- Disseny a alt nivell de les proves que es realitzaran.

- Desenvolupament/proves [12 dies]:

- Integració del codi d'extracció de descriptors, proves unitàries i d'integració.

- Avaluació dels resultats [9 dies]:

- Anàlisi dels descriptors sortints tant de MFCC com de RastaPLP.

- Anàlisi de les primeres proves d'execució del sistema amb els nous descriptors.

Fase  4:  anàlisi  comparativa  de  tasques  discriminatives  del  sistema  en  base  als  nous 
descriptors

- Planificació [1 dia]:

- Definició dels objectius d'aquesta fase:

- Avaluació del sistema en base al nous descriptors.

- Avaluació dels resultats i comparativa amb els resultats del corpus MNIST.

- Consecució d'uns millors paràmetres per a l'anàlisi comparativa de la fase 6.

- Definició de tasques necessàries per al seu desenvolupament:

- Sèries de proves amb configuracions de paràmetres diferents.

- Interpretació i avaluació dels resultats obtinguts.

19



Planificació i estructura del projecte

- Anàlisi/disseny [4 dies]:

-  Cerca  d'un  patró  en  la  variació  dels  paràmetres  de  cada  configuració  de  cada 
experiment.

- Desenvolupament/proves [6]:

- Sèries de proves i execucions amb configuracions diferents.

- Avaluació dels resultats obtinguts.

- Avaluació dels resultats [8]:

- Avaluació i anàlisi dels resultats obtinguts per cada prova.

- Anàlisi de les millors configuracions trobades.

Fase 5: avaluació de diferents implementacions de SVM i KNN, i integració en el codi

- Planificació [1 dia]:

- Definició dels objectius d'aquesta fase:

- Avaluació de les diferents implementacions existents de SVM i KNN.

- Integració de les implementacions al codi.

- Definició de tasques necessàries per al seu desenvolupament:

- Avaluació de l'estat de l'art de les diverses implementacions en Matlab.

- Integració de les implementacions escollides, tests unitaris i d'integració.

- Anàlisi/disseny [4 dies]:

-  Anàlisi  de  les  implementacions  existents,  amb  els  inconvenients  i  millores  de 
cadascuna.

- Anàlisi dels requeriments necessaris per a una correcta execució de les implementacions 
escollides, i de la seva posterior integració.

- Desenvolupament/proves [10 dies]:

- Desenvolupament i integració de wrappers per a les implementacions escollides.

- Proves unitàries i d'integració dels wrappers.

- Avaluació dels resultats [15 dies]:

- S'avalua la correctesa de la integració de les implementacions de SVM i KNN.

Fase 6: anàlisi comparativa en tasques discriminatives de DBN, SVM i KNN

- Planificació [2 dies]:

- Definició dels objectius d'aquesta fase:

- Anàlisi dels resultats obtinguts de classificació per als models avaluats.

- Definició de tasques necessàries per al seu desenvolupament:

- Heurístiques per a trobar millors configuracions de paràmetres per a SVM i KNN.

- Experiments amb als models avaluats.

- Presentació i avaluació dels resultats obtinguts.

- Anàlisi/disseny [8 dies]:

- Disseny dels mòduls encarregats de les heurístiques per a SVM i KNN.
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- Disseny de les proves que es realitzaran: classificació amb SVM, KNN i DBN.

- Desenvolupament/proves [17 dies]:

- Desenvolupament dels mòduls d'heurístiques.

- Realització d'experiments successius per als models que s'avaluen.

- Avaluació dels resultats [20 dies]:

-  Avaluació i  interpretació dels  resultats  obtinguts en les tasques discriminatives dels 
models.

Fase  7:  millora  del  comportament  en tasques discriminatives  de la  DBN,  i  proves  del 
model generatiu d'aquest sistema

- Planificació [1 dia]:

- Definició dels objectius d'aquesta fase:

- Millora en el comportament de contrastive divergence.

- Mostra del comportament reconstructiu de l'autoencoder.

- Definició de tasques necessàries per al seu desenvolupament:

- Realització de sèries d'experiments.

- Avaluació de les millores aconseguides.

- Sèries d'experiments per al model generatiu.

- Anàlisi/disseny [3 dies]:

- Disseny de les proves que es realitzaran per a la millora de contrastive divergence.

- Modificació del codi de mostra de les reconstruccions dels estats interns del model.

- Disseny de les proves per a l'obtenció de reconstruccions del model generatiu.

- Desenvolupament/proves [8 dies]:

- Realització d'experiments successius per a la millora del model.

- Modificació i desenvolupament del codi de visualització de la reconstrucció.

- Realització d'experiments successius per a la mostra de reconstrucció dels estats interns.

- Avaluació dels resultats [14 dies]:

- Avaluació i interpretació dels resultats obtinguts en la millora de contrastive divergence.

- Avaluació de la reconstrucció dels estats interns.

Fase 8: implementació en Python del codi original

- Planificació [2 dies]:

- Definició dels objectius d'aquesta fase:

- Adaptació del codi original de Matlab a Python.

- Consecució d'una interfície gràfica d'usuari.

- Proves amb la nova implementació i comparativa amb la implementació original.

- Definició de tasques necessàries per al seu desenvolupament:

- Avaluació dels mòduls necessaris.

- Desenvolupament dels mòduls.
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- Proves unitàries i d'integració.

- Sèries d'experiments d'avaluació de la nova implementació.

- Anàlisi/disseny [3 dies]:

- Avaluació de totes les llibreries existents per al seu ús en aquesta nova implementació.

- Disseny del nucli de l'aplicació.

- Disseny de la interfície gràfica.

- Desenvolupament/proves [22 dies]:

- Desenvolupament dels mòduls.

- Proves unitàries i d'integració de tots els mòduls.

- Desenvolupament de la interfície gràfica.

- Proves unitàries i d'integració de la interfície gràfica.

- Avaluació dels resultats [10 dies]:

- Avaluació de proves executades amb la nova aplicació.

– Comparativa amb el codi original.

Les anteriors 8 fases han configurat el desenvolupament del treball. Tot i que no s'ha indicat, 
cada fase inclou en la subfase d'Avaluació dels resultats una progressiva escriptura de la present 
memòria.
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4. Descriptors del so i models espectrals

En aquest  capítol  realitzem una  avaluació  general  de  les  possibilitats  descriptives  que  ens 
ofereix un senyal sonor. Per a la realització d'aquest capítol hem revisat publicacions i resultats 
principalment basats en la descripció de sons inharmònics, tot i que no s'han desestimat treballs 
d'altres àrees com àudio musical o de la parla.

4.1 Introducció
Molts diferents tipus de descriptors s'han utilitzat  al llarg del temps per a descriure senyals 
sonores, tant fossin de parla humana, musicals o sons. En general podem fer una classificació 
d'aquests descriptors en base a les carecterístiques més relevants de cada model [53][24]:

-  Models  temporal-based:  Descriptors  basats  en  l'envolvent  del  senyal.  S'inclouen 
descriptors referents a l'atac del so, el seu decay o el rati de zero-crossing per exemple.

- Models  energy-based: Descriptors basats en diferents porcions de l'energia de la senyal, 
com l'energia global, els harmònics o el soroll.

-  Models  spectral-based: Descriptors  extrets  després  del  càlcul  de  la  STFT (Short  Time 
Fourier Transform), com els Mel-cepstrums coefficients, les seves derivades i les derivades 
segones.

- Models harmonic-based: Es calculen els descriptors a partir del model sinusoidal harmònic, 
com el rati harmònic/soroll o la desviació harmònica.

- Models perceptual-based: S'extreuen carecterístiques calculades a partir de la simulació del 
procés d'escolta humana, com el nivell sonor o la claredat del so.

En general depenent del senyal a modelar es poden fer servir uns o altres descriptors, degut a 
com s'adequen i a les carecterístiques més relevants que poden modelar de cada senyal.  En 
aquest  sentit  depenent  del  dataset al  qual  es  vol  aplicar  la  tasca  MIR (Music  Information 
Retrieval),  diversos treballs  troben resultats  empírics però no concloents en la seva totalitat 
sobre quins paràmetres s'adeqüen millor per a cada tipus de senyal a modelar.

Concretament per al cas que ens ocupa en aquest treball, el modelatge de sons percussius, els 
descriptors  espectrals  són  molt  adequats.  Treballs  com el  realitzat  en  [26]  mostren  el  bon 
comportament de la classificació quan aquesta es basa principalment en descriptors espectrals. 
Altres  treballs  però,  com  per  exemple  el  desenvolupat  en  [22],  analitzen  la  inclusió  de 
paràmetres temporals com el zero-crossing rate i el decay per a una bona tasca de classificació 
centrada sobretot en la multitut de variants que pot obtenir un mateix bass drum o snare drum, 
oferint robustesa a variacions entre sons de la mateixa classe.

En definitiva, per al present treball s'han escollit dos tipus de descriptors corresponents al model 
espectral, àmpliament usats en tractament de la parla i anàlisi d'àudio:

- Coeficients MFCC.

- Coeficients cepstrals resultats de RastaPLP.

Dels anteriors descriptors ens hem quedat amb les implementacions  bàsiques, tot i saber que 
existeixen millores en ambdós models que aconsegueixen un millor rati de modelat dels senyals, 
com també es podrien haver escollit altres tipus de descriptors que milloren en alguns casos el 
comportament dels models escollits. 

4.2 Models relacionats
A continuació  mostrem models  de  descriptors  relacionats  amb els  dos  tipus  de  descriptors 
escollits per al present treball.  La raó per la que els exposem ve donada pels bons resultats 
reportats en alguns treballs, superiors en alguns casos als nostres descriptors.
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4.2.1 Banc de filtres de l'escala Bark

L'escala  Bark promet  modelar  òptimament  el  sistema  de  filtres  de  l'orella  humana.  El  seu 
principi es basa en modelar les bandes crítiques on cada una es correspon a un filtre bandpass, 
corresponents a la membrana basilar.

Però tot i tenir aquesta millor base teòrica de modelatge, empíricament els coeficients extrets de 
l'escala Bark no aporten cap millora significativa respecte a l'escala Mel. En treballs com [56] es 
mostra com el comportament en tasques de reconeixement de la parla a partir de l'escala Bark 
obté ratis similars als obtinguts per l'escala Mel.

4.2.2 Filtre Gammatone i el banc de filtres ERB

La motivació principal d'aquest modelat de filtratge ve donada per l'intent d'emular l'estructura 
auditorial perifèrica de l'orella (la  cochlea) amb filtres superposats de tipus  bandpass,  on la 
resposta impulsional de cada filtre segueix la forma definida per la funció de Gammatone. 

Cal definir però l'amplada de cada filtre Gammatone, el qual es defineix per mitjà de la banda 
crítica auditorial corresponent al seu centre de freqüència. Aquesta banda crítica s'aproxima amb 
una amplada rectangular equivalent (ERB) on el màxim valor de la funció de transferència és 
unitari.

El comportament d'aquest model es demostra superior en tasques de reconeixement de la parla, 
sempre i quan el factor de càlcul anomenat F-rati (rati entre les carecterístiques que maximitzen 
la separació entre classes i minimitzen la dispersió entre les classes) adquireixi més importància 
en el  corpus utilizat.  La superioritat  es  plasma en un 98.5% d'accuracy per  als  coeficients 
cepstrals basats en filtres Gamma, contra els coeficients cepstrals basats en l'escala Mel amb un 
92.6%; en altres datasets la diferència es redueix a un 99.6% contra un 97.3% [1]. 

Tot i aquesta superioritat dels Gammatone respecte els MFCC, el present treball opta de forma 
principal pels segons, motivació deguda a dues raons:

- L'utilització àmplia i estàndard dels coeficients MFCC en tasques de reconeixement de la 
parla i música.

- La bona accuracy reportada pels coeficients MFCC en tasques de reconeixement musical, 
superior en molts casos a altres descriptors ja siguin temporals o espectrals; tenim exemples 
en [46], [18] i [25].

4.3 Models considerats per al treball
Els dos models considerats per al treball són els coeficients MFCC i els coeficients resultants de 
RastaPLP. Ambdós es basen principalment en els següents punts:

- Operar sobre la transformada de Fourier del senyal (FT), en concret sobre la transformada 
curta de Fourier (STFT: Short Time Fourier Transform).

- De l'espectre obtingut, escalar el contingut espectral en una mesura (escala) perceptual.

-  Obtenció  dels  cepstrums o  coeficients  cepstrals  amb  l'aplicació  de  la  DCT (Discrete 
Cosinus Transform), que és equivalent a la IDFT (Inverse DFT) per al cas de senyals parells 
[48].

4.3.1 Conceptes comuns

Com ja s'ha esmentat les operacions sobre les que es sustenten els mètodes d'anàlisi del present 
treball  es  basen  en  la  transformació  del  senyal  especificat  en  base  al  temps  i  a  la  seva 
freqüència. L'operació que transforma el senyal del domini temporal al freqüencial ve donada 
per la transformada de Fourier, contínua per al cas de senyals contínues (CFT) i discreta per al 
cas de senyals discretes (DFT).

La DFT es defineix de la següent manera:
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(4.1)

Dues propietats importants d'aquesta transformació venen donades pels següents punts [12]:

- L'operació de convolució es defineix en un simple producte.

-  L'aplicabilitat  de  la  FT es  basa  en  el  teorema  de  Shannon,  que  estableix  que  la 
representatibilitat  de  les  dades  freqüencials  té  una  representació  de  com  a  màxim: 

, que és la freqüència de Nyquist.

Hi han moltes possibles representacions del domini freqüencial que obtenim, i en el nostre cas 
per als mètodes que aplicarem ens basem en la representació espectral, obtinguda gràcies a la 
STFT.

La  STFT  es defineix com a successives  Fourier Transforms aplicades en successius  frames, 
resultants d'un procés d'enfinestrament del senyal. Aquest enfinestrament es pot aplicar amb 
diferents  formes  de  finestra,  entre  les  quals  tenim les  més  comunes  com la  de  Hamming,  
Hanning o la rectangular (no recomanada). En el nostre cas tant per a  MFCC com per a  PLP 
s'ha utilitzat una finestra de Hanming. La finestra es defineix per:

(4.2)

La forma de la finestra és la següent:

Figura 4.1. Forma de la finestra de Hamming. Es pot comprovar l'amplitut del lòbul, com 
també es pot observar que en els extrems l'alçada està per sobre de 0, valor superior a 

moltes altres finestres com Hanning, gaussianes, Blackman o Kaiser.

Un cop tenim els  frames enfinestrats podem aplicar la transformada de Fourier sobre ells. En 
definitiva, la STFT es defineix amb l'expressió següent:

(4.3)

I tenint en compte que  és el frame enfinestrat:

(4.4)
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En aquest punt ja podem definir el  cepstrum o coeficient cepstral (en el domini discret).  El 
cepstrum s'obté aplicant la Inverse DFT de l'espectre escalat al domini perceptual escollit (per 
exemple  Mel,  Bark o  Gammatone).  Originalment  l'obtenció  d'aquests  coeficients  es  va 
desenvolupar per tal de transformar l'operació de filtratge en una simple operació de sumes, 
involucrant el logaritme de la Inverse DFT [12]. Com que el log de la magnitut de l'espectre és 
una funció parell i real, es pot aplicar la DCT en comptes de la IDFT, fet que es tradueix en una 
decorrelació dels vectors de components de l'espectre,  similar a  PCA  (Principal Component  
Analysis) [46]. Tenim doncs que la DCT es defineix:

(4.5)

4.3.2 Mel-frequency cepstral coefficients

Un cop tenim la base teòrica podem passar a explicar el procés de càlcul dels MFCC i la seva 
raó  de  ser.  L'obtenció  dels  coeficients  cepstrals  basats  en  l'escala  Mel es  deu  a  l'objectiu 
d'obtenir una representació de l'espectre en base a un escalat perceptual que aproximi l'oïda 
humana, en concret l'escala Mel.

L'escala  Mel aproxima la percepció de l'oïda aplicant  normalment 40 filtres  band-pass on els 
primers filtres són lineals fins a la freqüència dels 1000 Hz i els subsegüents filtres segueixen 
una progressió logarítmica. A continuació mostrem la relació entre la freqüència i l'escalat de 
Mel,  calculat  a  partir  de  la  freqüència  en  Hz amb  l'expressió: 

Figura 4.2. Correspondència entre freqüència en Hz i l'escala Mel.

Una de les propietats que s'obtenen amb l'escala Mel és que els canvis en freqüències més altes 
són més perceptibles que en freqüències baixes, degut a la linearitat en el rang 0-1000 Hz i al 
posterior log-comportament a partir dels 1000 Hz.

L'obtenció  dels  coeficients  cepstrals  en  base  a  l'anterior  escala  té  diferents  possibles 
implementacions; en el present treball s'ha optat per la realizada per  Macolm Slaney tal com 
mostrarem al capítol 6. Però en qualsevol cas el procés general es descriu en base als següents 
punts:

- Càlcul de l'espectre de freqüència dels frames enfinestrats.

- Filtratge de l'espectre de magnitut en les bandes especificades en base a l'escala Mel.

- Sumatori de les freqüències de cada banda.

- Càlcul del logaritme de cada suma.
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- Càlcul de la DCT (Discrete Cosinus Transform) dels logaritmes.

Aquest procés es pot resumir esquemàticament de la manera següent [49], [12]:

O també ho podem explicitar en llenguatge  planer: l'objectiu del processat per a obtenir  Mel 
cepstrums es  basa  en  modificar  l'espectre  resultant  de  la  STFT (normalment)  en  base  a 
transformacions d'aquest espectre sustendades en motivacions fisiològiques: l'escala Mel. A més 
a més en la seva part final de processat el mètode suavitza l'espectre resultant amb el càlcul de 
l'espectre de la log-potència mitjançant la DCT, processat que com ja hem explicat també aplica 
una decorrelació a les components dels vectors.

4.3.3 Mètode Perceptual Linear Predictive i el filtre Rasta

Com en el cas dels MFCC, la tècnica Perceptual Linear Predictive (PLP) es basa en l'espectre a 
curt termini (STFT) del senyal. A diferència del primer mètode però,  PLP es basa també en 
tècniques de Linear Prediction (LP) que expliquem a continuació.

- Linear Prediction

El punt principal bàsic sobre el que es sustenta aquest procés és el modelat d'un senyal com a 
combinació lineal dels seus valors anteriors i el valor actual. Computacionalment el mètode es 
recolza en un filtratge lineal all-pole. 

Tenim doncs que el senyal es modela en base als samples (sample com a tros d'un senyal) previs

(4.6)

i la funció de transferència del filtre:

(4.7)

La motivació de l'aplicació del  filtre ve donada per l'intent,  com en el  cas dels coeficients 
MFCC, d'aproximar una part del sistema humà, en aquest cas el tracte vocal. No ens extendrem 
en l'explicació completa de la tècnica, com ara els mètodes d'autocorrelació o covariància, els 
quals tracten de modelar la funció de transferència all-poles amb la distància donada per least-
mean-squares. Un cop s'obtenen els paràmetres del filtre, s'aplica una nova funció de recursió 
per a obtenir els coeficients cepstrals.

- Perceptual Linear Prediction

PLP és una extensió de LP que es basa en la STFT i l'escala Bark. El procés general que segueix 
és el següent:

-  Escalat  de  Bark:  l'escalat  de  l'espectre  a  l'escala  imposada  per  Bark ja  s'ha  esmentat 
anteriorment que no dóna resultats diferents de l'escala  Mel. La formulació per aconseguir 
aquest escalat és la següent:

(4.8)

-  Preèmfasi:  pas  que  tracta  de  compensar  la  percepció  desigual  del  volum en  diferents 
freqüències. Es fa ús de l'expressió següent:

27

senyal ! STFT (enf inestrament)! logaritme! escalat Mel ! DCT ! MFCC 0s
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(4.9)

- Conversió intensitat/volum: una nova aproximació i correcció del volum modificat en base 
a  la  intensitat.  Es  basa en que el  volum és  aproximadament  la  potència  quadrada de la 
intensitat.

- En aquest punt ja es pot trobar el model LP, prèvia aplicació de la DCT. 

- Finalment es transforma el model LP a coeficients cepstrals, que en el present treball són 
els que usarem com a descriptors.

- El filtre Rasta

La motivació de l'aplicació del filtre  Rasta ve donada per l'objectiu de reduir el soroll  i les 
modificacions causades en l'espectre del senyal degut als canals de comunicació, de manera que 
es presenta una tècnica que ofereix més robustesa contra distorsions lineals de l'espectre. La 
tècnica Rasta l'expliquem en base al mètode PLP, però també es podria aplicar en base a altres 
mètodes com MFCC [27].

El  nucli  principal  de  la tècnica  consisteix  en substituir  l`anàlisi  de  l'espectre  absolut  a curt 
termini per una estimació espectral en què cada banda freqüencial es filtra amb un filtre band-
pass consistent en un zero espectral a la freqüència zero [27]. D'aquesta manera s'aconsegueixen 
esmorteir aquelles variacions baixes de l'espectre de curt termini.

A continuació mostrem el  mètode proposat  per  Hermansky; cal  tenir  en compte els  càlculs 
realitzats amb PLP per a veure'n les diferències:

- Preprocessat en l'escala Bark de l'espectre obtingut de l'aplicació de la STFT.

- Obtenció del logaritme.

- Aproximació de les derivades temporals del logaritme de l'espectre amb regressió i cinc 
valors espectrals.

- Reintegració de les derivades mitjançant un filtratge amb un filtre de tipus  IIR  (Infinite 
Impulse Response). La funció de transferència del filtre es defineix de la manera següent:

(4.10)

On el valor de 0.98 és la posició del pol en relació a la mida de la finestra.

- Preèmfasi de l'espectre com en PLP.

- Càlcul de la DCT.

- Càlcul del model all-pole per a obtenir un model LP de l'espectre.

Aquest  processat  assegura que ofereix més robustesa de l'espectre a variacions degudes  als 
canals de comunicació, assumpció extensible a variacions de l'espectre per soroll. Al capítol 6 
mostrarem les significatives diferències si s'aplica el filtre Rasta.

4.4 Comportament de les tècniques presentades i avaluades
S'han dut a terme moltes comparacions per a trobar quines tècniques cepstrals són més robustes 
i  produeixen  més  bons  resultats,  i  en  la  literatura  es  poden  trobar  arguments  a  favor  dels 
coeficients resultants de RastaPLP i a favor de MFCC. Alguns autors estableixen que PLP és 
més robust al soroll, mentre que d'altra banda altres autors estableixen que els MFCC reporten 
més bons resultats, i altres tècniques simplement no milloren el comportament dels MFCC [38]. 
Tal  com es  podrà  comprovar  més endavant  en aquest  treball,  els  nostres  resultats  empírics 
resultants de totes les proves realitzades, en general ens donen més bon comportament per als 
coeficients resultants del processat RastaPLP que per als MFCC, sobretot en aquells datasets on 
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la tasca de classificació és més difícil degut a la simultaneitat de sons o a la modificació del so 
amb efectes, resultat motivat amb tota seguretat per l'el·liminació de soroll espectral gràcies al 
filtre Rasta. De fet com podrem comprovar al capítol 6, els coeficients cepstrals resultants del 
mètode  PLP són molt  menys  informatius que no pas els obtinguts amb  RastaPLP,  entenent 
informatius com a portadors d'informació freqüencial relevant.
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5. Teoria bàsica de la  Restricted Boltzmann Machine  i la  deep 
belief network

Presentem a continuació un breu resum introductori de la teoria sobre la que es sustenten les 
màquines restringides de  Boltzmann  i les  deep belief networks. Per a una revisió exhaustiva i 
completa de tota la teoria involucrada remetem els lectors a l'annex A, que contempla en tot el 
seu detall  tota la teoria necessària per a la comprensió dels principals mètodes que formen 
aquest treball. De fet en el desenvolupament del treball ens remetrem a fòrmules i casuístiques 
que estan exposades a l'annex, i que en aquest capítol no en fem esment degut a que no tindria 
sentit l'exposició amb finalitats introductòries del mateix.

5.1 Models bayesians
Tant  la  màquina  restringida  de  Boltzmann com la  deep  belief  network fonamenten  la  seva 
estructura en les xarxes bayesianes o de creença. Aquestes xarxes basen la seva construcció en 
el model anomenat DAG: Directed Acyclic Graph. Aquests grafs acíclics dirigits impossibiliten 
que es puguin formar cicles i les connexions entre nodes són dirigides. El que plasma un model 
bayesià en un DAG és el significat als nodes i a les arestes: un node representa una variable o 
event, i una connexió entre nodes codifica la distribució de probabilitat condicional entre els 
nodes referenciats.

Una  de  les  propietats  més definitòries  d'aquests  models  és  la  semàntica  que  es  dóna a  les 
connexions  en  un  tipus  concret  de  xarxa  bayesiana:  cada  connexió  s'interpreta  causalment, 
dirigint  d'un estat causa a un estat efecte.  Una altra propietat que defineix aquest model és 
l'aplicació pràctica del teorema de Bayes. Si es permet un petit recordatori, a l'estadística podem 
trobar dos corrents: el corrent freqüentista, que mesura probabilitats en base a actes repetibles; i 
el corrent bayesià, que actualitza la seva creença en un event en base a probabilitats prèvies, 
definint un terme de versemblança entre les causes i els efectes. El teorema de Bayes es defineix 
de la manera següent [15]:

(5.1)

O semànticament:

(5.2)

El que ens indica aquest teorema és que la probabilitat (més aviat certesa) sobre un event, que 
denominem posterior en aquest cas, s'actualitza en base al coneixement de la probabilitat prèvia 
que teníem d'aquest  event,  multiplicada per  la  versemblança que les  causes  que provoquen 
l'event siguin produides per aquest. El denominador es pot ometre en certs casos degut a que 
únicament actua de constant de normalització.

Tenim doncs que el model bayesià s'estructura al damunt del teorema de  Bayes. Però aquest 
model té implícit  un problema [37]: la independència condicional.  El model té la important 
propietat de modelar distribucions de probabilitat, i per aconseguir-ho amb èxit s'ha d'obtenir 
independència condicional entre els nodes, de manera que podríem obtenir el següent:

(5.3)

Aquesta formulació però no es podrà obtindre si  no tenim independència,  i  en molts  casos 
aquesta no hi és present. Una concretació d'aquest problema és l'efecte d'explaining away, en 
què si un dels dos estats pares explica una causa (node fill), l'altre estat pare redueix la seva 
participació com a explicació de la causa [60]. Remetem el lector a l'annex A per a un estudi 
més detallat del problema. En qualsevol cas cal esmentar que el model principal que estudiem, 
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la màquina restringida de  Boltzmann,  aconsegueix evitar el fenòmen de la no-independència 
gràcies  a  l'estructura  proposada,  i  en  base  a  un  mètode  desenvolupat  en  [29]  basat  en  els 
conjugate priors.  Tot i que és obligatori explicar que hi ha una profunda diferència entre el 
DAG explicat i la Restricted Boltzmann Machine: mentre que el primer és un model format per 
connexions  dirigides,  en  el  segon  les  connexions  són  simètriques  i  no  dirigides;  aquesta 
diferència important implica una sol·lució al problema de la independència condicional amb un 
tractament diferent per ambdós models.

Per acabar el tractament d'aquests models gràfics hem d'explicar les dues corrents establertes 
per a modelar les distribucions de probabilitat. En primer lloc tenim els models discriminatius, 
que  modelen  la  probabilitat  posterior  ,  fet  que  únicament  permet  realitzar  tasques 
discriminatives i regressives sobre el problema al que s'aplica el model. En segon lloc es pot 
obtenir un model generatiu, que modela la probabilitat conjunta   i  permet obtenir la 
probabilitat posterior tant en un sentit com en un altre. La màquina restringida de Boltzmann i 
per  extensió la  deep belief  network (i  l'autoencoder) són models generatius,  de manera que 
podem realitzar tant tasques discriminatives com generatives.

5.2 Màquina de Boltzmann
La  Boltzmann  machine és  una  implementació  concreta  d'un  model  bayesià.  Es  basa 
principalment  en  l'extensió  de  la  xarxa  de  Hopfield,  a  més  d'introduir  altres  conceptes.  A 
continuació expliquem breument cadascun d'ells.

5.2.1 Models d'Ising

Un concepte prestat dels models físico-estadístics és el model d'Ising. Aquest model consisteix 
en un array d'spins connectats magnèticament, els quals prenen els valors +1 o -1. Si un spin té 
un valor determinat, afavoreix la resta d'spins a que també prenguin aquest valor. Allò que és 
interessant d'aquests models és que a partir de la definició de la funció d'energia dels mateixos i 
de la probabilitat d'un spin d'estar en equilibri a una temperatura T, obtenim la funció d'energia 
que defineix les xarxes de Hopfield i les màquines de Boltzmann.

De nou remetem al lector a l'annex A.3.1 per a una explicació més detallada. A continuació però 
mostrem la funció d'energia del model, ja que servirà per a donar una idea del perquè de les 
modelitzacions de Hopfield i Boltzmann  [47]:

(5.4)

Cal tenir en compte que a la fòrmula prèvia les unions J i els camps h no són constants (en cas 
contrari  obtindríem una formulació lleugerament diferent). La probabilitat que l'spin x estigui 
en equilibri a la temperatura T es denota amb la formulació següent:

(5.5)

On   és la funció de partició.

Com veurem en la màquina de Boltzmann, l'objectiu és trobar la probabilitat de les unitats estant 
en equilibri a una temperatura T, i la complicació vindrà donada per la funció de partició que fa 
intractable  la  computació.  Per  a  sol·lucionar  la  problemàtica  s'introdueixen  els  mètodes  de 
sampleig numèric, presentats al següent apartat.

5.2.2 Mètodes de sampleig numèric

Aquests  mètodes  formen  part  del  conjunt  de  tècniques  aproximadores  de  la  inferència  en 
distribucions intractables. Les màquines de Boltzmann i diferents models fan un ús extensiu del 
mètode de sampleig anomenat  Gibbs sampling, el qual permet aproximar de manera ràpida i 
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senzilla la distribució que a priori no és tractable computacionalment amb mètodes algorítmics 
deterministes.

El mètode de sampleig de Gibbs forma part del conjunt de mètodes coneguts com a mètodes de 
Markov Chain Monte Carlo. Aquests mètodes prenen aquest nom per dos motius [47][3]:

-  Encadenen el  sampleig a partir  d'una sèrie  successiva d'estats,  on cada estat  depèn de 
l'anterior: Markov Chain.

-Es basen en la component aleatòria dels successius sampleigs: Monte Carlo.

A l'apartat  A.3.3  s'expliquen  amb més  detall  aquests  mètodes.  De  moment  però  de  Gibbs 
sampling ens quedem amb els següents punts:

-  El  raonament  principal  d'aquest  mètode  de  sampleig  es  basa  en  repetir  cíclicament  el 
sampleig de cadascuna de les variables que formen la distribució desitjada, substituint a cada 
iteració el valor samplejat previ. D'aquesta manera a partir de les distribucions condicionals 
podem aproximar la distribució de probabilitat inicialment intractable.

- Un inconvenient molt important ve donat per l'alt nombre d'iteracions necessàries per a 
convergir a la distribució desitjada.

- L'anterior problema s'accentua pel comportament aleatori provocat per ser un mètode de 
Monte Carlo.

5.2.3 Teoria de la informació

En aquest apartat fem un petit apunt a un concepte important de la teoria de la informació que és 
usat per a la derivació de la regla d'aprenentatge de la  Boltzmann Machine: la divergència de 
Kullback-Leibler. Aquesta divergència també anomenada entropia relativa, mesura la diferència 
existent  entre  dues  distribucions  de  probabilitat.  La  diferència  però  no  es  correspon  a  cap 
mètrica, tot i que en el problema de minimització que fara ús d'aquesta expressió (4.2.5 en 
endavant) la diferència calculada es correspon a la distribució de probabilitat de l'entrada al 
model  (en el  nostre  cas,  els  coeficients  cepstrals)  i  la  distribució  de  probabilitat  esperada.  
L'expressió es defineix en base a:

(5.6)

Per a un tractament méx extens d'aquest apartat remetem de nou al punt A.3.2 de l'annex.

5.2.4 Xarxes de Hopfield

El model de Hopfield basa el seu mètode d'aprenentatge en la llei de Hebb. Aquest aprenentatge 
hebbià es basa en la implementació de la idea de la memòria associativa, totalment correlada 
amb el model d'Ising  anteriorment esmentat. Concretament les activitats de les neurones que 
estan positivament  relacionades  fan incrementar  els  seus  pesos,  establint  per  tant  una força 
correlativa entre dues neurones, les quals s'incrementen o disminueixen segons la correlació 
existent  entre  elles.  Una  propietat  explícita  de  la  memòria  associativa  és  la  de  pattern 
completion, que permet la reconstrucció d'estats interns tot i ser incomplets.

Un cop tenim el model d'aprenentatge definit, podem definir pròpiament el model de la xarxa de 
Hopfield. Aquesta xarxa recull de les neurones de McCullough and Pitts  el concepte d'unitats 
binàries, amb dos estats possibles [33]. L'actualització d'activació de les unitats es calcula amb 
la multiplicació de cada pes per totes les neurones:

(5.7)

Per a la regla d'aprenentatge (l'actualització dels pesos), s'implementa la memòria associativa de 
Hebb:
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(5.8)

Aquest model de Hopfield conté la important propietat que la xarxa convergeix a un mínim, el 
qual és un mínim d'una funció anomenada de Lyapunov. Per tant sempre tendirem a un mínim, 
tot i que no sigui un mínim global.

5.2.5 La màquina de Boltzmann

La  Boltzmann Machine  és una generalització de la xarxa de  Hopfield. La funció d'energia és 
similar però conté la important propietat d'implementar la tècnica de  simulated annealing. En 
general  es  pot  afirmar  que  la  màquina  de  Boltzmann  cerca  modelar  una  distribució  de 
probabilitat el més semblant possible al model introduit a la xarxa.

En primer lloc hem de definir l'estructura [32]: aquesta es basa en un model no dirigit i amb 
connexions simètriques (estructura diferent a un DAG), fet que també pot presentar el problema 
de no-independència explicat a l'apartat 5.1 (com es presenta per a la xarxa de Hopfield). D'altra 
banda  l'activació  de  les  unitats  es  determina  si  dues  unitats  responen  afirmativament  (o 
negativament) a l'entrada: aprenentatge associatiu (de nou, com en Hopfield). L'objectiu de la 
Boltzmann Machine  és minimitzar la seva funció d'energia, i per aconseguir-ho haurà de fer 
servir mètodes aproximatius com Gibbs sampling (4.2.2). Aquesta funció d'energia es defineix 
en base a:

(5.9)

De l'expressió anterior  és  important  tenir  en compte que el  terme del  bias (segona part  de 
l'equació) es  pot  suprimir  degut  a que és  equivalent  a tenir  una unitat  sempre activada.  La 
qüestió ara és saber com minimitzar la funció d'energia prèvia. Aquí és on entra en joc la tècnica 
de simulated annealing i l'expressió d'entropia relativa.

La tècnica de  simmulated annealing es recull directament de models termodinàmics: es tracta 
d'escalfar  un model, i progressivament  refredar-lo fins a convergir a un estat d'equilibri, que 
idealment  és  òptim.  Per  aconseguir  aquesta  implementació  s'introdueix  el  concepte  de 
probabilitat d'activació d'una unitat, basada en el diferencial d'energia de la xarxa respecte a una 
temperatura T:

(5.10)

En base a la probabilitat d'activació definida per a una unitat  s'introdueix la divergència de 
Kullback-Leibler [47] que ens permetrà minimitzar l'energia de la xarxa (simulated annealing) 
fins a convergir a l'estat d'equilibri:

(5.11)

L'anterior  formulació  és  molt  significativa:  el  numerador  representa  la  distribució  de 
probabilitat  quan  els  estats  de  les  unitats  visible estan  fixats  a  les  dades  d'entrada;  el 
denominador representa la distribució de probabilitat quan la xarxa corre lliurement, o sommia. 
Quan ambdues distribucions siguin iguals haurem obtingut la desitjada distribució d'equilibri i 
per tant un mínim d'energia, i eventualment haurem après la distribució del model d'entrada. I 
com es realitza l'aprenentatge? A partir del diferencial d'energia obtingut de (5.9), la probabilitat 
d'activació de les unitats (5.10), l'entropia relativa entre la distribució real i la sommiada (5.11) i 
l'energia d'un estat concret (5.8), s'obté la següent regla d'aprenentatge:
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(5.12)

En  l'expressió  prèvia  s'ha  substituit  el  concepte  de  temperatura  T per  un  paràmetre  de 
ponderació  (learning  rate).  També  s'ha  d'indicar  la  introducció  d'unitats  hidden en  la 
formulació, fet que permet modelar les irregularitats de l'entorn. Aquesta regla d'aprenentatge 
modela una correlació molt important: quan les unitats estan fixades a l'entorn (part esquerra), 
s'augmenten  els  pesos  en  proporció;  quan  les  unitats  corren  lliurement  (part  dreta),  es 
disminueixen els pesos en proporció. La part dreta s'aconsegueix amb múltiples iteracions de 
Gibbs sampling, i aquest fet fa que aquest model sigui molt lent en la seva convergència, amb el 
que  apareix  la  màquina  restringida  de  Boltzmann per  a  sol·lucionar  aquest  greu  problema. 
També cal  comentar  que samplejar  infinites  vegades  implica  obtenir  samples  més o menys 
independents, fet que possibilita obtenir unes distribucions condicionals independents. De nou 
remetem el lector a l'apartat A.3.5 per a un tractament més detallat.

5.3 Màquina restringida de Boltzmann
Aquest model apareix degut principalment a la dificultat d'inferir en un temps raonable amb les 
màquines  de  Boltzmann originals.  La  Restricted  Boltzmann  Machine presenta  una  nova 
estructura  i  una  nova  regla  d'aprenentatge  que  fan  molt  més  tractable  la  inferència  de  la 
distribució  sommiada.  La probabilitat  d'activació d'una unitat  és  equivalent  a la  probabilitat 
d'activació de l'expressió 5.10, en què la funció d'energia és també equivalent (5.9). Com en el 
model  previ  la  probabilitat  d'activació  és  la  probabilitat  posterior  obtinguda  a  partir  d'una 
probabilitat prèvia (prior) i una versemblança (likelihood), és a dir:

 (5.13)

Precissament  el  terme  del  likelihood és  el  que  dificulta  la  tasca  en  el  model  original  de 
Boltzmann. Com ja s'ha esmentat, dues raons porten a un millor aprenentatge en aquest model:

- En primer lloc no es permeten connexions entre unitats hidden, fet que sí podia succeir en 
la màquina de Boltzmann.

-  En  segon  lloc  s'introdueix  la  idea  de  composar  màquines  restringides  de  Boltzmann,  
casuística que expliquem en el següent punt.

5.3.1 Superposició de màquines restringides de Boltzmann

G.E. Hinton proposa establir una equivalència entre un DAG amb infinites capes i l'estructura de 
la màquina restringida de Boltzmann [29]. La diferència essencial i òbvia entre ambdós models 
és basa en que el  DAG conté connexions dirigides mentre que la  RBM conté connexions no 
dirigides.  Hinton assumeix que per el·liminar l'efecte d'explaining away en la inferència,  es 
poden assumir pesos lligats a cada capa amb un efecte correlatiu contrari al proporcionat pel 
likelihood:  aquests  pesos  són  els  anomenats  complementary  priors.  El  mètode  es  basa  en 
calcular la probabilitat posterior a partir dels pesos transposats de les capes prèvies, i llavors 
calcular cap amunt les probabilitats d'activació fins que es pugui inferir la probabilitat posterior 
de les unitats visible, a partir de la distribució de Bernoulli  de la capa prèvia. Aquest raonament 
es plasma en la següent expressió:

(5.14)

La regla d'aprenentatge s'implementa amb un procés alternatiu de  Gibbs sampling  entre  les 
unitats visible i les unitats hidden. Si es sampleja alternativament amb aquest procediment, amb 
infinites iteracions es troba la distribució en equilibri, i la xarxa haurà après.

5.3.2 Contrastive divergence

El  mètode  previ  no  és  òptim  ja  que  requereix  moltes  iteracions  de  Maximum  Likelihood. 
S'introdueix doncs una nova regla anomenada  contrastive divergence,  que en el  millor  dels 
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casos amb una sola iteració permet aproximar de forma correcta el gradient d'una nova funció 
objectiu. La suposició es basa en que és equivalent maximitzar el log likelihood de les dades, a 
minimitzar la divergència de  Kullback-Leibler entre la distribució original i la distribució en 
equilibri,  basant  aquesta  minimització  en  una  funció  objectiu  diferent.  De  manera  gràfica 
mostrem la regla d'aprenentatge, tant de ML com de CD, en el següent gràfic:

Figura 5.1. Procediment del sampleig de Gibbs, tant per a la regla ML com per a CD.

En comptes  de samplejar  de  la distribució en equilibri   (regla  proposada per  MLE),  es 
proposa samplejar de la següent iteració , ja que per les propietats de les cadenes de Markov 
s'asegura que si el model és perfecte llavors  CD és zero, i si no ho és, la probabilitat d'una 
iteració més és sempre positiva [30]. El raonament deriva en la següent regla d'aprenentatge, 
que és la pròpia de la màquina restringida de Boltzmann:

(5.15)

L'expressió prèvia ens mostra la millora introduida: en comptes de samplejar de la distribució en 
equilibri, fet que ens obligaria a samplejar infinites vegades, podem samplejar N iteracions (en 
molts casos es realitza únicament una iteració) per a obtenir una reconstrucció, i així aproximar 
el gradient de la funció objectiu.

5.4 Estructures possibles: deep belief networks i autoencoders
Una  deep  belief  network és  un  model  construit  en  base  a  la  superposició  de  màquines 
restringides  de  Boltzmann,  on  l'última  capa  està  formada  per  connexions  simètriques  no 
dirigides que implementen la memòria associativa. En  [29] es proposa un aprenentatge format 
per dues fases:

- Una primera fase anomenada greedy, que composa RBM's en una pila (stack), no lligades 
entre sí i amb un aprenentatge basat en CD. L'objectiu d'aquesta fase és trobar un bon espai 
d'estats inicial. Aquest acoblament de RBM's constitueix l'anomenada deep belief network.

- Una segona fase de refinament o finetune entrenada amb backpropagation, la qual composa 
una estructura de  RBM's lligades entre sí, formant també una  deep belief network, i també 
una  implementació  concreta  d'aquesta:  un  autoencoder,  que  permet  reducció  de  la 
dimensionalitat de manera no lineal.

Aquest model compost s'introdueix degut a que en xarxes densament connectades i amb moltes 
capes la inferencia és molt poc òptima. Però si s'introdueix una primera fase de cerca d'un bon 
espai d'estats, a la fase de refinament backpropagation convergeix a la distribució desitjada de 
forma òptima. La deep belief network assegura que millora el model generatiu, maximitzant un 
límit inferior anomenat límit variacional [55], el qual es defineix en base a l'entropia relativa 
entre les dues distribucions (real i aproximada) menys l'energia real lliure. Aquest imposa la 
condició (per a obtenir un bon aprenentatge) d'afegir més unitats hidden a cada capa respecte la 
capa prèvia: encara que no sigui així però, la regla de CD permet millorar el model generatiu.

D'altra banda no es pot oblidar que estem tractant amb un model generatiu, i per tant continuem 
tenint tant possibilitats discriminatives com generatives. El següent gràfic 5.2 il·lustra el model 
proposat:
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Figura 5.2. Deep belief network. La figura mostra que els pesos estan desdoblats: d'una 
banda els pesos transposats són els pesos de reconeixement, i d'altra banda obtenim els 

pesos generatius. Depenent de la tasca a realitzar s'actualitzen uns o altres. La figura està 
basada en l'estructura proposada a [28] i [29].

5.4.1 Autoencoder

El model de l'autoencoder no és més que un exemple concret d'una  deep belief network. La 
pedra angular del mateix es basa principalment en la reducció de la dimensionalitat, ja que fa ús 
del  model  generatiu  de  la  deep  belief  network per  a  obtenir  reconstrucció  dels  seus  estats 
interns: normalment  les capes intermitjes (fixar-se en la figura 5.2) tenen menys unitats que les 
capes més  exteriors, i això provoca aquesta reducció de la dimensionalitat. Però el problema 
que presenten els  autoencoders  és la  dificultat  de  l'aprenentatge [29],  on l'overfitting és  un 
problema molt evident.  Hinton proposa un nou model d'aprenentatge basat en una variació de 
l'algoritme de wake-sleep per a obtenir un bon comportament en l'aprenentatge.

5.4.2 Variació de l'algoritme de wake-sleep

L'algoritme original de wake-sleep [31] es basa en dues fases per a dur a terme l'aprenentatge:

-  Fase  desperta  o  up-pass:  s'utilitzen  els  pesos  de  reconeixement  per  a  inferir  les 
distribucions factorials, i es modifiquen els pesos de generació de manera que maximitzin la 
probabilitat  de  reconstruir  les  activitats  correctes  de  la  capa  inferior.  L'aprenentatge  es 
realitza sobre les capes de connexions dirigides amb la regla d'aprenentatge de  maximum 
likelihood. En aquesta fase també s'actualitzen els pesos de les capes amb connexions no 
dirigides a partir de les capes immediatament inferiors.

- Fase sommiadora o down-pass: s'utilitzen els pesos de generació per a modificar els pesos 
de reconeixement, de manera que maximitzin la probabilitat de produir l'activitat correcte de 
la capa superior. L'aprenentatge també es realitza sobre les connexions dirigides i amb la 
regla de maximum likelihood.

Aquest model d'aprenentatge presenta el mateix inconvenient que el reportat per l'aprenentatge 
en  màquines  de  Boltzmann:  obliga  a  samplejar  infinitament  a  la  fase  sommiadora.  La 
incorporació  del  model  d'aprenentatge  de  la  màquina  restringida  de  Boltzmann basat  en 
contrastive divergence alleuja aquest inconvenient: es proposa samplejar a les capes superiors 
(connexions no dirigides) un nombre fixat d'iteracions, fet que evita samplejar de la distribució 
en equilibri.

Després d'aquest breu repàs a la teoria de machine learning sobre la que es sustenta el present 
treball,  podem iniciar  el  tractament  del  mateix.  Volem repetir-nos  en que per  a  una millor 
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explicació de la teoria de machine learning remetem els lectors a l'annex A, on s'explica amb 
més precisió i  detall  els  conceptes de  machine learning necessaris  per  a  la  comprensió del 
model principal avaluat en aquest treball.
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6. Avaluació i estudi dels descriptors d'entrada al model

En  el  capítol  4  d'aquest  treball  hem  mostrat  i  avaluat  diversos  descriptors  utilitzats  en  la 
literatura de classificació i reconeixement d'instruments sense component harmònica – tot i que 
també hem avaluat descriptors aplicats a tasques musicals i de la parla  -. Amb aquesta base 
teòrica, a continuació presentem una anàlisi i avaluació del corpus utilitzat en aquest treball i els 
descriptors extrets. Aquesta anàlisi ens serà d'ajuda per a la posterior interpretació dels resultats 
obtinguts en l'avaluació del comportament d'aquests descriptors sota tasques de classificació en 
la tipologia principal en la que es basa el present treball i per descomptat, les altres dues xarxes 
que s'avaluen en l'anàlisi comparativa del capítol 8.

6.1 Corpus
Comencem el tractament presentant el  corpus utilitzat en tots els experiments, i que forma el 
nucli  central  del  treball.  El  corpus consisteix  en els  sons  d'ENST [19],  format  per  sons  de 
bateria, en concret d'un subconjunt bàsic d'una bateria:  bass drum, snare drum, open hihat i  
closed hihat.  El corpus està format per tres datasets que presenten casuístiques diferents i que 
permeten una avaluació completa del  comportament de classificadors.  Així  doncs  tenim els 
següents datasets:

- Isolated dataset: Format per sons de bateria grabats aïlladament.

- Wetmix dataset: Consistent en els sons anteriors però amb reverberació aplicada.

- Accompanied dataset: Format pels sons de les quatre classes acompanyats d'instrumentació 
variada, és a dir, trossos de cançons per exemple.

El primer dataset és el que presenta menys complicació per a l'avaluació en tant en quant és el 
que pot presentar una major homogeneitat entre sons de cada classe i una major variància entre 
classes.  Al contrari  que el  tercer  dataset,  que és el  més atractiu des del  punt  de vista d'un 
classificador,  en tant  en quant  no presenta  carecterístiques  homogènies  per  cada classe  i  la 
discriminació entre classes és molt més complicada degut a la presència de soroll. Com veurem 
en  els  capítols  successius  del  treball  (capítols  8  i  9)  aquest  dataset ha  obtingut  els  pitjors 
resultats en la tasca discriminativa, però en qualsevol cas aquests resultats no han sigut nefastos.

Tots els datasets contenen un alt nombre de sons per cada classe, a excepció de l'accompanied 
que és el que presenta menys nombre de sons per classe. Aquest fet explica en gran part el 
menor rati de classificació obtingut per aquest conjunt en comparació amb la resta; no volem 
implicar que és el factor determinant, però sí que ajuda a una pitjor classificació, sumat al fet 
principal de tractar-se d'un  dataset  amb soroll. A continuació detallem el nombre de sons per 
cada classe i dataset:

Taula 6.1. Nombre de sons per dataset i classe.

En base als nombres presentats podem constatar dos fets remarcables:

- El primer fa referència a l'alta variància en el nombre de sons entre classes, on podem tenir 
diferències de més del 50%. Aquesta casuística pot provocar desviacions en la classificació 
de les xarxes que avaluarem. En qualsevol cas en els següents capítols ens extendrem en 
aquesta casuística.

- El segon punt es constata si observem el nombre de sons de l'accompanied dataset. Ja hem 
esmentat  que aquest  fet  pot  contribuir  (i  de fet  contribueix com podrem comprovar més 
endavant) en un pitjor comportament de classificació de les classes.
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bass drum 1070 1080 120
snare drum 3220 3220 630
open hihat 470 470 50

closed hihat 1820 1820 370
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Finalment  hem  de  fer  esment  al  format  i  a  la  duració  dels  sons  que  formen  el  corpus. 
Globalment la longitut temporal dels sons és força curta al tractar-se d'onsets de sons de bateria, 
sense gaire variància de longitut entre classes ni  datasets. A continuació mostrem la mitjana 
calculada per cada classe i dataset: 

Taula 6.2. Mitja de longitut dels sons per cada classe i dataset. El format és en segons.

Cal comentar dos fets importants respecte a la longitut:

- En primer lloc és fàcilment comprovable la curta durada dels sons que formen el nostre 
corpus. Això ha suposat un problema per a l'aplicació del filtre  Rasta per als sons tractats 
amb PLP, doncs és necessari disposar de com a mínim 4  frames per so per aplicar aquest 
filtre, i en molts casos ens hem trobat que no ha sigut possible aplicar-lo, de manera que hem 
hagut de prescindir d'aquells sons amb menys de 4 frames. En un altre ordre de coses i com 
explicarem al següent punt, aquesta poca duració traduïda en pocs frames caldrà gestionar-la 
d'alguna manera.

- En segon lloc cal esmentar la major duració dels sons per al dataset accompanied, que tot i 
no ser perceptualment significativa, sí que suposa un major nombre de frames per so i per 
tant ajuda en la discriminació dels algoritmes.

Volem comentar que per a la lectura dels fitxers amb format WAV del corpus ENST hem fet ús 
de les funcions proveides per VoiceBox [5], toolbox de Matlab.  

6.2 Anàlisi dels descriptors
Per a totes les sèries d'experiments realitzats ens hem basat en els coeficients extrets de dos 
models espectrals auditorials:

- Els coeficients MFCC.

- Els coeficients resultants de RastaPLP.

A continuació realitzem una anàlisi i expliquem les possibles implicacions de cada conjunt de 
descriptors  en  el  comportament  dels  algoritmes.  En  el  present  treball  hem  avaluat  la 
classificació en base a 13 coeficients per cada frame, considerant un màxim de 20 frames per so, 
a diferència de treballs com els de [18] i  [26] en què s'avalua la mitjana i  la  variança dels 
coeficients cepstrals al llarg de la duració del so. En el nostre treball ens hem decidit per utilitzar 
directament com a descriptors els 13 coeficients dels 20 frames degut a la potència del nostre 
model d'una banda, i com a raó principal la motivació ha vingut donada pel model generatiu de 
la  deep belief  network,  que tot  i  que no  n'hem obtingut  tots  els  resultats  esperats,  un dels 
objectius marcats en aquest treball era provar l'avaluació de la xarxa de manera que poguèssim 
obtenir representacions dels estats interns, que reconstruissin allò que han après, raó per la qual 
ens vam decidir per aquestes representacions. Òbviament una tercera raó ben important i que 
s'explicarà més endavant ve donada per la mitjana i el nombre màxim de descriptors.

6.2.1 Implementació dels Mel-cepstrums

Els coeficients MFCC els hem calculat gràcies a l'Auditory Toolbox v2 de Malcolm Slaney  [57]. 
El conjunt d'eines implementat per Slaney suposa un estàndard en la comunitat de processament 
d'àudio  i  per  aquesta  senzilla  raó  hem escollit  la  seva  implementació.  Val  a  dir  que  hi  ha 
diferents maneres de dur a terme l'obtenció de coeficients MFCC (veure [62] per exemple), i la 
manera com la implementa Slaney és la següent:
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bd 0.12 0.12 0.125
ch 0.138 0.138 0.152
oh 0.134 0.134 0.149
sd 0.125 0.125 0.14
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- Preparació de les estructures principals de l'algoritme:

- Creació dels filtres basats en l'escala Mel, en base a la freqüència de mostreig introduïda 
(si no s'introdueix aquest valor, s'assumeix una freqüència de 16000 Hz).

- Creació de la finestra de  Hamming que s'aplicarà en l'enfinestrament del senyal.  La 
mida de la finestra és de 256 samples (unitat mínima de representació del senyal).

-  Creació  d'una  matriu  que  emmagatzema  la  component   de  la  DCT (Discrete  
Cosinus Transform)  per  la qual  es multiplicarà el  senyal  d'entrada.  En aquest  context 
l'índex i representa un coeficient i l'índex j representa un sample del senyal.

- Obtenció dels coeficients MFCC:

- Filtratge del senyal amb un filtre passa-alts que en definitiva aplana l'espectre [18].

- Processament per cada frame del senyal (tros definit en base a la freqüència de mostreig 
del senyal i la freqüència establerta d'aquest frame).

- Enfinestrament del frame.

- Càlcul de la DFT (concretament la FFT) del frame.

- Càlcul de la freqüència escalada en base als filtres Mel prèviament calculats i en base a 
la magnitut de l'espectre resultant de la FFT.

- Logaritme de l'espectre previ.

- Obtenció dels coeficients MFCC a partir del logaritme previ multiplicat pels coeficients 
de la matriu de la DCT prèviament calculada.

A més a més, el codi d'Slaney permet obtenir altres resultats com els coeficients de la magnitut 
de la FFT, el banc de filtres de l'escala Mel i la resposta freqüencial dels filtres.

A continuació es mostra l'espectre del banc de filtres de l'escala Mel basat en una freqüència de 
mostreig de 44.100 Hz:

Figura 6.3. Filtres espaiats en l'escala Mel, en base a una freqüència de mostreig 44100 Hz. 
Fins als 1000 Hz els filtres segueixen una escala lineal; a partir d'aquesta freqüència 

l'escala és logarítmica.

- Anàlisi dels Mel-cepstrums coefficients resultants d'ENST

En aquest apartat presentem una anàlisi i valoració dels coeficients  cepstrums de l'escala  Mel 
obtinguts  del  corpus  d'ENST.  Els  Mel-cepstrums utilitzats  com a  descriptors  per  al  present 
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treball  s'han obtingut  amb la implementació de  M. Slaney prèviament explicada,  formant la 
següent configuració:

- Nombre de coeficients cepstrals: 13

- Nombre màxim de frames per so: 20

- Nombre de filtres Mel: 13 filtres lineals i 27 logarítmics

- Enfinestrat: aplicació de la finestra de Hamming

- Mida de la finestra: 256 samples

- Rang de freqüències dels filtres: 133.33 Hz – 6853.5 Hz

Cal esmentar la mateixa configuració utilitzada per a l'obtenció dels MFCC que en els resultats 
reportats a [25], on utilitzen un enfinestrat amb Hamming i una mida de finestra de 256 samples, 
obtenint 13 coeficients, tot i que a diferència del treball referenciat nosaltres tenim un overlap 
entre samples del 50%. Altres treballs com el de [52] també fan ús dels coeficients MFCC però 
no en coneixem els detalls d'anàlisi, tot i que en suposem una configuració semblant. En aquest 
sentit inicialment es van provar diferents configuracions  que van incloure les següents proves:

- Modificació del framerate (rati de frames o quadres: un quadre o frame defineix la longitut 
considerada per un tros del senyal).

- Proves amb diferents mides de finestra (sempre de Hamming).

- Augment del nombre de coeficients cepstrals.

- Modificació del nombre de frames considerats per cada so.

- Disminució del rang de freqüències dels filtres.

Cap de les  modificacions  esmentades  va suposar  un salt  qualitatiu  en el  comportament  del 
model que avaluem en el present treball, per tant es va decidir quedar-nos amb la configuració 
de fàbrica proporcionada per  Slaney i  utilitzada en treballs  com l'anterior  esmentat.  D'altra 
banda no podem deixar de fer esment a la consideració del nombre de frames per so. Com ja 
s'ha explicat al punt anterior molts sons tenen una curta durada, fet que suposa que per a un bon 
volum de sons no s'arribi als 20  frames. Per aquest motiu es decideix aplicar  zeropadding en 
aquells vectors de  MFCC's que no arriben als 20  frames;  per aquells que sobrepassen aquest 
límit simplement trunquem i per tant despreciem la resta de frames. Cal fer notar que el valor de 
20  frames és  un  compromís  adquirit  en  base  als  dos  punts  següents  (a  més  dels  exposats 
prèviament):

- Anàlisi de la llargada dels sons i els frames que se'n deriven.

- Execució de proves amb diferents nombres de frames.

Pel primer punt tenim que molts sons no arriben als 20 frames, i en alguns casos ni tan sols als 4 
frames; per molts altres sons el nombre de frames arriba als 19, de manera que amb un valor de 
20 frames no perdem cap informació de cap dels sons. Pel segon punt fent proves amb el model 
de la deep belief network, amb diferent nombre de frames obtenim la confirmació que el valor 
de  20  frames és  el  més adequat,  en  tant  en quant  en  alguns  experiments  el  rati  d'error  és 
lleugerament  pitjor  i  en  d'altres  no  varia.  Per  aquests  dos  motius  establim aquest  valor  de 
compromís.

Amb  l'anterior  configuració  a  continuació  mostrem  les  visualitzacions  corresponents  als 
MFCC's de les quatre classes que formen el  corpus del present treball (les visualitzacions es 
corresponen a un so representatiu de cada classe i dataset).
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Figura 6.4. Visualització dels coeficients MFCC de les quatre classes involucrades en la 
discriminació, per al dataset isolated.

Es pot  comprovar  que és difícil  establir  diferències  perceptuals  entre  les quatre  classes.  Es 
podria establir que la classe amb menys energia a les freqüències altes és la formada pels sons 
de  bass drum;  les altres classes podem comprovar com concentren més energia en aquestes 
freqüències, i d'altra banda també es pot comprovar que les classes de snare drum, close hihat i 
open hihat contenen força informació en les bandes de freqüència baixa. És important notar la 
diferència del nombre de frames entre les visualitzacions reportades, doncs ens poden conduir a 
equívocs. D'altra banda però, també és obligat  explicar  que les anteriors visualitzacions són 
representatives, però no ho són del conjunt total de sons, en tant en quant per una mateixa classe 
es  troben  diferències  perceptuals  i  sense  saber  quina  classe  és,  es  podria  classificar 
incorrectament.  La conclusió és que a nivell  perceptual  podem extreure  poca informació,  a 
excepció de l'esmentada prèviament.

No  volem  obviar  el  altres  dos  datasets  que  formen  el  nostre  corpus,  de  manera  que  a 
continuació mostrem les visualitzacions corresponents:

Figura 6.5. Visualització dels coeficients MFCC per als datasets wetmix (primera fila) i 
accompanied (segona fila).
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Amb aquestes  últimes  visualitzacions  podem apreciar  lleugeres  diferències  entre  les  quatre 
classes. El problema que estem veient però es continua plasmant en aquesta  poca diferència – 
almenys visualment perceptible -.  Totes quatre classes semblen força correlades entre sí,  de 
manera que a l'apartat  6.2.3 calcularem una mesura que donarà una aproximació indicadora 
sobre la dificultat que es pot presentar a l'hora de realitzar una correcta discriminació.

6.2.2 Descriptors de Perceptual Linear Prediction i el filtre Rasta

En aquest punt avaluem el descriptors resultants de  RastaPLP.  En aquest cas no hem pogut 
obtenir  referències  en  la  literarura  de  Music  Information  Retrieval en  què  es  fes  ús  de 
coeficients obtinguts amb PLP. Tot i que sí que hem trobat treballs realitzats en base a Linear 
Prediction,  com el realitzat per [18],  o treballs que extreuen bandes d'energia  Bark (l'escala 
utilitzada en la implementació de PLP del present treball).

La implementació utilitzada per al càlcul de  RastaPLP és la implementada per  Daniel P. W.  
Ellis [17].  El  procediment  que  segueix  Dan  Ellis per  a  obtenir  coeficients  cepstrals  de 
RastaPLP és el següent:

- S'afegeix soroll als sons en base a una distribució uniforme amb una mitjana de 0.0001. 
Aquest punt difereix del procediment original de PLP.

- Es calcula l'espectrograma a la potència de cada  frame del senyal. S'aplica una mida de 
finestra (Hamming) calculada en base a la freqüència de mostreig, que en el nostre cas és de 
44100 kHz, i per tant la finestra és de 1.103 (força més gran que per al cas dels coeficients 
MFCC). Els frames tenen un overlap d'un 50%.

- S'escala la magnitut de l'espectrograma en base a l'escala Bark.

- Es calcula la FFT a la freqüència escalada.

- S'aplica el logaritme de l'espectre resultant previ.

- Es realitza el filtratge Rasta en base al nombre de bandes crítiques escollides.

- Es reintegra l'espectre amb l'exponencial.

- S'aplica la preèmfasi de l'espectre.

- Es calcula una correcció per al volum, aplicant la potència quadrada a la intensitat.

- Conversió de l'espectre a coeficients  LPC mitjançant la recursió Levinson-Durbin,  en cas 
que s'especifiqui (en el nostre cas no fem aquesta conversió).

- Finalment es converteixen els coeficients LPC a coeficients cepstrals (si s'ha demanat dur a 
terme el punt previ).

- En cas que no apliquem un suavitzat amb LPC, es converteix el model espectral al model 
cepstral, amb el que obtenim els coeficients cepstrals.

A més a més també es poden obtenir els coeficients convertits a l'espectre freqüencial.

A l'hora d'avaluar la millor  configuració per a l'aplicació de  PLP i  Rasta,  a  diferència dels 
coeficients MFCC en aquest cas no s'han fet proves per la majoria de paràmetres, com la mida 
de la finestra o la modificació dels filtres de freqüència Bark. Però com en el cas dels MFCC sí 
que s'han provat diferents valors per als següents punts:

- Modificació del nombre de filtres resultants de RastaPLP.

- Modificació del nombre de frames considerats per al processat.

Com ens ha succeït  en el  cas dels coeficients  MFCC,  hem hagut d'aplicar  zeropadding per 
aquells sons amb un nombre de frames menor que 20, i tallar tots aquells sons que superessin el 
llindar  de 20  frames.  Aquest  llindar de  frames ve  motivat  per  la  decisió adoptada amb els 
MFCC i per diferents proves realitzades amb els coeficients de  RastaPLP,  els quals ens han 
derivat en aquesta el·lecció. Però en aquest cas hem obtingut un nou problema que ha vingut 
donat per l'aplicació del filtre Rasta, el qual necessita d'almenys 4 frames per a la seva aplicació. 
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Aquesta problemàtica l'hem sol·lucionat simplement obviant tots aquells sons que continguessin 
un nombre de frames menor a 4, de manera que ja no participen en la discriminació del model, 
fet que implica obtenir menys sons per cada classe (tot i que el nombre de sons suprimits és 
baix).

A continuació mostrem els coeficients cepstrals resultants de RastaPLP per cada classe, per un 
so de cadascuna.

Figura 6.6. Coeficients cepstrals corresponents al dataset isolated resultants de RastaPLP.

Es pot apreciar que a diferència dels coeficients  MFCC, en aquest cas tenim més diferències 
perceptuals entre les classes, i els valors mínims són molt més alts que no els aconseguits amb 
MFCC;  els valors màxims són lleugerament més alts també. En la classe  snare drum es pot 
observar  com  en  els  coeficients  cepstrals  més  baixos  tenim  menys  energia,  la  qual  està 
concentrada en les bandes més altes; aquest fet també succeeix – en menor mesura – a la classe 
open hihat. Per a la classe close hihat però, no es poden distingir diferències respecte la classe 
bass drum. A continuació visualitzem els coeficients cepstrals per als altres dos datasets.

Figura 6.7. Coeficients cepstrals corresponents al dataset wetmix (primera fila), i 
corresponents al dataset accompanied (segona fila).
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Amb aquestes  mostres  per  als  datasets  restants  es  confirma en  bona  part  el  que  ja  venim 
comentant. La classe snare drum es diferencia clarament de la resta amb molt poca energia als 
coeficients inicials, com també succeeix amb la classe  close hihat, però novament en menor 
mesura.

Per tal de completar el tractament amb els coeficients RastaPLP, volem visualitzar per als tres 
datasets els coeficients cepstrals si no s'aplica un filtratge amb Rasta.

Figura 6.8. Coeficients cepstrals del dataset isolated. Es pot observar la dramàtica 
diferència quan s'aplica el filtre Rasta. En aquest cas que no filtrem, obtenim uns valors 

invertits, i la majoria d'ells es situen en valors positius o negatius al voltant del zero: 
encara és més difícil tractar d'establir diferències perceptuals.

Figura 6.9. Coeficients cepstrals per als datasets wetmix (primera fila) i accompanied 
(segona fila).
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Les visualitzacions prèvies ens continuen confirmant la gran diferència que marca el filtre Rasta 
en conjunció amb PLP, si el filtratge no s'aplica. D'altra banda no es poden establir patrons en 
base a factors perceptuals a partir de les visualitzacions dels coeficients, almenys no són tan 
evidents  com en  el  cas  d'aplicar  un  filtratge  amb  Rasta.  Aquestes  visualitzacions  semblen 
apuntar a que el filtre Rasta és molt convenient per a la tasca discriminativa que volem aplicar.

6.3 Correlació dels descriptors
En aquest apartat realitzem una anàlisi dels descriptors en base al punt de vista correlatiu dels 
mateixos. Apliquem la mesura  F-ratio, avaluem la possible distribució a la que pertanyen el 
conjunt de descriptors i n'avaluem la seva independència.

6.3.1 Mesura F-ratio

Per  a  dur  a  terme  aquesta  avaluació  fem  ús  de  la  mesura  F-ratio,  mesura  que  serveix 
d'indicadora per avaluar el bon comportament dels descriptors per a obtenir una posterior bona 
discriminació. En concret és una mesura que serveix per avaluar els descriptors que maximitzen 
la separació entre classes i minimitzen la dispersió dins d'una classe. Com en el treball de [1], 
fem  ús  d'aquesta  mesura  per  a  extreure  valoracions  prèvies  dels  coeficients  MFCC i  els 
coeficients  de  RastaPLP,  i  comparem els  resultats  obtinguts  amb aquest  ratio per  al  nostre 
corpus, contra el ratio del corpus de MNIST.

El càlcul del F-ratio es basa en els següents punts [1]:

- Variança entre classes:  (6.1)

- Variança intra classes:              (6.2)

- Còmput final F-ratio:              (6.3)

- On tenim que:   és el número de classes i el parell  representa el descriptor  de 
la classe .

En el nostre cas per al corpus ENST, hem considerat com a descriptor un coeficient cepstral d'un 
frame concret, de manera que tenim 13  ceps x 20  frames i per tant 260 descriptors diferents. 
S'ha avaluat la conveniència de només considerar 13 ceps realitzant el promig pels 20 frames, 
però després de veure els resultats obtinguts és convenient mostrar tots els coeficients per tots 
els frames.
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Figura 6.10. F-ratio corresponent als descriptors MFCC (grup de quatre plots de 
l'esquerra) i els descriptors RastaPLP (grup de quatre plots de la dreta), per al dataset  

isolated. Es mostren 20 frames, i per cada frame 13 coeficients cepstrals, amb el seu F-ratio 
corresponent. 

Es pot comprovar que per als coeficients  MFCC del  dataset isolated els primes  frames (2-8) 
semblen tenir més significància a l'hora d'una possible bona discriminació, per als quatre tipus 
possibles  d'escalat.  En aquest  dataset a priori  no sembla determinant  el  tipus  d'escalat  que 
s'escolleixi.  D'altra  banda es  pot  comprovar  que per  a  la majoria  dels  escalats,  els  primers 
coeficients cepstrals són més significatius que no pas els últims; a l'inrevés però succeeix amb 
l'escalat al rang unitari, en què també s'esdevé aquesta casuística per als  frames (1-8), però a 
partir  del  8è  frame prenen  molta  més significància  els  últims coeficients  cepstrals  de  cada 
frame. Per als coeficients de  RastaPLP la distribució de significància entre els  frames canvia 
significativament.  Per a tots els tipus d'escalats els  frames centrals (5-14) són els que tenen 
major F-ratio, a excepció de l'escalat al rang unitari que obté un bon valor per a tots els frames i 
sorprenentment per a tots  els  coeficients,  sent  uniforme per als  primers i  últims  frames.  És 
important  notar  que sense escalat  obtenim el  major  F-ratio,  al  igual  que amb escalat  per  a 
obtenir sons amb una mitjana propera a 0. També cal apuntar el pitjor valor de  F-ratio per 
aquest dataset amb els coeficients RastaPLP, en comparació amb els coeficients MFCC. 
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Figura 6.11. F-ratio corresponent als descriptors MFCC (grup de quatre plots de 
l'esquerra) i els descriptors RastaPLP (grup de quatre plots de la dreta), per al dataset 

accompanied. 

En aquest cas podem comprovar el valor del F-ratio per al dataset accompanied. En general per 
aquest  dataset  tenim un  pitjor  valor  de  ratio,  amb  una  distribució  molt  diferent  als  altres 
datasets. Per als coeficients MFCC prenen molta més importància els últims frames (14-18), tot 
i  que  per  als  primers  dos  escalats  els  primers  frames també  tenen  força  significància.  A 
diferència  dels  respectius  MFCC,  els  coeficients  de  RastaPLP  tenen  els  frames amb  més 
significància a la zona central (5-17), amb millor ratio que els seus homòlegs. 

No volem acabar aquesta anàlisi  sense avaluar el  F-ratio per  al  corpus MNIST utilitzat  per 
Hinton originalment. En aquest cas tenim les diferències següents: 784 descriptors en total per 
cada dígit, i 10 classes diferents. Tenim doncs:

Figura 6.12. F-ratio corresponent al dataset MNIST. La distribució de les dades s'indica de 
manera que tenim 28 files, i cada fila obté 28 píxels de columna: en total 784 descriptors.

Es poden apreciar tres fets destacables:

- L'escalat no produeix diferència en el F-ratio.
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- El valor del ratio és força bo comparat amb els valors obtinguts per al nostre corpus, si es 
fa una valoració global de tots els descriptors involucrats.

-  Els  valors  del  F-ratio  corresponents  als  píxels  de  les  primeres  i  últimes  files  es  pot 
comprovar que no tenen gairebé significància, això és degut a que els nombres representats a 
cada imatge estan centrats, fet que està totalment relacionat amb el valor obtingut del  F-
ratio.

Un cop  ja  tenim l'anàlisi  d'aquesta  mesura  per  a  tots  dos  corpus,  podem extreure  diverses 
conclusions:

-  Els  coeficients  de  RastaPLP sembla  que  podran  obtenir  una  millor  discriminació  per 
aquells datasets amb més soroll (i.e. accompanied); tot i que hem obtingut un lleuger millor 
F-ratio per als coeficients  MFCC en el cas del  dataset wetmix que no pas amb RastaPLP 
(per aquest dataset no s'han adjuntat les visualitzacions tot i que sí s'han realitzat).

- Per al dataset isolated (sense presència de soroll), els coeficients MFCC sembla que podran 
obtenir millor discriminació. Posteriorment es podrà confirmar aquest cas.

-  L'escalat  no  sembla  que  jugui  un  paper  important  a  priori,  a  excepció  dels  escalats 
estandaritzant  o  amb una mitjana propera a 0:  en aquests dos casos en forces exemples 
presentats reporten valors de F-ratio pitjors que els altres dos escalats. Sembla ser encertat 
doncs escollir els primers dos escalats per a fer la discriminació del corpus ENST.

- Finalment cal comentar els millors valors obtinguts pels descriptors del corpus de MNIST 
en comparació amb el nostre corpus. Com veurem en el proper capítol aquest fet es traduirà 
en una millor discriminació per al corpus ENST en comparació al nostre.

6.3.2 Test de Kolmogorov-Smirnov

L'objectiu d'aquest test és provar si un determinat conjunt de mostres pertany a una distribució 
de probabilitat determinada [15]. En el nostre cas el que provarem és que el conjunt de sons que 
formen el nostre  corpus no pertanyen a una distribució normal. Per tant el que hem de fer és 
testejar l'hipòtesis nul·la que la distribució de probabilitat dels nostres sons és una distribució 
normal. En definitiva:

On  és una distribució normal.

Per a realitzar aquest test fem servir la funció kstest provinent de la Statistics toolbox de Matlab. 
En els seus valors per defecte aquesta funció estableix com a hipòtesi nul·la que la distribució 
que volem provar pertany a una distribució normal,  amb un nivell  de significància del 0.05 
(valor estàndard). Si el resultat de la funció és 1 implica que la distribució que avaluem no és 
del tipus normal.  Després d'haver aplicat la funció als  datasets isolated  i  accompanied hem 
pogut comprovar que la distribució no és normal (afirmem, però més aviat és una certesa molt 
probable), de manera que estem amb dades no paramètriques, en cas contrari estaríem tractant 
amb dades paramètriques (des del punt de vista estadístic).

6.3.3 Correlació de Kendall

En aquest punt realitzem un test de correlació amb el mètode de Kendall. El test de correlació 
l'apliquem  per  a  comprovar  fins  a  quin  punt  les  variables  intra i  entre  classes  estan 
correlacionades, és a dir, en quina mesura es relacionen de manera que si canvia una variable 
l'altra  variable  canvia  en  una  mesura  proporcional.  Fem ús  del  mètode  de  Kendall per  les 
següents raons:

-  Les  dades  no  són  paramètriques  com s'ha  demostrat  al  punt  anterior.  En  cas  contrari 
hauríem d'utilitzar el mètode de Pearson.
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- Els valors dels coeficients cepstrals no són equidistants; en cas contrari hauríem d'utilitzar 
el mètode de Spearman.

El mètode ens permet obtenir el coeficient de correlació de Kendall Tau, que ens proporciona 
una mesura del grau de correspondència entre variables. A l'annex expliquem el codi que ha 
generat aquests resultats a partir de l'arxiu  'kendallCorrelation.m'. A continuació mostrem els 
coeficients  per  al  nostre  corpus,  tant  per  als  coeficients  MFCC com per  als  coeficients  de 
RastaPLP.

Taula 6.13. A l'esquerra, coeficients de correlació per a descriptors MFCC del dataset  
isolated; a la dreta, coeficients de RastaPLP del mateix dataset.

A les anterior taules podem apreciar que els coeficients cepstrals de RastaPLP obtenen un major 
grau de correspondència entre ells que no pas els coeficients MFCC. Es pot observar també que 
per a RastaPLP s'obtenen valors semblants intra i entre classes; a l'inrevés que amb MFCC, on 
per regla general s'obtenen coeficients de correlació més baixos entre classes.

Taula 6.14. A l'esquerra, coeficients de correlació per a descriptors MFCC del dataset  
accompanied; a la dreta, coeficients de RastaPLP per aquest mateix dataset.

Per al dataset accompanied es pot observar que la correlació entre sons ha disminuit. Com en el 
cas del dataset isolated però, RastaPLP segueix obtenint més correlació entre sons que no pas 
MFCC. Aquests resultats ens sorprenen en certa forma, doncs  a priori sembla més raonable 
realitzar una millor classificació amb sons menys correlats entre classes que amb aquells més 
correlats,  però tal  com es mostrarà al  capítol  8,  la discriminació s'ha produit  amb més bon 
resultat (per regla general, i sobretot per al  dataset accompanied) amb descriptors  RastaPLP. 
Aquests resultats han de tenir molt a veure amb el fet que la correlació  intra classes és molt 
elevada, a l'inrevés que per als coeficients MFCC, en què la correlació per una mateixa classe és 
significativament baixa.

Com que volem obtenir més significància dels anteriors valors, s'han calculat els coeficients de 
correlació per al  corpus MNIST,  de manera que podem comparar els resultats obtinguts per 
ambdós  corpus i extreure millors conclusions. La mitjana dels coeficients de correlació entre 
totes les classes es situa al voltant d'un 0.3-0.4, uns valors semblants als coeficients obtinguts de 
RastaPLP.  Com  en  els  coeficients  de  MFCC  i  RastaPLP,  la  correlació  intra classes  és 
lleugerament  més  elevada  que  entre  classes.  Per  tant  es  pot  establir  que  els  coeficients  de 
RastaPLP obtenen una correlació semblant a la reportada pel corpus MNIST, i a aquest punt ens 
hi referirem més endavant.
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bd oh ch sd bd oh ch sd
bd 0.3614 -0.0267 0.0794 0.1775 bd 0.6923 0.5903 0.5671 0.6501
oh 0.2877 0.2072 0.1367 oh 0.5657 0.5425 0.5957
ch 0.2691 0.1831 ch 0.5982 0.5822
sd 0.2789 sd 0.5903

bd oh ch sd bd oh ch sd
bd 0.1852 0.1040 0.1288 0.1356 bd 0.6301 0.5868 0.5126 0.5883
oh 0.1532 0.1173 0.1127 oh 0.5928 0.4975 0.5755
ch 0.2595 0.1262 ch 0.6464 0.4348
sd 0.1597 sd 0.6502
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7. Experimentació amb la implementació Matlab

En aquest capítol avaluem la implementació realitzada per G.E. Hinton i  Ruslan Salakhutdinov 
[29] que conté principalment els següents punts:

- Lectura del corpus de MNIST.

- Implementació del model de la màquina restringida de Boltzmann.

-  Implementació  d'una  deep  belief  network  amb  finalitats  discriminatives,  basada  en 
propagació dels pesos amb backpropagation.

-  Implementació  d'una  deep  belief  network amb  finalitats  tant  discriminatives  com 
generatives (autoencoder), de la qual no en farem cap avaluació en aquest capítol.

- Ús de la implementació del  conjugate gradient  de Carl Edward Ramussen, basada en les 
condicions de Wolfe-Powel [58].

L'objectiu és realitzar experiments amb el codi original adequat per a tractar amb els descriptors 
del nostre corpus, i comparar els resultats obtinguts amb els del corpus MNIST, de manera que 
obtenim d'una banda un primer contacte amb el codi  tractant  el  corpus MNIST,  com també 
tractar d'establir algun primer patró que ens serveixi de punt inicial per a la nostra avaluació.

7.1 Adequació del codi per a treballar amb coeficients Mel-cepstrums
Tal  com  s'ha  esmentat,  per  a  treballar  amb  els  descriptors  Mel-cepstrums  s'ha  fet  ús  de 
l'Auditory Toolbox de Malcolm Slaney, que ha esdevingut un estàndard en la comunitat Matlab a 
l'hora de treballar amb coeficients MFCC. En el seu moment es va considerar la possibilitat de 
treballar amb la implementació RastaMat de Dan Ellis [17], però degut al factor del gran ús de 
la implementació de  Slaney es va descartar aquesta segona opció (la qual sí utilitzem per als 
coeficients de RastaPLP).

L'adequació del codi original de G.E. Hinton ha consistit en les següents modificacions:

- Lectura dels datasets de ENST, format per arxius WAV's (amb el format explicat a l'apartat 
6.1).

- Creació dels batches i els labels adequats a les classes del nostre corpus.

- Possibilitat de balanceig entre les classes.

A l'annex es mostra la nostra implementació en base als punts prèviament explicats. En concret 
tenim els  següents  fitxers  (més  endavant  s'explicaran  la  resta  de  canvis  i  implementacions 
realitzades):

-  'main.m': Fitxer  que  actua  d'interfície  única.  Conté  la  lectura  dels  sons  del  corpus, 
l'obtenció dels descriptors Mel-ceptrums, el preprocessat aplicat, ... A l'annex s'especifica tot 
allò implementat, i en els succesius punts d'aquest treball s'anirà fent esment al nostre codi.

-  'makebatches.m':  Creació  dels  batches de  descriptors  i  els  targets amb  els  labels a 
classificar.

El model implementat pel codi es divideix conceptualment en dues parts diferenciades (4.3, 
A.3.7):

- Una primera part (fase greedy) de cerca d'un bon espai d'estats inicials, en què una màquina 
restringida de Boltzmann és entrenada independentment de la resta, a partir de les sortides de 
la màquina prèvia inferior, formant una  deep belief network  en base a un aprenentatge no 
supervisat. Al llarg de tot el treball a la fase  greedy l'anomenarem també per  contrastive  
divergence,  doncs  l'aprenentatge  en  aquesta  fase  es  duu  a  terme  amb  aquest  mètode 
d'aprenentatge.

-  La segona part  (fase  finetune)  refina la tasca de classificació composant  una xarxa de 
RBM's,  formant  també una  deep belief  network  amb fins  discriminatius,  en  què  s'aplica 
backpropagation amb minimització del  cross-entropy error amb conjugate gradient,  en un 
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model supervisat. A aquesta fase al llarg de tot el treball l'anomenarem per backpropagation 
o bé per finetune.

En  els  capítols  4  i 6  hem fet  una  explicació  i  una  anàlisi  dels  descriptors  amb  els  quals 
realitzarem l'avaluació del  comportament  de la  xarxa amb àudio,  i  n'hem vist  les  possibles 
implicacions.  En base a  les  conclusions  arribades  al  capítol  6,  farem ús  de la  configuració 
següent per als coeficients MFCC i els coeficients RastaPLP (aquesta configuració s'aplica a tot 
el treball):

- MFCC

- Nombre de frames: 20

- Nombre de coeficients cepstrals: 13

- Tipus de finestra: Hamming

- Mida de la finestra: 256

- Overlap del 50%

- RastaPLP

- Nombre de frames: 20

- Nombre de coeficients cepstrals: 13

- Tipus de finestra: Hamming

- Mida de la finestra: freqüència de mostreig * temps finestra =  1103

- Overlap del 50%

Per al primer experiment amb el corpus ENST utilitzem un dataset de joc format per sons del 
tipus  isolated,  però  amb  un  nombre  reduït  de  sons.  De  manera  que  tenim  la  següent 
configuració: 

- Classes: 4

- Conjunt d'entrenament:

classe 1 – 100 sons ; classe 2 – 110 sons 

classe 3 – 120 sons ; classe 4 – 120  sons

- Conjunt de test: 

classe 1 – 50 sons ; classe 2 – 50 sons

classe 3 – 60 sons ; classe 4 – 60  sons

- Àudio: 

- Canals d'àudio: 1 (mono)

- Freqüència de mostreig: 44100 kHz

- Frame rate: 100 Hz

- Nombre de frames considerats per so: 20

- Sense escalat

- Arquitectura:

- 3 RBMs en stack

- 500 unitats hidden de la primera RBM

- 500 unitats hidden de la segona RBM

- 900 unitats hidden de la tercera RBM
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- Deep belief network: 260 - 500 - 500 - 900

- Fase greedy: 

- Nombre d'epochs: 20

- Learning rate dels pesos: 0.0001

- Learning rate dels biases positius: 0.0005

- Learning rate dels biases negatius: 0.0005

- Momentum: inicial (primeres 5 epochs) – 0.0005 ; final – 0.0009

- Penalització dels pesos: 0.00002

- Fase finetune:

- Nombre d'epochs: 200

La configuració anterior és el resultat de molts diferents experiments realitzats. Com es veurà 
als  capítols  8  i  9  aquesta  ha sigut  una constant  per  tal  de  trobar  la  millor  configuració de 
paràmetres,  fet  que s'ha traduit  en una gran despesa de temps. Per al present experiment ja 
avancem que  els  resultats  no  són òptims  (sobretot  per  a  la  fase  de  contrastive  divergence, 
casuística que es confirmarà en capítols posteriors), però per a aquest primer contacte sí ens 
serveixen per a una avaluació prèvia del codi adequat a l'entrada dels nostres descriptors. Hem 
de  fer  notar  que  l'estructura  de  la  xarxa  respecte  al  nombre  d'unitats  és  tal  que  no  hi  ha 
dimensionality reduction, inherent en la definició de la deep belief network. Respecte a aquest 
punt ens remetrem als capítols 8 i 9, doncs trobar el nombre d'unitats correcte ha suposat un 
esforç considerable. A continuació mostrem l'evolució del risk per a la fase greedy:

Figura 7.1. Visualitzacions del MSE per a les tres capes de RBM's.

Es pot  comprovar  que l'energia  de la  xarxa decau de forma progressiva,  establint-se  en un 
mínim (el teòric límit variacional [55]) a partir de l'epoch 10. Per a la fase de finetune el següent 
gràfic mostra l'evolució dels errors de test i de training:
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Figura 7.2. Plots del risk (error d'entrenament, en verd) i empirical risk (error de test, en 
blau) per a la fase de finetune. Es pot observar que la corba de l'error és molt abrupta i 

gens suau. Un bon indicador que els paràmetres amb els que hem entrenat el model no són 
els més adequats.

A l'anterior  figura l'error  de  misclassification produit a la fase de  backpropagation és  tot  el 
contrari  a  un  aprenentatge  suau  i  progressiu.  En  les  primeres  epochs no  s'ha  produit 
aprenentatge (s'ha pogut comprovar  in situ  que les  class-probabilities  estaven més o menys 
estabilitzades  per  a  totes  les  classes  i  sons),  però  posteriorment  aquest  es  desencadena 
abruptament. Es pot comprovar que s'està produint un cert overfitting, tal com s'adverteix a [29]. 
Segurament si haguèssim fet córrer el model durant més  epochs haguèssim obtingut un error 
menor, però aquest experiment és únicament un primer contacte amb el model. A continuació 
mostrem un exemple de les  class-probabilities  d'un conjunt de 10 sons, tant de les esperades 
com les obtingudes, aconseguides realitzant un sampleig de les distribucions posteriors:

Taula 7.3. La taula s'interpreta de la següent manera: per cada fila un valor d'1 indica que 
s'espera haver identificat la classe referenciada; al cantó, la probabilitat obtinguda. Si la 

probabilitat associada al valor d'1 és la que té el valor més alt per tota la fila, indica que la 
xarxa ha après a identificar una mostra d'aquesta classe.

En l'anterior taula es pot observar que al voltant de la meitat de sons d'aquest  minibatch s'han 
identificat correctament: podem extrapolar aquests valors a l'accuracy obtinguda i als valors de 
classificació de la matriu de confusió que mostrem a continuació:
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bd-class oh-class ch-class sd-class
1 0.5551 0 0.0098 0 0.3136 0 0.1215
1 0.3983 0 0.0260 0 0.4732 0 0.1025
0 0.0709 1 0.5708 0 0.1485 0 0.2098
0 0.2222 0 0.0245 1 0.6962 0 0.0571
0 0.2798 0 0.1529 0 0.2531 1 0.3142
0 0.2765 0 0.1280 1 0.0702 0 0.5252
0 0.0332 1 0.6743 0 0.2227 0 0.0698
0 0.0780 1 0.5120 0 0.2435 0 0.1665
0 0.2097 0 0.0144 1 0.7296 0 0.0462
0 0.2706 0 0.1307 0 0.3605 1 0.2382
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Taula 7.4. Per a la fase de finetune: la primera taula es correspon a la confusion matrix, la 
segona mostra els ratis de precision  i la última taula mostra els ratis de recall. L'accuracy 

a la fase de finetune s'estableix en un 61.3636%.

S'observa que a la diagonal és on es concentren els valors, però tot i així hi han molts  sons 
incorrectament classificats i identificats. Això es pot observar en els ratis de precision i recall. 
La classe open hihat ha obtingut una identificació total, i una classificació dels sons d'un 90%, 
fet  que és satisfactori.  En canvi  altres classes com  snare drum  han obtingut  uns  ratis  molt 
mediocres. A continuació volem avaluar el comportament de la fase prèvia greedy:

Figura 7.5. Per a la fase greedy: la confusion matrix i els ratis de precision i recall. 
L'accuracy a la fase greedy s'estableix en un 27.2727%.

Els resultats previs són dramàtics, en tant en quant tots els valors estan esbiaixats cap a una 
única classe (snare drum). Aquest resultat sembla ajustar-se al comportament inicial de la fase 
de finetune, fase que ha trobat dificultats en les seves primeres iteracions per a rebaixar el límit 
variacional.  Com veurem en el  proper  capítol  8  però,  aquest  raonament  no és  consistent,  i 
veurem que la fase de  contrastive divergence ha obtingut  nombrosos problemes.  En base a 
aquests mal resultats a continuació avaluem el comportament de la xarxa en base al  corpus 
MNIST,  que ha reportat molt bons resultats  en [28].  D'aquesta manera tractarem d'averiguar 
quins errors hem comés i tractar de sol·lucionar-los en el problema que estem tractant.

7.2 Experimentació amb el dataset de MNIST
Les proves següents es basen en el corpus original de MNIST [44]. Aquest corpus es construeix 
a partir del  corpus NIST  que conté imatges binàries de dígits, però al qual se li aplica  anti-
aliasing de manera que s'obté una imatge de grisos, i se centra el dígit contingut en una capsa de 
20x20 píxels en una imatge de 28x28 píxels.

El  dataset està format per 10 classes,  on cada classe es correspon a un dígit.  El  corpus es 
divideix en dos conjunts: el conjunt d'entrenament format per 60000 imatges i el conjunt de test 
amb 10000 imatges.  El  nombre d'imatges  per  classe  és  variable,  però es  comprova que no 
supera un 10% de variança de manera que les classes estan balancejades.

A continuació presentem la configuració aplicada per aquest experiment, a més del nombre de 
mostres per classe. Cal esmentar que per qüestions de temps de processat s'ha considerat un 
subconjunt  del  corpus total  de  MNIST,  quedant-nos  únicament  amb  6000  imatges  per  a 
l'entrenament i 1000 imatges per al conjunt de validació.

La configuració que s'ha fet servir per aquest experiment:

- Fase greedy

- Nombre d'epochs: 50

- Learning rate dels pesos: 0.1
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bd oh ch sd precision recall
bd 25 0 3 7 bd 50.0000 bd 71.4286
oh 0 45 0 0 oh 90.0000 oh 100.0000
ch 19 2 51 39 ch 85.0000 ch 45.9459
sd 6 3 6 14 sd 23.3333 sd 48.2759

bd oh ch sd precision recall
bd 0 0 0 0 bd 0 bd NaN
oh 0 0 0 0 oh 0 oh NaN
ch 0 0 0 0 ch 0 ch NaN
sd 50 50 60 60 sd 100 sd 27.2727
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- Learning rate dels biases de les unitats visible i hidden: 0.1

- Penalització dels pesos: 0.0002

- Momentums (inicial: primeres 6 epochs; final: resta d'epochs): 0.5 ; 0.9

- Fase de finetune

- Nombre d'epochs: 200

- Arquitectura del sistema

- Nombre d'unitats: 500-500-2000

- Tipus d'unitats: binàries

- Corpus:

- Entrenament: 6000

- Validació: 1000

Taula 7.6. Per cada classe, el nombre de sons respectius del conjunt d'entrenament i de 
validació.

Mostrem a continuació el misclassification error per a la fase de finetune. Es pot comprovar que 
l'aprenentatge és molt ràpid (steepest descent) per a aquesta fase, a diferència de l'experiment 
amb el nostre corpus.

Figura 7.7. Empirical risk (blau) i risk (verd). Es pot observar que l'error d'entrenament 
queda en 0 totalment a partir de les primeres epochs (no cal aprendre tots els pesos, doncs 
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class train set test set
0 590 80
1 670 120
2 580 110
3 600 100
4 620 110
5 510 70
6 600 70
7 650 90
8 550 80
9 600 90
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en les primeres fases aprenent els pesos de les capes superiors realitzem una minimització 
gairebé total de l'error).

A continuació mostrem la classificació, els ratis de  precision i els ratis de  recall per a la fase 
greedy i per a la fase de finetune:

Taula 7.8. Accuracies de la fase de contrastive divergence (greedy) i la fase de 
backpropagation (finetune).

Taula 7.9. Ratis de precision per ambdues fases. Es pot observar com algunes classes no 
s'han predit en absolut.

Taula 7.10. Ratis de recall per a les dues fases. Com en el cas anterior, algunes classes 
correctes no s'han assignat en absolut.

Es pot comprovar com hem assolit cert aprenenentatge en la primera part no supervisada, i s'ha 
realitzat finalment una molt bona classificació un cop acabada la segona part supervisada. Com 
en el nostre corpus però, hi ha classes amb uns ratis de precision i recall establerts en zero, i els 
valors de la fase  greedy no es corresponen amb els de la fase  finetune: no sembla existir cap 
patró.

7.2.1 Conclusions dels primers experiments amb ambdós corpus

En base als dos experiments previs per al nostre corpus i el  corpus original, creiem que és un 
bon moment per apuntar algunes casuístiques i conclusions prèvies.

- En el corpus MNIST es pot comprovar que en els ratis de precision i recall hi ha classes no 
assignades:  visualitzant  la  confusion matrix es  pot  observar  certa  desviació  cap  a  certes 
classes (i.e. 9-class). En molta menor mesura és el que ens ha succeït amb el corpus ENST.

-  El  valor  de  l'accuracy de  la  part  de  contrastive  divergence no  fa  justícia  al  bon 
comportament d'aquesta primera part: és obvi que es pugui obtenir un 12.2 % d'accuracy si 
algunes classes estan totalment esbiaixades  amb un rati  de  precision del  77.66 %, en el 
corpus MNIST per exemple. Aquesta casuística succeeix per a tots dos corpus.

- No sembla existir relació entre els ratis de precision ni recall entre ambdues fases, és a dir, 
per al corpus MNIST si ens fixem en 1-class, en la fase greedy tenim un 0% de precision, en 
canvi  per  la  fase  finetune tenim un 99.2%,  establint-se  com el  valor  més alt  de  rati  de 
precision d'entre totes les classes. És de justícia dir que tot i que no hi hagi relació entre 
ambdues fases, els dos corpus presenten casuístiques totalment diferents, doncs en el nostre 
problema només hi ha una classe correctament classificada i tots els sons s'han identificat en 
aquesta  classe;  a  diferència  del  corpus  MNIST,  que  aconsegueix  una  repartició 
d'identificacions i classificacions entre un bon nombre de classes.
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precision
0-class 1-class 2-class 3-class 4-class 5-class 6-class 7-class 8-class 9-class

greedy 22.3529 0 0 14.0187 0 4.6 11.49 1.01 0 77.66
finetune 98.8235 99.2063 96.5517 94.3925 97.2727 94.2529 97.7011 94.9495 91.0112 94.6809

recall
0-class 1-class 2-class 3-class 4-class 5-class 6-class 7-class 8-class 9-class

greedy 17.92 0 0 27.78 0 4.76 16.13 2.44 0 13.37
finetune 96.5517 99.2063 94.9153 94.3925 98.1651 95.3488 95.5056 96.9072 92.0455 95.6989

accuracy
greedy 12.2000

finetune 96
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- Els anteriors punts ens porten a afirmar que la fase de contrastive divergence és usada en 
aquesta implementació com a simple cerca d'un bon espai d'estats inicials a partir del qual 
iniciar el procés de finetune, que és qui realment acaba duent a terme l'aprenentatge, tot i que 
fent una cerca local. La qüestió és entendre perquè obtenim un aprenentatge nefast d'aquesta 
fase en el nostre corpus.

- Per al corpus MNIST el rati de l'accuracy és més baix que els resultats reportats per G.E. 
Hinton  en [28], degut a que hem considerat un subconjunt del total d'imatges de  MNIST. 
Presentant més imatges de totes les classes a la xarxa haguèssim millorat amb tota seguretat 
el comportament de la mateixa.

7.3 Experiment ometent la fase no supervisada (greedy)
Ara comprovarem l'efecte que té sobre la fase supervisada de finetune el fet de no inferir uns 
bons estats  inicials en la part  greedy,  de manera que confirmem el  bon funcionament de la 
primera part. La configuració dels paràmetres i el corpus d'entrada resten idèntics, a excepció de 
la fase greedy que òbviament no pren part en aquest experiment.

7.3.1 Corpus ENST

Presentem els resultats del nostre corpus. És sorprenent, doncs obtenim un comportament molt 
satisfactori per a la fase de refinament.

Taula 7.11. Accuracies per a la fase de contrastive divergence (que no s'aplica, i per tant es 
correspon a una classificació amb els pesos inicialitzats en base a una distribució 

estàndard) i la fase de backpropagation.

Taula 7.12. Ratis de precision. Es pot comprovar que la classe bass drum s'ha classificat en 
la seva totalitat, i la classe snare drum ha obtingut un alt percentatge de classificació.

Taula 7.13. Ratis de recall. En aquest cas s'han identificat correctament tots els sons de la 
classe bass drum. 

Dels anteriors resultats en podem extreure diferents conclusions amb raonaments contradictoris:

- En primer lloc els resultats de contrastive divergence han sigut idèntics havent inicialitzat 
els  pesos  en base  a  una  distribució uniforme,  que  havent  aplicat  contrastive  divergence 
learning.  Els resultats d'aquest últim experiment ens donen una indicació que  contrastive  
divergence no s'està duent a terme correctament. Com veurem al capítol 8, aquesta serà una 
constant força difícil de resoldre.

- Per a la fase de finetune s'ha obtingut una accuracy molt més elevada en aquest experiment. 
De  nou  aquest  comportament  ens  indica  que  contrastive  divergence  no  s'ha  aplicat 
correctament i a més, la seva funció d'inicialització dels pesos ha sigut nefasta, doncs com 
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accuracy
random 27.2727
finetune 87.0968

precision
bd oh ch sd

random 0 0 0 100
finetune 100 82.6667 70 96.25

recall
bd oh ch sd

random 0 0 0 27.2727
finetune 100 74.2515 79.4326 95.0617
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hem pogut comprovar a l'apartat 7.1 en les primeres epochs la fase de finetune ha obtingut 
molts problemes. Per a contrastar el comportament d'aquesta fase, a continuació mostrem 
l'evolució de l'error de misclassification per aquest nou experiment.

Figura 7.14. Error d'entrenament (en verd) i de test (en blau), per a la fase de 
backpropagation.

Es pot observar com en aquest cas l'aprenentatge és comporta molt millor, amb una baixada 
brusca en les primeres  epochs, al contrari que havent aplicat  contrastive divergence learning 
com a l'apartat  7.1,  on la fase de  backpropagation tenia problemes en les primeres  epochs. 
Sembla ser que en l'experiment de 7.1 havent aplicat la primera fase, aquesta ha conduit als 
pesos a uns estats inicials força dolents.  Com ja s'ha esmentat i com veurem en els propers 
capítols 8 i 9, millorar el comportament d'aquesta primera fase serà un objectiu principal.

7.3.2 Corpus MNIST

No volem acabar aquest tractament previ sense aplicar el mateix experiment amb el  corpus 
original MNIST. Mostrarem les accuracies i els ratis de precision i recall per a les dues fases, on 
la primera es correspon a una classificació sobre uns pesos inicialitzats en base a una distribució 
estàndard com en l'apartat previ.

Taula 7.15. Ratis d'accuracy.

Taula 7.16. Ratis de precision per a les dues fases.
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accuracy
random 7.5000
finetune 90.4000

precision
0-class 1-class 2-class 3-class 4-class 5-class 6-class 7-class 8-class 9-class

random 0 0 0 0 0 0 0 8.0808 75.2809 0
finetune 98.8235 99.2063 89.6552 89.7196 89.0909 87.3563 87.3563 85.8586 87.6404 87.2340
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Taula 7.17. Ratis de recall per a les dues fases.

És facilment observable com l'accuracy general ha disminuit per ambdues fases: en aquest cas 
el comportament és lògic per a la part greedy, en la qual s'han inicialitzat els pesos en base a una 
distribució uniforme, generant valors aleatoris. La  confusion matrix està totalment esbiaixada 
cap  a  dues  classes  (7-class  i  8-class).  A la  fase  de  finetune però,  l'algoritme  aconsegueix 
realitzar una bona classificació de les classes, tot i que menor que en el primer experiment. En 
aquest experiment amb aquest  corpus  sembla lògic establir una relació entre la cerca inicial 
realitzada  per  contrastive  divergence i  els  resultats  obtinguts  per  la  posterior  fase  de 
backpropagation.  Però  aquests  resultats  contrasten  de  forma  total  contra  els  experiments 
conduits amb el nostre corpus (ENST).

Per a finalitzar aquest tractament previ apuntem algunes conclusions:

- El  corpus original  de  MNIST obté un comportament acceptable a la fase de  contrastive  
divergence.  Tot  al  contrari  que  al  nostre  corpus,  on  obtenim  prediccions  totalment 
esbiaixades cap a una sola classe.

- Fixant-nos en el resultat positiu de contrastive divergence, tot i fer una bona cerca d'estats 
inicials no es poden fer correspondre els ratis de precision i recall entre aquesta primera fase 
i la segona fase de finetune. És a dir, si la classe 3-class ha obtingut la millor classificació o 
identificació d'entre totes les classes a la fase greedy, aquesta classe no continua obtenint els 
millors resultats a la fase de finetune.

- Per al  corpus MNIST la fase  greedy ajuda a l'aprenentatge i fa pujar l'accuracy general 
reportada a la fase de finetune. En canvi al nostre corpus és totalment a l'inrevés: l'overall  
accuracy disminueix  aplicant  la  primera  fase  de  contrastive  divergence.  Aquest 
comportament contradictori entre ambdós  corpus ens resitua de nou en la problemàtica de 
l'el·lecció dels nostres descriptors o bé de la correcta aplicació de contrastive divergence al 
nostre corpus.

-  En [7] es demostra empíricament que  contrastive divergence learning és en general un 
algoritme biased, on l'error és lleugerament més gran que si s'apliqués maximum likelihood 
learning;  i  d'altra  banda  no  es  pot  demostrar  en  aquest  moment  que  l'algoritme 
d'aprenentatge  sempre  convergeixi  a  un  mínim  (a  un  punt  fixat).  En  l'estudi  de  M.A. 
Carreira-Perpiñán  i  G.E. Hinton  els autors expliciten la dificultat de la demostració de la 
convergència deguda als múltiples mínims locals deguts a l'estructura pròpia de la màquina 
restringida de Boltzmann. Aquesta explicació creiem que és extrapolable al nostre problema: 
és possible que contrastive divergence hagi trobat un mínim local, però en absolut sigui el 
mínim òptim, i possiblement aquest mínim sigui nefast (tal com s'ha demostrat).
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recall
0-class 1-class 2-class 3-class 4-class 5-class 6-class 7-class 8-class 9-class

random NaN NaN NaN NaN NaN NaN NaN 3.3058 8.8391 NaN
finetune 87.5000 96.1538 88.1356 91.4286 91.5888 91.5663 93.8272 89.4737 88.6364 84.5361



8. Comportament en classificació:  deep belief network,  SVM i 
KNN

Aquest capítol forma el  nucli  central  del  nostre treball.  Aquí és on avaluem i comparem el 
comportament discriminatiu de tres models de xarxes: Deep Belief Networks (tant per a la fase 
greedy  com per a la fase  finetune),  Support  Vector Machines i  K-Nearest Neighbours.  Com 
podrem demostrar, el model compost  greedy+finetune obté ratis de classificació comparables 
als obtinguts per SVM i molt millors que amb KNN. En aquest sentit hem aconseguit millorar els 
resultats de diferents treballs:

-  En  [25]  reporten  el  millor  rati  de  classificació  amb  el  mètode  Kernel  Density per  a 
discriminació de sons percussius, establert en un 85.7% d'accuracy. Però a diferència del 
nostre treball es classifiquen 20 classes diferents, repartides en un total de 1976 sons: és obvi 
el poc volum de sons en comparació amb el nostre  corpus,  i creiem que s'haurien pogut 
millorar els resultats del seu treball amb molts més sons per cada classe. D'altra banda els 
descriptors utilitzats són molt diferents als nostres, en concret:  spectral flatness-centroid-
skewness-kurtosis,  zero crossing rate,  strong decay,  mitjana i  variança dels  MFCC  entre 
d'altres. Aquesta el·lecció de descriptors possiblement en la nostra part ens hagués beneficiat 
en una millor accuracy, però aquesta avaluació cau fóra de l'abast del present treball.

-  Al  treball  de  [26] s'obté un millor  comportament  en discriminació de sons percussius. 
Aquest  treball  realitza la classificació de 9 classes diferents,  amb un volum de sons que 
arriba  als  643  en  total:  com  en  el  treball  anterior  són  dos  fets  que  fan  més  difícil  la 
discriminació que en el nostre cas. Tot i això aconsegueixen un 89.9% d'accuracy amb KNN 
(1 veí) i un 90.7% amb K*. Els descriptors utilitzats són semblants als del treball anterior: en 
concret es centren en descriptors de tipus  attack-time,  decay-time i consideren bandes de 
l'espectre, a més de la mitjana i la variança dels coeficients MFCC.

- En un treball amb orientació diferent (tracta amb drum loops extrets de discs compactes) 
[20], es realitza una bona discriminació tenint en compte que els sons contenen en molts 
casos altres instruments simultanis, i d'altra banda s'ha hagut de fer una segmentació prèvia. 
En aquesta cas aconsegueixen un millor rati de classificació del 86.4% amb SVM.

A continuació mostrarem resultats que milloren els reportats pels treballs esmentats (a excepció 
de l'últim treball, el qual aconsegueix un molt bon comportament discriminatiu). En concret 
amb KNN aconseguim una classificació general del nostre corpus amb un 93.7407% d'accuracy 
per al dataset isolated, i un 67% per a l'accompanied. Amb SVM aconseguim un 96.9263% per 
al dataset isolated i un 77% per a l'accompanied. I finalment amb el model que forma la base 
d'aquest treball, aconseguim un 95.7344% d'accuracy per al dataset isolated i un 77.3636% per 
a l'accompanied. Aquestes accuracies s'han obtingut havent aplicat 10-fold cross validation en 
molts casos, tot i que en molts d'altres s'ha hagut d'aplicar 5-fold cross validation degut a la poca 
disponibilitat de temps; en qualsevol cas l'aplicació de n-fold cross validation creiem que ens ha 
donat forces garanties de no obtenir resultats amb molta variança, tot i que com mostrarem més 
endavant els resultats no semblen adherir-se a cap patró específic i ha sigut força difícil entendre 
les raons i  valorar  els  resultats  obtinguts.  Sense més dilacions  comencem el  tractament:  en 
primer lloc s'explica breument la base teòrica de SVM i les heurístiques aplicades per a trobar 
els  millors paràmetres de configuració;  a continuació fem el  mateix tractament amb  KNN i 
finalitzem amb l'anàlisi comparativa entre els tres models.

8.1 Teoria bàsica de la Support Vector Machine
Mètode àmpliament usat desde la seva aparició i degut als seus bons resultats va desplaçar en 
molts camps als mètodes de machine learning que s'usaven al seu moment, sobretot a la dècada 
dels noranta. El mètode es basa en  construir un hiperplà que maximitza un  margin entre dos 
datasets (originalment  SVM està  pensat  per  a  dues  classes;  òbviament  s'ha  ampliat  la  seva 
capacitat  discriminativa a múltiples classes, i  per  aconseguir-ho existeixen diversos mètodes 
[36]). Per a calcular aquest  margin es construeixen dos hiperplans que s'empenyen cadascun 
contra  els  datasets:  es  tracta  d'optimitzar  el  margin aconseguint  que  els  datasets estiguin 
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màximament separats, i aquest procediment es realitza amb els anomenats support patterns, els 
quals són un subconjunt del conjunt d'entrenament, sent els més propers a la frontera de decisió 
[4].  Remetem als lectors a l'annex B per a una explicació més detallada de la teoria de les 
Support Vector Machines.

Per a poder comparar SVM contra la deep belief network i que estiguin al mateix nivell, s'han 
hagut  de  considerar  optimitzacions  per  a  SVM tal  com  per  a  la  màquina  restringida  de 
Boltzmann s'han aplicat optimitzacions com la proposada per Hinton (fase greedy), diversos jocs 
de proves amb valors diferents de paràmetres per als learning rates o bé variació en el nombre 
d'epochs.

En  el  cas  de  SVM els  següents  pasos  són  els  típicament  recomanats  per  a  codificar  un 
coneixement previ i obtenir la millor mesura de distància [34]:

- Preprocessat: escalat de les dades.

- El·lecció del kernel que millor codifica la mesura de distància per a les dades tractades.

- El·lecció d'un regularitzador.

A més a més de les mesures proposades s'haurien d'afegir els següents mètodes:

- Heurístiques per a trobar els millors paràmetres C o gamma.

- Preentrenament previ per a trobar les invariàncies: disseny del kernel per a tenir en compte 
les invariàncies del model; o bé l'ús de Virtual Support Vectors, amb els quals s'entrenaria el 
model.

-  Disseny de  kernels nous:  per  exemple un  kernel basat  en la  divergència  de  Kullback-
Leibler, que en el treball de [50] ha obtingut el millor  misclassification error  per a dades 
d'àudio.

En el cas que ens ocupa únicament s'han tingut en compte heurístiques per a trobar els millors 
paràmetres C i  gamma per a les dades que tractem. Altres tècniques (com els Virtual Support  
Vectors [13]) no s'han tingut en compte doncs no són objecte del present treball.

Amb el paràmetre gamma podem obtenir una millor o pitjor classificació, en el sentit d'obtenir 
overfitting de les dades o no: s'ha de trobar l'equilibri entre una  gamma massa petita – molt 
probablement tinguem overfitting – i una gamma massa gran – estiguem obtenint underfitting, 
per  tant  sense  classificar  bé  les  dades  -  [23].  D'altra  banda  el  paràmetre  C ens  dóna  la 
contrapartida entre la maximització del margin i la minimització de l'error d'entrenament (risk): 
cal trobar també un valor de compromís. En aquest sentit hem seguit el raonament de [14], en 
què fan ús de simulated annealing per a trobar les millors configuracions de paràmetres de la 
xarxa que utilitzen en el seu cas (una Linear SVM). Però a diferència del treball referenciat en el 
present treball s'ha optat per fer una cerca estil grid search, que es podria resumir en un mètode 
de força bruta  de cerca de millors paràmetres.  Més endavant a l'apartat  8.2.1  explicarem el 
procediment.

D'altra banda en totes les proves realitzades s'ha dut a terme un paral·lel aplicant un preprocessat 
de les dades consistent en escalar-les.  La raó principal és que les  SVM's poden obtenir uns 
valors molt poc fiables degut a la presència d'outliers molt allunyats de la mitja de dades, per 
tant sembla del tot necessari un escalat previ.

Per als experiments realitzats amb SVM's s'han evaluat diferents implementacions en Matlab:

- svmlight: Implementació àmpliament usada [39]. Per a múltiple classificació es fa ús de 
svmlight struct  [40],  però  aquesta  implementació  la  recomanen  per  a  kernels lineals 
únicament, motiu pel qual la descartem.

-  libsvm:  Una  altra  implementació  àmpliament  usada  [8].  Permet  múltiple  classificació 
mitjançant ampliacions com bsvm [35] i suport per a diferents kernels.

- Spider: Framework [61] que permet classificació i regressió amb diferents algoritmes, com 
els que es volen avaluar en el present treball: SVM i KNN. Permet fer ús de diferents kernels i 
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també múltiple classificació amb la possibilitat de fer servir diferents mètodes (one-vs-all, 
one-vs-rest). S'escull la implementació proposada per  Spider per a començar amb l'anàlisi 
dels diferents experiments.

Amb la implementació triada es procedeix a un primer contacte. Ràpidament s'observa una falla 
en  la  implementació  de  múltiple  classificació  per  a  SVM  en  base  al  codi  de  Spider. 
Concretament aquest framework fa ús de libsvm per a l'algoritme que implementa SVM, i el codi 
és incorrecte en aquesta crida en el cas de múltiples classes. Després de trobar una possible 
sol·lució a la problemàtica, es procedeix a realitzar noves proves,  però ens continuem trobant 
amb  resultats  incoherents  en  l'accuracy  reportada  per  al  conjunt  de  validació.  Després  de 
diferents proves amb resultats incoherents, decidim deixar de banda la implementació de Spider 
de múltiple classificació per a  SVM,  i ens decidim per fer ús de  bsvm.  Després de diverses 
proves obtenim un comportament molt més raonable (és a dir, trobem accuracies raonables des 
del punt de vista lògic i històric-comparatiu respecte altres treballs) de manera que ens quedem 
amb aquesta última implementació.

8.1.1 Optimització de paràmetres per a SVM

Per al primer contacte amb SVM's fem una primera prova amb el dataset isolated,  amb el qual 
provarem els següents  kernels:  linear,  RBF,  gaussian. D'altra banda també provarem amb un 
preprocessat de les dades d'entrada o sense, tal com hem fet amb la màquina restringida de 
Boltzmann. No farem ús de n-fold cross validation, sinó que ens quedarem amb el mètode hold-
out; per a la comparativa real sí que s'aplicarà el primer mètode. La configuració de l'experiment 
es  basa  en el  dataset  isolated,  amb descriptors  MFCC i  aplicant  preprocessat  de  les  dades 
(escalat al rang unitari).

Els resultats obtinguts en aquestes proves ens mostren que el kernel RBF és el que reporta major 
accuracy de  classificació (78.5714%) per sobre  de la resta  de  kernels;  d'altra banda aquest 
resultat s'obté havent escalat les dades al rang unitari, molt superior a l'accuracy reportada si no 
s'escalen les dades (49.3088%).

Un cop tenim triat el  kernel i l'optimitzador  SVM que usarem, realitzem una cerca amb cross  
validation per a trobar els millors paràmetres  c i  gamma per al  kernel RBF. Aquesta cerca la 
farem recollint els resultats del millor resultat d'encert sobre les dades de  training, havent fet 
cross validation amb 10  folds,  on per cada grup de 10  folds s'aplicarà un paràmetre  c i  un 
paràmetre  gamma  diferents, fins a trobar aquells  millors paràmetres. Per tant farem ús de la 
següent configuració per a la grid search que aplicarem per a trobar els millors paràmetres del 
kernel RBF:

- Descriptors: RastaPLP i MFCC

- Rangs de cerca: per al paràmetre c:[0.0625 : 1.024], per a gamma:[0.0039 : 256]

Un cop realitzada la grid search d'entre totes les possibilitats presentades per als rangs provats, 
obtenim la següent sèrie de millors paràmetres per cada parell de configuracions:

Taula 8.1. Accuracies per cada configuració de millors paràmetres.

Es  pot  comprovar  que  la  configuració  amb  la  millor  accuracy reportada  per  al  conjunt 
d'entrenament ha vingut donada pel parell  MFCC-escalat al rang [0,1]. A continuació llistem 
les millors configuracions per cada experiment:

- MFCC-no escalat: gamma – 0.00390625, c – 8

- MFCC-escalat al rang [0,1]: gamma – 0.125 , c – 64

- MFCC-escalat al rang [-1,1]: gamma – 0.0625 , c- 32
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no escalat escalat al rang [0,1] escalat al rang [-1,1]
MFCC 95.36 97.4 96.9

RastaPLP 95.187 96.44 95.931
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- RastaPLP-no escalat: gamma – 0.0078125 , c – 256

- RastaPLP-escalat al rang [0,1]: gamma – 0.125 , c – 16

- RastaPLP-escalat al rang [-1,1]: gamma – 0.0625 , c - 32

Es pot comprovar que per al cas de RastaPLP segueixen reportant millor resultat els paràmetres 
d'entrada  escalats  al  rang  [0,1].  D'altra  banda  els  valors  c i  gamma de  la  RBF canvien 
lleugerament, amb el que els experiments de l'anàlisi comparativa es realitzaran amb aquests 
valors per al cas de descriptors RastaPLP.

8.2 K-Nearest Neighbours
Bàsicament la finalitat de tots els mètodes del tipus nearest neighbours es basa en assignar a un 
punt x desconegut la classe del punt més proper. Una propietat interessant d'aquest algoritme és 
que la regla d'aprenentatge pot reportar un error que es situa com a màxim en el doble de la 
probabilitat de  Bayes d'error de qualsevol altre tipus d'algoritme, sempre i  quan tinguem un 
nombre ilimitat de casos [10].

En aquest cas però ens interessa l'extensió que presenta K-Nearest Neighbours, que assigna al 
punt  x  desconegut la classe representada amb més freqüència dels  k punts més propers  [16]. 
Més concretament l'algoritme realitza el dos passos següents:

- Trobar els K veïns més propers a x d'entre un conjunt de prototipus P definits com a parells 
, on  és el prototip pertanyent a una classe concreta i   indica el 

grau de pertanyença del prototip a la classe (  per a un coeficient  n quan el prototip 
pertany a la classe n).

- Per majoria de vots es decideix la pertanyença de x a una classe.

Una  tasca  molt  difícil  i  problemàtica  és  l'el·lecció  del  nombre  de  prototips,  que  si  es 
sel·leccionen  en  un  nombre  igual  al  nombre  del  conjunt  d'entrenament  l'algoritme és  torna 
computacionalment molt complexe. De manera que existeixen algunes tècniques per a reduir el 
nombre de prototips com per exemple els algoritmes de clustering. Un exemple d'aquest tipus 
d'algoritmes és l'anomenat  K-means, que forma cel·les compostes a partir de la clusterització 
dels prototips inicials  del  conjunt  d'entrenament;  a partir  de les cel·les llavors es calcula la 
majoria de vots per assignar la classe a cada punt de la cel·la. 

8.2.1 Optimització de paràmetres per a KNN

Els  experiments  i  proves  del  model  KNN els  realitzem  utilizant  el  framework de  Spider 
(prèviament descartat per a SVM). S'ha comprovat que per a KNN funciona correctament, i les 
mesures d'error i les prediccions són raonables i  entren dins dels resultats  esperats (de nou, 
esperats en tant en quant són viables un cop comprovem resultats reportats en la literatura de 
classificació de sons percussius).

A continuació realitzem diferents experiments per a trobar el millor kernel per al càlcul de les 
distàncies entre veïns. Procedirem amb aquests experiments de la mateixa manera que amb 
SVM, amb la única diferència que per cada parell de valors comprovats (en el cas de RBF; per al 
cas lineal és un únic valor a provar) s'aplica cross validation de 10 folds fent servir una utilitat 
proporcionada per Spider. Com hem fet per a SVM, provarem pels MFCC i pels coeficients de 
RastaPLP en  base  al  kernel RBF,  amb  els  dos  tipus  d'escalats  de  dades  i  sense  escalat,  i 
continuarem amb el kernel lineal, el gaussià i el polinomial.

Configuració de les proves:

- Descriptors: RastaPLP i MFCC

- Rang de cerca: nombre de veïns:[1 : 10], gamma del kernel RBF:[0.0039062 : 256]
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Taula 8.2. Class-loss errors per als coeficients MFCC i RastaPLP amb el kernel RBF.

Les configuracions per als anteriors millors paràmetres de cada prova són les següents:

- MFCC-sense escalat: 3 veïns, gamma 2

- MFCC-escalat al rang [0,1]: 3 veïns, gamma 64

- MFCC-escalat al rang [-1,1]: 1 veí, gamma 0.25

- RastaPLP-sense escalat: 1 veí, gamma 4

- RastaPLP-escalat al rang [0,1]: 1 veí, gamma 0.5

- RastaPLP-escalat al rang [-1,1]: 1 veí, gamma 1 

Es pot comprovar que els millors resultats venen donats per les dades no escalades, tant per als 
coeficients MFCC com per a RastaPLP. Té sentit, en tant en quant KNN és sumament tolerant a 
soroll i outliers allunyats de la mitja de les dades d'entrada. D'altra banda per a KNN el millor 
resultat prové dels coeficients de RastaPLP, al contrari que els resultats reportats per SVM.  És 
possible que aquest resultat provingui del fet que els descriptors RastaPLP estan més correlats 
que els seus homòlegs  MFCC: tot i tenir una correlació elevada  intra i entre classes per als 
descriptors  RastaPLP,  KNN es basa en un còmput de veins, de manera que sembla raonable 
obtenir millors resultats amb aquests descriptors.  SVM en canvi tractar de construir hiperplans 
en  un  espai  dimensional  superior,  i  amb  datasets correlats  és  possible  que  s'obtingui  una 
lleugera major dificultat a l'hora de construir aquests hiperplans.

Tot i això abans volem revisar que altres  kernels no ens donin millors resultats, doncs hem 
assumit  a priori que el  kernel RBF  ens donaria el millor resultat. A continuació mostrem els 
diferents experiments:

Taula 8.3. Resultats amb la resta de kernels en base a coeficients MFCC.

Configuració dels millors paràmetres per aquests experiments:

- Linear – sense escalat: 1 veí

- Linear – escalat al rang [0,1]: 1 veí

- Linear – escalat al rang [-1,1]: 1 veí

- Gaussian – sense escalat: 1 veí, gamma 2

- Gaussian – escalat al rang [0,1]: 1 veí, gamma 2

- Gaussian – escalat al rang [-1,1]: 1 veí, gamma 0.0625

- Polynomial – sense escalat: 1 veí, grau 1

- Polynomial – escalat al rang [0,1]: 1 veí, grau 1

- Polynomial – escalat al rang [-1,1]: 1 veí, grau 1

D'entre  totes  les  proves  realitzades  es  pot  observar  que  el  kernel RBF és  el  que  continua 
reportant  millors  resultats  també per  a  KNN.  Tot  i  que  els  kernels lineal  i  polinomial  ens 
reporten resultats  molts  similars,  ens quedarem amb el  kernel RBF per  a la realització dels 
experiments amb coeficients MFCC i RastaPLP d'entrada.
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sense escalat escalat al rang [0,1] escalat al rang [-1,1]
MFCC 0.061098 0.087986 0.0904

RastaPLP 0.10569 0.10569 0.054566

linear kernel gaussian kernel polynomial kernel

MFCC 0.055318 0.085126 0.085126 0.073158 0.073158 0.084897 0.056318 0.085126 0.085126

sense 
escalat

escalat 
al rang[0,1]

escalat 
al rang [-1.1]

sense 
escalat

escalat 
al rang[0,1]

escalat 
al rang [-1.1]

sense 
escalat

escalat 
al rang[0,1]

escalat 
al rang [-1.1]
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8.3 Anàlisi comparativa
Finalment  ja  podem  presentar  els  resultats  de  la  comparativa  entre  les  tres  arquitectures 
avaluades. Els resultats provenen d'una sèrie d'experiments combinant les següents possibilitats:

- Tres datasets diferents:

- Isolated

- Wetmix

- Accompanied

- Dos tipus d'entrada de paràmetres:

- MFCC

- RastaPLP

- Quatre arquitectures diferents (una arquitectura és composta):

- Deep belief network (fase finetune)

- Deep belief network (fase greedy i finetune)

- SVM

- KNN

8.3.1 Introducció prèvia

Tal  com hem esmentat,  hem comparat  extensivament  el  comportament  en  aprenentatge  de 
l'estructura de la deep belief network de G.E. Hinton, tant la fase greedy com la fase finetune, i 
l'hem comparat contra SVM i  KNN: també tal com ja hem esmentat en tots tres casos no hem 
escollit  els  algoritmes  de  l'estat  de  l'art més  nous;  ens  hem  quedat  doncs  amb  les 
implementacions populars de tots tres, explicades en els punts previs del present treball. En 
aquest sentit és coneguda la millora de l'accuracy quan es fa ús dels  Virtual Support Vectors 
[13],  els  quals donen millors condicions inicials  per  als  support vectors reals,  establint  cert 
paral·lelisme amb la fase greedy de Hinton; en el cas de KNN podríem haver fet servir revisions 
com els KD trees; i per al cas de la RBM teníem diverses opcions a escollir entre les quals: en 
primer lloc podríem haver fet servir el mètode de RBMRate [59], que realitza còpies d'una unitat 
visible de manera que s'amplia la capacitat representativa de la xarxa, o podríem haver fet servir 
unitats contínues gaussianes, les quals afegeixen soroll gaussià establint un paral·lelisme amb 
una diffusion network [9] – hi han altres implementacions com la RBM discriminativa [42], o la 
sparse RBM [45] -. En qualsevol cas hem optat per a fer servir les implementacions populars de 
tots tres algoritmes, encara que ja sabem per al cas de la RBM que una unitat binària estocàstica 
no és la millor modeladora per a dades reals.

D'altra  banda  s'ha  d'apuntar  com segueix  l'estructura  d'aquest  capítol  referent  a  l'avaluació 
realitzada. En primer lloc fem una petita anàlisi prèvia sobre les diferències obtingudes entre els 
descriptors de RastaPLP i MFCC. A continuació tractem la possible problemàtica del balanceig 
de sons entre classes, on comparem resultats per a la fase de contrastive divergence i la fase de 
backpropagation.  Seguim  amb  una  petita  dissertació  sobre  el  comportament  obtingut  amb 
contrastive  divergence (fase  greedy),  del  qual  ja  avancem que  ha  sigut  nefast.  I  finalment 
mostrem  els  resultats  per  al  model  DBN (greedy+finetune) i  posteriorment  els  resultats 
comparatius entre greedy+finetune, SVM i KNN.

8.3.2 Consideracions respecte als coeficients de RastaPLP i MFCC

En el capítol 6 s'ha realitzat una extensa avaluació dels descriptors que formen l'entrada dels 
models. Podem avançar que per tots els experiments s'ha observat en general millor  accuracy 
per als coeficients  RastaPLP que per als  Mel-cepstrums – per a les tres xarxes -. Al capítol 6 
hem mostrat que els coeficients de  RastaPLP estan més correlats que no pas els coeficients 
MFCC, i aquest fet sembla confirmar la robustesa tant de la màquina restringida de Boltzmann 
en primer lloc com de la  deep belief network davant un  corpus amb sons correlats. Tal com 
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s'enuncia a [59],  la  xarxa  RBM no presenta cap incovenient  quan se li  presenten sons molt 
correlats  entre  sí,  doncs  els  estats  hidden són  marginalment  dependents  entre  sí  i 
condicionalment independents donades les unitats visible, de manera que es pot samplejar de la 
seva distribució de probabilitat condicional fent ús de la regla d'actualització en paral·lel per a 
totes les unitats. Cal dir també que la bona accuracy reportada pels coeficients RastaPLP s'ha 
produit sobretot per al  dataset accompanied; de fet  RastaPLP ha reportat la millor  accuracy 
entre  KNN,  SVM i  DBN  per aquest  dataset.  Amb aquestes  sèries d'experiments  i  com hem 
avançat al capítol 6, hem provat el mal comportament dels Mel-cepstrums davant la presència 
de soroll.  A més a més per al  dataset accompanied el  model  de la  deep belief  network ha 
reportat resultats similars als obtinguts amb SVM, amb una configuració que és la que millor 
accuracy ha obtingut d'entre totes les xarxes, el  que confirma la fortalesa de la  deep belief  
network davant la presència de soroll. 

No podem oblidar els resultats del capítol 6: els coeficients  RastaPLP tenen més correlació 
intra i entre classes, de manera força semblant a la correlació existent per a les dades del corpus 
MNIST. En canvi els coeficients MFCC tenen una correlació força menor intra i entre classes. 
Precissament el fet d'obtenir menys correlació intra classes creiem que és un fet significatiu per 
al lleuger mal comportament dels coeficients  MFCC en un gran nombre d'experiments. Una 
segona raó ens l'apunta la visualització dels coeficients cepstrals per als dos descriptors: els 
coeficients de RastaPLP semblen obtenir informació molt més significativa i detallada que no 
pas els coeficients  MFCC, i aquests últims coeficients tenen l'energia sobretot concentrada en 
un rang molt  menor que no pas els  coeficients  RastaPLP.  Sí  que volem esmentar  però que 
l'escalat que utilitzen ambdós computacions de coeficients, és a dir, d'una banda l'escalat  Mel 
utilitzat  pels  coeficients  MFCC i  de  l'altra  banda  l'escalat  Bark utilitzat  per  RastaPLP,  no 
produeix diferències en els resultats (tal com s'estableix en [52]), per tant les diferències entre 
ambdós tipus de models auditorials les hem de basar exclusivament en el  còmput d'aquests 
models, i no en l'escalat utilitzat.

A la fase greedy hem d'esmentar que els Mel-cepstrums i els coeficients RastaPLP es comporten 
de  forma  similar.  Sembla  ser  que  contrastive  divergence no  diferencia  entre  els  diversos 
coeficients entrats a la xarxa, i tot i haver-hi diferències no es pot concluir res en elles, ja que 
involucren diferents casuístiques sense cap patró determinat.  Com avançarem més endavant 
però,  CD  no  sembla  aproximar  el  gradient  de  ML (Maximum  Likelihood)  ja  que  obtenim 
classificacions totalment esbiaixades en molts casos, de forma similar a si inicialitzèssim els 
pesos de forma aleatòria, tal com s'ha mostrat al capítol 7.

A la següent figura mostrem el misclassification rate de la fase de finetune per a quatre casos: 
Mel-cepstrums per als datasets isolated i accompanied, i coeficients RastaPLP per als mateixos 
datasets (10 folds per al cas isolated, 5 folds per al dataset accompanied).

Figura 8.4. En el primer plot, els ratis de misclassification del conjunt de test per al 
dataset isolated: en verd per als coeficients RastaPLP, en blau per als Mel-cepstrums. Al 
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segon plot, els respectius misclassifications per al dataset accompanied. Es pot comprovar 
que RastaPLP obté millor comportament davant la presència de soroll (segon plot) que els 

Mel-cepstrums; en el primer plot tant els coeficients RastaPLP com els Mel-cepstrums 
obtenen ratis de misclassification similars. Per a tots els casos es pot observar un constant i 

lleuger overfitting, sobretot manifest per al dataset accompanied.

8.3.3 Consideracions respecte al balanceig

Tots els experiments s'han dividit en dos grups: experiments quan trunquem les dades de manera 
que obtenim sons balancejats entre classes, i experiments quan no apliquem balanceig. Per SVM 
i KNN els millors resultats respecte l'accuracy total s'han obtingut quan les xarxes reben tots els 
sons quan no s'aplica balanceig, però aquesta casuística només succeeix en una mica més de la 
meitat  dels  experiments:  molts  altres  experiments  es comporten millor  quan balancejem els 
sons. Així mateix és el cas per als experiments de la deep belief network: quan no balancejem 
els sons observem certa tendència envers aquelles classes amb major nombre de sons per classe, 
si observem les prediccions per cada classe. Tot i això aquesta casuística no és concloent ja que 
no succeeix com a norma com posteriorment es mostrarà. De fet el rati de  precision per cada 
classe per a les tres xarxes és en certa manera apreciable per al problema present: KNN i SVM 
no estan molt influenciades pel nombre de sons per classe, encara que aquestes xarxes assignen 
una lleugera major probabilitat a les classes amb major nombre de sons. En el cas de la xarxa de 
la  deep belief network també tenim aquesta tendència: l'accuracy total de la xarxa és millor 
quan  no  balancejem,  però  les  prediccions  són  una  mica  pitjors  que  per  al  cas  contrari. 
Probablement amb un major nombre d'epochs per a la fase de  finetune podríem reduir l'error, 
encara que observem una estabilització de l'error en un límit inferior en les últimes epochs en la 
majoria  d'experiments,  de  manera  que  la  minimització  de  l'error  incrementant  el  nombre 
d'epochs seria molt probablement inútil. A la figura 8.5 mostrem dos gràfics amb els ratis de 
misclassification del  conjunt de  test per  a  la  fase  de  finetune per  als  dos  casos  anteriors 
(balanceig i no balanceig), i a la taula 8.6 mostrem els ratis de predicció per a totes les classes 
del nostre corpus, sent processades com a coeficients RastaPLP per al dataset accompanied: les 
prediccions mostrades es corresponen a la fase greedy, de manera que podem obtenir una idea 
general de l'operació de la xarxa respecte a contrastive divergence.

Figura 8.5. Al primer plot els ratis de misclassification per al dataset isolated i RastaPLP, en 
verd el corresponent rati per al cas de no balanceig i en blau per al cas balancejat; al segon 

plot els ratis de misclassification per al dataset accompanied. Per al dataset isolated, no 
balancejar resulta en uns ratis de misclassification lleugerament més concentrats; per al 

dataset accompanied però, l'accuracy no està tan ben definida, obtenint uns resultats amb 
més variància. En aquests casos també podem apreciar overfitting.
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Taula 8.6. Ratis de precision per a totes les classes de la deep belief network (per a les fases 
greedy i finetune) per al dataset accompanied. Es pot observar clarament que no hi ha cap 
patró específic degut al balanceig entre la fase de contrastive divergence i backpropagation.

En la taula superior es mostren els ratis de precision del dataset isolated quan s'aplica balanceig 
i quan aquest no s'aplica. Com es pot observar no sembla existir cap patró específic entre les 
fases  de  contrastive  divergence i  la  deep  belief  network,  de  manera  semblant  als  resultats 
obtinguts al capítol 7 amb el corpus MNIST. A sota mostrem els ratis de precision de la fase de 
finetune per als tres datasets, de manera que podem comparar els resultats entre els experiments 
amb balanceig aplicat i quan no l'hem aplicat. Es pot apreciar una lleugera tendència respecte 
aquelles classes amb major nombre de sons, encara que com hem esmentat anteriorment no és 
concloent,  i  de  fet  KNN i  SVM pateixen  d'un  major  bias,  fet  que  beneficia  clarament  el 
comportament del model compost de la deep belief network amb les dues fases.

Taula 8.7. Ratis de precision per al dataset isolated de la fase finetune.

Taula 8.8. Ratis de precision per al dataset wetmix.
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balanced   no balanced
greedy+finetune finetune greedy+finetune finetune

bd
mfcc 32 20 40 40
rasta 60 38 40 20

oh
mfcc 40 40 20 40
rasta 70 0 40 20

ch
mfcc 0 20 0 20
rasta 0 20 0 40

sd
mfcc 40 20 40 0
rasta 0 40 20 20

greedy+finetune finetune
balanced no balanced balanced no balanced

bd
mfcc 24.7500 0.5000 44.5 27.2000
rasta 80.7500 55 82.5000 79

oh
mfcc 75.5000 0 73.75 68.2500
rasta 79.2500 56.2500 82.5000 85

ch
mfcc 74.5000 63.0556 56.5 58
rasta 92.5000 95.8088 92.5000 97.5000

sd
mfcc 64 91.4844 87 93.5000
rasta 75 94.0891 60 99

greedy+finetune finetune
balanced no balanced balanced no balanced

bd
mfcc 96.7857 89.1429 100 99.6000
rasta 95.7500 91.1111 94.2857 93.7778

oh
mfcc 91.0714 62.1429 91.5000 90.5000
rasta 88.2500 69.1667 85 73

ch
mfcc 89.6429 92.6190 92.2500 89.8333
rasta 93.7500 95.7843 93.9286 97.1765

sd
mfcc 90.7143 96.5179 97 98.5000
rasta 95.2500 95.1015 97.8571 96.6552
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Taula 8.9. Ratis de precision per al dataset accompanied.

El dataset isolated clarament és el que obté millors classificacions per totes les classes d'entre 
els tres datasets. Per als altres dos datasets es pot observar clarament que la classe bass drum 
obté els ratis més baixos, segurament en favor de la classe  snare drum (tots dos són sons de 
membrana i poden representar-se d'una manera propera en un espai multidimensional [25]).  Per 
al dataset accompanied les classes closed hihat i snare drum són les que obtenen majors ratis de 
classificació, a diferència dels altres datasets en què aquestes dues classes obtenen resultats més 
aparellats respecte a la resta de classes. 

8.3.4 Consideracions respecte al comportament de contrastive divergence

Desenvolupant tota la sèrie d'experiments amb les dues fases de la deep belief network ja s'ha 
esmentat  que  s'han  trobat  dues  configuracions  diferents  que  reporten  resultats  lleugerament 
diferents,  però  que  tenen  unes  implicacions  força  dramàtiques.  Abans  d'extrendre'ns  en  el 
plantejament volem fer esment que degut a la naturalesa dels nostres descriptors hem provat 
extensivament l'arquitectura RBM amb unitats contínues gaussianes a l'estil de [9]: amb aquesta 
configuració però obtenim els pitjors resultats  d'entre totes les sèries d'experiments.  Afegint 
soroll gaussià a les probabilitats de sortida de les unitats hidden condueix la xarxa a uns estats 
de reconstrucció realment dolents. Aquestes unitats gaussianes es basen en tenir una mitjana de 
0 i una desviació estàndard de 1, i preprocessant les dades per adequar-se a aquest requeriment 
no reporta cap diferència, amb resultats igualment dolents. Podria tenir sentit doncs els sons dels 
nostres  datasets no són gaussians de cap de les maneres (revisar el capítol 6), però calcular 
activacions  amb unitats  binàries  no és  un procediment  òptim tampoc.  En qualsevol  cas  les 
unitats binàries estocàstiques ens reporten  bons resultats, de manera que ens hem quedat amb 
elles per a tota la sèrie d'experiments amb la deep belief network.

Amb  aquests  unitats  binàries  estocàstiques,  després  de  moltes  proves  de  configuracions 
diferents amb els paràmetres d'aprenentatge i amb la tipologia de la xarxa, hem trobat alguns 
millors  paràmetres  per  a  dos  escenaris  completament  diferents  i  tal  com hem esmentat  al 
paràgraf previ els resultats reportats ens donen algunes hipòtesis preliminars sobre les dades i 
l'operació de la xarxa, principalment respecte a contrastive divergence. Respecte a aquest punt 
hem d'esmentar que el millor rati d'error ha sigut reportat quan el learning rate per als pesos és 
zero (configuració acompanyada de no escalat de les dades). Òbviament això implica que la fase 
greedy no s'apliqui sota cap circumstància, i la classificació únicament es dugui a terme a la 
deep belief network durant la fase de finetune. Per tant obtenim un comportament nefast per a la 
màquina restringida de  Boltzmann  quan s'aprén en base a  contrastive divergence,  la  qual  si 
s'aplica  reporta  una accuracy general  lleugerament  pitjor  en  molts  casos  que  si  s'aplica 
únicament la classificació amb backpropagation a la deep belief network. Aquests resultats són 
consistents amb els resultats dels experiments previs realitzats al capítol 7. Com s'estableix a [7] 
contrastive divergence és en general un algoritme biased, tot i que aquest bias és empíricament 
petit, ja que l'aprenentatge de CD convergeix a un punt fixat molt proper a l'aprenentatge amb 
ML. El problema ve donat però per l'estructura de la RBM, fet que causa que ML i CD tinguin 
múltiples mínims locals a descobrir. I amb el que acabem de comentar i el que properament 
mostrarem, sembla ser que no aconseguim trobar l'espai d'estats adequat amb la fase greedy, per 
a una posterior discriminació correcta amb la DBN en la fase finetune.
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greedy+finetune finetune
balanced no balanced balanced no balanced

bd
mfcc 0 16 68 26
rasta 66 8 48 27.5000

oh
mfcc 20 20 64 8
rasta 60 44 68 35

ch
mfcc 97.5000 22.2222 90 45.1429
rasta 98 84 98 92.5000

sd
mfcc 86.2500 94.6667 78 85.5000
rasta 76 87.8333 78 79.5833
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Un learning rate de 0 anul·la la fase greedy, on els increments en els pesos únicament es donen 
per l'augment proporcionat pel terme del momentum al learning rate. Tot i això les activacions 
de les unitats sí que es computen a partir dels increments dels  biases obtinguts de la versió 
simplificada  de  contrastive  divergence  per  als  biases;  visualitzant  l'error  quadràtic  aquest 
disminueix per cada capa de RBM, i aquest és un fet gens positiu per a l'arquitectura que estem 
avaluant: els pesos únicament s'actualitzen gràcies al momentum, el qual és un terme constant, 
per  tant  no  té  gaire  sentit  que  l'energia  de  la  xarxa  disminueixi  només  en  base  a  aquesta 
casuística. D'altra banda en la segona configuració establint el  learning rate dels pesos en un 
valor  major  que  zero,  llavors  rescatem  l'aprenentatge  de  la  fase  greedy,  on  sí  que  s'aplica 
contrastive divergence: s'aprén en base als estats d'activació de les unitats del model menys els 
estats d'activació de les unitats de la reconstrucció. Per aconseguir aquest aprenentatge però, han 
fet falta molts experiments diferents amb moltes combinacions de paràmetres, allargant en el 
temps  l'obtenció  d'un  comportament  raonable  i  correcte per  a  la  màquina  restringida  de 
Boltzmann en base a CD. Com veurem en els propers punts, tot i haver obtingut una disminució 
de l'error quadràtic amb contrastive divergence, la classificació just al finalitzar aquesta fase és 
totalment nefasta, idèntica a si s'inicialitzessin els pesos aleatòriament en base a una distribució 
uniforme i llavors fèssim un up-pass amb els estats fixats per cada classe, tal com hem presentat 
en el capítol 7 per primera vegada. Avancem ja que al capítol 9 sí que podrem presentar una 
millora del comportament de contrastive divergence.

Així és que en la majoria d'experiments quan s'ha testejat amb un learning rate major que zero, 
cada  capa  d'unitats  no  ha  sigut  capaç  de  minimitzar  l'energia  local  de  la  xarxa,  obtenint 
diferències  cada  cop  majors  entre  els  valors  esperats  del  model  i  els  valors  esperats  de  la 
reconstrucció. Tenim dues possibles explicacions per aquest comportament: la primera raó pot 
venir donada per la regla d'actualització estocàstica binària, que aproxima la inferència de la 
distribució posterior per un pas de CD i no està aproximant correctament el gradient de la funció 
objectiva de CD, explicació que ens condueix directament a l'assumpció que una unitat binària 
estocàstica no és el millor procediment d'aprenentatge per a les nostres dades reals. És obvi que 
amb unitats binàries estem perdent molta potència representacional de les nostres dades, però 
almenys les podem representar d'alguna manera, tot i que assumim que perdem molta de la seva 
riquesa. Una segona raó pot venir donada pel model no supervisat que imposa la fase  greedy, 
doncs els altres models són tots supervisats: es podria esdevenir que en el model no supervisat 
l'aproximació  al  gradient  és  una  tasca  molt  difícil  i  necessita  d'uns  paràmetres  concrets  i 
precisos per a obtenir un bon comportament; aquest podria ser el cas, però amb l'elevat nombre 
de configuracions provades no el creiem probable. Altres raons s'han hagut de descartar, com la 
correlació de les dades (anteriorment s'ha explicat el bon comportament de la RBM amb dades 
correlades com el  corpus MNIST),  la  potència informativa dels descriptors  (SVM,  KNN i  la 
DBN discriminativa a  la  fase  de  finetune no semblen tenir  problemes),  el  número d'unitats 
hidden (s'han fet centenars de proves), o la validesa d'1-step de  contrastive divergence (s'ha 
aplicat contrastive divergence fins a 10-step),

73



Comportament en classificació: deep belief network, SVM i KNN

Figura 8.10. Visualització de la primera capa de pesos corresponents a la fase de 
contrastive divergence amb un learning rate no nul. Es mostren 100 features escollits de la 

següent manera: cada 100 features en recollim 10 de consecutius, i aquest procés el repetim 
10 vegades entre el primer i últim feature (1000). Aquests pesos són el resultat d'haver 

entrenat el model amb coeficients de RastaPLP en base al dataset isolated.

En la visualització de 100 features (dels 1000 possibles) de la figura 8.10, es pot observar que 
no hi ha cap patró que poguem extreure. Com que és impossible i gens informatiu mostrar els 
1000  features,  hem hagut  de  considerar  la  sol·lució  d'extracció  prèvia  que  creiem és  força 
adequada. Com es pot apreciar però, no existeix cap patró que ens indiqui les carecterístiques 
apreses per als features mostrats. O almenys no podem extreure cap patró a partir de les dades 
visualitzades: és possible que sí que hi hagin features presents en les visualitzacions, però no es 
poden apreciar perceptualment. Per a esbrinar perquè obtenim aquesta mala visualització hem 
realitzat la mateixa visualització per al corpus MNIST, i s'ha pogut comprovar que els pesos de 
reconeixement són realment poc informatius, no tant però com en el nostre cas, doncs sí que es 
poden apreciar certs patrons en els diferents features mostrats. En base a aquesta comparació i 
els nostres resultats creiem que una de les raons més lògiques que sembla derivar-se d'aquesta 
problemàtica és que els descriptors  imposen unes restriccions mínimes als pesos, i tal com es 
pot observar aquesta primera capa de pesos no sembla capturar cap carecterística entre classes, 
almenys a nivell perceptual. Tot i això no volem donar per dolentes les visualitzacions, doncs 
com ja hem dit és possible que els features sí que hi siguin presents.
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Per a les dues configuracions prèviament explicades acompanyem ambdues amb dos canvis 
substancials: quan aprenem gràcies a contrastive divergence i a  backpropagation realitzem un 
preprocessat de les dades, escalant-les al rang unitari. Per a la segona configuració (aprenentatge 
únicament conduit per la fase de finetune) deixem intactes les dades. Aquesta decisió dràstica 
l'hem aplicat degut a l'immens nombre d'experiments realitzats, que ens han reportat aquests dos 
millors models d'una banda, i a l'anàlisi de les dades realitzat al punt 6.2.3. En [42] ja s'adverteix 
de la dificultat de trobar una bona configuració per a un problema particular, degut a les dues 
fases de les que consta el model i a l'elevat nombre de paràmetres de configuració que presenten 
ambdues fases. En el present treball podem confirmar aquesta afirmació, doncs s'han destinat 
innombrables hores a trobar millors configuracions de paràmetres, i aquest fet ha originat els 
resultats presentats en aquest capítol i els resultats que presentarem al capítol següent. L'escalat 
a les dades ens ha reportat resultats interessants: per als paràmetres Mel-cepstrums l'escalat els 
afecta  negativament  de  manera  que  la  seva  accuracy és  menor;  però  per  als  coeficients 
RastaPLP l'escalat augmenta la seva accuracy en cert grau per a la meitat d'experiments. Aquest 
afirmació té el perill d'oblidar el fet que l'escalat acompanya el model compost de les dues fases 
greedy+finetune,  mentre que si  no escalem únicament obtenim la fase de  finetune.  És molt 
probable que a més de l'escalat el fet d'aplicar la fase greedy ens reporti resultats pitjors (com ja 
s'ha  mostrat  al  capítol  7).  Podem  afirmar  però  que  per  a  tots  els  experiments  realitzats, 
l'aplicació de la fase greedy no sempre ha reportat resultats pitjors que si no s'apliqués, per tant 
és més lògic derivar el pitjor comportament del model a l'escalat – que per regla general sí ha 
reportat resultats pitjors, sobretot amb coeficients MFCC - que no a l'aplicació de la fase greedy.

8.3.5 Resultats de la deep belief network

A continuació  mostrem  les  accuracies per  a  tots  els  experiments  realitzats  amb  el  model 
compost  greedy+finetune  de la  deep belief network.  Hem d'explicar les dues configuracions 
usades  per  als  dos  tipus  d'aprenentatge:  quan  hem  entrenat  la  xarxa  únicament  amb 
backpropagation (finetune) no s'aplica escalat, el learning rate  dels pesos és establert a 0 i el 
learning rate dels biases a 0.005. També hem establert una petita penalització per als pesos i un 
terme  de  momentum aparellat  amb  el  valor  dels  biases.  La  xarxa  és  entrenada  amb  una 
estructura de 500-500-1000, mantenint d'aquesta manera la restricció de tenir més unitats a cada 
capa respecte la capa prèvia. D'altra banda s'ha realitzat el finetune amb backpropagation durant 
200  epochs. Per a la segona configuració de la  deep belief network  basada en les dues fases,  
hem escalat les dades al rang unitari, el learning rate és establert a 0.0001 i hem augmentat la 
penalització i el momentum, deixant intactes el learning rate dels biases. El nombre d'epochs de 
la fase  greedy  l'hem establert en 20 i  per a  finetune s'ha deixat en 200  epochs.  També hem 
augmentat  el  nombre  d'unitats  hidden,  tal  com  hem  experimentat  empíricament  el  mal 
comportament amb aquesta configuració i  el  nombre d'unitats  de la configuració prèvia:  en 
aquest  cas  tenim  una  estructura  de  800-800-1000  unitats;  hem d'esmentar  que  augmentant 
aquest nombre d'unitats no afecta en res a l'accuracy reportada. És important fer l'incís que 
aquests nombres d'unitats tant elevats semblent trencar amb el principi d'Occam's razor, però 
podem afirmar  que en totes  aquelles  proves amb un nombre menor  d'unitats  s'han obtingut 
comportaments pitjors (el capítol 9 confirma aquesta regla per a la fase de  finetune, però ha 
permés obtenir un millor comportament de contrastive divergence).

No podem deixar d'esmentar un fet molt important que s'esdevé en tots els experiments d'aquest 
capítol: degut al nombre d'unitats i el nombre de descriptors d'entrada al model no s'està duent a 
terme dimensionality reduction. En el nostre cas el nombre de descriptors és de 260, mentre que 
el  nombre mínim d'unitats  hidden és  de 500,  augmentat  a cada capa (fet  que assegura  que 
podem millorar  el  model  generatiu,  com s'apunta  a  [29]).  És  realment  una  pena  no  poder 
comprovar el bon funcionament de dimensionality reduction amb aquest model, però en aquest 
punt no s'ha pogut trobar una millor configuració per als  diferents paràmetres.  Tot i  que al 
capítol 9 sí podrem avaluar la capacitat de reducció de dimensionalitat a més a més d'altres 
millores en el comportament de la màquina restringida de Boltzmann.

A continuació mostrem totes  les  accuracies resultants  dels  experiments  amb la  deep belief  
network. Com ja s'ha anat explicant els coeficients de RastaPLP obtenen millor comportament 
per regla general.
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Taula 8.11.  Accuracies per als Mel-cepstrums i RastaPLP, balancejant i no balancejant, per 
a les dues fases conjuntes i per a la fase de finetune.

Hem  d'esmentar  que  les  accuracies prèvies  s'han  calculat  havent  entrenat  la  xarxa,  i 
posteriorment calculant les probabilitats dels targets per un conjunt de test amb un up-pass que 
utilitza  els  pesos  de reconeixement  de la  deep belief  network per  a  inferir  les  probabilitats 
esperades,  aplicant  la classificació amb una funció  softmax  a la última capa.  Per  a  tots  els 
experiments  hem  aplicat  el  mètode  de  5-fold  cross  validation,  de  manera  que  reduim  la 
variància introduida al calcular menys experiments per cada cas. No hem pogut aplicar 10-fold 
cross validation per a tots els experiments degut a restriccions per culpa del temps, tenint en 
compte l'enorme volum d'experiments considerats per aquesta anàlisi. Abans de continuar és 
obligatori esmentar alguns punts importants:

- Per regla general els coeficients RastaPLP es comporten millor en qualsevol casuística. Al 
capítol 6 s'ha comprovat que estan més correlats, i de fet tenen una correlació semblant a la 
present als dígits MNIST. Per tant estem confirmant el bon comportament del model davant 
de dades correlades.

- Per als tres datasets en base als coeficients MFCC, una fase única de finetune acompanyada 
de no escalat reporta millors resultats que aquesta fase més una fase prèvia de contrastive 
divergence,  acompanyada d'escalat  de  les  dades.  Per aquests mateixos  datasets  i  aquests 
coeficients,  no  balancejar  les  dades  ens  ha  suposat  obtenir  millors  resultats  que  havent 
balancejat les classes.

- Els resultats no tenen res a envejar a altres treballs com els reportats per [22], en què s'obté 
un 95.4% d'accuracy sobre un  dataset sense soroll: el nostre cas correspondria al  dataset  
isolated, i nosaltres obtenim un màxim d'un 95.7344%, lleugerament millor que el resultat 
reportat pel treball esmentat. Per a un dataset polifònic com el nostre accompanied, el treball 
referenciat aconsegueix un rang d'accuracies variable entre un 87.5% i un 96%, resultats que 
són sensiblement millors al millor resultat reportat per nosaltres amb la deep belief network  
fent ús de les dues fases, en què podem reportar un 77.3636%.

Ja s'ha esmentat que tots els experiments s'han entrenat amb una fase de finetune de 200 epochs, 
i hem comprovat la possible existència d'overfitting – tal com ens avisa [29] – ja que en aquesta 
fase aquest problema podria ser més que una possibilitat. Als gràfics 8.12 i 8.13 mostrem 8 
plots del  risk i  de  l'empirical  risk per  als  respectius  experiments:  en  verd  tenim  l'error 
d'entrenament i en blau l'error de test. Es pot apreciar cert overfitting per a tots vuit experiments, 
on l'aprenentatge és dur i gens suau, amb molts pics durant la iteració de les epochs per a tots els 
casos.  També  es  pot  comprovar  que  per  a  quatre  experiments  hi  ha  un  resultat  que  actua 
d'outlier  en el sentit d'obtenir un error molt esbiaixat i allunyat de la mitja. Aquests fets ens 
confirmen encara més l'assumpció que la regla d'aprenentatge no és la més indicada per al 
nostre corpus.
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balanced no balanced
greedy+finetune finetune greedy+finetune finetune

iso 88.8750 95.1875 92.1205 95.7344
mfcc wet 59.6875 65.4375 63.5547 71.5781

accomp 58 75 60.2857 63.7273
iso 93.2500 92.7679 92.9562 94.7808

rasta wet 81.8750 79.3750 86.1515 90.1250
accomp 75 73 77.3636 76.9318
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Figura 8.12. En verd l'error d'entrenament; en blau l'error de test. Tots quatre plots es 
corresponen als coeficients RastaPLP. El primer i el tercer plot es corresponen als casos 

balancejats, el segon i el quart es corresponen als casos no balancejats; el primer i el segon 
plot mostren els ratis per al dataset wet, el tercer i el quart plot es corresponen al dataset 

accompanied.

Figure 8.13. Els mateixos casos que per al plot previ, ara aplicats per als coeficients 
MFCC.

Una carecterística important de les anteriors visualitzacions es despren del fet que per al dataset  
wet s'obté un millor comportament, amb un variança i un bias molt més reduits: semblar ser que 
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hem trobat un bon compromís entre ambdós valors [3]; en canvi per al  dataset accompanied 
s'obté una variança molt més elevada i en menor mesura resultats més biased: aquests resultats 
són indicadors que el model no generalitza correctament per al conjunt de test, i en definitiva 
està modelant totes les invariàncies i el soroll presents sobretot al dataset accompanied, que és 
el dataset amb més càrrega de soroll.

Després de mostrar totes les  accuracies i ser conscients dels problemes trobats, a continuació 
evaluarem les accuracies de la fase greedy i les compararem contra les accuracies de la fase de 
finetune per al dataset accompanied. Es pot comprovar que no sembla que hi hagin diferències 
entre fer ús de la potència de contrastive divergence o simplement inicialitzar aleatòriament els 
pesos en base a una distribució estàndard. Òbviament aquest fet és molt significatiu i nefast per 
a la nostra avaluació de la fase que aprèn en base a CD.

Taula 8.14. Accuracies per al dataset accompanied a la fase greedy, comparades contra les 
accuracies reportades per la fase de finetune. Random es correspon a realitzar la 

classificació just després d'haver inicialitzat els pesos en base a una distribució uniforme. 
Es pot comprovar que el comportament no té cap patró específic.

Taula 8.15. Ratis de precision per al dataset accompanied per a les dues fases. És important 
esmentar la gran mescla de resultats que es pot apreciar. De nou ens permet confirmar el 

mal comportament de contrastive divergence.

Les dues taules prèvies ens continuen confirmant la poca relació entre la fase de  contrastive 
divergence i  la  fase  de  backpropagation.  Obtenir  una  bona  accuracy a  la  primera  fase  no 
implica obtenir-la a la segona, i a l'inrevés. Ens podem fixar per exemple en la classe  close 
hihat, amb coeficients MFCC i aplicant contrastive divergence: sense balanceig a la fase greedy 
s'obté un 0% de precision, mentre que a la fase posterior de finetune obtenim un 22.2%; amb 
balanceig a la fase  greedy  seguim obtenint un 0%, però a la fase de  finetune aconseguim un 
97.5%. Òbviament no es pot establir cap patró en base a aquests resultats, i de nou tot ens indica 
que la fase de contrastive divergence no s'està duent a terme correctament.

8.3.6 Resultats finals

Finalment podem mostrar les accuracies reportades pels experiments realitzats amb les xarxes 
SVM i  KNN. Tal com s'ha establert anteriorment,  el model de la  deep belief network reporta 
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balanced no balanced
greedy weightsrandom greedy weightsrandom

mfcc
greedy+finetune 58 75 60.2857 63.7273
greedy 28 25 26.3636 11,82

rasta
greedy+finetune 75 73 77.3636 76.9318
greedy 32.5000 24.5000 16.3636 26.3636

balanced no balanced
greedy weights random greedy weights random

greedy+finetune greedy greedy+finetune greedy greedy+finetune greedy greedy+finetune greedy

bd
mfcc 0 32 68 20 16 40 26 40
rasta 66 60 48 38 8 40 27,5 20

oh
mfcc 20 40 64 40 20 20 8 40
rasta 60 70 68 0 44 40 35 20

ch
mfcc 97.5 0 90 20 22,2 0 45.1429 20
rasta 98 0 98 20 84 0 92.5 40

sd
mfcc 86.25 40 78 20 94.6 40 85.5 0
rasta 76 0 78 40 87.83 20 79.58 20
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algunes de les millors  accuracies en alguns experiments i s'aparella en bons resultats amb els 
millors resultats reportats per SVM.

Taula 8.16. Accuracies per a tots els experiments realitzats amb KNN, SVM, 
greedy+finetune i finetune únicament. És obvi el millor rati d'error reportat per SVM 

respecte a KNN. Es pot observar també una millor accuracy per als datasets quan no estan 
balancejats (en la majoria de casos).

Dels anteriors resultats es pot observar el bon comportament de SVM i del nostre model. Per a 
KNN s'obtenen els pitjors resultats, però aquests s'aparellen en un rati de classificació semblant 
al  reportat  en  [26]  amb un  89.9% d'encert  en  la  seva  tasca  discriminativa  per  a  nou  sons 
percussius; tot i que en un subconjunt superior d'aquests sons (kick, snare, tom, hihat i cymbal) 
el treball esmentat reporta un 96.4%, resultat sensiblement superior al reportat per nosaltres. El 
model SVM obté resultats significativament millors que els reportats a [20] en què s'aconsegueix 
una accuracy màxima d'un 86.4%.

Figura 8.17. Bar plots de les accuracies de tots els experiments per totes les xarxes. Els 
experiments estan agrupats en grups de quatre: el bar de més a l'esquerra es correspon a 

la xarxa KNN, el segon a SVM, el tercer a greedy+finetune i el quart i últim a finetune. 
Cada grup d'experiments és de la següent forma: 1 – Isolated dataset amb MFCC; 2 – Wet 

dataset amb MFCC; 3 – Accompanied dataset amb MFCC; 4 – Isolated dataset amb 
RastaPLP; 5 – Wet dataset amb RastaPLP; 6 – Accompanied dataset amb RastaPLP. En 

aquesta figura es pot observar perceptualment que la deep belief network es pot comparar 
d'igual a igual amb les millors accuracies reportades per SVM, i en alguns casos obté 

millor accuracy.
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balanced no balanced
knn svm greedy+finetune finetune knn svm greedy+finetune finetune

mfcc
iso 89.1250 94.0625 88.8750 95.1875 91.8438 93.3125 92.1205 95.7344
wet 71.8750 83.3125 59.6875 65.4375 80.9531 87.9688 63.5547 71.5781
accomp 67 71.5 58 75 45.5455 62.6364 60.2857 63.7273

rasta
iso 86.6875 94.1250 93.2500 92.7679 93.7407 96.9263 92.9562 94.7808
wet 72.5625 82 81.8750 79.3750 81.6370 88.4571 86.1515 90.1250
accomp 65 77 75 73 63.1818 76.3636 77.3636 76.9318



Comportament en classificació: deep belief network, SVM i KNN

Dels anteriors resultats podem comentar diferents punts:

- La primera qüestió que es pot comentar és la semblança entre les accuracies reportades a 
excepció de KNN: aquest model obté pitjors resultats, semblants als obtinguts en [25] i [26].

- En segon lloc és apreciable la semblança de resultats entre SVM i DBN. Així doncs podem 
afirmar que amb el model discriminatiu de DBN de la fase de finetune (no podem afirmar res 
respecte  a  la  fase  greedy,  i  per  tant  respecte  a  contrastive  divergence)  obtenim  un 
comportament molt bo i totalment comparable a SVM.

- També hem de comentar la casuística de la deep belief network, tot i que ens repetim: es pot 
comprovar que el repartiment de millors  accuracies  es produeix de forma similar entre la 
fase de backpropagation únicament i les dues fases conjuntes. De manera que tenim el fet 
determinant que contrastive divergence està obtenint un comportament totalment nefast, fet 
que tractem de sol·lucionar definitivament al capítol 9.

- Els millors resultats per al  dataset accompanied venen reportats pel nostre model i per 
SVM: per als coeficients RastaPLP la deep belief network es comporta millor, en canvi per 
als coeficients MFCC la SVM reporta millors resultats. 

- En connivència amb el punt previ els coeficients  RastaPLP han reportat millors resultats 
que els coeficients MFCC en el nostre model (com s'ha establert a l'apartat 8.3.5). Com hem 
vingut explicant en aquest capítol i en base als resultats correlatius del capítol 6, la màquina 
restringida de Boltzmann mostra un comportament excel·lent davant de dades correlades. Tal 
com hem apuntat a l'apartat 8.3.2 el pitjor comportament per als coeficients  MFCC es pot 
explicar en base a la seva poca significància i variabilitat perceptual, i sobretot en base a la 
seva  concentració  dels  valors  d'energia  en  una  franja  molt  menor  que  en  el  cas  dels 
coeficients de RastaPLP.
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9. Millora en el comportament de contrastive divergence

En totes les proves anteriors s'observa que les  RBM's  de la fase  greedy no tenen cap mena 
d'influència en els pesos: la xarxa disminueix el seu MSE, i per tant tot indica que rebaixa el seu 
límit variacional [29], però els pesos no obtenen cap diferència si els comparem contra pesos 
generats aleatòriament. Amb això volem implicar que els resultats de la generalització contra un 
conjunt de validació són igualment dolents: per a tots els experiments la classificació dels sons 
és totalment esbiaixada, en el sentit que tots els sons recauen sobre una mateixa predicció d'una 
classe. Obtenim doncs – insistim, per tots els experiments previs – que la predicció sobre una 
classe obté tots els sons de les classes que s'haurien d'haver predit:  aquest comportament és 
totalment  idèntic  que  si  apliquèssim  una  classificació  amb  un  up-pass  havent  generat 
aleatòriament  els  pesos  sense  passar  per  la  pila  (stack) de  RBM's.  Això ens  condueix a  la 
conclusió prèvia que l'estructura proposada per una RBM no és adient per al corpus presentat. O 
bé la configuració de la xarxa no és l'adequada per al nostre cas. A continuació analitzarem els 
problemes i tractarem de buscar les sol·lucions amb l'objectiu de millorar la generalització que 
pot produir la deep belief network en la fase de contrastive divergence.

Cercant informació referent a millors configuracions per a mètodes de  machine learning ens 
topem amb diferents sentències de  Yann LeCun que té anotacions molt interesants respecte a 
trobar millors paràmetres, principalment orientades a xarxes tipus MultiLayer Perceptrons, però 
possiblement aplicables a altres tipus de xarxes. En [43] ens trobem doncs certs punts com els 
següents:

- Quan més aproximada a 0 sigui  la mitjana dels descriptors dels sons més ràpida és la 
convergència. El mateix resultat aplica si els batches de sons es preprocessen per a obtenir 
una covariància igual.

- Quan menys correlats estiguin els sons, més ràpida és la convergència.

- La inicialització dels pesos s'hauria de computar en base al nombre de connexions que rep 
una unitat.

D'aquestes  tres  recomanacions  generals  hem  aplicat  la  primera  i  la  tercera  amb  resultats 
variables, juntament amb altres modificacions. En concret els experiments de millora han respòs 
a les següents modificacions:

-  Reducció  del  nombre  d'unitats  hidden de  cada  capa  RBM.  Aquesta  modificació  l'hem 
considerat essencial de manera que reduíssim el temps computacional, respectèssim Occam's 
Razor i aconseguíssim dimensionality reduction.

- Augment de la variança en la inicialització aleatòria dels pesos en base a una distribució 
uniforme. S'ha comprovat que augmentant aquesta variança en la majoria de proves s'han 
obtingut millors resultats per a contrastive divergence.

- Escalat per a obtenir unes dades amb una mitjana propera a 0. Aquest punt és el que menys 
resultats positius ha reportat, en el sentit que no ha sigut determinant. No podem establir cap 
patró degut a aquest tipus d'escalat recomanat per LeCun.

-  Variació  dels  paràmetres  d'aprenentatge  de  la  RBM (learning  rate,  momentum,  decay,  
nombre  d'epochs).  Tot  i  que  per  al  capítol  8  s'han  realitzat  moltíssimes  modificacions 
d'aquests paràmetres, en aquest capítol 9 es presenten millores degudes en part per noves 
configuracions trobades. Podem assegurar que el procés ha sigut trial-and-error, degut a no 
trobar patrons  representatius que guiessin les  modificacions (i.e.,  introducció progressiva 
d'una penalització dels pesos per a reduir l'overfitting).

Dels anteriors punts l'augment de la variança en la inicialització dels pesos unit a la variació de 
paràmetres  de configuració han sigut  determinants  a  l'hora  de millorar  el  comportament  de 
contrastive divergence. Les altres dues modificacions no han suposat cap millora determinant, 
tot i que la reducció del nombre d'unitats hidden sí ha suposat obtenir beneficis colaterals com 
els ja explicats.

El capítol es desenvoluparà de la manera següent:
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-  Presentem un conjunt  d'experiments  realitzats  amb els  resultats  obtinguts  i  tractem de 
presentar-ne les causes.

-  Es  desenvolupa  el  millor  experiment  trobat,  amb una  anàlisi  exhaustiva  dels  resultats 
obtinguts tant per a contrastive divergence com per a backpropagation.

- Mostrem la capacitat generativa del model gràcies a les millores aconseguides, tot i que 
com es veurà un model complet generatiu de l'autoencoder troba resultats mediocres (tot i 
que acceptables des d'un punt de vista aproximatiu).

9.1 El mal comportament de contrastive divergence: proves de millora
En aquest apartat mostrem diferents proves realitzades amb diverses configuracions que han 
reportat resultats significativament millors per a la fase de  contrastive divergence respecte al 
capítol  8.  Tal  com s'ha  apuntat  prèviament  les  millores  han  consistit  en  les  modificacions 
següents, tot i que també s'han basat en altres modificacions menys significatives:

- Inicialització dels pesos amb una variança més alta.

- Disminució del nombre d'unitats (per tant tenim dimensionality reduction), tot i que també 
s'han obtingut resultats positius amb un nombre elevat d'unitats gràcies al punt previ.

- Escalat de les dades de manera que s'obté una distribució de les dades amb una mitjana 
propera a 0, de nou no és totalment concloent en tant en quant amb altres escalats (com el 
rang unitari) també s'han obtingut resultats més favorables per a CD.

- Noves configuracions de paràmetres (learning rates, momentums...) per a la RBM.

A continuació mostrem els valors que presenta la matriu de confusió resultant de la classificació 
quan  l'aprenentatge  de  contrastive  divergence és  nefast  i  s'obté  una  mateixa  matriu  que  si 
s'inicialitzessin els pesos de forma aleatòria:

Taula 9.1. Valors de la confusion matrix. Les files representen les prediccions del model per 
una classe determinada; les columnes representen els sons identificats.

Es pot observar que si calculèssim els ratis de precision per cada classe obtindríem un 100% per 
a la classe closed hihat i un 0% per a la resta de classes. Com hem anat explicant aquest és el 
comportament esbiaixat de prediccions cap a una sola classe, i és un comportament idèntic a 
una  inicialització  aleatòria  dels  pesos.  L'objectiu  doncs  és  tractar  de  repartir  millor  les 
prediccions i identificacions entre totes les classes, tal com hem pogut comprovar per al dataset 
MNIST al  capítol  7.  La  raó  és  simple:  en  el  model  compost  que  estem  avaluant 
(greedy+finetune), la fase de contrastive divergence (greedy) actua únicament d'inicialitzadora 
de l'aprenentatge, trobant un bon espai d'estats a partir del qual refinar la sol·lució amb la fase 
de finetune. Cal esmentar que aquest model no és l'únic aplicable a una Restricted Boltzmann 
Machine, doncs hi han treballs com el de [42], en què es descriuen noves variacions de la RBM 
original  amb  l'objectiu  d'obtenir  un  model  discriminatiu  únicament  format  per  Restricted 
Boltzmann Machines (sense formar una dep belief network) amb un comportament comparable 
a una SVM per exemple.

Per  tant  tornant  al  tema  principal  d'aquest  apartat,  volem  aconseguir  millorar  la  fase  de 
contrastive divergence de manera que l'espai d'estats trobats sigui més òptim de cara a la segona 
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real
bd oh ch sd

prediccions

bd 0 0 0 0
oh 0 0 0 0
ch 150 150 150 160
sd 0 0 0 0
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fase de  finetune. Com podrem comprovar aconseguim un comportament contrari: millorant la 
fase  de  contrastive  divergence  obtenim un comportament  discriminatiu  pitjor  en la  fase  de 
backpropagation.

Abans de passar als experiments de millora de  contrastive divergence volem aprofundir una 
mica més en les possibles raons del mal comportament obtingut en aquesta fase greedy. Si hom 
visualitza els pesos no troba res particularment significatiu en tant en quant tenim distribucions 
perceptualment  aleatòries  (tal  com  hem  mostrat  al  capítol  8).  Però  si  visualitzem  els 
histogrames,  de  manera  que  observem en  quines  franjes  es  concentren  substancialment  els 
valors dels pesos, possiblement podem ajudar al raonament del perquè el mal comportament de 
la  fase  no  supervisada  en  el  nostre  problema.  A continuació  mostrem  quatre  histogrames 
corresponents  als  corpus MNIST  i  ENST:  els  dos  primers  histogrames  es  corresponen  a  la 
primera capa de pesos de les fases de  contrastive divergence  i  backpropagation del  corpus 
MNIST,  mentre que els següents dos histogrames es corresponen a les mateixes fases per al 
corpus d'ENST.

Figura 9.2. Histogrames dels pesos corresponents a la primera capa dels corpus de MNIST 
i ENST, per a les fases de contrastive divergence i backpropagation. La visualització dels 

histogrames es basa en mostrar la distribució de les unitats visible a l'eix horitzontal (cada 
franja de color es correspon a una unitat visible) i el nombre de connexions bottom-up 

establertes amb les unitats hidden que prenen els valors mostrats a l'eix horitzontal (valors 
dels pesos).

Hem volgut mostrar els histogrames del corpus de MNIST per a establir una comparació entre el 
corpus del nostre treball i el corpus MNIST del que en coneixem els bons resultats per al model 
que  avaluem.  Per  al  corpus  MNIST es  pot  comprovar  que  els  pesos  tenen  certa  simmetria 
(positiva-negativa) a la fase de contrastive divergence tot i que amb una tendèndia cap a valors 
negatius; per a la fase de backpropagation es pot comprovar que els pesos s'han concentrat a la 
franja al voltant del 0, on les connexions de les primeres unitats visible cap a les unitats hidden 
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es situen en valors negatius i les connexions de les últimes unitats  visible es situen en valors 
positius:  s'estableix  una  simmetria  però  aquesta  vegada  entre  les  connexions  de  diferents 
d'unitats. Per al  corpus  d'ENST  però, a la fase de  CD s'observa clarament una disposició de 
valors per als pesos situada principalment en la zona negativa de valors, mentre que a la fase de 
BP la distribució de valors dels pesos es resitua simètricament al voltant del valor 0, com a la 
fase CD del corpus ENST. És interessant sobretot el resultat de l'histograma de la fase CD del 
nostre corpus, doncs tot i que a a priori no hauríem de poder afirmar res en base als valors que 
prenen  els  pesos,  sí  sembla  aparent  que  amb  aquesta  distribució  obtinguem  el  nefast 
comportament a CD.

9.1.1 Experiments de millora

A continuació mostrem els diferents experiments de millora aplicats amb els resultats obtinguts 
per cadascun. Es pot comprovar que no hi ha cap patró específic de configuració de millora a 
excepció d'un únic punt: l'increment de la variança de la distribució estàndard a partir de la qual 
s'inicialitzen els  pesos  ens  fa  obtenir  unes  prediccions  per  classe  més  repartides,  tant  sigui 
l'escalat escollit o el nombre d'unitats. Aquesta millora però no és òptima ni definitòria com a 
procediment a seguir per a obtenir millors resultats a CD: per a tots els resultats obtinguts amb 
una configuració concreta, s'han obtingut resultats totalment esbiaixats cap a una classe concreta 
(el que volem sol·lucionar) per aquesta mateixa configuració. És a dir, tenim una molt elevada 
variança en els resultats per una mateixa configuració de paràmetres, deguda a l'alta variança en 
la inicialització dels pesos i  a  la regla estocàstica de decisió,  fet  que suposa que ens anem 
movent en aquest espai d'estats a base de pals de cec gairebé. Tot i això, al no poder obtenir 
millor comportament i en base a l'immens nombre d'experiments realitzats, ens veiem obligats a 
mostrar  aquestes millores,  els  resultats  obtinguts i  el  comportament dels pesos,  per  a poder 
comparar tots aquests resultats amb els del capítol previ.

Taula 9.3. Experiments de millora realitzats amb la finalitat de trobar la millor 
configuració de paràmetres. Cal esmentar que la notació aplicada a la inicialització de 

pesos (i.e. 250^0.5) segueix els criteris esmentats al treball de [43].

Per a tots els experiments a la fase de contrastive divergence es pot observar que tot i tenir una 
pitjor  accuracy, la clasificació de classes del conjunt de test  és molt millor, si entenem millor 
com a una molt més bona distribució de classificació entre totes les classes. Aquesta afirmació 
es pot confirmar amb els ratis de precision, on obtenim un millor repartiment del grau d'encert 
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experiment #1 experiment #2 experiment #3 experiment #4 experiment #5 experiment #6
inicialització pesos 250̂ 0.5 250̂ 0.5 250̂ 0.5 10̂ 0.5 1̂ 0.5 50̂ 0.5

50 50 50 50 50 40
estructura 400-400-600 200-200-300 800-800-1000 400-400-600 400-400–600 200-200-400

escalat rang unitari estandarització

accuracy 22.4590 24.7541 26.2295 26.8852 29.6721 26.2295

matriu de confusió

    31    59    34    57      9     7     4     4      0     1     0     0 0     1     3     0      0     0     0     0     86    95    95   114
    41    51    61    37 141   142   146   156 62    51    47    45 148   139   122   142     11     6     3     8      7    14     4    10
    62    28    39    50      0     1     0     0     12    11     6    12 2    10    25    18     31    55    65    42     45    21    42    18
    16    12    16    16      0     0     0     0 76    87    97   103  0     0     0     0    108    89    82   110     12    20     9    18

bd    20.6667 6 0 0 0 57.3333
oh    34.0000    94.6667    34.0000    92.6667 4 9.3333
ch    26.0000 0 4    16.6667    43.3333 28.0000
sd 10 0    64.3750 0    68.7500 11.2500

accuracy 71.8033 56.0656 72.4590 79.0164 88.5246 57.8689

matriu de confusió
   123     8    12    28     96    32    17    39    127    14     6    36 140     7     5    12    149     8     1    18
    10   104    21    27      7    73    11    37      6    93    16    26 2   116    13    28      1   124    12     8 13    77     9    45
     4     6   113     7     14    12   102    13      7     5   127     3 1     6   124    18      0     8   135     2 28    14   106    12
    13    32     4    98     33    33    20    71     10    38     1    95  7    21     8   102      0    10     2   132 5    22     7    66

bd    82.0000    64.0000    84.6667    93.3333    99.3333 69.3333
oh    69.3333    48.6667    62.0000    77.3333    82.6667 51.3333
ch    75.3333    68.0000    84.6667    82.6667    90.0000 70.6667
sd    61.2500    44.3750    59.3750    63.7500    82.5000 41.2500

epochs fase CD

mean  proper a 0 mean  proper a 0 mean  proper a 0 mean  proper a 0
fase CD

ratis de precision

fase BP

104    37    28    37

ratis de precision
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per  a  les  quatre  classes.  Podem  afirmar  que  hem  millorat  l'aprenentatge  per  a  la  fase  de 
contrastive divergence, en tant en quant no tenim valors totalment esbiaixats cap a una sola de 
les classes. Referent als resultats de la deep belief network podem veure com els resultats han 
empitjorat de manera significativa, contràriament al que pensàvem amb els resultats obtinguts a 
la fase  greedy: s'observa clarament un empitjorament, tot i que abans de comentar-ho volem 
mostrar l'evolució del risk i l'empirical risk per a la fase de BP:

Figura 9.4. Evolució del risk (en blau) i l'empirical risk (en verd) per a la fase de 
backpropagation.

Els anteriors resultats sorprenen en certa manera, doncs havent obtingut el que sembla un bon 
espai d'estats a la primera fase, observem que la fase de finetune no és capaç de generalitzar cap 
al  conjunt  de validació.  És  obvi  que  un  bon  aprenentatge  d'un  conjunt  d'entrenament  no 
assegura un bon comportament per un conjunt de  test, i aquí ha quedat demostrat: tenim una 
gran variança entre les prediccions esperades i les predicions obtingudes. Per tant en base als 
resultats  mostrats  hem obtingut  un  model  que  modela  de  forma massa  precissa  el  conjunt 
d'entrenament però no és capaç de generalitzar per al conjunt de test, i concloent hem obtingut 
el tan poc desitjat (però lleuger en aquest cas) overfitting.

Una  de  les  possibles  raons  per  les  quals  la  deep belief  network  no ha  pogut  inferir  bones 
probabilitats es deu segurament a la inicialització dels pesos, tal com s'apunta a [28]: amb pesos 
inicialment  grans  les  deep  belief  networks  troben  un  mínim  local  molt  pobre;  amb  pesos 
inicialment molt petits no és possible entrenar una  DBN  amb moltes capes d'unitats  hidden. 
L'altra possible raó és la complexitat del model denotat en la variança, el qual ha tingut un 
excel·lent  comportament  per  al  conjunt  d'entrenament  –  memoritzant  en  certa  manera  les 
representacions  d'aquest conjunt – però per culpa d'aquest punt no és capaç de generalitzar al 
conjunt de test. Una tercera possible raó aparent per aquest mal aprenentatge pot venir donada 
pel  fenòmen  de  the  curse  of  dimensionality.  No  s'havia  considerat  amb  anterioritat  aquest 
fenòmen degut a les bones prediccions sobre el conjunt de test dels experiments previs, però en 
la present situació és un problema que cal analitzar. En aquest cas el fenòmen es denota en que 
si es vol obtenir una bona balança entre el bias i la variança, cal tenir en compte el nombre de 
paràmetres i la dimensionalitat de l'espai [3].  Així doncs el nombre de  paràmetres té un rol 
important  relacionat  amb  la  dimensionalitat  de  l'espai.  El  que  estableix  the  curse  of  
dimensionality és  que  si  es  vol  mantenir  una  millor  densitat  entesa  com  a  densitat 
d'observacions de l'espai d'estats, aquesta densitat està directament relacionada amb el nombre 
de dimensions respecte el nombre de paràmetres: quantes més dimensions tingui el model més 
paràmetres s'han d'introduir, de forma exponencial. Per als experiments #1, #3, #4 i #5 es podria 
explicar el mal resultat a partir d'aquest fenòmen, i els experiments #2 i #6 el confirmarien, però 
aquesta suposició invalidaria de facto tots els experiments realitzats al capítol 8, i òbviament són 
els  que  han  obtingut  millor  comportament  per  a  la  fase  de  backpropagation (i  pitjor 
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comportament a la fase de CD).  Per a confirmar la invalidesa de la suposició en el fenòmen 
acabat d'explicar, a continuació mostrem el risk i empirical risk de la fase de backpropagation 
de l'experiment #3 i  com es pot  comprovar,  es rebaixa mínimament la  misclassification del 
conjunt de test, alleugerint mínimament el bias. 

Figura 9.5. Mostra del risk (en blau) i l'empirical risk (en verd) de la fase de finetune per a 
l'experiment #3.

Finalitzem aquest tractament previ de millora amb diferents conclusions i suposicions basades 
en tota la sèrie d'experiments realitzats. És important anotar que els experiments recollits en 
aquest capítol no són tots els realitzats per a la generació de les següents conclusions, però sí 
són els més representatius:

- Amb un nombre major d'unitats (estructura de 2000-2000-2500) obtenim resultats pitjors 
que  per  a  les  estructures  de  tamany mig  (400-400-600 i  800-800-1000)  o  tamany petit. 
Creiem sincerament que aquest comportament es deu a the curse of dimensionality, a més de 
trencar dramàticament amb el principi d'Occam's Razor.

- Amb la configuració que reporta els millors resultats dels experiments previs però aplicant 
un escalat de rang unitari a les dades, s'obtenen uns resultats molt pitjors per a les dues fases.

- En canvi si es redueix la inicialització dels pesos a una distribució amb una mitjana de 0 i 
variança unitària,  mantenint  la resta de paràmetres  de configuració idèntics,  els  resultats 
milloren significativament respecte el punt anterior per a la fase de  finetune, però per a la 
fase greedy empitjoren notablement (reiterem: obtenim una overall accuracy semblant, però 
les  prediccions  són  totalment  esbiaixades  cap  a  una  sola  classe).  Tots  els  experiments 
realitzats anb una mínima variança (unitària o de 0.5) confirmen aquest punt, com també el 
confirmarien tots els experiments realitzats al  capítol 8.

- Reduint la variança en la inicialització dels pesos obtenim els millors resultats d'aquesta 
última  bateria  de  proves  per  a  la  fase  finetune,  en  canvi  per  a  la  fase  greedy obtenim 
prediccions totalment esbiaixades cap a una sola classe com ens succeeix al capítol 8.

- Una conclusió clara és que quan més distribuides estan les prediccions entre les classes, 
més dolent és l'aprenentatge a la fase del finetune. En canvi quan més esbiaixades estan cap a 
una sola classe, més bo és el comportament a la fase de finetune. Aquest comportament es 
contradiu totalment amb el reportat amb el corpus MNIST. La raó més òbvia apunta a l'alta 
variança en la inicialització dels pesos, els quals prenen valors més extrems que els que 
s'obtenen en tots els experiments del capítol 8. Al proper apartat mostrarem una visualització 
dels pesos com a confirmació d'aquest fet.
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- Sembla ser que la inicialització dels pesos està directament relacionada amb la variança de 
les dades: a menys variança de les dades, menys variança han de tenir els pesos, i a l'inrevés.

9.2 Comportament  de  la  deep  belief  network  amb  dimensionality  
reduction
En aquest apartat realitzem una avaluació del comportament reportat a les fases de contrastive  
divergence i backpropagation. L'experiment escollit és el #6, degut a que hem obtingut un bon 
comportament a la fase de  CD  i s'està duent a terme  dimensionality reduction.  Com ja s'ha 
esmentat a l'apartat previ, la configuració dels pesos de la fase greedy és altament variable entre 
cada experiment per una mateixa configuració degut a tres motius:

- Pesos inicialitzats en base a una distribució estàndard amb una alta variança.

- Existència de múltiples mínims locals amb un aprenentatge basat en MLE i per extensió en 
CD, degut a l'estructura de la RBM [7].

- Dades d'entrada contínues, no quasi-binàries com en el cas de MNIST.

Tot i això és convenient mostrar les representacions internes dels pesos per a les dues fases amb 
aquest  nou  comportament  del  model,  així  com  també  els  resultats  obtinguts.  Com  ja  s'ha 
esmentat prèviament en aquest experiment s'està duent a terme reducció de la dimensionalitat de 
les dades d'entrada, de manera que la situació canvia substancialment en tant en quant en espais 
dimensionals més elevats les dades d'entrada venen representades per menys dimensions. La 
configuració d'aquest experiment ve donada pels següents valors:

- Escalat: dades amb mitjana propera a 0

- Coeficients RastaPLP

- Dataset isolated

- Arquitectura:

- 3 RBMs en stack

- 200 unitats hidden de la primera RBM

- 200 unitats hidden de la segona RBM

- 400 unitats hidden de la tercera RBM

- Deep belief network: 260 – 200 – 200 - 400

- Fase greedy: 

- Nombre d'epochs: 40

- Learning rate dels pesos: 0.000001

- Learning rate dels biases positius: 0.0000005

- Learning rate dels biases negatius: 0.0000005

- Momentum: 0.0009

- Penalització dels pesos: 0.00002

- Fase finetune:

- Nombre d'epochs: 200
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Reproduim aquí  el  resultat  obtingut  amb l'experiment  per  ambdues  fases.  Per  a  la  fase  de 
contrastive divergence obtenim:

- Accuracy: 26.2295%

- Matriu de confusió i ratis de precision i recall:

Taula 9.6. Classificacions a la matriu de confusió i ratis de precision i recall.

Per a la fase de backpropagation:

- Accuracy: 57.8689%

- Matriu de confusió i ratis de precision i recall:

Taula 9.7. Classificacions a la matriu de confusió i ratis de precision i recall.

És clarament observable el nefast comportament per a la fase de finetune. En els experiments 
previs de cerca de millor configuració per a CD ens hem trobat amb aquesta casuística, i la raó 
més lògica per aquest comportament creiem que ve determinada per l'alta variança de pesos, que 
dificulta en sobremanera l'aprenentatge en la deep belief network, tal com s'estableix en [29].

A continuació visualitzem la primera capa de pesos de la fase de finetune, de manera que podem 
comparar els pesos d'aquest experiment contra els pesos visualitzats del capítol 8.
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matriu de confusió
bd ch oh sd precisions recalls

bd 86 95 95 114 bd 57.3333 bd 22.0513
ch 7 14 4 10 ch 9.3333 ch 40
oh 45 21 42 18 oh 28.0000 oh 33.3333
sd 12 20 9 18 sd 11.2500 sd 30.5085

matriu de confusió
bd ch oh sd precisions recalls

bd 104 37 28 37 bd 69.3333 bd 50.4854
ch 13 77 9 45 ch 51.3333 ch 53.4722
oh 28 14 106 12 oh 70.6667 oh 66.25
sd 5 22 7 66 sd 41.25 sd 66
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Figura 9.8. Visualització de la primera capa de pesos de la fase de finetune. 

A diferència de la visualització de la figura 8.10, en aquest cas s'observa que els valors dels 
pesos  són  molt  més  extrems:  valors  quasi-binaris  i  establerts  en  límits  tant  inferiors  com 
superiors molt extremats.  En aquest cas com en la figura 8.10 no es poden establir patrons 
perceptuals que ens ajudin a entendre què ha aprés la xarxa. Degut al baix rati discriminatiu 
d'aquest experiment no és molt preocupant el fet que no poguem establir alguna mena de patró, 
però  sí  que  ho  és  per  al  cas  de  la  figura  8.10,  i  en  general  per  a  totes  dues  figures.  La 
visualització de la primera capa de pesos ens hauria de donar alguna informació visual sobre el 
features apresos i com es pot apreciar no n'és el cas; o bé és molt difícil extreure els  features 
apresos  pels  pesos  en base als  nostres  descriptors,  els  quals  de  per  sí  mateixos  ja  mostren 
dificultat en la visualització. Per acabar aquest tractament s'han visualitzat els pesos de la fase 
de contrastive divergence, i en aquest cas els resultats han sigut molt similars als de la figura 
9.8,  raó  per  la  qual  no  creiem  que  sigui  informatiu  ni  aporti  res  al  treball  afegir  aquesta 
visualització. 

Davant de la situació que ens presenten els capítols 8 i 9, on aconseguim un bon aprenentatge 
amb backpropagation però un mal aprenentatge amb contrastive divergence, i a l'inrevés un mal 
aprenentatge amb backpropagation però un bon aprenentatge amb contrastive divergence, i amb 
la impossibilitat de trobar millors configuracions, creiem obligat tancar els capítols i l'estudi de 
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les unitats vibible binàries. Abans però, volem apuntar certes conclusions que poden resumir les 
diferents casuístiques trobades respecte a les dues fases i sobretot respecte a CD:

- En aquest problema (és a dir, amb els descriptors del nostre corpus), contrastive divergence 
sembla necessari  que tingui  una alta variança en la inicialització dels pesos per a poder 
aplicar amb certa correctesa una bona classificació. Tot i això no és concloent en tant en 
quant l'espai d'estats trobat per  CD no és gens òptim per a la posterior fase de refinament 
amb  backpropagation,  fet que ens obliga a pensar en la correcta aplicació del  model  no 
supervisat per als descriptors que estem entrant al model.

- Com a punt contraposat backpropagation realitza una bona tasca discriminativa si els pesos 
estan  situats  a  un  valor  proper  a  0  inicialment,  fet  que  permet  que  backpropagation 
mitjançant una cerca amb conjugate gradient pugui trobar els pendents de mínims cap a on 
dirigir-se i obtenir un bon comportament general.

-  La configuració de paràmetres ha suposat un desgast i  esforç immensos, i  una mínima 
variació en un dels paràmetres  ha implicat  que els  resultats  fossin nefastos.  Creiem que 
aquest comportament es deu als descriptors escollits, els quals mostren una molt difícil tasca 
per  a  models  discriminatius  quan  no  es  poden  ajudar  de  labels,  degut  a  la  molt  poca 
separabilitat que mostren entre classes: aquesta afirmació s'ajuda de les visualitzacions dels 
descriptors realitzades al capítol 6, on efectivament era molt difícil poder establir visualment 
quins descriptors corresponien a quina classe.

-  Finalment  creiem  que  contrastive  divergence necessita  un  altre  tipus  d'estructura  que 
permeti  modelar  millor  els  descriptors  d'entrada.  En  aquest  sentit  podem  establir  els 
descriptors com a valors reals, i per tant serà necessari com a mínim obtenir unitats visible 
contínues.  Però  havent  comprovat  la  gran  dificultat  en  la  configuració  dels  paràmetres, 
creiem que un canvi d'estructura no implica automàticament un millor comportament de CD, 
i  que  serà  inevitable  fer  una  cerca  molt  refinada  de  molts  paràmetres  fins  a  trobar  la 
configuració adequada. Aquesta millora formaria part d'un nou treball  fóra de l'abast  del 
present projecte.

-  No  volem  finalitzar  sense  apuntar  una  altra  raó  molt  plausible  per  a  explicar  el  mal 
comportament de la majoria d'experiments amb contrastive divergence: aquesta fase forma 
part d'un model no supervisat, a diferència de la deep belief network a la fase de finetune, la 
SVM i  KNN.  És  molt  possible  que  la  no  supervisió  en  l'aprenentatge  impliqui  que  la 
inferència  d'estats  sigui  totalment  ineficaç  i  per  aquesta  raó  les  prediccions  en  la  tasca 
discriminativa recauen totes en una mateixa classe. Creiem fermament que aquest punt sumat 
a la raó prèvia (unitats binàries) són les principals raons per les quals contrastive divergence 
no realitza un correcte aprenentatge.

9.3 Reconstrucció
En aquest apartat presentem breument les capacitats reconstructives de la deep belief network, 
concretament  de l'autoencoder.  Com es  podrà  observar  en els  gràfics  de reconstrucció dels 
coeficients, aquests obtenen certa semblança respecte als originals, però en qualsevol cas no 
obtenen una reconstrucció fidel o exacte. En aquest cas obtenim el mateix comportament que en 
la sèrie d'experiments realitzats a l'apartat 9.1, amb totes les prediccions esbiaixades cap a una 
sola classe just a l'acabament de la fase greedy. L'aprenentatge de l'autoencoder i per tant dels 
pesos tant de reconeixement com generatius ha sigut molt més complicat de dur-lo a terme, i 
degut  a  la  restricció  de  temps  no  s'ha  pogut  experimentar  amb infinitat  de  configuracions 
diferents com en l'avaluació de les capacitats discriminatives del model dels capítols previs. Tot 
i això podem mostrar resultats que en certa mesura aproximen les classes d'entrada, tot i no ser 
òptims, i creiem que és interessant explicitar-los per a mostrar les capacitats generatives del 
model. L'objectiu del present treball és realitzar tasques discriminatives en base als descriptors 
proposats, però al basar-se en un model generatiu és molt convenient mostrar què succeeix quan 
realitzem  una  tasca  generativa,  per  la  qual  s'utilitza  en  tot  el  seu  potencial  aquest  model 
generatiu.

90



Millora en el comportament de contrastive divergence

En aquest cas fem ús de l'estructura següent que construeix l'autoencoder, format per la següent 
composició:

260 → 200 → 120 → 80→ 10 → 80 → 120 → 200 → 260

La primera i  l'última capa són l'entrada del  model  i  la  reconstrucció,  exemplificades en els 
coeficients cepstrals. Les tres capes intermitges (200 → 120 → 80  i  80 → 120 → 200 ) es 
corresponen a l'estructura de reconeixement i generativa del model respectivament, amb unitats 
sigmoidals,  i  la  capa  formada  per  10  unitats  és  una  capa  composada  d'unitats  lineals,  que 
apliquen la memòria associativa de Hebb (capítol 5.2.4 i annex A.3.4.1).

La configuració de la resta de paràmetres és la següent:

- Classes: 4

- Conjunt d'entrenament:

classe 1 – 300 sons ; classe 2 – 300 sons 

classe 3 – 310 sons ; classe 4 – 320 sons

- Conjunt de test: 

classe 1 – 160 sons; classe 2 – 150 sons ; 

classe 3 – 150 sons ; classe 4 – 160 sons

- Àudio: 

- Canals d'àudio: 1 (mono)

- Freqüència de mostreig: 44100 Khz

- Frame rate: 100 Hz

- Nombre de frames considerats per so: 20

- Descriptors: Coeficients RastaPLP

- Nombre de coeficients: 13

- Arquitectura:

- 4 RBMs en stack: 3 RBM's amb unitats sigmoidals; 1 RBM amb unitats lineals

- 200 unitats hidden de la primera RBM

- 120 unitats hidden de la segona RBM

- 80 unitats hidden de la tercera RBM

- 10 unitats hidden de la quarta RBM

- Autoencoder: 200 – 120 – 80 – 10 – 80 – 120 - 200

- Fase greedy: 

- Nombre d'epochs: 10

- Learning rate dels pesos: 0.0001

- Learning rate dels biases positius: 0.0005

- Learning rate dels biases negatius: 0.0005

- Momentum: inicial (primeres 5 epochs) – 0.0005 ; final – 0.0009

- Penalització dels pesos: 0.00002

- Fase finetune:

- Nombre de epochs: 200
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L'anterior configuració és la millor que s'ha pogut trobar per a obtenir un  bon comportament 
amb l'autoencoder. Com ja s'ha esmentat degut a les restriccions de temps no s'han pogut trobar 
millors configuracions, tot i que se n'han provat moltes de diferents. Tal com ens ha passat amb 
els experiments discriminatius de la  deep belief network,  fer aprendre el model generatiu ha 
suposat una tasca molt difícil, doncs tal com s'estableix a [28] l'aprenentatge en un autoencoder 
és molt complicat si s'obtenen pesos molt petits o bé molt grans, ja que per cada capa d'unitats 
els  canvis es tornen substancialment ínfims i  la  xarxa no modela  correcte ni  ràpidament  el 
model d'entrada. Hinton fa ús de la fase greedy per a millorar l'aprenentatge (annex A.3.8), però 
tal com ens ha passat en els experiments previs aquesta fase no ha suposat cap increment en el 
bon comportament del model.

9.3.1 Estats interns 

En aquest apartat mostrem els resultats de classificació fent ús de les capacitats discriminatives 
del model. També mostrem els estats interns dels pesos generatius. Amb aquest petit tractament 
pretenem donar una idea del comportament del model tal com s'ha realitzat al capítol 8.

En primer lloc mostrem la tasca discriminativa duta a terme pel model. Per a l'avaluació de la 
part  discriminativa  s'ha  fet  ús  únicament  dels  pesos  de  reconeixement,  doncs  els  pesos 
generatius no tenen cap mena de poder de decisió en aquest entorn. L'accuracy obtinguda en la 
tasca discriminativa es situa en un 29.6721%, òbviament nefasta si comparem aquest resultat 
contra els resultats obtinguts al capítol 8 o els dels apartats 9.1 i 9.2. A continuació mostrem la 
matriu de confusió, la qual ha obtingut uns ratis de classificació semblants als de la fase greedy 
de tots els experiments previs, així com també els ratis de precision.

Taula 9.9. Matriu de confusió i ratis de precision i recall de la fase de l'autoencoder. Es pot 
comprovar que dues classes no han obtingut cap classificació ni cap identificació. Com 

s'ha esmentat aquest comportament és idèntic a l'obtingut a la fase greedy quan les 
prediccions estan esbiaixades cap a una o dues classes.

Els resultats previs ens mostren el comportament tan nefast dut a terme per l'autoencoder. Una 
accuracy d'un 29.6721% és realment baixa, i si la comparem contra les accuracies obtingudes al 
capítol 8 o fins i tot les d'aquest mateix capítol (que ja eren dolentes) aquest resultat és nefast. 
Com veurem a l'apartat 9.3.2 això no ha suposat un impediment per a que la xarxa aproximés en 
bona mesura el model d'entrada. En aquest sentit a continuació mostrem la visualització dels 
pesos de l'última capa de sortida, la corresponent a les reconstruccions.
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matriu de confusió
bd oh ch sd precisions recalls

bd 129 135 98 145 bd 86.0000 bd 25.4438
ch 0 0 0 0 ch 0 ch 0
oh 21 15 52 15 oh 34.6667 oh 50.4854
sd 0 0 0 0 sd 0 sd 0
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Figura 9.10. Última capa del model: es mostren 100 features dels 200 possibles. Els valors 
estan situats en un rang semblant als dels pesos de la figura 8.10.

Com en totes les figures prèvies però, no podem extreure patrons visuals que siguin indicadors 
dels features apresos. Particularment per aquesta visualització aquest fet és molt negatiu, en tant 
en quant estem mostrant els  features dels pesos generatius, amb el que esperaríem una molt 
millor visualització a partir de la qual observar els features apresos, però no n'és el cas. D'una 
banda creiem que com en els casos anteriors, sí hi han features inherents en les visualitzacions, 
però no els sabem interpretar o extreure; d'altra banda és molt possible que els pesos imposin 
restriccions mínimes i en aquest cas que obtenim una tasca discriminativa realment dolenta i 
una tasca generativa amb un error elevat, els features apresos són molt generals; amb un millor 
comportament del model generatiu és molt probable que es poguessin extreure patrons en els 
features mostrats.

9.3.2 Procés de reconstrucció 

Finalment mostrem els estats interns reconstruits gràcies al model generatiu. La visualització es 
basa en mostrar les reconstruccions d'un minibatch format per 10 exemples i composat de les 
diferents classes que participen a l'aprenentatge. Aquesta reconstrucció es visualitza després de 
200 epochs d'aprenentatge amb el model generatiu.
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Figura 9.11. A la fila superior, els coeficients RastaPLP originals d'entrada al model. A la 
fila inferior, les reconstruccions aconseguides per la xarxa. Totes quatre classes estan 
representades. Es mostren 10 exemples amb l'objectiu de mostrar millor la inferència 

produida al model.

L'anterior visualització mostra les capacitats generatives del model de l'autoencoder en tot el 
seu potencial. Tot i haver obtingut una tasca discriminativa mediocre, el model sembla haver 
aprés a grans trets les carecterístiques essencials de cada exemple. També es pot comprovar que 
les diferències entre classes no es poden establir a nivell perceptual amb aquests descriptors 
(observar les visualitzacions originals per a la classe  bass drum  per exemple). Amb aquestes 
visualitzacions  estem  comprovant  que  tot  i  no  obtenir  un  bon  model,  la  reducció  de 
dimensionalitat  és satisfactòria:  no hem d'oblidar que la capa intermitja formada per unitats 
lineals  i  que implementa  la  memòria associativa  està formada únicament per 10 unitats,  de 
manera que aconseguim aquestes reconstruccions de 260 paràmetres en base a les activacions 
produides per les 10 unitats de la capa central.

Figura 9.12. Error MSE mesurat en tant per cent: en verd l'error corresponent al test; en 
blau el corresponent a l'entrenament.

La  figura  prèvia  mostra  l'error  quadràtic  produit  a  l'aprenentatge  del  model  generatiu  de 
l'autoencoder.  Es  pot  observar  que  l'aprenentatge  és  òptim  a  la  primera  epoch,  però 
posteriorment s'estanca (amb una única significativa reducció de l'error a l'epoch 65) durant tot 
el procés. També és apreciable el millor comportament mostrat pel conjunt de validació, fet que 
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contrasta amb tots els experiments previs. En aquest cas doncs el bias és considerablement baix. 
Aquesta visualització també és últil per a confirmar la dificultat d'aprenentatge de les xarxes 
tipus autoencoder. Tot i haver obtingut un aprenentatge força nefast, les reconstruccions de les 
entrades són aproximacions força bones:  podem afirmar que amb un aprenentatge amb una 
accuracy semblant als resultats del model discriminatiu del capítol 8, el model generatiu seria 
capaç  de  reconstruir  les  entrades  amb un  nivell  de  detall  molt  elevat.  Òbviament  aquestes 
millores les deixem com a treball futur, doncs aquest apartat únicament el volíem exposar com a 
mostra de les capacitats generatives del model que estem avaluant.
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10. Implementació RBM en Python

En aquest capítol presentem la implementació en  Python de la fase  greedy composada d'un 
stack  de  RBM's amb la regla d'aprenentatge de  contrastive divergence. Després de considerar 
diferents llenguatges, ens decidim per Python per dues raons principals:

- Permet fer prototipus molt ràpids i al mateix temps consistents i potents.

- La disponibilitat de biblioteques de codi per al tractament amb dades numèriques, senyal 
d'àudio, operacions matemàtiques i plotting de senyals és molt ampli.

A la xarxa es pot trobar molta informació sobre Python i el seu alt poder en tractament d'anàlisi i 
càlcul numèric. Algunes fonts l'apunten com a molt bon candidat com a alternativa viable i 
equivalent al programari  Matlab –  a més de ser lliure, i gratuït  -. Concretament les següents 
llibreries permeten construir un entorn equivalent al que hom està acostumat amb Matlab:

-  Python  core:  Python és  un  llenguatge  d'alt  nivell  genèric  que  permet  desenvolupar 
prototipus ràpidament, com també aplicacions finals.

- Numpy: Llibreria bàsica per al tractament numèric i matemàtic.

-  Scipy:  Llibreria  de més alt  nivell  que  Numpy,  que implementa  molts  algoritmes per  al 
processament de senyal, entre d'altres.

- Matplotlib:  Llibreria que té per objectiu emular el  plotting que es pot  aconseguir  amb 
Matlab.

Tot i la disponibilitat de les llibreries i eïnes esmentades, l'adaptació de Matlab a Python no és 
trivial,  doncs  no  hi  han  equivalències  per  moltes  funcions  i  s'ha  de  generar  codi 
significativament diferent.  En aquest  sentit  s'ha fet  ús extensiu de les diferents  API's  [64] i 
d'alguns llistats d'equivalències entre Matlab i Python [63].

D'altra banda les anteriors llibreries han servit per a la construcció principalment del nucli de 
l'aplicatiu, el qual es pot executar en consola. Però s'implementa un embolcall o  wrapper al 
damunt  que  afegeix  un  entorn  gràfic  per  a  una  millor  i  més  senzilla  utilització  del  model 
implementat, mitjançant la llibreria wxPython, la qual és una adaptació en Python de la llibreria 
original i multiplataforma wxWidgets.

10.1 Disseny i implementació
El disseny de l'aplicació en Python s'ha realitzat pas a pas, i ha consistit en les següents fases:

- Lectura de WAV's: implementació del codi i test de validesa.

-  Obtenció  dels  coeficients  MFCC:  la  implementació  s'ha  realitzat  a  partir  del  codi  de 
Malcolm Slaney de l'Auditory Toolbox  [57]. La implementació realitzada únicament extreu 
els  coeficients  cepstrals,  deixant  de  banda la  resposta  impulsional  i  altres  paràmetres  de 
sortida que es poden obtenir amb el codi original d'Slaney. El codi s'implementa i es valida 
correctament.

- Creació de  minibatches:  es decideix fer  servir  el  model  que troba un compromís entre 
l'aprenentatge online i offline amb la creació de minibatches. El codi s'implementa i es valida 
correctament.

-  RBM: s'implementa el model de la màquina restringida de Boltzman amb unitats binàries 
estocàstiques,  la  funció  d'activació  sigmoidal  i  l'aprenentatge  basat  en  el  mètode  de 
contrastive divergence.

- Classificador: implementació d'un classificador tal com s'ha realitzat a la implementació 
Matlab, que incorpora una capa que implementa una funció softmax.

-  Entorn  gràfic:  finalment  es  duu  a  terme  el  desenvolupament  de  l'entorn  gràfic. 
Sorprenentment s'han hagut de destinar un bon nombre d'hores a aquesta implementació, que 
cau fóra de l'abast del present treball. Tot i això es decideix fer la implementació per a tenir 
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una  versió  operativa  gràfica  de  l'aprenentatge  amb  Restricted  Boltzmann  Machines.  La 
implementació es basa en la llibreria de wxPython i la integració de Matplotlib.

Finalment s'obté el següent disseny:

Figura 10.1. Diagrama de classes (mòduls) simplificat.

De manera breu expliquem el funcionament del model mitjançant cada mòdul:

- pyRBM

Punt d'entrada a l'aplicació. Duu a terme les següents tasques:

· Crea l'entorn gràfic necessari per a l'execució de l'aplicació.

· Inicialitza les configuracions bàsiques per defecte.

· Inicialitza els  listeners que són la pedra angular per a la interacció entre l'usuari i 
l'aplicatiu.

·  L'aplicació emmagatzema la  configuració general  al  mòdul  GeneralConfig.  Cada 
Restricted  Boltzmann  Machine configurada  i  afegida  al  sistema  es  configura 
mitjançant el mòdul rbmConfig.

· Per a la lectura dels arxius de so, la creació dels coeficients MFCC, la generació de 
minibatches,  l'execució del model i  la classificació, s'invoca al mòdul  MainWorker 
que actua en certa manera de controlador únic o FrontController. Aquest mòdul és el 
punt d'accés únic al model o nucli de l'aplicació.

- PlotPanel

S'encarrega de les dues visualitzacions principals:

· Visualització de les evolucions de l'error quadràtic de les RBM's.

· Visualització dels pesos de la primera capa del model. Concretament es visualitzen 
20 features.

- GeneralConfig i rbmConfig

Com  ja  s'ha  explicat  aquests  mòduls  s'encarreguen  d'emmagatzemar  la  configuració 
general del model i de les diferents RBM's que participen en el mateix. D'aquesta manera 

98



Implementació RBM en Python

es crea un pont o proxy entre la vista i el controlador/model, i s'assegura un procediment 
de configuració i crida únics.

- mClassify

Aquest mòdul actua de helper de l'aplicació. Les tasques es poden resumir en dos punts:

·  Emmagatzema  la  configuració  del  sistema  gràcies  als  dos  mòduls  prèviament 
explicats.

· Emmagatzema la informació relativa als pesos, errors i dades del sistema.

L'emmagatzematge es realitza serialitzant  i  deserialitzant  el  mòdul,  de manera que es 
permeten recuperar dades d'execucions prèvies amb l'avantatge que no cal realitzar totes 
les passes per al desenvolupament d'un experiment.

D'altra  banda  aquest  mòdul  és  la  classe  principal  d'execució  si  es  decideix  executar 
l'aplicació mitjançant un terminal.

- MainWorker

Punt  d'entrada  per  a  l'execució del  model.  Recull  la  configuració  a  partir  del  mòdul 
mClassify i  permet  realitzar  les  següents  accions:  recollida  de  dades,  càlcul  dels 
coeficients MFCC i generació de minibatches; execució del model i classificació amb un 
conjunt de validació.

- importData / mfcc

Duu a terme dues tasques principals:

· Lectura dels fitxers WAV's del corpus indicat.

·  Creació dels coeficients  MFCC a  partir  dels  arxius llegits  (mòdul  mfcc).  Aquest 
mòdul s'ha desenvolupat íntegrament a partir de la implementació de Malcolm Slaney 
[57].

- genBatches

La tasca única d'aquest mòdul és la creació dels  minibatches que serviran d'entrada al 
model.  D'altra  banda  es  divideixen  els  minibatches en  dos  conjunts:  un  conjunt 
d'entrenament i un conjunt de validació. El mètode escollit per aquesta divisió és el hold-
out, amb una proporció de 7/10 per al conjunt d'entrenament i 3/10 per al conjunt de test.

- rbm

Mòdul que implementa l'algoritme d'aprenentatge de la  Restricted Boltzmann Machine. 
Permet realitzar tantes iteracions de contrastive divergence com s'hagin indicat, i tots els 
paràmetres  que  defineixen  l'execució  (learning  rates,  momentums,  epochs)  són 
configurables.

- classifier

Realitza la tasca discriminativa del model amb una última capa softmax sobre el conjunt 
de test. Extreu diferents resultats:

· Accuracy.

· Matriu de confusió.

· Ratis de precision.

· Ratis de recall.

En la implementació s'ha tingut molt en compte la representació de les dades. El format de les 
dades de Matlab és per defecte punt flotant de 64 bits. Per a la implementació en Python s'han 
definit  totes  les  operacions  sobre  dades  de  punt  flotant  de  64  bits  també.  Numpy permet 
especificar  dades  de  punt  flotant  amb precissió  més gran  (96 bits  per  exemple),  però hem 
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preferit mantenir la compatibilitat entre les dades, de manera que poguem obtenir amb Python 
resultats iguals (o millors) que els aconseguits amb Matlab, sobre la mateixa base de dades.

D'altra banda s'ha d'esmentar la dificultat que ha suposat donar-li l'aparença gràfica al nucli. En 
aquest sentit la implementació s'ha basat en dos pilars:

- Implementació d'un model de threads, de manera que durant operacions llargues del nucli 
(com l'aprenentatge del model) no bloquegi l'entorn gràfic.

- Emmagatzematge de variables en curs en fitxers, que d'altra banda no suposen un retard en 
l'execució del codi del nucli. Aquesta serialització de dades permet realitzar execucions com 
per exemple dur a terme directament l'aprenentatge, sense passar prèviament per la recollida 
dels descriptors (sempre i quan s'hagi realitzat prèviament la lectura dels arxius).

Figura 10.2. Mostra de l'aplicatiu just havent realitzat l'aprenentatge d'un model format 
per 4 RBM's en stack (fase greedy).

10.2 Proves realitzades
Aquest apartat mostra els resultats de les proves realitzades amb les implementacions de Matlab 
i Python. Es reporta la mitjana de temps dels cicles de CPU per cada prova, i una mostra de la 
classificació duta a terme per les dues implementacions, així com també una visualització de 20 
features dels pesos de la primera capa de la implementació Python.

La configuració de les proves és la següent:

- Escalat: escalat unitari.

- Coeficients MFCC.

100



Implementació RBM en Python

- Dataset isolated.

- Sense balanceig entre classes.

- Arquitectura:

- 3 RBMs en stack

- 200 unitats hidden de la primera RBM

- 200 unitats hidden de la segona RBM

- 400 unitats hidden de la tercera RBM

- Deep belief network: 260 – 200 – 200 - 400

- Fase greedy: 

- Nombre d'epochs: 20

- Learning rate dels pesos: 0.0001

- Learning rate dels biases positius: 0.005

- Learning rate dels biases negatius: 0.005

- Momentum: 0.0005

- Penalització dels pesos: 0.0002

A continuació  mostrem  la  mitjana  de  temps  per  a  les  cinc  proves  realitzades  per  cada 
experiment.  La implementació  Python triga uns 30 segons menys que la part  homòloga de 
Matlab en el preprocessat i tractament de les dades, mentre que a la fase d'aprenentatge els rols 
es bescanvien. En general es pot afirmar que obtenim un comportament semblant, en tant en 
quant la implementació Python es podria haver implementat molt més eficientment, fent ús de 
les convencions de programació úniques de Python.

Taula 10.3. Resultats reportats en segons, dels cicles de CPU.

Per als resultats de classificació sobre un conjunt  de validació, en ambdues implementacions 
s'ha optat pel mètode hold-out. Es pot comprovar que totes tres mesures són equivalents, amb 
prediccions i identificacions cap a una única classe; la única diferència és la classe que rep tots 
els resultats.

Taules 10.4. Accuracies, ratis de precision i ratis de recall per a les dues implementacions.
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Matlab Python
108.2188 79.75019
317.5156 518.7522

Lectura arxius, càlcul MFCC, creació minibatches
Aprenentatge 3 RBM's en stack

Matlab Python
accuracy 47 49.0826

precision bd oh ch sd
Matlab 0 0 0 100
Python 0 0 100 0

recall bd oh ch sd
Matlab 0 0 0 49.0826
Python 0 0 47 0
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Ara podem mostrar l'evolució del  MSE per a les 3  RBM's per ambdues implementacions. Les 
visualitzacions  confirmen l'equivalència  de  les  implementacions  i  del  seu comportament  en 
l'aprenentatge.

Figura 10.5. Mostra de l'evolució del MSE: a l'esquerra les visualitzacions de la 
implementació Matlab, a la dreta les corresponents per a la implementació Python. Les 

corbes de l'error són similars en forma, tot i que els valors de l'error són significativament 
diferents entre ambdues implementacions. Tot i això, als resultats de classificació es pot 

comprovar que no hi han diferències.

Finalment mostrem 20  features consecutius de la primera capa de pesos de la implementació 
Python. A primera vista ressalta el fet que són molt més perceptualment entenedores aquestes 
visualitzacions:  molt  més  suavitzades.  Tot  i  això  el  rang en el  que  es  mouen els  pesos  és 
semblant al reportat per la implementació Matlab, i com ja hem repetit els resultats aconseguits 
són  equivalents. I  tot  i  que  visualment  tinguem  unes  visualitzacions  en  certa  manera  més 
entenedores, no podem ni volem extreure cap tipus de patró degut als features apresos. De fet no 
en trobem cap tipus, doncs sembla que hi ha una aleatorietat en la definició dels estats d'aquests 
features, com en les visualitzacions prèvies de pesos.

Figura 10.6. 20 features de la primera capa de pesos de la implementació Python.
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11. Conclusions

El present treball ha presentat una anàlisi exhaustiva d'avaluació d'un model generatiu per a la 
classificació de sons percussius. No només això, sinó que s'ha pogut realitzar una comparativa 
amb altres mètodes més deterministes com SVM i KNN, a més d'una implementació bàsica del 
model generatiu no supervisat amb una interfície gràfica que permet la interacció de manera 
senzilla amb aquest model.  No s'ha pogut demostrar una superioritat clara de la  deep belief  
network respecte altres mètodes en tasques discriminatives, tot i que sí s'han obtingut resultats 
satisfactoris amb un comportament semblant i  molt acurat respecte a altres mètodes. D'altra 
banda s'ha  pogut  comprovar que la fase  que implementa  contrastive  divergence ha reportat 
resultats  força  negatius,  però  en canvi  la  fase  de  backpropagation com ja  hem explicat  ha 
obtingut resultats de l'estat de l'art  en tasques discriminatives. Amb l'anàlisi  realitzada en el 
present  treball  hem pogut  desenvolupar  un  entorn  d'anàlisi  de  senyals  d'àudio  i  algoritmes 
d'aprenentatge que ens han permés dur a terme tasques de classificació,  com també aplicar 
reducció de la dimensionalitat i l'observació dels estats interns del model. A més a més s'ha 
pogut  desenvolupar  un  reduit  entorn  d'aprenentatge  en  Python de  la  Restricted  Boltzmann 
Machine,  fet que ha implicat un major grau de coneixement d'aquest model central del nostre 
treball.

Hem pogut presentar de forma global que la Restricted Boltzmann Machine, pedra angular del 
nostre treball, per a la fase de contrastive divergence no ha pogut inferir correctament estats en 
base als descriptors presentats i a múltiples i diferents configuracions. El model no supervisat 
per regla general ha aconseguit uns resultats en què la tasca discriminativa ha associat totes les 
prediccions cap a una única classe, i aquest comportament és totalment erràtic. El model s'ha 
pogut millorar amb els experiments del capítol 9, però les implicacions d'aquestes proves tenen 
inconvenients molt importants, i per tant no es poden considerar correctes, en el sentit que no és 
una línia de recerca a seguir. En base als resultats obtinguts el model no supervisat analitzat 
presenta futures opcions que s'analitzen a l'apartat 11.1 d'aquest capítol.

En canvi el model generatiu supervisat, la deep belief network entrenada amb backpropagation, 
ha obtingut un comportament molt satisfactori i amb resultats comparables a l'estat de l'art dels 
mètodes discriminatius de sons percussius. La tasca discriminativa ha produit resultats òptims, 
amb un gran poder de generalització cap a conjunts de sons no vistos pel model. Tot i que en 
l'anàlisi  dels  pesos  no  s'hagin  pogut  trobar  representacions  de  patrons  visuals  que  ens 
permetessin entendre què és el que aprèn el model, creiem que els descriptors utilitzats de per sí 
ja presenten dificultats en la seva mostra, i la visualització dels estats interns no creiem que 
sigui errònia, doncs és molt probable que tot i no haver obtingut un patró dels estats visualitzats, 
aquests  sí  són  òptims  en  la  seva  representació  en  tant  en  quant  permeten  una  tasca 
discriminativa amb un èxit notable.

D'altra banda s'ha pogut comparar la tasca classificadora del model escollit, no només contra 
mètodes de l'estat de l'art presents en la literatura per aquestes tasques, sinó també contra dos 
models populars que en aquest treball hem pogut experimentar que produeixen resultats similars 
als  reportats  pel  model  generatiu.  D'entre  ells  i  en  concordància  amb  els  resultats  d'altres 
treballs,  SVM ha obtingut  resultats  satisfactoris  i  prometedors.  La gran avantatge del  model 
generatiu però és la seva capacitat per modelar precissament les entrades i les sortides de la 
xarxa, i per tant no només permet realitzar una tasca de classificació, sinó que també permet 
reconstruir els estats interns en base a la classe que volguem obtenir.  Per tant el model ens 
permet una reconstrucció d'estats interns incomplets gràcies a la memòria associativa de la seva 
capa  intermitja.  No  podem  oblidar  també  que  el  model  ha  permés  aplicar  reducció  de  la 
dimensionalitat  de  les  dades.  Molts  pocs  mètodes  de la  literatura  posseeixen  aquesta  triple 
funcionalitat,  i  ho  creiem  una  clara  avantatge  del  mateix  respecte  a  mètodes  populars 
discriminatius i regressius com SVM.

Finalment també s'ha de comentar la implementació realitzada que ha suposat una adaptació en 
Python d'un subconjunt del codi utilitzat per als experiments, a més del desenvolupament d'un 
entorn gràfic que tot i que no ha estat determinant per a l'el·laboració del present treball, sí ha 
reportat altres beneficis. En primer lloc ens ha permès entendre en molta més profunditat les 
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implicacions  del  model  que imposa  la  Restricted  Boltzmann Machine. També ha servit  per 
entendre el compromís que existeix entre un aprenentatge online i offline, com també l'obtenció 
dels coeficients MFCC en base a la implementació proposada per Slaney. No podem oblidar que 
el  desenvolupament  de  la  part  gràfica  ha  suposat  repensar  l'aplicació  per  adequar-se  a  les 
capacitats  interactives  de  la  mateixa,  fet  que  ha  permés  una  immersió  en  la  manera  de 
programar entorns gràfics.

En un altre ordre de coses, a nivell personal aquest treball ha reportat molts beneficis que em 
seran beneficiosos de cara a un futur treball. Un dels més grans beneficis ha vingut donat per 
l'estudi realitzat dels models de la Restricted Boltzmann Machine i la  deep belief network, els 
quals es sustenten en un edifici teòric molt ampli i amb moltíssimes implicacions, moltes d'elles 
estudiades.  Aquest  estudi  ha  permès  un  endinsament  profund  i  ampli  en  els  models 
probabilístics existents, que d'altra banda no hauria pogut obtenir. En igual ordre de magnitut el 
segon gran benefici ha vingut reportat per l'estudi de les tècniques i descriptors actuals usats en 
la  representació d'àudio.  Existeix  un  ampli  ventall  de  tècniques  i  descriptors  que permeten 
representar un so, i tot i que ens hem centrat en dues concretacions d'un model auditorial, hem 
pogut analitzar altres possibilitats. Per tant hem pogut obtenir una visió general i àmplia de 
quins mètodes i descriptors s'utilitzen en l'estat de l'art en tasques principalment discriminatives 
i de carecterització d'un so, i que han permés establir una base sòlida per a futurs treballs en 
aquest sentit.

A més a més dels dos pilars previs el treball ha permés aprofundir en la tasca de recerca, amb un 
establiment de mètodes i  pautes per a obtenir resultats el més fiables possibles,  i  en aquest 
aspecte  els  mètodes  estadístics  han  tingut  un  paper  important.  No  podem  oblidar  la 
implementació en  Python,  que a més dels beneficis  ja explicats  ha servit  per  a realitzar  un 
endinsament en el meravellós món de desenvolupament en aquest llenguatge de programació, a 
més d'una immersió en el  desenvolupament  d'un entorn gràfic  que requereix una forma de 
pensar significativament diferent. Per tots els motius exposats, tot i no haver obtingut tots els 
resultats esperats però sí una gairebé totalitat de tots ells, estic molt satisfet per la feina feta i per 
tots els guanys que ha suposat el desenvolupament d'aquest projecte.

11.1 Discussió i treball futur
Ja  s'han  explicat  a  nivell  general  els  resultats  negatius  de  la  fase  no  supervisada,  que  en 
moltíssimes  ocasions  l'hem  denominat  per  contrastive  divergence.  En  base  als  resultats 
obtinguts  és  més  que  segur  que  una  unitat  binària  estocàstica  és  la  pitjor  opció  si  volem 
representar els descriptors escollits per al treball. En múltiples ocasions s'ha presentat el dubte 
de si el codi és correcte, i en aquest sentit l'hem revisat innombrables vegades comprovant la 
seva validesa, per tant aquesta opció tan bàsica (però tan nefasta d'altra banda) es descarta per 
complet. Un motiu que també ha pesat molt ha sigut la consideració que la fase de contrastive 
divergence s'ha desenvolupat en un model no supervisat, i creiem que aquest fet és una raó força 
plausible per al mal comportament obtingut. La raó és tan simple com que els descriptors entrats 
presenten una tasca discriminativa molt complicada fins i tot per a un humà, i sense labels que 
ajudin a la identificació d'aquests sons, la classificació es torna gairebé impossible.

Per tant en funció dels resultats obtinguts al present treball s'obren diferents línies de recerca 
futures que millorarien significativament el resultat discriminatiu de  contrastive divergence, i 
també ens permetrien obtenir resultats satisfactoris en el model generatiu de reconstrucció dels 
estats interns:

- En primer lloc, l'utilització d'unitats contínues en comptes de les actuals unitats binàries és 
un canvi  obligat.  Tot  i  haver obtingut  resultats  nefastos amb unitats  contínues en aquest 
treball, un estudi extens d'aquest tipus d'unitats gairebé segur que milloraria el comportament 
del  model  generatiu  en  base  als  descriptors  escollits,  doncs  els  nostres  descriptors  no 
presenten una distribució de valors binària, tot al contrari, la seva distribució és contínua.

-  Ja  s'ha  esmentat  que  una  raó  molt  plausible  per  al  mal  comportament  a  la  fase  de 
contrastive  divergence ve  donada  per  la  modelització  de  les  entrades  en  base  a  un 
aprenentatge  no  supervisat.  Si  en  comptes  de  modelar  les  entrades  i  les  sortides 
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respectivament, s'haguessin modelat les entrades i els  labels d'una banda i les sortides en 
segon  lloc,  el  comportament  de  contrastive  divergence  previsiblement  milloraria 
significativament. Però la incorporació de  labels suposaria un inconvenient conceptual: la 
Restricted Boltzmann Machine es va idear amb la idea principal de modelar distribucions de 
probabilitat  de  dades  d'entrada  sense  l'ajut  de  labels,  i  per  tant  imposar  un  model  no 
supervisat. La raó per la qual es volia conceptualitzar aquesta idea és ben senzilla: la majoria 
de dades disponibles al món no estan categoritzades, i per tant la construcció d'un model no 
supervisat suposa poder tractar  amb un gran volum de dades.  Però òbviament,  si  podem 
ajudar al model amb labels millorarem el comportament de la xarxa significativament, i en el 
nostre cas aquesta ajuda seria crucial.

- La incorporació d'altres tipus de descriptors espectrals i temporals de ben segur milloraria 
globalment la tasca discriminativa del model. Treballs com els de [26] milloren els resultats 
de classificació quan s'incorporen una gran quantitat  de  descriptors diferents,  i  tenint  en 
compte la potència del model generatiu avaluat i  els resultats satisfactoris obtinguts amb 
l'actual el·lecció de descriptors en el nostre treball, incorporar més descriptors implicaria una 
millora en la tasca discriminativa del model generatiu.

-  Tot  i  no  ser  l'objectiu  principal  del  present  treball,  i  per  tant  no  haver-lo  estudiat 
extensament, la capacitat reconstructiva del model generatiu milloraria el seu comportament 
gràcies  als  dos  primers  punts  explicats.  D'altra  banda  s'hauria  d'avaluar  la  conveniència 
d'aplicar una fase amb backpropagation, que com ja hem explicat pateix d'una gran dificultat 
en  el  seu  aprenentatge;  i  substituir  aquesta  fase  d'aprenentatge  per  una  única  fase  amb 
contrastive divergence.

- Continuant amb l'argumentació proposada a l'últim punt, s'hauria d'avaluar si és necessari 
tenir un model compost format per dues fases, per tant: una primera fase de cerca d'un bon 
espai d'estats inicial i una segona fase de refinament; i substituir ambdues fases per una única 
fase basada en un aprenentatge amb contrastive divergence, seguint la proposta realitzada en 
[42], on demostren amb resultats satisfactoris que és possible obtenir un bon comportament 
únicament amb contrastive divergence.

-  Finalment  un  estudi  extens  de  les  capacitats  generatives  del  model  permetria  obtenir 
múltiples aplicacions pràctiques (sempre i quan els resultats fossin satisfactoris). Doncs hem 
de recordar que la deep belief network modela distribucions de probabilitat el més semblants 
possibles  a  l'entrada,  i  és  aquest  objectiu  del  model  el  que  permet  un  gran  ventall 
d'aplicacions pràctiques fent ús de les capacitats reconstructives de la xarxa.

S'han presentat diferents i múltiples línies de recerca a seguir, amb moltes possibilitats d'obtenir 
un entorn unificat tant per a tasques discriminatives com generatives per a sons inharmònics. No 
només això, doncs es podria ampliar el seu rang d'aplicació a sons harmònics o bé el modelatge 
de cançons, tot i que aquest últim punt necessitaria una complexitat de càlcul molt elevada. En 
qualsevol cas aquest tipus de model generatiu promet resultats molt esperançadors i satisfactoris 
per al camp de l'àudio, en el qual existeixen poques o nul·les aportacions del model avaluat en 
aquest treball. Davant d'aquest immens camp de recerca possible a realitzar, creiem que aquest 
treball representa una petita aportació per a l'aprofundiment i estudi del model generatiu per a 
tasques amb àudio, i esperem moltes més aportacions en aquest camp amb el model avaluat en 
aquest treball.
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Annex A. Machine learning: deep belief networks

El  present  treball  es  basa  en  el  desenvolupament  i  estudi  de  la  màquina  restringida  de 
Boltzmann,  composada  en  capes  superposades  formant  d'aquesta  manera  un  tipus  de  xarxa 
bayesiana generativa: la deep belief network. Per tant és obligatori estudiar i presentar la base 
teòrica que sustenta el model que avaluem:

-  S'inicia  el  tractament  amb  un  recordatori  de  probabilitat  elemental  i  posteriorment  la 
interpretació bayesiana de la probabilitat.

- Es continua amb la presentació de les xarxes de creença  o bayesianes, que apliquen de 
forma pràctica el teorema de Bayes.

- Es presenten els models d'Ising, en els quals es basa l'aprenentatge de simulated annealing 
de la xarxa que avaluem i la seva funció d'energia, a més de l'equivalencia de la distribució 
de Boltzmann.

-  Conceptes  de  teoria  de  la  informació  i  l'energia  lliure  variacional  són  explicats 
lleugerament.

- Continuem amb els mètodes d'inferència en distribucions intractables: mètodes de sampleig 
numèric.

- Finalment podem presentar la xarxa de  Hopfield, basada en la regla de  Hebbs, continuar 
amb la màquina de Boltzmann i finalment presentar les restriccions que imposa la màquina 
restringida de Boltzmann.

- Com a últim punt es presenten les deep belief networks, paradigma final en el que es basa 
tot  el  treball  (juntament  amb  la  màquina  restringida  de  Boltzmann),  juntament  amb 
l'autoencoder, que plasma el model generatiu en tot el seu potencial.

A.1. Estadística i la interpretació bayesiana
Dos  corrents  han  estat  sempre  presents  al  voltant  de  la  interpretació  de  probabilitats  en 
estadística: el corrent freqüentista – identifica probabilitats amb sèries llargues de casos -  i el 
corrent bayesià. Clarament la interpretació bayesiana és amplament usada en les estructures de 
xarxes  de  creença (bayesianes)  degut  al  concepte  principal  de  condicionalització.  Abans de 
continuar però, val la pena refrescar alguns termes estadístics bàsics [15].

A.1.1. Estadística bàsica: càlcul de probabilitat

- Axiomes

Es defineix l'espai  U que conté tota la sèrie d'events possibles. Per convenció es defineix la 
probabilitat màxima amb 1, el que ens condueix al primer axioma:

(A.1)

Ara es defineix una subregió X de l'espai U, que no pot ser negativa sota cap concepte:

(A.2)

Finalment definim el tercer axioma – additiu -: tenim dos events X i Y, els quals són exclusius 
mútuament, de manera que:

(A.3)

Si els anteriors axiomes es compleixen per una funció del subconjunt d'U, lllavors tenim una 
funció probabilística.

- Distribució de probabilitat condicional

Aquest concepte és sinó el més important, el que juga un paper principal en tota la lògica que es 
desenvoluparà  posteriorment.  La  definició  estableix  que  donat  un  event  Y amb  certa 
probabilitat, la probabilitat d'un altre event X ve condicionada per la probabilitat de l'event Y:
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(A.4)

- Independència

Dos events X i Y són independents si la probabilitat condicional (en els dos sentits) entre els dos 
és  igual  a  la  probabilitat  marginal  d'un  sol  dels  events.  Dit  d'una  altra  manera,  X i  Y són 
independents si condicionant en un dels dos, deixa intacte la probabilitat de l'altre:

(A.5)

Ara generalitzem el concepte d'independència als events X i Y independents d'un event Z:

(A.6)

En aquest cas l'event Y no dóna cap tipus d'informació relevant, ja que Z ens explica tot sobre X 
sense necessitar d'observar Y.

- La regla de la suma i la regla del producte

En aquest punt enumerem dues regles fonamentals de la teoria de la probabilitat que es fan 
servir  extensament  en  la  lògica  bayesiana:  la  regla  de  la  suma  o  també  anomenada  la 
probabilitat marginal, i la regla del producte o també anomenada la probabilitat conjunta.

La probabilitat marginal d'un event X es defineix com la probabilitat de l'event X marginalitzant 
(sumant) per tots els valors de l'event Y:

(A.7)

De  la  probabilitat  condicional  (A.4)  i  de  la  probabilitat  marginal  (A.7)  podem  obtenir  la 
probabilitat conjunta  de dos events  X i  Y, definida com el total de probabilitats que es poden 
donar en el cas que les dues variables adquireixin els valors esperats: 

(A.8)

- Densitats de probabilitat

En l'actual explicació del càlcul de probabilitat ens estem cenyint únicament al cas de variables 
discretes. Però hem de fer esment també al cas continu, amb el que podem definir les següents 
formulacions.

Probabilitat que la variable X es situi a l'intèrval (a,b):

(A.9)

L'anterior probabilitat ha de complir les dues condicions següents:

(A.10)

(A.11)

Ara podem definir la funció de distribució acumulativa (cdf), que defineix la probabilitat que la 
variable X=x estigui a l'interval definit per :

(A.12)
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I finalment podem enunciar les formulacions equivalents per a la regla del producte i de la suma 
del cas discret:

(A.13)

(A.14)

- Esperances i covariàncies

En aquest últim punt definirem el concepte  d'esperança  i  covariància, conceptes àmpliament 
utilitzats en les deep belief networks.

En el cas de l'esperança, aquesta es defineix com el valor mig d'una funció  en base a una 
distribució de probabilitat  ; el valor mig està ponderat per la distribució de probabiliat. 
Així doncs l'esperança es defineix de la següent manera (esmentar que per al cas de variables 
contínues substituim la suma per una integral): 

(A.15)

Podem aproximar l'esperança si en un cas hipotètic tinguèssim infinits punts  N extrets d'una 
distribució o densitat de probabilitat, amb el que aproximaríem amb:

(A.16)

També podem definir l'esperança condicional d'X en Y amb:

(A.17)

Un cop tenim definida l'esperança podem explicitar la variança, mesura que ens dóna el grau de 
variabilitat  que  obtenim  al  voltant  de  la  mitja  (mean)  de  la  funció  f(x).  En  aquest  treball 
utilitzem aquestes mesures per avaluar i analitzar els paràmetres d'entrada a la nostra xarxa. 
Tenim que la variança es defineix en base a:

(A.18)

I desenvolupant l'anterior quadrat, podem reescriure la variança en funció de la variable x en sí 
mateixa, obtenint:

(A.19)

Finalment  definim la  covariància entre  dues  variables  aleatòries  x  i  y. Aquesta  mesura  ens 
explica com d'independents són les variables, és a dir, ens diu com varien conjúntament x i y. Si 
x i y són independents, no tenim covariància:

(A.20)

A.1.2. Teorema de Bayes

A partir  de  la  regla  del  producte  o  probabilitat  conjunta  (A.8)  i  de  la  propietat  simètrica 
 es troba el teorema de Bayes que presentem a continuació:

(A.21)
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L'anterior equació la podem reescriure en paraules de la següent forma:

(A.22)

Així doncs el teorema de Bayes ens dóna una probabilitat, o més acuradament una certesa, que 
la  variable  aleatòria  Y  pot  prendre  el  valor  Y=y  depenent  de  la  causa  X=x  en  base  a  la 
versemblança que la causa X sigui la més plausible a l'hora d'explicar Y=y, tantes vegades com 
la  probabilitat  marginal  d'Y (normalment  el  prior s'interpreta  com  a  probabilitat  marginal 
calculada condicionant sobre X, en d'altres casos el  prior ja està informat i el podem incloure 
directament).  El  factor  del  denominador  no  és  informatiu,  en  tant  en  quant  el  seu  ús  és 
pràcticament  resolutiu:  assegurar  que  la  probabilitat  posterior  és  una  probabilitat  real, 
normalitzant-la  a  un  valor  màxim de  1.  Aquesta  constant  és  la  probabilitat  marginal  de  la 
variable aleatòria  X, de manera que el teorema de Bayes el podríem reescriure de la manera 
següent:

(A.23)

Cal esmentar que la interpretació bayesiana de la probabilitat ha sigut sempre problemàtica, 
degut principalment al significat que se li dóna al terme prior: molts acusen als bayesians de 
condicionalitzar el càlcul de la probabilitat posterior per culpa de l'el·lecció de la probabilitat 
prèvia (prior) que ja condiciona de per sí el resultat. Però per als bayesians no és més que un 
reafirmament de la bona interpretació que la corrent bayesiana fa de la probabilitat, en tant en 
quant és la més plausible conceptualment o bé la més plausible matemàticament, i en tant en 
quant molts events no es poden explicar amb la probabilitat freqüentista. Aquesta problemàtica 
es basa en el  principi de condicionalització del teorema de  Bayes. La condicionalització que 
s'aplica en el teorema estableix que un cop obtenim , adoptem la probabilitat de Y en 
X com el nou grau de creença en Y. En definitiva la condicionalització estableix que actualitzem 
la creença en Y a partir de les probabilitats condicionades en l'evidència que establim X. 

A.2. Xarxes bayesianes o de creença
Aquest tipus de xarxes tenen una estructura basada en un graf acíclic dirigit: implica que no es 
poden formar cicles i les connexions entre els nodes són dirigides. Els nodes representen events 
–  variables  -,  mentre  que  les  connexions  o  arcs  codifiquen  distribucions  de  probabilitat 
condicionals; semànticament les connexions es defineixen com a connexions causals: dirigeixen 
d'un estat – variable – causa a un estat efecte, tot i que no sempre es modelen causes. Per tant és 
més acurat definir les connexions com a connexions influents d'un node pare al node fill. Així 
doncs, les xarxes bayesianes permeten representar i raonar sobre la incertesa.

Les xarxes bayesianes es poden definir a partir dels següents punts [41][37]:

- Els nodes es defineixen a partir de variables aleatòries.

- Les connexions són dirigides.

- Cada node té associat un grup d'estats exclusius entre ells.

- Tota variable té associada una taula de distribucions de probabilitats condicionals (respecte 
els  seus  pares);  únicament  les  variables  d'entrada  no  tenen  probabilitats  condicionals: 
directament tenen associades distribucions de probabilitats prèvies – priors -. Aquest càlcul 
de probabilitat es pot explicar com la regla de la cadena.

- La xarxa bayesiana assumeix la propietat de Markov: en la xarxa modelada no existeixen 
dependències entre nodes que no estiguin ja presents.

- La xarxa representa la independència condicional dels nodes els uns amb els altres.

- La xarxa mostra el comportament de raonament causal (normalment).
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-  El  concepte  de  d-separation és  inherent  en  la  xarxa,  i  la  regla  de  la  cadena  n'és  una 
conseqüencia.

El punt més important de les belief networks és la seva potència per a modelar distribucions de 
probabilitat. Per aconseguir aquesta fita s'aplica repetidament la regla del producte (probabilitat 
conjunta), obtenint la següent formulació de distribució de probabilitat conjunta per a un graf 
amb  K nodes  (  indica  el  conjunt  de  pares  de  ),  la  qual  mostra  la  factorització  de  la 
distribució de probabilitat conjunta del model:

(A.24)

A.2.1. Independència condicional

Una de  les  propietats  importants  però no inherent  en  les  xarxes  bayesianes  és  el  concepte 
d'independència condicional. Concretament si la xarxa satisfà la propietat de Markov, llavors la 
xarxa  explicita  un  comportament  a  les  distribucions  de  probabilitat  les  quals  expressen 
independències  condicionals.  Per  a  provar  si  la  xarxa  mostra  aquest  comportament  desitjat 
((A.24) factoritza),  existeix el mètode de d-separation,  que permet avaluar la independència 
condicional de les  distribucions de probabilitat.

El  concepte de d-separation és una simplificació de direction-dependent separation, el  qual 
estableix la propietat per la qual dos nodes són condicionalment dependents o independents.  En 
concret  i  si  simplifiquem,  d-separation ens  diu  que  dos  nodes  són  condicionalment 
independents quan existeix una variable intermitja i es compleix una de les dues condicions 
següents: la variable intermitja (l'evidència) és coneguda, i la connexió entre nodes és en sèrie o 
bé descendeix de la variable intermitja; l'evidència de cap node és coneguda i la connexió entre 
els nodes descendeix cap a la variable intermitja. Les dues possibilitats presentades fan implícita 
la independència dels nodes.

El comportament de la independència condicional es pot presentar segons l'arquitectura local 
dels nodes, avaluant si podem observar l'estat del node intermig (si hi és present). Però hi ha un 
cas particular molt interessant i devastador que es manifesta en el fenòmen d'explaining away. 
El fenòmen es presenta quan (en l'avaluació local) dels nodes, tenim dos nodes pares que tenen 
connexions dirigides a un node fill.

Figura A.1. A l'esquerra: condicionem en la variable C, de manera que obtenim 
dependència entre els nodes pares (explaining away). A la dreta la variable C no és 

observada: obtenim factorització en la probabilitat posterior.

Expliquem el concepte en base a la figura A.1, que ens mostra l'arquitectura local esmentada. Si 
condicionem en la variable c, la distribució condicional d'a i b és la següent:

(A.25)

Com es pot comprovar no es factoritza en , amb el que no tenim independència 
condicional. Si el node  c  no és observat, tenim que els nodes  a i  b factoritzen i per tant les 
variables són independents. Aquest és un cas concret d'aquesta arquitectura anomenat heat-to-
heat; en altres arquitectures el fenòmen de la independència pot succeir tot al contrari. Però per 
al que ens afectarà posteriorment en la deep belief network i la Restricted Boltzmann Machine,  
aquest és el cas que ens interessa.
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El raonament previ és el de intercausalitat, on donades evidències, quant més probable és una 
evidència d'un node, l'evidència de l'altre node influent es torna menys probable. Estem definint 
explaining away com a intercausal  [60], ja que  a grosso modo  hi ha dos tipus principals de 
raonament: el predictiu o causal i el diagnòstic o evident.  Explaining away es situa entremig 
degut a que el raonament es situa entre dues causes amb un efecte comú.

El problema principal de les xarxes bayesianes és el càlcul de les distribucions de probabilitat, 
el qual es torna intractable en xarxes amb un nombre elevat de nodes. En els següents punts 
s'aniran mostrant mètodes i sol·lucions per a aproximar aquest càlcul de la distribució. Un altre 
problema que fa  difícil  la  inferència  en aquestes  xarxes  és  l'existència  de l'esmentat  efecte 
d'explaining  away,  el  qual  en  el  nostre  cas  queda  disminuit  en  gran  mesura  degut  a  la 
construcció pròpia de les màquines de Boltzmann, que són un cas particular de Markov Random 
Fields, i queda finalment anul·lat gràcies a dos mètodes:

- Per una banda l'estructura pròpia de la màquina restringida de  Boltzmann imposa certes 
restriccions  que  el·liminen  el  fenòmen  i  fan  possible  samplejar  de  la  distribució  de 
probabilitat posterior amb mètodes aproximatius ja que tenim probabilitats factorials.

- D'altra banda en l'arquitectura de l'autoencoder – que no és més que un stack d'RBM's -, el 
fenòmen queda suprimit gràcies a la tècnica d'inferència basada en els conjugate priors.

Totes dues millores les explicarem en els propers punts com a parts integrants dels models que 
presentarem.  D'altra  banda  volem  fer  una  petita  menció  –  tot  i  que  posteriorment  quan 
expliquem els models d'Ising eixamplarem l'explicació - als esmentats Markov Random Fields, 
els  quals  són  un  altre  tipus  de  model  gràfic  també  anomenat  model  gràfic  no  dirigit,  la 
carecterística principal dels quals és que tenen connexions no dirigides i els nodes dels quals 
contenen la propietat de Markov. Aquest tipus de model gràfic permet obtenir més fàcilment la 
independència entre nodes, i el fenòmen d'explaining away és residual o nul.

No volem acabar  el  tractament  de les  xarxes  bayesianes  sense explicar  els  dos  paradigmes 
actuals a l'hora d'aprendre o inferir en xarxes bayesianes: els  models generatius i els models 
discriminatius. Un  model  generatiu  modela  la  distribució  de  probabilitat  conjunta  de  les 
entrades i les sortides esperades, en concret modela la probabilitat conjunta  i realitza les 
prediccions  aplicant  les  regles  de  Bayes per  a  trobar  .  D'altra  banda  el  model 
discriminatiu  modela la probabilitat  posterior   directament.  Generalment  s'aconsella 
utilitzar un model discriminatiu abans que un model generatiu, en [51] i [54] trobem exemples 
d'aquest  raonament  i  la  defensa  del  mateix.  Ambdós  estableixen  que  un  problema  de 
classificació  s'ha de sol·lucionar de la forma més directa i senzilla, i evitar un model complex 
com per exemple modelar la probabilitat conjunta. En general tots dos estudis demostren que un 
classificador discriminatiu reporta millors resultats, tot i que aquest model disminueix l'energia 
global més lentament al contrari que el model generatiu que té una més ràpida convergència al 
seu error asimptòtic  - que d'altra banda és més elevat que en el del model discriminatiu -. Però 
en  [29],  Hinton demostra  diversos  avantatges  dels  models  generatius  respecte  dels 
discriminatius, que en el nostre estudi són d'especial importància. Podem enumerar-ne alguns:

- Un model generatiu permet aprendre sense la necessitat d'obtenir informació dels labels. A 
més a més,  el  model  generatiu  basa la  complexitat  de l'aprenentatge en funció dels  bits 
requerits per especificar l'entrada – ja que com explicarem més endavant, es presten termes 
de la teoria de la informació per a un nou model d'aprenentatge -; al contrari que el model 
discriminatiu  que  té  una  complexitat  basada  en  el  nombre  de  bits  d'informació  per 
especificar el label.

- El model generatiu permet interpretar i generar representacions dels seus estats interns.

- Els models discriminatius únicament obtenen millors ratis de classificació en dominis on no 
és possible aprendre un bon model generatiu, però a poc a poc aquesta sèrie de dominis va 
quedant anulada.
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A.3. Boltzmann Machines
La màquina de  Boltzmann és un exemple d'un model gràfic com els anteriorment presentats, 
concretament  és  una  especificació  concreta  d'un  Markov  Random  Field,  implementant  un 
paradigma generatiu d'inferència de les distribucions de probabilitat. Es basa en el model de la 
xarxa binària de  Hopfield,  del qui n'implementa la distribució de probabilitat associada a la 
funció d'energia d'aquesta xarxa.

De la xarxa de  Hopfield les màquines de Boltzmann n'hereden la convergència, cercada usant 
mètodes variacionals per a minimitzar l'energia lliure variacional. D'altra banda tant la funció 
d'energia com la distribució de probabilitat d'un estat donat usats en la convergència de la xarxa 
es presten del model d'Ising, model que és presentat a continuació.

A.3.1. Models d'Ising

Un model d'Ising és un model de física estadística, el qual bàsicament consisteix en un array 
d'spins connectats magnèticament i els quals poden agafar els valors +1 i -1. Si un spin està a 
l'estat +1 afavoreix la resta dels seus veïns a que també ho estiguin – es considera un estat 
ferromagnètic -; i a l'inrevés si un spin està a l'estat -1 – afavorint la resta de veins a que també 
ho estiguin - es considera antiferromagnètic. La funció d'energia per a un estat  x es defineix 
[47]:

(A.26)

Si J > 0 el model és ferromagnètic i si J < 0 el model és antiferromagnètic. Podem calcular la 
probabilitat d'x en equilibri a la temperatura T amb:

(A.27)

On tenim que:

 , on  és la constant de Boltzmann,

,  la  qual  s'anomena  funció  de  partició.  Aquesta  

funció ve a ser el punt problemàtic en la inferència de distribucions de probabilitat  
posteriors.  Al  voltant  d'ella  més  endavant  mostrarem com s'han  establert  mètodes  
d'aproximació de la inferència.

Els models d'Ising tenen tres propietats importants per les quals són relevants, tot i que per al 
tipus de xarxa que tractem dues són especialment significatives:

- Generalitzant la funció d'energia de manera que les unions J i els camps h no són constants:

(A.28)

L'anterior funció d'energia ens defineix la funció d'energia de les xarxes de  Hopfield i les 
màquines de Boltzmann.

- Aquest sistema és usat com a model estadístic per les propietats inherents del mateix. En 
aquest sentit  la funció d'energia es simplifica com a logaritme de la probabilitat,  la qual 
forma part de la distribució de Boltzmann.
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A.3.2. Teoria de la informació i mètodes variacionals

Aquests mètodes són usats per a l'aproximació de distribucions de probabilitat complexes. La 
clau central del seu modus operandi és l'entropia relativa i el compliment de la desigualtat de 
Gibbs. En aquest apartat presentem els punts bàsics de la teoria de la informació i pinzellades 
dels mètodes variacionals, doncs en la construcció dels algoritmes d'aprenentatge de la màquina 
restringida de Boltzmann ens referirem al que exposem a continuació.

- Teoria de la informació: entropia relativa

L'entropia  relativa,  també  anomenada  divergència  de  Kullback-Leibler,  es  defineix  com  la 
mesura de la diferència entre dues distribucions de probabilitat d'un mateix conjunt. Així doncs 
tenim:

(A.29)

Aquesta divergència satisfà l'anomenada desigualtat de Gibbs:

(A.30)

La  desigualtat  es  torna  una  igualtat  si  .  Ambdós  formulacions  adquiriran  especial 
importància  a  l'hora  de  presentar  l'algoritme  d'aprenentatge  de  la  màquina  restringida  de 
Boltzmann, com veurem en punts posteriors.

- Energia lliure variacional

En el model generatiu que posteriorment es presentarà, es fa ús d'una formulació per a avaluar 
el  límit  inferior  d'un  vector  de  dades  en  un  moment  determinat  del  processat  de  la  xarxa. 
Aquesta formulació és l'energia lliure variacional que forma part dels mètodes variacionals, els 
quals són un mètode (d'entre totes les possibilitats existents) per aproximar distribucions de 
probabilitat  gairebé intractables.  Així doncs,  l'energia lliure variacional és una mesura de la 
qualitat de l'aproximació a la distribució de probabilitat, en concret:

(A.31)

Manipulant l'anterior formulació podem obtenir la següent expressió, la qual referenciarem en el 
tractament de la regla d'aprenentatge de la màquina restringida de Boltzmann:

    (A.32)

La formulació prèvia  ens  descriu  l'energia  lliure  variacional  com l'energia  esperada  sota  la 
distribució aproximada, menys l'entropia d'aquesta distribució. Aquesta expressió concreta ens 
permetrà en els propers punts avaluar l'energia i el límit inferior de la configuració de les unitats 
de la màquina restringida de Boltzmann.

Una segona formulació per a l'equació (A.31), fent ús de l'equació (A.27) és la següent:

             (A.33)

Aquesta  nova formulació expressa que l'energia lliure variacional   té  un límit  inferior 
delimitat  per  ,  que  és  l'energia  lliure  real.  La configuració òptima passa  per  igualar  la 
desigualtat de Gibbs, i això unicament pot succeir si la distribució aproximada  és igual 
a la distribució vertadera .
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A.3.3. Aproximació de la inferència: mètodes de sampleig numèric

En molts models i en concret en el nostre cas, és impossible avaluar la distribució posterior 
degut a dos motius: el primer ens dirigeix a la gran dimensionalitat de l'espai de les variables 
internes,  fet  que  fa  computacionalment  inaccessible  el  seu  càlcul;  el  segon punt  que ho  fa 
impossible és la complexitat de la distribució que es vol modelar. Com veurem en el nostre cas 
és summament impossible. Per aquests dos motius existeixen diferents mètodes d'aproximació 
entre els quals tenim: l'algoritme d'Expectation-Maximization,  la  inferència variacional i  els 
mètodes de sampleig. En el nostre cas el model de la màquina de Boltzmann fa ús del sampleig 
de Gibbs, de manera que explicarem els mètodes i les motivacions d'aquests algoritmes.

- Mètodes de sampleig numèric

Com ja s'ha fet esment en una immensa majoria de models és impossible modelar la distribució 
posterior, de manera que ens hem de cenyir a utilizar mètodes d'aproximació. En l'estudi de la 
xarxa del present treball  es fa ús de mètodes de sampleig numèric,  anomenats tècniques de 
Monte Carlo, degut a l'aleatorietat sobre la que es basen per als seus càlculs.

Les tècniques de Monte Carlo tenen per objectiu sol·lucionar dos problemes [47][3]:

- D'una distribució de probabilitat , generar samples 

-  Estimar  esperances  de  funcions  de  la  distribució  ,  amb  la  finalitat  (i.e.)  de  fer 
prediccions. Per exemple podem tenir el següent estimador:  

       (A.34)

Els esforços se centren en sol·lucionar el primer problema, ja que generant samples un cop hem 
trobat la sol·lució al primer problema, llavors podem donar un estimador per al segon problema.

En definitiva, l'objectiu principal és trobar el valor de l'esperança d'una funció  respecte a 
una distribució de probabilitat  .  Per  exemple es  vol  avaluar  l'esperança de la  següent 
distribució de probabilitat contínua:

(A.35)

La  manera  com s'aconsegueix  és  obtenint  samples  de  la  distribució  de  probabilitat,  extrets 
independentment, de manera que es pot realitzar la següent aproximació:

(A.36)

Amb aquesta aproximació s'assegura una mateixa mitja (mean),  i  la variança de l'estimador 
queda definida per [47]:

(A.37)

Com s'ha vist en els capítols dedicats a l'anàlisi comparativa entre la màquina restringida de 
Boltzmann i la resta d'arquitectures comparades, la diferència de variança entre estimadors dóna 
lloc a una discussió centrada en la problemàtica del bias-variance.

- Mètode de sampleig de Gibbs

Aquest mètode forma part dels anomenats mètodes de  Markov Chain Monte Carlo. Aquests 
mètodes tenen la propietat principal d'encadenar el sampleig a partir d'una sèrie d'estats, en què 
cada estat depèn de l'anterior formant d'aquesta manera una cadena de Markov. La qüestió en 
aquest punt radica en si una cadena de  Markov  convergeix a la distribució esperada. No ho 
explicitarem aquí, però en [3] es pot comprovar la demostració de la convergència la qual es 
basa en tres punts:
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- La cadena ha de ser ergòdica, fet que implica que sigui quin sigui el punt inicial de partida, 
sempre s'ha de convergir a una mateixa distribució d'equilibri.

- L'ergodicitat es dóna si la cadena de Markov és homogènia: això implica que per cada 
transició entre estats s'ha de donar la mateixa probabilitat.

- Finalment la cadena ha de ser invariant, que estableix que a cada pas de la cadena aquesta 
segueix sent invariant. La cadena és invariant si es compleix la propietat anomenada detailed 
balance, que implica que samplejar d'una variable  a  , és el mateix que samplejar de 

 a  .

Gibbs sampling basa el  seu mètode en repetir  cíclicament el  sampleig de cadascuna de les 
variables  de  la  distribució  desitjada,  i  substituint  aquestes  mateixes  variables  amb el  valor 
samplejat.  El punt bàsic que sustenta el mètode [47] és que es suposa que la distribució de 
probabilitat  desitjada  és  molt  complexa  de  samplejar,  però  les  distribucions  condicionals 
permeten el sampleig.

Si considerem la distribució desitjada , a l'estat  samplejem per a la 
primera variable  de la forma , amb el que obtenim el nou valor 

per aquesta variable .

En general l'algoritme de Gibbs sampling es pot reproduir de la següent manera:

- Inicialitzar la distribució desitjada.

- Recórrer  

- Samplejar  

- Samplejar  

...

- Samplejar  

El problema amb aquests mètodes de sampleig numèrics, i en particular de  Gibbs sampling – 
que  és  un  cas  concret  del  mètode  de  sampleig  de  Metropolis –  és  el  nombre  d'iteracions 
necessari  per  aconseguir  samples  independents  de  la  distribució  desitjada.  La  qüestió 
problemàtica  dels  dos  mètodes  [47]  és  que  s'explora  l'espai  d'estats  de  forma  aleatòria  i 
lentament,  a  menys  que  tinguem  una  bona  parametrització.  En  concret  la  convergència 
necessita del següent nombre d'iteracions: , on L és l'espai d'estats i  la mida del pas 
entre estats. És òbvia la lenta convergència del mètode, però com es veurà en el capítol de la 
màquina restringida de  Boltzmann, aquesta convergència es pot escurçar dramàticament amb 
una  bona  aproximació:  en  concret  veurem  com  el  mètode  d'aprenentatge  de  contrastive 
divergence estableix en un únic pas aquesta aproximació.

A.3.4. Xarxes de Hopfield

- Aprenentatge hebbià

Una xarxa de  Hopfield conté connexions simètriques i  bidireccionals entre els seus pesos,  i 
opcionalment pot contenir biases. Aquest tipus de xarxa implementa el que s'anomena memòria 
associativa, i concretament l'aprenentatge hebbià.

Aquest aprenenentatge captura la idea de la memòria associativa, en què les activitats de les 
neurones les quals estan positivament relacionades fan incrementar els pesos. Es pot definir 
doncs una força de connexió entre dues neurones, que es modifica amb la següent correlació 
[33]:
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(A.38)

On  average s'interpreta com un càlcul sobre el  passat, i   és la força de connexió entre 
ambdues neurones. La idea fonamental és que si una neurona veu incrementada el seu estímul, 
automàticament la neurona associada també l'incrementa, i a l'inrevés. Un exemple d'aquesta 
casuística es plasma en el que podem anomenar pattern completion, i en general el que obtenim 
és una regla no supervisada d'aprenentatge que implementa la memòria associativa. És senzill 
establir el paral·lelisme de la formulació (A.38) amb un model d'Ising.

- Model de Hopfield

El model definit per J. J. Hopfield presta el concepte de les neurones de McCullough and Pitts, 
en què les neurones tenen dos estats possibles: tenim doncs unitats binàries. La regla d'activació 
de la neurona es defineix amb:

(A.39)

Tal  com s'expressa en [33],  el  perceptró necessita d'actualització síncrona de les unitats,  en 
canvi per al model de Hopfield no és necessària aquesta restricció, de manera que podem tenir 
actualitzacions síncrones o asíncrones. En aquest últim cas les neurones s'actualitzen de forma 
aleatòria en el temps, tractant d'emular millor el comportament del cervell. En qualsevol cas si 
expressem  les  actualitzacions  de  forma  síncrona,  en  què  les  neurones  s'actualitzen 
simultàneament, obtenim la següent expressió d'actualització:

(A.40)

Finalment  la  regla  d'aprenentatge  implementa  l'anomenada  regla  de  Hebb,  la  qual  obté  un 
paràmetre  de ponderació del càlcul, tot i que en l'actualització dels pesos no és informativa. 
En definitiva la regla es defineix amb:

(A.41)

Si  ens  quedem  únicament  amb  un  model  binari  perdrem  moltes  opcions  de  modelar  la 
complexitat de la majòria de problemes. És per això que s'amplia el model de  Hopfield per a 
tractar amb activitats contínues, les quals són nombres reals en el rang (-1,1). En aquest nou 
model les actualitzacions de les unitats resten igual que per al model binari; el que canvia però 
és la funció d'activació que es defineix amb:

(A.42)

Donada la funció d'energia del model d'Ising (A.26) i degut a que tenim connexions simètriques 
entre les unitats, es pot definir una funció d'energia local i la minimització d'aquesta energia de 
la manera següent [33]:

 (A.43)

Si  és simètric amb un caràcter aleatori, llavors tenim molts possibles mínims locals. Això 
afavoreix l'objectiu principal de la xarxa de Hopfield, el qual no és convergir a un mínim global 
si no poder arribar a un mínim local – de manera que podem recuperar estats interns -.

Una propietat  important  de les xarxes de  Hopfield  contínues és l'existència de la funció de 
Lyapunov, que assegura que durant l'activitat de la xarxa aquesta convergirà a un mínim, el qual 
és un mínim local de la funció de Lyapunov. L'existència d'aquesta funció en el model depèn en 
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bona mesura de les connexions simètriques entre neurones i l'actualització asíncrona dels pesos. 
La demostració de l'existència de la funció de Lyapunov no la mostrarem aquí, tot i que sí que 
direm que la demostració parteix dels mètodes variacionals [47].

A.3.5. Màquina de Boltzmann

La màquina de Boltzmann és un model que cambia el paradigma d'aprenentatge respecte altres 
xarxes – per exemple  backpropagation – en què es cerquen sortides concretes donades unes 
entrades: són problemes d'optimització.  En el  cas de la màquina de  Boltzmann l'objectiu és 
aprendre de les entrades per a construir un model estadístic que permeti generar una mateixa 
distribució de sortides donades les entrades: estem en un model generatiu, en el qual modelem 
la distribució de probabilitat conjunta de les entrades i les sortides. La xarxa permet modelar 
dues finalitats com en el model de Hopfield [33]:

- Donades les entrades, la xarxa permet  interpretar aquests valors trobant valors a l'estat 
intern que generin una sortida igual a l'entrada.

-  O  bé  donada  una  entrada  parcial,  la  xarxa  permet  retornar  una  sortida  que  completa 
l'entrada parcial de manera que es permet una compleció o reconstrucció.

Un dels punts principals del model es basa en fer funcionar durant suficient temps la màquina 
de Boltzmann de manera que es samplegin els vectors d'estats i es pugui construir la distribució 
probabilística que s'assembli  el  màxim a l'original  – les  entrades -.  Una de les  claus  per a 
l'aprenentatge  parteix  de  la  tècnica  de  simulated  annealing,  unida  a  la  funció  d'energia 
equivalent al model de Hopfield.

- Estructura

La màquina de Boltzmann es basa en unitats binàries, amb el mateix comportament d'activació 
que  en  el  cas  de  la  xarxa  de  Hopfield (A.39).  Com  en  aquest  model  dues  hipòtesis  són 
versemblants i amb tendència a una acceptació si la connexió (pes) entre ambdues és positiu; i a 
l'inrevés, totes dues hipòtesis tendeixen a no acceptar-se si el pes és negatiu. Com en el model 
de  Hopfield les connexions són simètriques, per tant com que estem tractant amb un model 
gràfic no dirigit, el problema presentat en el punt (A.2) respecte a la independència condicional 
en una xarxa bayesiana es presenta en aquest cas – com també es presenta en les xarxes de 
Hopfield, tot i que no ho hem explicitat prèviament -, degut a que no obtenim independència 
condicional en les unitats. Com veurem per el·liminar aquest efecte farem ús dels mètodes de 
sampleig, casuística que fa de la màquina de Boltzmann un sistema força lent.

El model defineix el concepte d'energia per un estat (de nou, com en Hopfield), de manera que 
l'objectiu és minimitzar aquesta energia. La manera a procedir tal com s'ha esmentat prèviament, 
és fixar les unitats d'entrada a unes dades concretes, i fer córrer la màquina de Boltzmann fins 
que s'arribi a un estat d'equilibri d'energia mínima (de convergència), en què les distribucions de 
les entrades i les sortides són iguals [32]. Així doncs podem definir l'energia de la configuració 
tal com en la xarxa de Hopfield:

(A.44)

De l'anterior formulació n'extreiem dos conceptes importants: la part esquerra de l'expressió 
implementa  la regla de  Hebb (A.41),  i  la  part  dreta  formula  el  treshold de  la unitat  .  Si 
minimitzem l'energia a un estat mínim i d'equilibri, haurem convergit (a un mínim de la funció 
de Lyapunov) i tindrem una representació interna dels estats igual al de les entrades.

Amb el  perill  de  repetir-nos,  la  minimització  de  l'anterior  funció  d'energia  es  basa  en  les 
assumpcions que les connexions són simètriques, de manera que l'actualització dels estats de les 
unitats es determina localment per una unitat k com en el model de Hopfield:

(A.45)
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El terme  és pot el·liminar de les dues formulacions prèvies ja que és equivalent a tenir una 
unitat sempre activada connectada a , de manera que es poden reescriure les fòrmules prèvies 
sense el terme del  treshold però afegint una unitat sempre connectada –  bias – normalment 
formulada amb .

Aquesta minimització presenta el problema que la xarxa té moltes possibilitats de quedar-se en 
un mínim local tal com pot succeir en la xarxa de Hopfield, però a diferència d'aquesta última, 
la màquina de  Boltzmann es va dissenyar originàriament com a un mètode per a sol·lucionar 
problemes de satisfacció de restriccions [32], de manera que un mínim local no és l'energia 
desitjable. Per aconseguir trobar el mínim global s'aplica una altra tècnica coneguda amb el nom 
de simulated annealing, tècnica que expliquem a continuació i que és la clau de l'aprenentatge 
en les màquines de Boltzmann.

- Simulated annealing

Aquesta tècnica s'usa per causa de la gran lentitut de la màquina de  Boltzmann en arribar a 
l'estat d'equilibri. S'introdueix doncs una variació de l'algoritme de Metropolis – explicat al punt 
A.3.3 -, la qual es basa en assignar la unitat   en base al diferencial entre estats actiu i 
inactiu d'energia  , unit al concepte de temperatura del sistema, la qual va decreixent fins 
que es troba la convergència del sistema:

(A.46)

L'anterior probabilitat s'obté a partir d'una funció sigmoidal, on T actua de temperatura. De fet 
aquesta probabilitat  és la mateixa que per al càlcul  de probabilitat  que es fa en un  sistema 
d'Ising per  a  un  spin en  equilibri  (A.27).  Si  el  sistema  fa  ús  d'aquesta  regla  de  decisió, 
eventualment arribarà a una distribució en equilibri que aproxima la distribució de Boltzmann 
[32], amb el que la probabilitat relativa entre dos estats globals és la següent:

(A.47)

La distribució de Boltzmann ens reporta dues propietats molt importants [2] i que es basen en 
els conceptes prèviament explicats:

- D'una banda, com es fa ús d'una variació d'un mètode de  Markov Chain Monte Carlo, 
estem assegurant que arribem a una distribució en equilibri si el nombre d'iteracions tendeix 
a infinit, i  hi convergim sigui quin sigui l'espai inicial d'estats del que partim.

- D'altra banda la diferència en les log-probabilitats de dos estats globals es simplifica en la 
diferència entre les seves energies.

En definitiva la tècnica comença amb una  temperatura alta  -  energia –  del  sistema la qual 
propicia  que  es  convergeixi  ràpidament  a  un  estat  d'equilibri,  tenint  com a  contrapunt  una 
tendència poc favorable a un conjunt d'estats amb poca energia, on les petites diferències no es 
tenen en compte però es fa una cerca global d'un mínim; gradualment l'energia va decaient de 
manera que arribar a l'estat d'equilibri és més lent, però les petites diferències d'energia són molt 
més importants en la cerca i es troba un mínim local de l'àrea delimitada inicialment com a àrea 
contenidora d'un possible mínim global.

Hem d'esmentar que aplicant iterativament el sampleig introduit per l'expressió (A.46) fins a M 
iteracions,  aconseguirem obtenir  N samples  independents  amb el  que  podrem aproximar  la 
distribució de forma correcta: haurem suprimit en bona mesura l'efecte d'explaining away que 
d'altra banda és devastador per a l'aprenentatge basat en la regla de Hebb.

- Regla d'aprenentatge

Per a derivar la regla d'aprenentatge s'introdueixen un nou tipus d'unitats a l'estructura de la 
xarxa: les unitats hidden. Aquestes unitats no tenen cap representació directa respecte el model 
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exterior, però sí que permetran modelar certes propietats que ara explicarem. En concret si es 
volguessin modelar totes les probabilitats dels estats de les unitats visibles, seria impossible pel 
gran nombre d'unitats  hidden requerides.  En canvi  s'assumeix que l'entorn a  modelar  conté 
irregularitats que el fan únic, i les unitats hidden capturaran aquestes irregularitats [32].

En aquest  punt  entra  en  joc  un  concepte  explicat  anteriorment:  l'entropia  relativa,  que  ens 
permet mesurar la discrepància entre dues distribucions (A.3.2):

(A.48)

On  és la distribució de probabilitat de l'estat  quan els estats de les unitats visible estan 

fixats a les dades d'entrada, i  és la distribució de probabilitat de l'estat  quan la xarxa 
corre lliurement. És obvi que la xarxa haurà aprés en el moment en què les dues distribucions 
siguin iguals i per tant la divergència de  Kullback-Leibler es converteixi en una igualtat,  de 
manera que hem arribat a una distribució d'energia en equilibri i mínima.

Arribats a aquest punt es pot derivar l'algoritme d'aprenentatge, el qual és demostrat en [2] i no 
el reproduirem aquí. Sí expliquem que degut a que  depén de l'energia de la configuració, 
i l'energia depén dels pesos, podem derivar respecte els pesos i trobar la regla d'aprenentatge. En 
concret a partir de:

- La diferència entre les distribucions de probabilitat quan la xarxa aprén de l'entorn i quan la 
xarxa corre lliurement (A.48).

- L'energia de la configuració en l'estat concret:

(A.49)

(Cal fer notar que s'ha el·liminat el terme del treshold respecte a l'equació original, i aquest 
s'ha substituit pel bias).

- I finalment l'actualització dels estats de les unitats:

             (A.50)

A partir de les tres expressions anteriors podem derivar la següent regla d'aprenentatge:

(A.51)

On  és la probabilitat mitjana quan les unitats estan fixades a l'entorn i estan activades – fase 
desperta -, i   és la probabilitat mitjana de les unitats quan la xarxa corre lliurement – fase 
sommiadora -: ambdues probabilitats s'avaluen quan la xarxa es troba en equilibri energètic. En 
definitiva l'aprenentatge es pot basar únicament en mesurar aquesta diferència de probabilitats 
afegint un paràmetre de ponderació . Per tant:

(A.52)

Obtenim doncs que maximimitzar el log likelihood és equivalent a minimitzar la funció G. Dit 
d'una altra manera, la regla es pot haver derivat partint de l'expressió A.51, que ens dóna la 
probabilitat  per  unitat  a partir  de l'energia local  donats els  paràmetres de la xarxa,  és a dir 

. L'objectiu és trobar la millor configuració de paràmetres donades unes entrades, de 
manera  que  hem  d'aplicar  el  teorema  de  Bayes per  a  trobar  la  distribució  de  probabilitat 
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posterior . Únicament ens quedem amb el terme del likelihood i el derivem en base als 
elements prèviament descrits, amb el que obtenim la mateixa regla d'aprenentatge de (A.52) 
[47].

I  un últim comentari  sobre  la  regla  d'aprenentatge:  la  fase  anomenada  desperta mesura  les 
correlacions entre les unitats quan obté dades de l'entorn, i augmenta els pesos en proporció; en 
canvi  en  la  fase  anomenada  sommiadora,  la  xarxa  mesura  correlacions  confabulades i 
disminueix els pesos en proporció.

A.3.6. Màquina restringida de Boltzmann

Ja  s'ha  fet  esment  a  la  impossibilitat  d'aconseguir  uns  càlculs  en  un  temps  raonable  per  a 
màquines de  Boltzman amb capes d'unitats  hidden. Per aquesta raó apareix l'estructura de la 
màquina restringida de Boltzmann, el concepte clau de la qual recau en construir una mena de 
pila de màquines de Boltzmann, en què les sortides de les unitats hidden d'una màquina són les 
entrades de paràmetres per a les unitats  visible de la següent màquina. D'altra banda aquesta 
estructura  es  fa  servir  d'una determinada forma,  de  manera  que inferir  de  la  distribució de 
probablitat posterior no hagi d'utilitzar mètodes de  Monte Carlo  fins a la convergència a un 
mínim d'energia a partir de múltiples iteracions.

- Priors complementaris i DAGs

Escrivim la  següent  probabilitat  d'activació  per  a  la  unitat  i,  ja  definida  amb anterioritat  a 
l'expressió A.50 (i ometent el terme de la temperatura T):

(A.54)

Aquesta probabilitat és la probabilitat posterior obtinguda a partir de la probabilitat  prior  i el 
likelihood, és a dir (i ometent la normalització del denominador):

(A.55)

El terme del  likelihood, el qual és la versemblança que obtinguem les unitats  hidden donades 
unes entrades a les unitats visible, és el que dóna la no independència de la distribució posterior. 
El que proposa Hinton per aconseguir aquesta independència i per tant que la distribució prèvia 
sigui  factorial  és  tenir  pesos  lligats a  cada  capa,  els  quals  es  contraposen  totalment  a  la 
correlació que dóna el  likelihood.  En el seu treball,  Hinton demostra sota quines condicions 
existeixen aquests priors complementaris [29], treball que no reproduirem aquí i del que tan sols 
ens quedem amb el concepte que existeixen. Sí que en reproduim una pinzellada de la base 
teòrica,  la  qual  es  basa  en  muntar  múltiples  capes  amb els  pesos  lligats,  amb correlacions 
justament oposades als termes del  likelihood,  de manera que s'el·limini completament la no-
independència de les unitats.

- Inferència en el DAG

Degut a l'estructura proposada per  Hinton es poden inferir probabilitats d'activació per a les 
unitats  de  manera  que  podem  generar dades  en  una  direcció  top-down,  ja  que  els 
complementary priors ens donen la independència en les capes prèvies. El mètode es basa en 
calcular la probabilitat posterior a partir dels pesos transposats de les capes prèvies, i calcular 
cap amunt les probabilitats d'activació fins que podem inferir finalment la probabilitat posterior 
de les unitats  visible,  a partir de la distribució de Bernoulli de la capa immediatament prèvia. 
Així  doncs  el  mètode  el  podem  plasmar  en  l'expressió  següent  [29],  que  és  la  regla 
d'aprenentatge del maximum likelihood per al vector  :

(A.56)

Com es cancel·len les derivades, obtenim la regla equivalent a la de la màquina de Boltzmann 
original:
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(A.57)

El mètode assumeix una equivalència entre un  DAG amb infinites capes i  l'estructura de la 
màquina restringida de Boltzmman, que té una estructura on no hi ha connexions entre unitats de 
la  mateixa  capa  i  aquestes  són  simètriques  (com  en  la  màquina  de  Boltzmann).  La  regla 
d'aprenentatge  procedeix  de  manera  que  s'aplica  Gibbs  sampling alternativament  entre  els 
layers fins  que  obtenim  una  distribució  en  equilibri,  i  el  maximum  likelihood es  basa  en 
l'esperança de la correlació entre una unitat visible i una unitat hidden. En definitiva es sampleja 
d'acord amb el gràfic següent, tal com es pot comprovar en [28]:

Figura A.2. Sampleig de Gibbs, mostrat tant per a la regla MLE com per a CD (contrastive 
divergence s'explica a continuació).

- Contrastive divergence

De l'anterior regla de maximum likelihood i de la premisa que és computacionalment complexa i 
lenta la convergència a la distribució en equilibri, se'n deriva una aproximació del gradient que 
ens  porta  a  la  regla  d'aprenentatge  de  contrastive  divergence.  S'estableix l'equivalència  que 
maximitzar el  log likelihood de les dades és equivalent a minimitzar la divergència Kullback-
Leibler entre la distribució de les dades (original)  i la distribució en equilibri de les dades 

. L'equivalència es pot veure si mostrem la següent expressió que mostra la divergència 
entre ambdues distribucions [30]:

(A.58)

El  primer  terme  és  l'entropia  de  la  distribució  de  les  dades,  la  qual  es  pot  ignorar  en 
l'optimització,  i  el  segon terme són les esperances de la distribució en equilibri  i  l'original. 
Minimitzant el segon terme ens condueix a la regla d'aprenentatge de l'expressió (A.52). Un cop 
s'ha establert l'aprenentatge en base a la divergència de Kullback-Leibler, s'estableix minimitzar 
una  altra  funció,  la  qual  es  basa  en  minimitzar  la  diferència  de  . 
Aquesta  aproximació  al  gradient  de  la  divergència  s'estableix  degut  a  que  en  comptes  de 
samplejar fins a obtenir la distribució en equilibri , es pot samplejar en una sola iteració per 
obtenir , ja que les propietats de les cadenes de Markov (A.33) ens asseguren que si el model 
és perfecte,  contrastive divergence és zero, en canvi si no ho és, la probabilitat d'un pas més 
respecte l'anterior és sempre positiva [30]. Desenvolupant els càlculs necessaris ens porta a la 
següent regla d'aprenentatge final [29],[30]:

(A.59)

A.3.7. Aprenentatge d'un model amb diferents capes: deep belief networks

En [28] i [29] es proposa una estructura de capes de màquines restringides de Boltzmann que 
permeten una correcta inicialització de pesos per a un posterior refinament en base a un altre 
tipus d'aprenentatge (com backpropagation). En definitiva Hinton proposa un model compost: 
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Annex A. Machine learning: deep belief networks

una primera  etapa de cerca d'un bon espai  d'estats  inicials  gràcies a capes superposades de 
màquines restringides de Boltzmann no lligades entre sí (fase greedy) les quals formen la deep 
belief network, i una segona etapa de refinament i cerca final de la millor configuració en base a 
backpropagation,  sobre  un model  generatiu  de la  deep belief  network  amb superposició de 
màquines restringides de Boltzmann lligades entre sí, i on les dues últimes capes d'aquest model 
superposat  estan  formades  per  connexions  simètriques  i  no  dirigides,  les  quals  formen  la 
memòria associativa (A.3.4) del model.

Aquest model de xarxa permet tant tasques de classificació com generació, en el sentit de poder 
reconstruir els estats interns de la xarxa per obtenir representacions d'allò que s'està aprenent de 
les entrades: es poden obtenir representacions reconstruides. Una concretació d'aquest model 
generatiu similar a la deep belief network ve donat per l'anomenat autoencoder: aquest model 
deslliga  els  pesos  i  en  definitiva  el  sistema  codificador  i  descodificador,  i  normalment 
implementa  una  capa  final  entre  les  dues  parts  amb  molts  poques  unitats,  aplicant 
dimensionality reduction.  En el present treball però, aquest tipus de model no és estudiat en 
profunditat degut als mals resultats obtinguts en la modelització dels descriptors d'entrada en 
base a aquest model, de manera que deixem l'estudi de generació per a posteriors treballs. En 
qualsevol cas aquest model es presenta al següent apartat, quedant-nos en l'explicació de la deep 
belief network bàsica en aquest apartat.

Continuant amb el tractament del model de deep belief networks proposat per Hinton en [29], en 
la primera fase de cerca d'un bon espai d'estats inicials s'assumeix que es pot aprendre una capa 
establint  que  les  capes  superiors  ens  donen  uns  complementary  priors com  s'ha  explicat 
prèviament,  de  manera  que  tenim  distribucions  factorials.  D'aquesta  manera  inferim  les 
probabilitats posteriors per a establir els pesos; un cop hem acabat fem ús dels pesos transposats 
per  a  generar  representacions  per  a  la  capa de  la  màquina  restringida  de  Boltzmann 
immediatament superior, i així successivament. Aquesta fase greedy en comptes de maximitzar 
el  likelihood,  maximitza  un  límit  inferior  anomenat  límit  variacional  [55]  (veure  expressió 
A.33).  Aquest  mètode d'aprenentatge i  construcció assegura  que millora el  model  generatiu 
[29]. En concret la demostració parteix de l'energia lliure variacional (expressió A.36 i A.37): el 
límit inferior (variacional) és l'energia esperada sota la distribució de probabilitat aproximada 
menys  l'entropia  d'aquesta  distribució  (A.36).  O  dit  d'una  altra  manera,  el  límit  inferior  és 
l'entropia relativa entre les dues distribucions menys l'energia real lliure: si aconseguim tenir les 
distribucions de probabilitat igualades (la real i l'aproximada) obtindrem que el límit inferior es 
defineix per:

(A.60)

Aquest límit inferior prové de la definició d'energia del model:

 (A.61)

Aplicant aquesta funció d'energia a l'expressió A.36 que defineix l'energia lliure variacional, 
obtenim el límit variacional del model proposat:

    (A.62)

Una de les condicions que s'estableixen per a millorar el model és afegir més unitats a cada capa 
respecte la capa prèvia:  contrastive divergence anula aquesta condició, però en qualsevol cas 
permet millorar el model tot i inferir probabilitats incorrectes.

A continuació mostrem l'estructura de la xarxa proposada. Es pot observar com en les dues 
capes superiors les connexions són no dirigides, de manera que s'estableix l'equivalència amb un 
DAG amb moltes capes.
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Annex A. Machine learning: deep belief networks

Figura A.3. Deep belief network utilitzada pels experiments d'aquest treball.

De l'anterior figura es pot observar la distinció entre dos tipus de pesos: els pesos transposats 
corresponen als pesos de reconeixement, mentre que els pesos restants són els pesos generatius. 
Com s'ha vist en el treball,  en la majoria d'experiments ens hem quedat únicament amb les 
capacitats  discriminatives  del  model,  deixant  un  petit  forat  per  a  avaluar  les  capacitats 
generatives d'aquest model en el capítol 9. Per al cas de classificació, les unitats hidden del top-
layer calculen  els  seus  estats  d'activació  mitjançant  una  funció  softmax,  que  maximitza  la 
probabilitat d'activació d'una unitat respecte la resta d'unitats:

(A.63)

A.3.8. Autoencoders

Un autoencoder és una concreció del model de deep belief network que acabem de presentar, en 
el qual els pesos es desdoblen en els ja explicats pesos de reconeixement i pesos de generació. 
El  model  presenta  la  carecterística  inherent  de  reducció  de  la  dimensionalitat,  en  el  qual 
s'extreuen els codis més carecterístics del model que estem tractant. Gràficament ens mostra un 
model gràfic en forma de papallona: si la figura A.4 es desdobla en els pesos de reconeixement i 
els  generatius, obtindrem aquest model gràfic. Però el problema amb els  autoencoders és la 
problemàtica que presenten un cop s'han aprés els pesos un layer a la vegada i separadament: 
els pesos dels  layers  inferiors no són bons i el procediment d'inferència tampoc ho és [29], i 
l'overfitting és  un  problema  que  es  pot  presentar  molt  fàcilment.  A continuació  es  mostra 
l'algoritme proposat  per  Hinton per  a l'aprenentatge en aquest  model  concret  amb l'objectiu 
d'obtenir un bon aprenentatge.

A.3.9. Variant de l'algoritme de wake-sleep

En [29] es proposa una regla d'aprenentatge basada en una variació de l'algoritme de wake-sleep 
de [31], algoritme original que es desenvolupa per a sol·lucionar dos problemes:

- La necessitat d'un supervisor per a especificar la sortida esperada de la xarxa.

- La necessitat d'un mètode de comunicació d'errors entre les connexions.

Bàsicament el que es cerca és una representació de menys dimensionalitat i més econòmica per 
a representar acuradament les entrades i propagar els errors a totes les connexions preservant el 
canal de comunicació [31].  En el model completament generatiu (autoencoder) els pesos es 
divideixen en pesos de reconeixement (duen a terme la inferència per a la discriminació) i pesos 
generatius (defineixen el model), i l'aprenentatge es divideix en dues fases:
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Annex A. Machine learning: deep belief networks

-  Fase  desperta  o  up-pass:  s'utilitzen  els  pesos  de  reconeixement  per  a  inferir  les 
distribucions factorials, i es modifiquen els pesos de generació de manera que maximitzin la 
probabilitat  de  reconstruir  les  activitats  correctes  de  la  capa  inferior.  L'aprenentatge  es 
realitza sobre les capes de connexions dirigides amb la regla d'aprenentatge de  maximum 
likelihood. En aquesta fase també s'actualitzen els pesos de les capes amb connexions no 
dirigides a partir de les capes immediatament inferiors.

- Fase sommiadora o down-pass: s'utilitzen els pesos de generació per a modificar els pesos 
de reconeixement, de manera que maximitzin la probabilitat de produir l'activitat correcta de 
la capa superior. L'aprenentatge també es realitza sobre les connexions dirigides i amb la 
regla de maximum likelihood.

Aquest model original de l'algoritme  wake-sleep es modifica per adequar-se a la  deep belief  
network presentada prèviament,  de  manera  que podem usar  un mètode  que  imita  el  model 
exposat per  contrastive divergence, obtenint una regla que no obliga a samplejar en les capes 
superiors  de  connexions no dirigides  de la  distribució en equilibri,  sinó que podem aplicar 
Gibbs  sampling amb  un  nombre  fixat  d'iteracions  (típicament  una  iteració)  entre  la  fase 
desperta i la fase sommiadora.

Òbviament en una deep belief network que només realitza tasques discriminatives (com és el cas 
del nostre treball) no obtenim la separació entre pesos discriminatius i generatius, i no té sentit 
l'aplicació de l'algoritme de wake-sleep. En canvi, sí té sentit realitzar l'aprenentatge d'una sola 
(o poques) iteració de  Gibbs sampling  a les capes superiors sense haver de samplejar de la 
distribució  en  equilibri.  La  implementació  d'aquest  model  que  nosaltres  fem  servir  aplica 
aquesta màxima, modificant els pesos de les capes superiors en les primeres epochs, mentre que 
en la resta d'epochs modifica els pesos de totes les capes.

D'altra banda no podem oblidar l'efecte de dimensionality reduction que s'aplica sobre les dades 
al fer ús d'aquest model: la capa superior conté moltes menys unitats i és la que està aplicant 
reducció de la dimensionalitat a l'espai d'estats, però permet una avaluació completa del total de 
classes entrades en la capa més inferior.
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Annex B. Teoria de la Support Vector Machine

Arquitectura  derivada de  PCA,  una  SVM  tracta  de construir  un  hiperplà  que  maximitza  un 
margin entre un  dataset i la frontera de la classe per dos  datasets –  SVM  està  pensada per a 
classificació de dues classes -.  Per a calcular  el  margin es  construeixen dos hiperplans que 
s'empenyen cadascun contra els datasets. Un bon margin és aquell que està més separat dels dos 
datasets. Al final s'obté una funció de classificació que únicament es recolza en els anomenats 
support patterns, que consisteixen en un subconjunt del conjunt d'entrenament amb la propietat 
que són els més propers a la frontera de decisió [4].

L'arquitectura i la regla d'aprenentatge proposades per SVM tenen diverses conseqüències que es 
poden resumir en els següents punts [4]:

- No hi ha mínims locals de manera que tenim una única sol·lució, en tant en quant aquesta 
únicament depen de la funció de cost de màxim margin.

- Degut també al màxim margin, els components d'aprenentatge  i  no tenen gairebé cap 
influència en el resultat final.

- Aquelles entrades amb  outliers o soroll molt significatius, porten a un mal  margin dels 
class  boundaries.  És  imperatiu  treure  aquestes  entrades  o  bé  procedir  amb  algun 
preprocessat.

El  procediment  que  s'aplica  en  SVM consisteix  bàsicament  en  un  mapeig   de  les  dades 
d'entrada  en un espai de Hilbert :

(B.1)

En aquest espai de Hilbert la regla de decisió es converteix en una simple regla de separació de 
dos hiperplans, on es construeix una superfície que separa les dues classes en base a una normal 

 tal que:

(B.2)

(B.3)

On   són variables introduides per a tractar amb els casos no separables, i   i   prenen 
valors típicament de +1 i -1. L'objectiu és trobar  minimitzant la següent expressió:

(B.4)

On  és una constant i  pren el valor 2. Si podem separar les dades d'entrada, el mètode tracta 
de construir un hiperplà que maximitza les dades d'entrada positives i negatives en aquest espai 
(prèvia assignació dels labels). En definitiva, el valor de  es pot expressar en funció de:

(B.5)

On   són els pesos,   els labels de   i   són el nombre de  support vectors. Finalment 
podem expressar la classificació d'un punt  de la forma següent en base a les equacions prèvies 
[6]:

(B.6)
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Annex B. Teoria de la Support Vector Machine

Es pot comprovar com no ens cal fer el càlcul del mapping especificat per , sinó que el càlcul 
es redueix a un producte amb un kernel definit.
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Annex  C.  Implementació  en  Matlab amb  els  canvis  i 
requeriments per al present treball

A continuació es fa una explicació de cada fitxer que composa el codi de  Matlab amb el que 
s'han executat la majoria d'experiments i proves d'aquest treball.

- 'main.m'

Aquest fitxer és el punt d'entrada principal per a tots els experiments realitzats en aquest treball. 
La gran majoria de paràmetres es configuren en aquest fitxer de manera que no cal saltar de 
fitxer  en  fitxer  per  a  configurar  els  diferents  paràmetres.  A  continuació  expliquem  la 
configuració i el mode de funcionament de la implementació.

- Configuració general

- Datasets (dataSet): El dataset amb el que volem tractar. A més del corpus ENST, hi ha la 
possibilitat de tractar amb un  dataset de sons propis  made at home, amb el que es van 
realitzar  els  primers  experiments  amb  els  descriptors  Mel-cepstrums.  Aquest  dataset 
consta de dues classes: el dígit parlat u i el dígit parlat dos. Per a la seva construcció van 
participar 10 persones de diferents edats i sexe, i es van arribar a obtenir 129 sons per a la 
primera classe (u) i 139 sons per a la segona (dos).

- Descriptors (inParam): Els descriptors que es volen extreure. Només tractem amb dos 
tipus de descriptors: coeficients Mel-cepstrums i coeficients RastaPLP.

- Arquitectura (netType): El tipus de xarxa neuronal que es vol utilitzar. Seguint la línia 
del nostre treball tenim: RBM, SVM o KNN: Aquest paràmetre conté una quarta opció que 
permet únicament classificar per al cas de la RBM.

- Nombre de classes (maxClass): Nombre màxim de classes del corpus que fem servir.

- Nombre de folds per a n-fold cross validation (folds): El nombre de folds i per tant el 
nombre d'iteracions completes que es realitzaran per a obtenir el mètode de classificació 
més acurat. Si s'especifica un valor d'1, s'aplica el mètode de holdout: el training set conté 
2/3 de l'original i el test set 1/3.

-  Tipus  d'escalat  (escalar):  El  preprocessat  dels  descriptors  permet  diferents  opcions. 
Podem no escalar les dades; escalar-les al rang determinat per l'usuari; escalat fent ús del 
codi  Python de  bsvm;  o  bé  estandaritzar  els  descriptors  (obtenir  mean 0  i  standard 
deviation 1).

- lowerBound,  upperBound:  El  límit  inferior  i  superior  per a  l'escalat  determinat per 
l'usuari.

- Balanceig de les classes (controlBalance): Especifica si es vol aplicar balanceig a les 
classes (amb un valor d'1).

- Configuració dels Mel-cepstrums

- Nombre de ceps (cepsFeat): Nombre de coeficients cepstrals que volem obtenir per cada 
frame.

- Nombre de frames (maxframe): Nombre de frames màxim a considerar per cada so.

- Configuració dels coeficients RastaPLP

- Mínim de punts a llegir d'un so (minRes): Especifica el nombre mínim de punts a llegir 
d'un so. Tal com s'esmenta en el treball, és necessari degut a la poca llargada dels sons 
que impossibiliten l'aplicació del filtre Rasta (mínim de 4 frames).

- Configuració de la RBM

- Tipus d'estructura a executar (classEncode): Indica si es vol realitzar classificació sobre 
els descriptors (valor d'1) o es vol utilitzar l'autoencoder per a dimensionality reduction i 
generació de sortides (valor de 2).
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- Nombre màxim d'epochs de la fase greedy (maxepoch).

- Nombre màxim d'epochs de la fase finetune (bpcmaxepoch).

- Estructura de la xarxa:

- numhid: Nombre d'unitats hidden de la primera RBM

- numpen: Nombre d'unitats hidden de la segona RBM

- numpen2: Nombre d'unitats hidden de la tercera RBM

- Paràmetres per a classificació

-  Directori  dels  pesos  (weightsDataDir):  Especifica  el  directori  a  on  estan 
emmagatzemats els fitxers amb els pesos (tant siguin de la fase  greedy com de la fase 
finetune). És necessari indicar el directori si volem realitzar classificació en base a un 
conjunt de test, si tenim emmagatzemats els pesos d'experiments previs.

- Pesos de la fase greedy o la fase finetune (greedyWeights): Amb un valor d'1 indica que 
volem classificar amb els pesos de la fase greedy; amb 0 classificar amb els pesos de la 
fase finetune.

- Estructura a fer servir (greedyOnly): Indica si es vol executar únicament la fase greedy 
(amb un valor d'1) o bé també la fase de finetune (amb un valor de 0).

-  Tipus  d'estructura  de  la  RBM (rbmType):  Quin  tipus  de  RBM es  vol  fer  servir. 
Actualment hi han tres implementacions:  RBM amb unitats binàries;  CRBM (contínua); 
sparseRBM (per a representacions sparse).

- Configuració per a SVM

- Tipus de kernel (kernelType): Indica quin tipus de kernel volem usar. Es pot fer servir: 
linear, gaussian, rbf, poly.

- Paràmetre sigma (sigma): Un paràmetre configurable per als kernels rbf i gaussian.

- Grau del polinomi (degreeD): Paràmetre configurable per al kernel poly.

- Paràmetre c (cParam): Paràmetre configurable que actua de soft margin.

- Heurístiques nfold cross validation (svmKernelHeuristics): Paràmetre que amb un valor 
d'1 indica si volem aplicar nfold cross validation sobre un rang de paràmetres (els definits 
prèviament)  per  a  trobar  la  millor  configuració  d'accuracy respecte  al  dataset que 
tractem.

- Transformació de dades al format de  libsvm (transformData): Paràmetre que amb un 
valor d'1 indica que es volen transformar els descriptors al format entés per la llibreria 
libsvm.

- Nombre de folds (heuristicFolds): Nombre de folds per a nfold cross validation.

- Aplicar classificació (svmClassifier): Indicar si es vol calcular l'accuracy, el precision i 
el recall un cop acabada la classificació de l'algoritme.

- Configuració per a KNN

- Nombre de veïns (neighbours): Nombre de veïns a tenir en compte en la classificació.

- Tipus de kernel (knnKernelType): Tipus de kernel per al càlcul de distàncies. Accepta 
els mateixos que SVM.

- Paràmetre sigma (knnSigma): Paràmetre configurable per als kernels rbf i gaussian.

-  Heurístiques  nfold  cross  validation (knnKernelHeuristics):   Com en  el  cas  d'SVM, 
indica si es vol aplicar nfold cross validation sobre un rang de paràmetres per a trobar la 
millor configuració sobre el dataset tractat.

- Nombre de folds (knnHeuristicFolds): Nombre de folds per a nfold cross validation.
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- Aplicar classificació (knnClassifier): Indica si es vol calcular l'accuracy, el precision i el 
recall un cop acabada la classificació de l'algoritme.

- 'hintonNet.m'

Fitxer que conté el codi principal de crida i tractament per a la xarxa RBM. El codi es divideix 
en dos grans blocs: el primer bloc s'executa si es vol aplicar classificació; el segon si es vol fer 
ús de dimensionality reduction i generació de sortides amb l'autoencoder.

Tots dos blocs contenen una primera fase  greedy,  amb les corresponents crides al  codi  que 
implementa una capa de RBM, emmagatzemant els valors dels pesos i les unitats. Al final de 
cada  bloc  es  crida  al  corresponent  fitxer  que  conté  l'execució  del  classificador  o  de 
l'autoencoder. És important esmentar que el classificador està format per 3 RBM's, mentre que 
l'autoencoder està format per 4  RBM's,  les quals desdoblen els pesos trobats inicialment en 
pesos de reconeixement i pesos de generació.

Aquest fitxer mescla el contingut dels dos fitxers originals de  G.E. Hinton: 'mnistclassify.m' i 
'mnistdeepauto.m', amb modificacions per a realitzar classificació i tria de de tipus de RBM.

- 'makebatches.m'

Modificació del fitxer original per a tractar amb 4 i 2 classes respectivament. En aquest fitxer es 
generen els  minibatches de descriptors (compromís entre aprenentatge  online i  aprenentatge 
offline). Aquests  minibatches generen sequencialment i de forma aleatòria els descriptors, de 
manera que la xarxa té com a entrada els paràmetres mesclats de manera que s'obtingui el millor 
comportament possible donades les dades d'entrada.

És  en  aquest  fitxer  on  també  es  generen  els  labels esperats  (variables  batchtargets i 
testbatchtargets).

- 'rbm.m'

Codi original de  G.E. Hinton. D'aquest codi no s'ha realitzat cap modificació, a excepció de 
l'emmatgatzematge  de  l'error  MSE i  les  configuracions  ad  infinitum  dels  paràmetres  que 
defineixen la RBM.

El  fitxer  implementa  una  RBM formada  per  una  capa  d'unitats  visible i  una  capa  d'unitats 
hidden.  Totes les unitats  són binàries estocàstiques,  i  l'aprenentatge és mitjançant  1  step de 
contrastive divergence.

- 'crbm.m'

Fitxer  que implementa  la  CRBM o  Continuous RBM,  implementació  realitzada a  partir  del 
treball de [9].

- 'backpropclassify.m'

El  codi  implementa  la  xarxa  formada  per RBM's  entrenada  mitjançant  backpropagation, 
minimitzant el  cross entropy error. Fa ús de conjugate gradient. Únicament s'ha modificat la 
relació de classes a considerar.

- 'backprop.m'

Codi  que implementa  l'autoencoder  entrenat  amb  backpropagation i  minimització del  cross 
entropy error, amb conjugate gradient. En aquest fitxer s'ha modificat la relació de classes i la 
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mostra de les sortides confabulades per a mostrar correctament els coeficients Mel-cepstrums o 
RastaPLP.

- 'minimize.m'

Fitxer  que  implementa  la  cerca  de  mínims  d'una  funció  objectiu  (cross  entropy  error i 
derivades) amb 3 line searches de conjugate gradient.

- 'CG_CLASSIFY_INIT.m'

Implementació  de  l'optimitzador  de  conjugate  gradient  per  a  classificació.  En  aquest  cas 
s'entrenen els pesos de les capes més superiors i es deixen fixats els pesos de les capes inferiors. 
Únicament s'ha canviat la relació de classes.

- 'CG_CLASSIFY.m'

Implementació de l'optimitzador de conjugate gradient, però entrenant tots els pesos. En aquest 
cas també s'ha hagut de canviar la relació de classes.

- 'CG_MNIST.m'

Implementació de l'optimitzador de conjugate gradient, per al cas de l'autoencoder.

- 'classifier.m'

Implementa un up-pass de la xarxa de classificació de G.E. Hinton, per a realitzar classificació 
dels  labels.  Un cop s'ha fet  l'up-pass,  es  calcula  la  confusion matrix per  a obtenir  els  ratis 
d'accuracy,  precision i  recall. Per a un correcte ús, s'ha d'especificar a quin directori estan els 
pesos a partir dels quals volem realitzar la classificació, i sobre quins pesos volem fer aquesta 
classificació: pesos de la fase greedy o pesos de la fase finetune.

- 'bsvminterface.m'

Fitxer que conté la lògica de classificació per a SVM. El codi està format per les següents parts 
diferenciades:

- Transformació de dades: Si s'especifica que es volen transformar, els descriptors s'escriuen 
a un fitxer amb el format correcte per a libsvm.

- Crida a libsvm: En base als paràmetres especificats (kernel, sigma, C...), es crida al codi de 
libsvm per a realitzar la classificació amb SVM.

- Càlcul dels ratis de classificació: Si s'indica que es volen calcular els ratis resultants de la 
classificació, en base als resultats obtinguts de libsvm, es calcula el rati d'accuracy, precison i 
recall.

El fitxer conté el directori i la crida a bsvm (libsvm) totalment hardcoded, de manera que cal 
canviar els directoris segons a on estigui instal·lat.

- 'svmKernelHeuristic.m'

S'aplica  nfold cross validation  per a trobar els millors paràmetres  c  i  sigma segons el  kernel 
escollit,  de manera que tinguem la millor  accuracy per  al  conjunt  d'entrenament.  No hi  ha 
permutació aleatòria de les dades. Es permet transformar les dades al format entés per libsvm.
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- 'knnNet.m'

Implementació amb la lògica de KNN. El fitxer conté les següents parts:

-  Preparació i  crida  als  objectes  de  train i  test de  Spider,  que construeixen els  conjunts 
d'entrenament i validació, i crida al classificador de KNN.

-  Crida  a  one_vs_rest,  que  realitza  nfold  cross  validation sense  haver-ho  d'implementar 
nosaltres.

- Si s'especifica, calcula els ratis resultants del classificador: accuracy, recall i precision.

- 'knnKernelHeuristic.m'

Amb  nfold cross validation, troba els millors paràmetres per als  kernels especificats sobre el 
conjunt d'entrenament. Totalment hardcoded, en el sentit que cal anar comentant i descomentant 
parts del codi depenent del kernel que es vulgui provar.

- 'kendallCorrelation.m'

Calcula els coeficients de correlació amb el mètode  Kendall Tau. El fitxer permet calcular la 
correlació tant per al corpus ENST com per al corpus MNIST. Per aconseguir els resultats finals, 
els sons s'escalen de manera que obtenim valors sempre positius (enfocat al  corpus ENST),  i 
s'assignen en un interval de [0:100]. Per al  corpus MNIST únicament cal resituar-los al rang 
[0:100], tot i que no caldria fer-ho ja que aquest corpus té tots els sons amb valors compresos a 
l'interval [0:255], però per raons de consistència amb el nostre corpus s'ha decidit aplicar el rang 
esmentat.

- 'fratio.m'

Realitza el càlcul de la mesura F-ratio utilitzada al capítol 6.

- 'minimize.m'

Mètode utilitari que s'utilitza per a minimitzar una funció multivariable diferenciable.
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Annex D. Generació del present document

- Aquest treball s'ha realitzat en els editors OpenOffice v3.0 Beta i NeoOffice v3.0, tots ells 
editors del tipus WYSIWYG.

- Per a la realització i inclusió de les fòrmules presents al llarg de tot el treball s'ha fet ús del 
plugin  OOoLatex,  que mitjançant  macros possibilita  la generació i  inserció d'expressions 
matemàtiques en format LaTex, sempre i quan es tingui una distribució instal·lada de LaTex. 
Òbviament s'ha requerit l'aprenentatge del paquet math de LaTex.

- La distribució instal·lada de LaTex en el sistema on s'ha realitzat el projecte ha sigut la de 
MacTex,  distribució empaquetada i  amb totes les eïnes per a la generació de documents 
LaTex.

- Per a la realització de les figures que per exemple mostren una arquitectura, un  DAG o 
semblants, s'ha fet ús de l'aplicació LaTexDraw que permet generar codi  PSTricks sense la 
necessitat d'haver d'escriure codi per a generar imatges. Tot i això aquesta aplicació no és 
completa,  de  manera  que  s'ha  hagut  de  completar  la  generació  d'imatges  mitjançant  la 
codificació amb  PSTricks amb  TexShop,  interfície que permet la generació de documents 
LaTex.

- Per a la realització de la resta de figures (per exemple taules, errors i pesos) s'ha utilitzat 
Matlab.

- Recursos on trobar tots els aplicatius:

- OpenOffice: http://www.openoffice.org/

- NeoOffice: http://www.neooffice.org/

- Matlab: http://www.mathworks.com/products/matlab/

- MacTex: http://www.tug.org/mactex/

- OOoLatex: http://ooolatex.sourceforge.net/

- LaTexDraw: http://latexdraw.sourceforge.net/
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