
Extracción de caracteŕısticas para la
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Abstract

The study of human brain functions has dramatically increased in recent
years greatly due to the advent of Functional Magnetic Resonance Imaging
(fMRI). While fMRI has been used extensively to test hypothesis regarding
the location of activation for different brain functions, the problem of auto-
matically classifying cognitive states has been little explored. The study of
this problem is important because it can provide a tool for detecting and
tracking cognitive processes (i.e. sequences of cognitive states) in order to
diagnose difficulties in performing a complex task.

In this thesis we investigate different approaches to detecting the instan-
taneous cognitive state of a person based on her Functional Magnetic Re-
sonance Imaging data. In particular, we investigate several feature selection
and machine learning methods for the problem of discriminating instanta-
neous cognitive states produced by auditory stimuli. We present the results
of a case study involving music stimuli.

Resumen

El estudio de las funciones cerebrales humanas se ha incrementado enor-
memente en los últimos años debido a la aparición de las imágenes funcionales
de resonancia magnética (fMRI). Mientras que las fMRI se han usado princi-
palmente para la localización de diferentes funciones cerebrales el problema
de clasificar automáticamente estados cognitivos ha sido poco explorado. El
estudio de este problema es importante puesto que puede servir como herra-
mienta para detectar y seguir procesos cognitivos (secuencias de estados cog-
nitivos) con la finalidad de diagnosticar problemas en el momento de ejecutar
una tarea compleja.

En este trabajo se investigan diferentes aproximaciones para detectar el
estado cognitivo instantáneo de una persona basándonos en su imagen fun-
cional de resonancia magnética. En particular, se han investigado varios me-
canismos de selección de caracteŕısticas aśı como métodos de aprendizaje
automático para el problema de la discriminación de estados cognitivos pro-
cedentes de est́ımulos auditivos. Se presentan los resultados de un estudio de
caso sobre est́ımulos musicales.
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Resum

L’estudi de les funcions cerebrals humanes s’ha incrementat enormement
durant els últims anys donada l’aparició de les imatges funcionals de res-
sonància magnètica (fMRI). Mentre que la tècnica s’ha emprat principal-
ment en la localització de diferents funcions cerebrals, el problema de classi-
ficació d’estats cognitius ha estat poc explorat. L’estudi d’aquest problema
és important perquè pot servir com a eina per a detectar y seguir proces-
sos cognitius (seqüències d’estats cognitius) amb la finalitat de diagnosticar
problemes en el moment d’executar una tasca complexa.

En aquest treball s’investiguen diferents aproximacions per a detectar
l’estat cognitiu d’una persona prenent com a base la seva imatge de res-
sonància magnètica. En particular, s’han investigat varis mecanismes de
sel·lecció de caracteŕıstiques aix́ı com mètodes d’aprenentatge automàtic pel
problema de la discriminació d’estats cognitius procedents d’estimuls audi-
tius. Es presenten els resultats d’un estudi sobre est́ımuls musicals.
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Caṕıtulo 1

Introducción

1.1. Motivación y Objetivos

Functional Magnetic Resonance Imaging (fMRI) es una técnica que per-
mite la observación de la actividad cerebral de sujetos basándose en el incre-
mento de flujo sangúıneo que acompaña la actividad neuronal en el cerebro.
Dicho procedimiento produce una serie temporal de datos que representa
dicha actividad. Esta técnica ha sido ampliamente usada en las tareas de
identificación de las áreas del cerebro involucradas en la realización de una
tarea cognitiva concreta. La mayor parte de la investigación en este campo
se ha focalizado en encontrar las regiones de activación promediando las res-
puestas fMRI después de presentar al sujeto un est́ımulo repetidamente. Las
regiones del cerebro activadas para una tarea concreta se identifican compa-
rando la actividad fMRI en los peŕıodos con est́ımulo de la actividad fMRI de
los peŕıodos bajo una condición de control. En todos los casos los resultados
son los efectos promediados sobre varias ejecuciones y sobre múltiples sujetos.
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Figura 1.1: Imagen fMRI en función del estado mental

El objetivo de este proyecto final de carrera es realizar lo contrario de lo
explicado hasta ahora. Si bien el problema inicial era encontrar las áreas de
activación dado un cierto est́ımulo nuestro objetivo será inferir un est́ımulo
o estado mental dado un patrón de activación.

Figura 1.2: Inferencia del estado mental a partir de imagen fMRI.

Para ello, investigaremos algunos algoritmos capaces de inferir el estado
mental a partir de dichos patrones . Esta herramienta resultaŕıa ser de espe-
cial relevancia al querer detectar y monitorizar diferentes procesos cognitivos
y/o diagnosticar posibles dificultades cuando se requiere la ejecución de una
tarea de elevada complejidad.
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1.2. Contribuciones

Mientras se iban leyendo algunos de los papers y algunos de los caṕıtulos
de los libros referenciados en la bibliograf́ıa se seleccionaron algunos de los
algoritmos presentes en dicha literatura y se implementaron. Para guiar la
implementación y comprobar que dicha implementación se comportaba según
la especificación del algoritmo se sintetizaron datos en R2. Los datos en dos
dimensiones se pueden graficar y por tanto son de más fácil testeo. Dichos
datos sintéticos se entraron a los algoritmos y se comprobaron las salidas en-
contradas en el contexto del algoritmo en particular. Este procedimiento para
asegurar la corrección se ha seguido para todos los algoritmos presentados en
el caṕıtulo dos de antecedentes, en concreto se han imlementado: Perceptron
simple, Adaline, PCA, K-Means, Fuzzy Means, KNN, Decision Trees, T test.
Cuando ha sido necesario se han inclúıdo en la memoria los comandos de
octave necesarios para generar los ejemplos básicos y sus gráficas. También
se han implementado las técnicas de validación por resustitución, partición
y validación cruzada.

También se han analizado las propiedades estad́ısticas de los volúmenes
de datos, concretamente se ha mirado de qué forma se repart́ıan los valores
entre las rebanadas visualizando sus histogramas y qué direcciones de los
datos estaban más correladas mediante la técnica de PCA. Otra tarea de
análisis que se ha hecho ha sido mirar si los vóxels seleccionados estaban
agrupados o alejados en el espacio los unos de los otros, se ha comprobado
que las activaciones parecen realizarse en grupos.

Una vez los algoritmos de preprocesado, selección, entrenamiento y test
estuvieron listos se ejecutaron con los datos fMRI y se analizaron las salidas
de dichos algoritmos. Previamente para poder atacar los datos fMRI se han
tenido que hacer los scripts de lectura, carga y etiquetaje de los volúmenes
fMRI proporcionados en formato nifty. En el apartado de resultados se han
compilado en tablas y gráficas los resultados obtenidos por la implementación
de los algoritmos hecha en el contexto de este proyecto aśı como los resultados
generados por weka, un software de reconocimiento de patrones. Finalmente
en base a los resultados obtenidos se ha podido concluir que los clasificadores
presentados en este trabajo son capaces de discriminar los estados cognitivos
que se indican en el apartado de materiales y métodos.

1.3. Organización del documento

El resto del documento se ha organizado en tres caṕıtulos principales. El
caṕıtulo dos (Antecedentes) presenta las bases de fMRI aśı como las bases
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matemáticas de los algoritmos de selección y clasificación de caracteŕısticas.
El caṕıtulo tres (Materiales y métodos) explica la naturaleza de los datos con
los que se ha trabajado y de qué forma se han manipulado . El caṕıtulo cuatro
(Resultados) presenta con gráficas y tablas los % de acierto de la detección
de los estados mentales y finalmente en el caṕıtulo cinco se presentan las
conclusiones.



Caṕıtulo 2

Antecedentes

2.1. Bases fisiológicas del cerebro

El cerebro [?] es el órgano que controla nuestra conducta, y para que ésta
sea eficaz, el cerebro debe conocer lo que ocurre en su entorno. De este modo,
el organismo contiene células especializadas en la detección de los aconteci-
mientos del entorno y en la captación de su información ya sea en forma de
luz, ondas sonoras, olores, gustos o contacto con objetos (neuronas senso-
riales) y células especializadas en la producción de movimientos (neuronas
motoras). Entre las neuronas sensoriales y las motoras se hallan las inter-
neuronas, y son los circuitos de interneuronas del encéfalo los responsables
de las funciones de percepción, aprendizaje, recuerdo, decisión y control de
las conductas complejas. Se estima que el sistema nervioso humano contiene
entre 100.000 millones y 1 billón de neuronas.

La neurona es la unidad elemental de procesamiento y transmisión de
la información en el sistema nervioso. Hay neuronas de diferentes formas y
variedades, dependiendo del tipo de tarea especializada que llevan a cabo.
De una forma u otra, generalmente tienen las cuatro estructuras o regiones
siguientes:

Cuerpo celular: Contiene el núcleo y la mayor parte de la maquinaria
que mantiene los procesos vitales de la célula.

Dendritas: Actúan como receptores de los mensajes que se env́ıan entre
las neuronas. Las informaciones que se transmiten de una neurona a
otra a través de la sinapsis, es decir, a través de una unión entre los
botones terminales de la neurona emisora y una porción de la membrana
dendŕıtica de la célula receptora.
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12 CAPÍTULO 2. ANTECEDENTES

Axón: Es un tubo largo y delgado, a veces recubierto por una vaina
de mielina. Lleva información desde el cuerpo celular hasta los botones
terminales. El mensaje básico que se conduce recibe el nombre de po-
tencial de acción. Se trata de un breve acontecimiento eléctrico/qúımico
que se inicia en el extremo del axón próximo al cuerpo celular y viaja
hacia los botones terminales. En un determinado axón el pulso tiene el
mismo tamaño y duración.

Botones terminales: La mayoŕıa de los axones se dividen y ramifican
muchas veces. En los extremos de las ramificaciones se encuentran pe-
queños engrosamientos cuya función es secretar una sustancia qúımica
llamada neurotransmisor cuando reciben el potencial de acción. Esta
sustancia qúımica excita o inhibe la neurona receptora por lo que con-
tribuye a determinar si se producirá un potencial de acción en su axón.

A semejanza de otros tipos celulares, la neurona presenta una distribu-
ción asimétrica de iones a uno y otro lado de su membrana. Como resultado
del movimiento de iones a su través, la membrana neuronal resulta cargada
eléctricamente, de forma positiva en el exterior y de forma negativa en el in-
terior. Esta existencia de iones es la responsable de la existencia del potencial
de reposo de la membrana. Este potencial de reposo es el que identificaremos
como la ausencia de actividad en la neurona. Sin embargo existe otro poten-
cial asociado con la neurona, el potencial identificado con la activación de la
neurona llamado potencial de acción. Son varias las propiedades de la neu-
rona que influyen en la velocidad de propagación del potencial de acción por
el axón hacia las dendritas que son el punto de contacto con otras neuronas.
El concepto de sinapsis tiene un origen eminentemente funcional. Pudiendo
decirse que es el mecanismo mediante el cual se produce el paso del impulso
nervioso desde una terminación axónica a una prolongación dendŕıtica. Este
proceso tiene su localización f́ısica en la presencia de dos superficies de mem-
brana neuronal, una axónica y otra dendŕıtica provinientes de dos neuronas
diferentes. Existen varios tipos de contactos entre las membranas de las célu-
las nerviosas. En la siguiente figura se puede observar la estructura de una
neurona.
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Figura 2.1: Esquema gráfico de las partes que componen la estructura de una
neurona.

Los genes de un individuo no pueden contener la información completa
y necesaria para codificar el desarrollo del cerebro (solamente en la corteza
cerebral existen del orden de 1014 sinapsis) y teniendo en cuenta la enor-
me variabilidad que representa el cerebro de los vertebrados, se deduce que
la precisión del proceso ontogenético no resulta suficiente para especificar
las conexiones cerebrales. Esto implica que en el desarrollo del individuo la
naturaleza debe utilizar procesos auto-organizativos. Este término se puede
definir como un conjunto de reglas simples generales para la generación de
patrones de conectividad entre diferentes regiones del sistema nervioso.

2.2. fMRI

La técnica de imagen por resonancia magnética (MRI) [?] ha permitido
por primera vez a los cient́ıficos observar el cerebro humano ”in vivo”. Ob-
servarlo mientras trabaja. El cerebro está compuesto de billones de pequeños
imanes, cada átomo de hidrógeno en cada una de las moléculas de agua del
cerebro es un pequeño dipolo magnético. Hay billones de estas moléculas en
cualquier zona relativamente pequeña del cerebro. MRI puede obtener una
imagen detallada del cerebro con una resolución de al menos 0.5 mm. Cuando
estos imanes del tejido cerebral son situados dentro de un campo magnético
muy fuerte se alinean con el campo como una brújula se alinea con el campo
magnético terrestre. Un pulso de pequeña duración perturba estos pequeños
imanes de su alineamiento que cuando vuelven a su posición original despren-
den pequeñas cantidades de enerǵıa que pueden ser detectadas y amplificadas
con una antena alrededor de la cabeza. La señal recibida nos permite distin-
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guir moléculas de agua y distinguir la cantidad relativa en cada parte del
cerebro. Un 70% del cerebro está compuesto de agua, aśı pues descubriendo
de qué forma el agua está distribuida en la cabeza es como descubrir dónde
hay tejido. Aunque esta técnica nos pueda proveer de conocimiento detallado
acerca de la estructura del cerebro, no nos dice nada sobre las funciones del
cerebro. Sin embargo, una propiedad interesante de los dipolos de hidrogeno
permiten contrastar las respuestas funcionales. Las propiedades f́ısicas de los
dipolos en las moléculas de agua cambia en las áreas en las que hay pre-
sencia de sangre oxigenada de las que están exhaustas de ox́ıgeno . Cuando
los neurotransmisores son liberados en la sinapsis, son reciclados y reentran
en la neurona en un proceso que requiere enerǵıa (proceso de recaptación).
La necesidad local de enerǵıa como consecuencia del disparo del potencial
de acción se traduce en un incremento del flujo de sangre (respuesta hemo-
dinámica), sangre recién oxigenada. Estos cambios del nivel de oxigenación
de la sangre ocurren como una consecuencia de la actividad neuronal. Y es
este cambio en el nivel de oxigenación lo que permite contrastar unas zonas
de las otras y poder representar una imagen de función.

Desde siempre la neurociencia ha créıdo en la relación entre la actividad
neuronal y las sensaciones. Dicho de otra manera, la idea de que la actividad
de un conjunto de neuronas en el cerebro representan de alguna manera los
est́ımulos que se reciben del exterior. También se ha concebido la idea de la
neurona como la unidad funcional de procesamiento básico de este órgano.
Varios estudios desde principios de siglo XX han demostrado que hay va-
rios tipos de neuronas, agrupadas según estructura, funciones y localización
como se ha introducido anteriormente. Dado este conjunto de unidades con
conexiones entre ellas seŕıa razonable pensar que se podŕıa buscar una rela-
ción entre lo percibido o pensado y lo activado.Por tanto, dado un patrón
de activación y teniendo estas relaciones de causa efecto bien establecidas se
podŕıa inferir el estado mental del sujeto analizado. Sin embargo, hay mu-
chos esquemas de codificación posibles que podŕıan usarse para representar
objetos complejos en el cerebro. Desde unidades funcionales individuales, en
los que sólo una unidad se activa para un est́ımulo determinado, es decir,
la relación entre est́ımulo X y neurona activa Y, Y = f(X). En función de
qué est́ımulo se reciba se activará una unidad con un cierto valor. Hasta
esquemas distribúıdos, en los que todas las unidades funcionales participan
en la representación y es el patrón de actividad relativa lo que cuenta en la
codificación.

Como se ha explicado anteriormente cada foto del cerebro se realiza me-
diante el análisis del cambio de nivel de ox́ıgeno en la sangre influenciado por
la actividad neural local (BOLD) y esta respuesta es tomada como indicador
de actividad neural. Este análisis genera una imagen en R3 con aproxima-
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damente unos 25000 vóxels o variables de estudio, aunque esto depende de
la resolución de la resonancia. El volumen de cada vóxel es de unos pocos
de miĺımetros cúbicos e incluso en este volumen tan pequeño ya integra la
actividad de varias centenas a millares de neuronas. Cada prueba de est́ımulo
suele durar algunos segundos, escuchar un sonido, hacer repetir una frase o
visualizar un objeto en concreto. Se suele obtener un cubo de datos cada
segundo que es lo que dura el barrido entero del encéfalo, aśı que en un ex-
perimento de varios segundos se obtiene varios volúmenes teniendo aśı una
señal en el tiempo para cada unidad milimétrica de estudio o vóxel. Se ha
visto que para un mismo est́ımulo las señales generadas para mismos vóxels
suelen ser bastante diferentes lo que hace dif́ıcil su análisis. Si ya hay variabi-
lidad para un sujeto más aún para varios sujetos, por ejemplo, localizaciones
funcionales diferentes en diestros y en zurdos o según edades.

Figura 2.2: Sujetos 1 y 2 respectivamente para un est́ımulo dado

Como se puede observar en la figura anterior para un mismo est́ımulo
los patrones de actividad son bastante diferentes en ambos casos. Estas di-
ferencias dentro de un mismo sujeto y para diferentes sujetos son lo que
intentará aprender un reconocedor de estados mentales.

Lo que se pretende en este proyecto final de carrera es investigar algunas
técnicas capaces de inferir conocimiento sobre los estados mentales de una
persona a través del análisis de algunas imagenes fMRI de su cerebro tomadas
bajo los est́ımulos en consideración en el estudio. Se investigará qué cadena
de procesado, qué etapas y con qué secuencia organizadas, se requiere para
llevar a cabo esta labor de clasificación y también se estudiará de qué forma
estas técnicas pueden ser combinadas para ofrecer mejores resultados de cla-
sificación. Aśı pues, lo que se pretende es partiendo de unos volúmenes fMRI
entrenar un clasificador que sea capaz de discriminar a posteriori datos no
vistos durante el entrenamiento .
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De esta forma se podŕıa saber si una persona se está imaginando un edi-
ficio o un prado o también reconocer si una persona está diciendo la verdad
o una mentira. De todas formas, el tipo de clasificación que nos concierne
es la binaria,es decir, poder discriminar entre dos est́ımulos conocidos. Pro-
blema éste mucho más acotado que inferir sin conocimiento a priori lo que
está pensando una persona determinada. Y más acotado aún que inferir lo
que está pensando una persona arbitraria. El problema de clasificación de
una imagen fMRI es complicado debido a la alta dimensionalidad de los da-
tos que se registran. Como ya se ha comentado antes, cada volumen que se
obtiene contiene muchos vóxels. No todos los vóxels nos ayudarán en la ta-
rea de etiquetar los datos ni todos en igual medida. Se deberá, por tanto,
seleccionar aquellos mejores.

No siempre se usará para comparar vóxels entre śı su valor, sino una
función del valor. Otras veces agruparemos vóxels vecinos en un supravóxel
ponderando sus valores y otras veces representaremos el valor de los vóxels
en otros espacios de coordenadas que sean más útiles en cuánto al proceso
de clasificación. Es por eso que en la literatura se suele usar indistintamente
el concepto de vóxel, cuando se trata de un dato crudo y caracteŕıstica o
variable cuando se trata de un valor calculado.

En un proceso de registro de datos fMRI hay partes del cubo de datos que
no se corresponden con el cerebro, no existen cerebros cuadrados. Hay otras
partes que no habrán sido bien registradas porque la persona bajo estudio
habrá movido levemente la cabeza o por la mera existencia de ruido en todos
los sistemas electrónicos. Será necesario aplicar un preprocesado de los datos
para reconocer sólo las zonas con dato útil.

Una vez hayamos filtrado los vóxels útiles y sobre estos hayamos iden-
tificado los que mejor nos ayudan en la tarea de discriminación deberemos
entrenar al clasificador.La tarea de clasificación dependerá enormemente de
la disposición espacial de los valores de los vóxels [?]. Como ejemplo se mues-
tran las siguientes figuras sobre las cuales se podrán extraer conclusiones. Las
imágenes muestran la disposición espacial en R2 de varias muestras etique-
tadas en dos clases.Estas dos clases o etiquetas podŕıan corresponder a dos
est́ımulos bajo los cuales se ha medido la respuesta fMRI. Para un est́ımulo
se ha pintado el valor de la muestra (voxel1, voxel2) en rojo mientras que
para el otro est́ımulo se ha pintado en azul. Como ya se ha introducido el eje
de las x corresponde a los valores de la variable voxel1 y el eje de las y a los
valores de voxel2.
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Figura 2.3: separación univariante

Observando la figura anterior se hace evidente que basta con definir el
criterio de separación sobre la variable voxel1 para discriminar las obser-
vaciones. Los valores por encima del umbral definido corresponderán a un
est́ımulo y los que están por debajo a otro.Si los datos lo permiten como
es el caso de la figura anterior es la aproximación que se usa en el análisi
univariante en el que se analiza cada vóxel por separado y se concluye en
base a únicamente los valores de una sola variable. Los valores de voxel2
no nos aportan la información necesaria para la separación de las muestras.
Habrá casos en los que no es suficiente en definir umbrales sobre variables
por separado y se deben buscar fronteras de decisión que relacionen entre si
los vóxels. Este es el caso de la siguiente figura.

Figura 2.4: separación multivariante lineal
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En estos casos será necesario realizar un análisis multivariante, capaz de
extraer información útil en aras de una mejor clasificación en base a las re-
laciones y proporciones entre variables.

En este ejemplo no nos basta con los valores de una de las variables para
poder discriminar entre los est́ımulos, hay que encontrar una combinación
linial tal que la evaluación en la frontera de decisión f(voxel1, voxel2) de
todos los valores de uno de los est́ımulos sea mayor que cero y que la evalua-
ción de todos los valores del otro est́ımulo sea menor que cero. Dicho de otro
modo, todas las muestras condicionadas a la presencia de un est́ımulo deben
residir en uno de los 2 semiespacios formados por la función discriminante y
las otras en el otro semiespacio. La función discriminante f(voxel1, voxel2)
corresponde con la ĺınia que se muestra en la figura. Para el caso general
de tener n vóxels podemos definir la condición de separabilidad linial de la
siguiente forma:

Decimos que dos conjuntos son linialmente separables en un espacio n-
dimensional si existen n + 1 números reales w1, w2, . . . , wn, θ de manera que
cada punto x = (x1, x2, . . . , xn) ∈ A satisface

∑n
j=1 wixi > θ y que cada pun-

to x = (x1, x2, . . . , xn) ∈ B satisface
∑n

j=1 wixi ≤ θ.Reagrupando θ al lado
izquierdo de la inecuación podemos reescribir el enunciado de la siguiente
forma: Dos conjuntos son linialmente separables en un espacio n-dimensional
si existen n + 1 números reales w1, w2, . . . , wn, wn+1 = θ de manera que cada
punto x = (x1, x2, . . . , xn, xn+1 = −1) ∈ A satisface

∑n+1
j=1 wixi > 0 y que

cada punto x = (x1, x2, . . . , xn, xn+1 = −1) ∈ B satisface
∑n+1

j=1 wixi ≤ 0.
Sintetizando, A debe residir en un semiespacio y B en el otro.

Finalmente cabe destacar que la relación que se establece entre las dos
agrupaciones de muestras no tiene porque ser linial, podŕıa ser no linial. Esto
se observa en el siguiente ejemplo, en el que se necesitaŕıa de un clasificador
no linial para poder separar.
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Figura 2.5: separación multivariante no linial

2.3. Preprocesado

Como ya hemos comentado en la introducción, una vez obtenidos los datos
por el scáner éstos deben ser tratados para eliminar los posibles artefactos
originados en el proceso de adquisición como pueden ser el ruido inherente en
cualquier sistema o los pequeños movimientos de cabeza que el sujeto haya
podido efectuar. Los datos a los que se ha tenido acceso para este proyecto
ya han sido sometidos a este tipo de preprocesado, pero existe además otro
tipo de preprocesado a otro nivel que debe llevarse a cabo. Los datos fMRI
se obtienen en forma de cubos de datos, algo aśı como imágenes 3d, y como
es de suponer, no todo este cubo de datos contiene información del cerebro
ni todos los cortes aportan la misma superficie con datos útiles. Si tenemos
en cuenta los cortes axiales, podemos observar en el recuadro verde de las
siguientes imágenes que la primera y la última de las imágenes contienen
menos zonas de substancia blanca y gris que la más medial. La primera de
ellas corresponde al corte axial A1 (cerca de la base del cerebro), la segunda
al corte axial A14 (en medio) y la última al último corte axial A28 (tangente
a la corteza). Los vóxels negros que se ven en las imágenes no constituyen
señal útil y no se tendrán en cuenta para los algoritmos de selección de
caracteŕısticas y clasificación. Es por eso que necesitamos hacer un filtrado
de los vóxels que nos interesan a través de un valor umbral.
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Figura 2.6: 3 cortes axiales enmarcados en verde

A continuación se muestra el histograma de las 3 imágenes anteriores. Se
puede observar que para la primera y la tercera de las imágenes los valores
se acumulan cercanos a valores muy bajos, mientras que en el corte A14 la
frecuencia de los valores se encuentra más repartida.

octave:2> [hdr, filetype, fileprefix, machine] = load_nii_hdr("s01_epi_snr01_001.hdr");

octave:3> [img,hdr] = load_nii_img(hdr,filetype,fileprefix,machine);

octave:4> img14 = img(:,:,14);

octave:5> hist(vec(img14));

Figura 2.7: Histograma de los 3 cortes anteriores.

Si se tiene un volumen de datos V el conjunto de vóxels E que al final
tendremos en cuenta son aquellos que aporten señal para todos los cubos de
datos disponibles, este concepto se aprecia en la ecuación 2.1. En la ecuación
2.2 se tiene en cuenta el cubo en rebanadas en una de las direcciones (sagital,
coronal o axial), por eso define la condición de thresholding a partir de las
imágenes de corte. Si definimos como Aj(x, y) a la imagen asociada al corte
j axial, entonces el conjunto de vóxels útiles para un determinado volumen
serán:

E = {(x, y, z)|V (x, y, z) ≥ t} (2.1)

E = {(x, y, j)|Aj(x, y) ≥ t,∀j} (2.2)
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Esta selección de vóxels inicial se deberá ir refinando para todos los
volúmenes involucrados en el análisis. Al final deben sobrevivir aquellos que
tengan señal útil en todos ellos.

E1 = {(x, y, z) ∈ V1|V1(x, y, z) ≥ t}
...

Ei = {(x, y, z) ∈ Ei−1|Vi(x, y, z) ≥ t}

A continuación se muestran la imagen axial A14 de los ejemplos anteriores
filtrada por un valor umbral de 1200 para que se perciba el efecto del filtro no
lineal por umbral. Usualmente se usará un valor mucho más bajo alrededor
de 600 o 700.

Figura 2.8: Imagen A14 original y filtrada

Para determinar el valor del umbral vamos a mirar de qué forma se repar-
ten los valores en todo el cubo de datos, para eso trataremos al cubo como
si fuera un vector y calcularemos su histograma, las siguientes intrucciones
en octave calculan y presentan el histograma de todo el volúmen.

octave:89> t=0:50:1800;

octave:90> [h,v]=hist(vec(img),t);

octave:91> h=h/59976;

octave:92> bar(v,h)

La siguiente figura puede entenderse como el histograma promedio de los
histogramas de todas las imágenes resultantes de los cortes axiales, 28 en
concreto. El histograma siguiente tiene una amplitud de bin de 50 unidades
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empezando en 0 y acabando en 1800, lo que significa que se han muestreado
los datos con un total de 36 bins.

Figura 2.9: Histograma de todo el cubo de datos

Se puede apreciar que la función de densidad no es uniforme, los valores
bajos y altos presentan una mayor densidad que los intermedios. También
se puede apreciar que existe un rápido decrecimiento en estas dos zonas de
acumulación. Esto es porque la mayor parte de los puntos o forman parte de
la zona cerebral o están fuera, hay pocos valores en la frontera.

Calculamos la función densidad acumulada para el anterior histograma y
la visualizamos en la siguiente ilustración

octave:116> t=0:50:1800;

octave:117> [h,v]=hist(vec(img),t);

octave:118> c=cumsum(h);

octave:119> c=c/59976;

octave:120> bar(v,c)
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Figura 2.10: Función de densidad acumulada

Se observa un punto de inflexión alrededor de 700, conforme los valores se
acercan a este punto el ritmo de crecimiento del acumulado baja, pasado este
punto el ritmo de crecimiento vuelve a incrementarse porque son los valores
que pertenecen al interior del cerebro. Este es el valor que se usará como
umbral para el preprocesado de los cubos.

Para realizar la selección de dichos vóxels se ha realizado un script en
octave dothreshold.m que se encuentra junto con los otros scripts en los
anexos. Se ha ejecutado el script para varios umbrales y se ha calculado
cuántos vóxels cumplen con la condición lo que resulta en la siguiente gráfica:

octave:106> graf=[];

octave:107> for threshold=100:100:1800

> selected = dothreshold( "pre-processed/s01_epi_snr01_xxx/",threshold);

> graf=[graf sum(sum(sum(selected)))];

> end

octave:108> plot(100:100:1800,graf)
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Figura 2.11: Número de vóxels seleccionados en función del umbral

2.4. Generación de caracteŕısticas

Resulta complicado cuando, en un sistema dado, tenemos gran cantidad
de variables en consideración y más cuando no sabemos la calidad de dichas
variables en lo referente a la tarea de discriminación de las muestras. Hay
dos aspectos importantes que nos debeŕıamos cuestionar:

¿Cómo afecta la dimensionalidad a la capacidad de clasificación?

¿Cómo afecta la dimensionalidad a la complejidad computacional del
clasificador?

Por tanto, se debe hallar alguna manera que nos permita reducir la di-
mensionalidad de los datos adquiridos. Esto es una doble ventaja ya que no
sólo acelerará los cálculos del clasificador si no que lo hará más eficaz. Esta
dimensionalidad puede ser reducida mediante:

Rediseño de los atributos que se han cogido del modelo.

Selección de un subconjunto apropiado de entre todos los atributos
presentes.
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Combinación de atributos ya existentes.

El problema de la dimensionalidad en comparación con los datos adquiri-
dos es análogo al problema del overfitting. Como se puede ver en la siguiente
figura una interpolación con un polinomio de grado 5 lo hace peor que con
un polinomio de grado 2, ya que este último es más general y se compor-
tará mejor ante muestras no vistas durante el entrenamiento.

Figura 2.12: Problema de overfitting

Este ejemplo viene a reflejar el punto de equilibrio que se debe conseguir
entre los datos adquiridos y los atributos tenidos en cuenta. No por más
atributos el clasificador tendrá un mejor rendimiento de la misma forma
que no por muchos parámetros internos del clasificador que se optimicen se
clasificará mejor después.

2.4.1. Combinación de atributos

Se podŕıan hacer muchas clasificaciones posibles en relación a la combina-
ción de atributos en vez de esto se enumerarán las principales caracteŕısticas
de las técnicas de combinación de atributos:

Combinación lineal versus no lineal

Uso de tutores o no.

Objetivo:
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• Minimización del error de clasificación

• Minimización del error de reconstrucción (PCA)

• Maximizar la separabilidad entre las clases (LDA o análisis discri-
minante de Fisher)

• Retener las direcciones de proyección interesantes (Projection Pur-
suit)

• Maximizar la independencia entre atributos (ICA)

PCA y LDA son dos técnicas que se parecen bastante, reproyectan los
datos en direcciones calculadas que maximizan criterios diferentes, en PCA
la variabilidad de los datos en LDA su separabilidad. A continuación se pro-
fundizará en una de las técnicas anteriormente citadas PCA.

Principal Component Analysis

Para desarrollar esta sección se ha tomado como referencia los siguientes
tutoriales de componentes principales [?, ?].

PCA es una forma de descubrir patrones en los datos y de expresar los
datos de manera que se realcen sus similitudes y diferencias. Debido a que
los patrones son dif́ıciles de encontrar en entornos de alta dimensionalidad,
dónde la representación gráfica no se puede usar para descrubrirlos, PCA se
ofrece como una herramienta útil. Es un método de combinación lineal para
reducción de dimensionalidad capturando la máxima información de los da-
tos iniciales. Su objetivo es buscar direcciones de proyección,las de máxima
covarianza, para descorrelar los datos. Algunas de las aplicaciones de PCA
son la compresión con pérdidas que puede verse como una consecuencia di-
recta de la reducción de dimensionalidad.
A continuación como introducción a PCA se repasará el concepto de pro-
yección y se verá como se relaciona con un cambio de base y una rotación
vectorial. Dado un punto p, un vector director v y vp la proyección de p en
la dirección de v :
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Figura 2.13: proyección de un punto p sobre el vector v

Según los datos que se aprecian en la figura anterior podemos escribir las
siguientes igualdades:

〈v, p〉 = ‖p‖‖v‖cos(α)

‖vp‖ = ‖p‖cos(α) → 〈v, p〉 = ‖v‖‖vp‖ → ‖vp‖ =
〈v, p〉
‖v‖

vp = ‖vp‖
v

‖v‖
→ vp =

〈v, p〉
‖v‖

v

‖v‖
=
〈v, p〉
〈v, v〉

v

El valor 〈v,p〉
〈v,v〉 es la contribución en la dirección de v para p o el valor

de p en la dimensión v. Supongamos que p = (p1, p2, . . . , pn) ∈ Rn y que
está expresado en coordenadas canónicas, aśı como v. Se define una nueva
base B = (v1, v2, . . . , vm) formada por m vectores ortogonales y se proyecta
p hacia cada uno de los vectores de la base B, obteniendo las componentes
de pB, es decir de p expresado en la base B, hay que fijarse que podemos
expresar p en la base B a través de proyecciones en cada uno de los vectores
de B porque son ortogonales entre śı, es decir, 〈vi, vj〉 = 0, i 6= j. Entonces
tendremos que pB = (pB1, pB2, . . . , pBm) donde cada pBi corresponde a la
proyección de p en el vector vi ∈ B, aśı pues

pB = (
〈v1, p〉
〈v1, v1〉

,
〈v2, p〉
〈v2, v2〉

, . . . ,
〈vm, p〉
〈vm, vm〉

)

p =
〈v1, p〉
〈v1, v1〉

v1 +
〈v2, p〉
〈v2, v2〉

v2 + . . . +
〈vm, p〉
〈vm, vm〉

vm

A continuación se muestra un pequeño script en octave para calcular la
proyección de un punto p respecto una dirección v:
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%Proyectamos el punto p en la direccion del vector v, devolviendo el valor

%en v del punto p.El vector v se debe pasar como un vector fila

%y el punto p como un vector columna.

function value=proyecta( v,p )

value = (v * p) / (v * v’);

endfunction

Seguiremos con el ejemplo pero en R2 para adecuarlo a la figura anterior.
Redefinimos B = (v1, v2) de forma que 〈v1, v2〉 = 0 y por tanto:

p = pB1v1 + pB2v2 → p = 〈v1,p〉
〈v1,v1〉v1 + 〈v2,p〉

〈v2,v2〉v2.

Igualando componente a componente llegamos al siguiente sistema de
ecuaciones: (

px

py

)
= pB1

(
v1x

v1y

)
+ pB2

(
v2x

v2y

)
(

px

py

)
=

(
v1x v1y

v2x v2y

)(
pB1

pB2

)
p = CcpB

pB = CBp, CB = C−1
c =

(
v1x v1y

v2x v2y

)−1

La matriz Cc es la matriz de cambio de base de base B a canónica, la matriz
CB es su inversa y cambia de base canónica a la base B. Para el caso general
Rn tendremos que las matrices de cambio de base serán:

Cc =


v11 v21 . . . vm1

v12 v22 . . . vm2
...

...
v1n v2n . . . vmn

,CB =


v11 v21 . . . vm1

v12 v22 . . . vm2
...

...
v1n v2n . . . vmn


−1

Cada columna de la matriz corresponde a un vector de la base B. A conti-
nuación se muestra un script en matlab para hacer cambios de base:

%Funcion de cambio de base. EL punto o vector p se devolvera

%expresado en la nueva base B.

%Los vectores de la base se tiene que pasar como vectores columna

%en la matriz B y el punto p debe pasarse como un vector fila.

%octave:147> base([3 0;2 2],[3 3])

%ans =

%

% 1.00000

% 0.50000

%
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% Calculando la inversa calculamos el cambio de base inverso

%octave:149> base([3 0;2 2]^-1,[1 0.5])

%ans =

%

% 3

% 3

function out = base(B,p)

out=zeros(size(p));

out = B\p’;

endfunction

Como se ha comentado anteriormente PCA busca direcciones propicias
y expresa los datos en estas direcciones. Supongamos que queremos calcular
estas direcciones de máxima varianza.
Buscaremos la componente principal w1 = argmax‖w‖=1 var(wxt), en donde
w es un vector fila de proyección y x los puntos a proyectar, cada punto
representado en cada fila de x.

La primera de las aproximaciones podŕıa ser por fuerza bruta, es de-
cir, imaginemos que dividimos 2π por un número de pasos angulares n y
calculamos la proyección de los datos en la dirección de cada uno de los
ángulos: θk = 2πk/n, 0 ≤ k ≤ n − 1 . El vector director para ese ángulo es
vθk

= (cos(θk), sin(θk)). En la siguiente figura se puede observar la proyección
de una nube de 500 puntos respecto el eje de las x o θ0. Se puede observar
que la proyección de los puntos se ha pintado en azul aśı como el histograma
que se ha calculado para los mismos que se ha superpuesto en la figura para
que quede patente la densidad de los valores después de la proyección. Los
puntos de este ejemplo y los que siguen se han generado con las siguientes
llamadas de octave:

octave:21> x=randn(1,500);

octave:22> y=randn(1,500);

octave:23> z = 2*x+y;

octave:24> plot(x,z,’r+’);
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Figura 2.14: proyección de los datos para θ0

Calculamos la correlación entre las dos variables, gráficamente podemos
observar que cuando se incrementan los valores del eje de las x’s también lo
hacen los del eje de las y’s.

octave:25> cor(x,z)

ans = 0.88758

Una de las caracteŕısticas en los datos que no interesará reducir será la
redundancia. Cuando dos variables del conjunto de datos presentan valores
muy parecidos, con alta correlación, diremos que presentan una alta redun-
dancia. Tanto para sistemas de compresión como para clasificar lo normal
será quedarnos con una de las dos ya que no sirve de nada tener la informa-
ción por duplicado. A continuación se presentan dos nubes de datos, una con
redundancia alta y la otra con una baja redundancia.
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Figura 2.15: Biplot de dos variables con alta y baja redundancia

Siguiendo con la proyección de los datos respecto direcciones angulares
la siguiente figura muestra las proyecciones de una nube de 100 puntos para
vπ/4 y vπ/2.

Figura 2.16: proyección de los datos para π/4 y π/2

Para automatizar el cálculo de todas las proyecciones y su varianza se ha
hecho el siguiente script:

%se proyectan los datos de entrada datain en N pasos angulares

%una vez calculados los puntos de la nube proyectados se calcula su

%varianza. El valor devuelto es un vector con las varianzas de

%todas las proyecciones.
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function [varout varoutperp] = brutevar( datain,N )

plot(datain(1,:),datain(2,:),’r+’)

hold on;

theta_end = pi;

varout = zeros(size(1,N));

count = 1;

for i=0:N-1

theta_i = theta_end * i / N;

v_i = [cos(theta_i) sin(theta_i)];

for j=1:size(datain)(2)

proj(j) = proyecta( v_i, datain(:,j) );

projperp(j) = proyecta( perp(v_i), datain(:,j) );

plot( proj(j) * cos(theta_i), proj(j) * sin(theta_i),’b+’);

end

varout(count) = var(proj);

varoutperp(count) = var(projperp);

count = count + 1;

end

hold off;

endfunction

El resultado se puede ver en la siguiente ilustración para 5 pasos angulares
de proyección y una nube R2 de 100 puntos.

Figura 2.17: proyecciones con resolución π/5

Como se ve en la figura anterior hay proyecciones más estrechas que otras
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porque los puntos proyectados están más juntos. Intuitivamente podemos ver
que cuando la dirección de proyección es ortogonal a la dirección de la nube
de datos los puntos se dispersan menos. A continuación se muestra en rojo
los valores de la varianza de la proyección en función del paso angular,var(θ),
para 100 pasos angulares. También se visualiza la varianza de la proyección
del vector perpendicular (θk + π/2) al considerado en verde:

Figura 2.18: varianza en función del ángulo de proyección

En la anterior figura se puede observar en rojo la varianza de los datos
proyectados en función del ángulo de proyección y en verde la función de la
varianza respecto de la dirección perpendicular a la considerada. A la direc-
ción θk la podemos entender como la dirección de señal mientras que a su
perpendicular la podemos interpretar como la dirección de ruido. Interpre-
tando esto aśı se puede calcular la relación señal ruido entre estas dos. Esta
es una medida relativa de ruido y se calcula como:

SNR =
σ2

signal

σ2
noise

=
σ2

θ

σ2
θ+π/2

La nueva figura muestra la evolución de dicha relación con una resolución
de π/100.Se puede observar que hay un máximo en dicha función. Esta es
la dirección θ∗ óptima que estábamos buscando al inicio de la sección, la
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dirección que nos revelase la estructura de los datos.

Figura 2.19: Relación señal ruido entre ambas direcciones

En lo que queda de sección hallaremos otra forma de encontrar estas di-
recciones de interés. Explicaremos los pasos para ejecutar el algoritmo de
PCA sobre un conjunto de datos, de aqúı en adelante expresaremos estos da-
tos en forma matricial. Tomaremos la convención de expresar en las columnas
de esta matriz Mn×m,las variables medidas y para cada muestra tendremos
una fila. Visto de otra manera, cada fila de esta matriz puede ser visto como
la realización de un vector aleatorio, con tantas variables aleatorias como
columnas tenga la matriz.
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X = (X1, X2, . . . , Xn)

E[X] = (E[X1], E[X2], . . . , E[Xn]) ≈ (X̄1, X̄2, . . . , X̄n)

E[Xi] =
∑

x∈SXi

xPXi
(x) ≈ X̄i =

1

m

m∑
j=1

M(j, i)

Cov[Xi, Xk] = E[(Xi − E[Xi])(Xk − E[Xk])]

=
∑

xi∈SXi

∑
xk∈SXk

(xi − E[Xi])(xk − E[Xk])PXi,Xk
(xi, xk)

≈ 1

m

m∑
j=1

(M(j, i)− X̄i)(M(j, k)− X̄k)

Cada realización de X es cada una de las filas de la matriz y la media es
una aproximación de la esperanza, cuyo valor será más preciso cuando mayor
sea el número de muestras m. Para procesar los datos primero los adecua-
remos al origen de coordenadas, es decir quitaremos la media, gráficamente
quedará reflejado en que la nube de puntos queda centrada en O, sin offset.
Octave proporciona funciones de alto nivel para procesar datos matemática-
mente,algo como quitar la media en una matriz en cualquier otro lenguaje
nos llevaŕıa más de una ĺınea de código, sin embargo en Octave podemos usar
una sola expresión para sintetizar esto mismo:

octave:39> data = data - repmat(mean(data),size(data)(1),1);

Después calcularemos la matriz de covarianza C entre todas las dimensio-
nes de los datos. De forma matricial y teniendo los datos centrados respecto
el origen podremos escribir:

C =
1

m
M tM

Una vez calculada la matriz de covarianza, que es una matriz cuadrada,
calcularemos sus vectores y valores propios.Antes de seguir con el algoritmo
de PCA recordaremos de forma intuitiva lo que es un vector y un valor pro-
pio.
Entendiendo una matriz como un operador lineal sobre un espacio (rotación,
reflexión, ensanchamiento o una combinación de ellos) los vectores propios
de dichas transformaciones lineales son vectores que no se ven afectados por
la transformación o se ven multiplicados por un escalar que no vaŕıa su di-
rección. Formalmente se definen los vectores propios y valores propios de la
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siguiente manera: Si A : V → V es un operador lineal en un cierto espacio
vectorial V , v es un cierto vector diferente de cero en V y c es un escalar
tales que Av = cv entonces decimos que v es un vector propio de A y su valor
propio asociado es c. Si v es un vector propio con el valor propio c entonces
cualquier múltiplo diferente de cero de v es también un vector propio con el
valor propio c.Cabe destacar que todos los vectores propios de una matriz
son ortogonales entre si. Pongamos un ejemplo para acabar de entenderlo,
supongamos que tenemos una matriz E que realiza reflexiones especulares
entorno a la recta y = x entonces su vector propio es un vector que descan-
sa encima de la recta y = x ya que no se verá transformado geométricamente.

Una vez calculados dichos vectores y valores propios se ordenan los vec-
tores propios según su valor propio,el valor propio indica su importancia
respecto su capacidad de definir la orientación de los datos, y se reproyectan
los puntos a esta nueva base quedando expresados en otra base ortogonal.Si
proyectamos los datos hacia sólo los primeros K vectores propios consegui-
remos reducir la dimensionalidad de los datos.

Para proyectar los datos en la nueva base antes hemos visto de qué forma
pod́ıamos calcular la contribución de p en la dirección v y lo hemos llamado
vp. Para el caso particular que v sea un vector unitario basta con hacer el
producto escalar.

vp =
〈v, p〉
〈v, v〉

v

‖v‖ = 1 → 〈v, v〉 = 1

vp = 〈v, p〉v

Debido a que los vectores propios los calcularemos para que sean unitarios
el último paso de PCA es hacer el producto entre las matrices de datos y
la matriz de los vectores propios, lo que se traduce en el producto escalar
entre filas y columnas. A continuación se ilustra la transformación de datos
que ha sufrido una nube de 100 puntos después de aplicar el algoritmo de
PCA. En rojo se ve la disposición original de los puntos y en azul los puntos
transformados en la nueva base.
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Figura 2.20: Transformación PCA de los datos

Para el caso que no se proyecten los datos hacia todas las dimensiones
y sólo se haga para las K primeras podemos calcular la pérdida sufrida en
la reducción de dimensionalidad como el ratio entre la suma de los valores
propios de la proyección respecto el total de la suma de los valores propios.

ρ =

∑K
i=1 λi∑N
i=1 λi

, K < N (2.3)

Como se puede observar en la figura anterior los datos han sufrido una
rotación, se han proyectado hacia todos los vectores propios calculados a
partir de la matriz de covarianza. Para generar la gráfica se han realizado las
siguientes llamadas a octave:

octave:2> x=randn(1,500);

octave:3> y=randn(1,500);

octave:4> z = 2*x+y;

octave:5> data=[x;z];

octave:7> dataout = pca(data’,2);

octave:8> dataout = dataout’;

octave:9> axis("square")

octave:10> plot(x,z,’r+’)

octave:11> hold on

octave:12> plot( dataout(1,:), dataout(2,:),’b+’)
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La implementacion que se ha hecho de pca en el fichero pca.m se encuentra
en los anexos.

Para acabar con la sección de PCA la siguiente figura muestra una trans-
formación PCA pero haciendo una reducción de dimensionalidad siguiendo
con el mismo ejemplo anterior, se ha reducido de dos a una dimensión. La
nube de 500 puntos inicial se ha transformado y luego se ha vuelto a pro-
yectar al espacio inicial. Cada vez que se haga una transformación PCA
hacia un subespacio de menor dimensionalidad y luego se vuelvan a proyectar
los datos al espacio inicial se observará una pérdida de información puesto
que toda la información contenida en las dimensiones no tenidas en cuenta
para la transformación PCA ha sido eliminada. Los esquemas de compresión
con pérdidas usan esta estrategia entre otras.

Figura 2.21: Transformación PCA con reducción de dimensionalidad

Como se observa los datos se proyectan en la recta de máxima varian-
za que es la componente principal.Una medida que nos podŕıa ser útil para
medir el error ocasionado seŕıa calcular el error cuadrático medio entre los
puntos originales xi y transformados reproyectados x̂i.Se llama error cua-
drático o desviación cuadrática al cuadrado de la distancia que separa xi de
su aproximación x̂i.

mse =
1

N

N∑
i=1

d(xi, x̂i)
2 =

1

N

N∑
i=1

‖xi − x̂i‖2 =
1

N

N∑
i=1

〈xi − x̂i, xi − x̂i〉
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2.4.2. Selección de atributos

Los métodos de selección de atributos pueden ser agrupados en 3 grandes
categoŕıas. Los que requieren la evaluación de todos los posibles subgrupos de
atributos llamados métodos de envoltorio. Los métodos de envoltorio tratan
los algoritmos de clasificación como cajas negras sobre los cuales van proban-
do todos los conjuntos de atributos y evalúan su capacidad de clasificación.
Encontrar el subconjunto es equivalente a a signar pesos binarios a cada uno
de los atributos en consideración. El problema es NP completo puesto que
el número de posibles subgrupos (2N) crece exponencialmente para N atri-
butos dados. Hay que tener en cuenta que la selección de los atributos en
este caso dependerá de la hipótesis del clasificador. Si para encontrar estos
posibles subgrupos se usara un clasificador lineal, el resultado final seŕıa el
subconjunto que mejor describe los datos en un entorno de separación lineal.
Esto no significa que no se pudiera encontrar otro subgrupo con mejores
prestaciones que el anterior en un entorno de separación no lineal, habiendo
usado una red neuronal multicapa. La segunda de las categoŕıas se basa en
aspectos espećıficos de los algoritmos de entrenamiento. Las redes neurona-
les permiten calcular gradientes respecto a parámetros internos basándose la
selección de caracteŕısticas en técnicas de regularización de datos que pueden
llegar a ser más eficientes que los métodos ciegos de envoltorio o fuerza bruta.
La tercera de las categoŕıas es aquella en que los atributos se evalúan por
separado y es independiente de la técnica de clasificación posterior utilizada.
Una de las técnicas que se usan para reducir la dimensionalidad sin tener en
cuenta la etapa posterior de clasificación es la proyección aleatoria o Random
Projection”. Otra de las técnicas que se usa es la inferencia estad́ıstica. A
continuación explicaremos en qué se basan estas técnica.

Random projection

La idea de la proyección aleatoria [?] se basa en que dado una matriz X,
la dimensionalidad de los datos puede ser reducida proyectándola a través
del origen a un subespacio de menor dimensión formado por un conjunto de
vectores aleatorios. Dicha matriz A de menor dimensión se puede expresar de
la siguiente forma: Ak×n = Rk×mXm×n . Dónde R es la matriz de proyección
, X es la matriz original y k es es la dimensionalidad escogida, k < n . La
idea de la proyección aleatoria está motivada por el teorema de Johnson-
Lindenstrauss que a continuación exponemos:

Teorema Johnson-Lindenstrauss. Para cualquier 0 < ε < 1 y cualquier
entero n, ∃k un entero positivo tal que k ≥ 4(ε2/2− ε3/3)−kln(n). Entonces
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para cualquier conjunto W ⊂ Rd,∃f : W ⊂ Rd → Rk tal que ∀u, v ∈ W
se cumple (1− ε)‖u− v‖2 ≤ ‖f(u)− f(v)‖2 ≤ (1 + ε)‖u− v‖2.

Es decir, lo que el teorema establece es que podemos reducir la dimensio-
nalidad de algunos puntos con una distorsión controlada de orden O(ln(n)/ε2).

Hay muchas propuestas para la elección de la matriz de proyección alea-
toria. Una de las propuestas es:

ri,j =

{
+1 con probabilidad 1/2;
-1 con probabilidad 1/2;

Test de hipótesis

Un primer paso en la selección de caracteŕısticas es mirar en cada vóxel
independientemente y comprobar su capacidad discriminatoria. Este punto
de vista es un enfoque univariante al problema de la selección. Este proce-
dimiento nos ayuda a descartar al menos aquellas caracteŕısticas realmente
malas. Nos interesarán aquellos vóxels cuyos valores bajo las condiciones de
est́ımulo sean significativamente diferentes que bajo la condición de reposo
ya que se supone que cuando un vóxel está activo es porque está involucrado
en la tarea cognitiva. La idea es simple, miraremos aquellas posiciones del
cubo de datos que durante su exposición al est́ımulo presentan más actividad
que durante las etapas de rest.

Como veremos en esta sección no nos basta con comparar la mediana
del vóxel en ambas condiciones, también tendremos que preocuparnos de la
varianza. Para ello se ha propuesto el siguiente ejemplo, tenemos dos me-
didas temporales sobre un vóxel, una en condiciones de activación o bajo
est́ımulo (en verde) y otra en condiciones de fijación (en rojo). El valor tem-
poral del vóxel bajo la condición de fijación presenta un nivel de activación
más pequeño que su contrapartida bajo est́ımulo. Cuando nos referimos a la
activación nos referimos a la componente continua de la señal.
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Figura 2.22: Señales temporales de un posible vóxel

Como vemos en la figura anterior ambas señales se podŕıan separar bas-
tante bien con el criterio de la mediana de sus componentes continuas como
valor umbral mencionado antes, aśı que este podŕıa ser un buen candidato
para ser seleccionado como vóxel de interés. La componente continua es el
valor promedio de la señal integrado a lo largo del tiempo, corresponde al
valor a0 de un desarrollo de Fourier de la función.

DC =
1

n

n∑
i=1

x(i)

Calculamos la mediana o DC de ambas señales:

octave:239> mean(x)

ans = 1012.0

octave:240> mean(y)

ans = 1059.2

A continuación se proponen dos nuevas señales con medianas parecidas
pero con mucha más dispersión respecto del valor central. En esta nueva ima-
gen se observa la necesidad de tener en cuenta la varianza o dispersión ya que
la separación de dichas clases ya no seŕıa tan simple. Se podŕıa introducirse
error en la medida si se seleccionara dicho vóxel y por tanto no seŕıa un buen
candidato.
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Figura 2.23: Señales temporales con mayor varianza de un posible vóxel

octave:253> mean(x)

ans = 1023.6

octave:254> mean(y)

ans = 1064.8

Las medianas siguen muy próximas a las anteriores, sin embargo, su varianza
es mucho mayor. Podemos ver el problema desde un punto de vista de la fun-
ción densidad de los valores, a continuación presentamos tres casos análogos
al anterior. En esta primera figura se observa como las funciones densidad
están altamente solapadas debido a que sus varianzas son bastante grandes
en comparación con la distancia de sus medianas, este tipo de casos serán los
que no deberemos escoger.
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Figura 2.24: Gausianas solapadas

En esta siguiente ambas normales están algo menos solapadas, aún y
aśı podŕıamos seguramente encontrar algún vóxel con mejores capacidades
de clasificación.

Figura 2.25: Gausianas medianamente solapadas

Finalmente encontramos una distribución de valores que nos es favorable
en nuestro propósito, este por tanto, seŕıa el vóxel a escoger. Aunque las colas
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de las gausianas siguen hasta infinito y por tanto nunca encontraremos un
escenario separable en sentido estricto, el error de clasificación en este último
caso seŕıa muy pequeño.

Figura 2.26: Gausianas separables

Por tanto se necesita algo más elaborado que sólo tener en cuenta la
componente continua de la señal. Para ello haremos uso de la inferencia es-
tad́ıstica.

Sea X una variable aleatoria que representa los valores de una determi-
nada caracteŕıstica o vóxel, intentaremos investigar si los valores que toma
bajo los diferentes est́ımulos o condiciones, digamos w1 y w2, difieren signi-
ficativamente. Es decir, lo que intentaremos es encontrar alguna medida de
confianza que nos permita decidir si pX(x|w1) es suficientemente diferente a
pX(x|w2). Para dar respuesta a esta cuestión formularemos el problema en el
contexto de la inferencia estad́ıstica.

Nuestro interés recae en el siguiente test de hipótesis:

H1 : θ 6= θ0

H0 : θ = θ0

La decisión a este test se debe situar en el siguiente contexto. Sean
xi, i = 1, 2, . . . , N los datos experimentales de una variables aleatoria X.
Una función f(., . . . , .) se selecciona dependiendo del problema espećıfico
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q = f(x1, x2, . . . , xN). La función f se selecciona para que la densidad de
probabilidad de q sea fácilmente parametrizable en términos de θ, es decir,
pq(q; θ) . Se define D como el intervalo en q en el que hay una gran probabi-
lidad que caiga en la hipótesis H0 (intervalo de aceptación) y se define D̄, su
complementario, como el intervalo de rechazo. La variable q es conocida como
test estad́ıstico y si su valor que resulta para los valores xi, i = 1, 2, . . . , N
cae en D entonces aceptaremos H0 y si cae en D̄ entonces lo rechazare-
mos. Sea H0 verdadero la probabilidad de un error en nuestra decisión es
P (q ∈ D̄|H0) = ρ. Vamos a aplicar lo anteriormente dicho en el caso que el
parámetro desconocido sea la esperanza.

Sea X una variable aleatoria y xi, i = 1, 2, . . . , N las salidas resultantes
que asumiremos mutuamente independientes. Cada repetición del experimen-
to resulta en una observación de la variable aleatoria X. Después de N repe-
ticiones tenemos N valores de N variables aleatorias X1, X2, . . . , XN todas
con la misma función densidad de X. Sea E[X] = µ y E[(x− µ)2] = σ2 una
estimación conocida basada en las muestras para µ es x̄ = 1

N

∑N
i=1 xi. Usando

un grupo diferente de muestras calculaŕıamos lo más probable otro valor esti-
mado. Según lo que hemos dicho que la esperanza la pod́ıamos aproximar me-
diante la mediana muestral y cada muestra xi la pod́ıamos ver como la salida
de la variable aleatoria Xi, cuya función densidad fXi

(xi) = fX(x), entonces
la variable aleatoria asociada a la mediana muestral es MN(X) = X1+...+XN

N
.

Cada x̄ que calculemos a partir de estas N muestras será una salida de la
variable aleatoria MN(X). Aśı pues siendo una variable aleatoria podemos
calcular su esperanza y su varianza.

MN(X) =
X1 + . . . + XN

N

E[MN(X)] =
1

N
E

[
N∑

i=1

Xi

]
=

1

N

N∑
i=1

E[Xi] =
1

N

N∑
i=1

E[X] = E[X]

V ar[MN(X)] = E[(MN(X)− E[MN(X)])2] = E[(MN(X)− E[X])2]
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E[(MN(X)− E[X])2] = E

( 1

N

N∑
i=1

Xi − E[X]

)2
 = E

 1

N2

(
N∑

i=1

Xi − E[X]

)2


= E

[
1

N2

(
N∑

i=1

(Xi − E[X])2 +
N∑

i=1

∑
j 6=i

(Xi − E[X])(Xj − E[X])

)]

=
1

N2

(
N∑

i=1

E[(Xi − E[X])2] +
N∑

i=1

∑
j 6=i

E[(Xi − E[X])(Xj − E[X])]

)

E[(Xi − E[X])(Xj − E[X])] = E[Xi − E[X]]E[Xj − E[X]] = 0

E[(Xi − E[X])2] = E[X2
i ]− 2E[X]E[Xi] + E[X]2

E[(MN(X)− E[X])2] =
1

N2

(
N∑

i=1

E[X2
i ]− 2E[X]E[Xi] + E[X]2

)
=

1

N2

(
NE[X2]− 2NE[X]2 + NE[X]2

)
=

E[X2]

N
− E[X]2

N
=

V ar[X]

N

La esperanza de MN(X) coincide con la esperanza de X, la varianza es
inversamente proporcional al número de muestras tenidas en cuenta. Cuantas
más muestras se tomen más pequeña será la varianza entorno a µ, para
un número infinito de valores no habrá varianza. Lo que se ha conclúıdo
hasta ahora es que el valor medio de un conjunto finito de puntos sigue una
distribución gaussiana centrada en el valor medio para un conjunto infinito
de puntos, dicho concepto es análogo al concepto de frecuencia relativa de
un suceso frente a la probabilidad de dicho suceso .La varianza inherente de
la variable aleatoria y el número de muestras modelarán la curba siguiente
de forma más pronunciada o menos.



2.4. GENERACIÓN DE CARACTERÍSTICAS 47

Figura 2.27: Función densidad para MN(X)

Se ha marcado en gris el intervalo D o zona de confianza, dentro de este
intervalo podremos asumir que un valor dado corresponde al valor medio de
la señal con un cierto margen de error.

LLegados a este punto supongamos que nos dan un valor medio de señal
µ̂ y nos requieren que decidamos si dicho valor corresponde a la esperanza
de la variable aleatoria X. Todo lo que tenemos que hacer es calcular si µ̂
pertenece al area sombreada.

Planteamos las siguientes dos hipótesis:

H1 : E[X] 6= µ̂

H0 : E[X] = µ̂

Para ello haremos uso de la normal estandarizada Z = N (0, 1), dicha
variable aleatoria es una variable aleatoria normal con esperanza cero y va-
rianza 1, cuya función de densidad acumulada se llama función de densidad
acumulada normal estandarizada y se define a continuación:

E[Z] = 0

V ar[Z] = 1

Φ(z) =
1√
2π

∫ z

−∞
e−

u2

2 du

Si X es una variable aleatoria con esperanza µx y varianza σx
2 entonces

su función de densidad acumulada se puede calcular como:
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FX(x) = Φ

(
x− µx

σx

)
P [a ≤ X ≤ b] = FX(b)− FX(a)

= Φ

(
b− µx

σx

)
− Φ

(
a− µx

σx

)
Haremos un pequeño cambio de notación respecto las ecuaciones anterio-

res, a partir de ahora nos referiremos a la variable aleatoria MN(X) como
x̄. Con las ecuaciones anteriores y con la normal estandarizada definimos el
siguiente test estad́ıstico.

q =
x̄− µ̂

σ/
√

N

Para usar el test estad́ıstico y dar una respuesta a la validez de H0 hare-
mos lo siguiente, calcularemos x̄ a partir de las muestras, calcularemos q y
escogeremos un intervalo de confianza ρ. Con el intervalo de confianza iremos
a la tabla de Φ y calcularemos el intervalo de aceptación D = [−xρ, xρ] y
finalmente miraremos si q ∈ D.

Para el caso que nos ha ocupado la varianza también ha tenido que ser
estimada, esto nos ha llevado al test estad́ıstico de Student cuya fórmula se
presenta a continuación

t =
x̄− ȳ√

V ar(x)
Nx

+ V ar(y)
Ny

Si se analiza un poco la expresión se maximizará para distribuciones cuyas
esperanzas o medias muestrales estén lo más alejadas posibles y también para
varianzas lo más pequeñas posibles. En el caso que no ocupará después de
la selección de caracteŕısticas fMRI escogeremos los n vóxels con una t-test
mayor.

2.4.3. Ganancia de información e información mutua

Se puede definir la ganancia de información como la reducción de entroṕıa
debido al conocimiento o llegada (en el caso de un sistema de comunicaciones)
de un śımbolo del alfabeto en cuestión. Para seguir con la definición y expli-
cación de la ganancia de información se hace necesario abordar el concepto
de entroṕıa.
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La entroṕıa es la medida de incertidumbre de una variable aleatoria.Cuanta
más incertidumbre haya sobre un experimento mayor será su entroṕıa y ma-
yor será la longitud media del código necesario para codificar las salidas de
dicho experimento. La unidad en que se mide depende de la base del logarit-
mo utilizado.Si dicha base es 2, entonces medimos en BITS o si la base es e
entonces medimos en NATS. Se define matemáticamente como:

H(X) = −
∑
x∈Sx

pX(x)log(pX(x)) (2.4)

El sumatorio se aplica sobre todo el conjunto muestral de la variable alea-
toria X. Esta medida es más alta para distribuciones más uniformes siendo
el máximo para una distribución totalmente uniforme. También se puede
ver como E[−log(pX(x))]. Para el caso de una distribución conjunta de dos
variables aleatorias la entroṕıa queda expresada de la forma:

H(X, Y ) = −
∑
x∈Sx

∑
y∈Sy

pX,Y (x, y)log(pX,Y (x, y)) (2.5)

Cuando las dos variables son independientes la entroṕıa conjunta es la
suma de las entroṕıas de las dos variables aleatorias por separado. Demos-
tración:

H(X, Y ) = −
∑
x∈Sx

∑
y∈Sy

pX,Y (x, y)log(pX,Y (x, y))

= −
∑
x∈Sx

∑
y∈Sy

pX(x)pY (y)log(pX(x)pY (y))

= −
∑
x∈Sx

pX(x)
∑
y∈Sy

pY (y)(log(pX(x)) + log(pY (y)))

= −
∑
x∈Sx

pX(x)
∑
y∈Sy

pY (y)log(pX(x)) + py(y)log(pY (y))

= −
∑
x∈Sx

pX(x)[
∑
y∈Sy

pY (y)log(pX(x)) +
∑
y∈Sy

py(y)log(pY (y))]

= −
∑
x∈Sx

pX(x)[
∑
y∈Sy

pY (y)log(pX(x)) + H(Y )]

= −
∑
x∈Sx

pX(x)log(PX(x)) +
∑
x∈Sx

pX(x)H(Y )]

= H(X) + H(Y )
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El resultado es el esperado puesto que cuando las dos variables son inde-
pendientes la cantidad de incertidumbre del modelo probabiĺıstico conjunto
es la suma de las incertidumbres por separado ya que no comparten nada
entre ellas.

Para el caso de variables aleatorias condicionadas podemos también dar
una expresión para la entroṕıa:

H(X|Y = y) = −
∑
x∈Sx

pX|Y (x|y)log(pX|Y (x|y)) (2.6)

La expresión anterior es la entroṕıa condicionada espećıfica para un sólo
valor de condición, Y = y. Sin embargo, la entroṕıa condicionada se debe
calcular como la media o esperanza para los diferentes valores de la variable
aleatoria Y . Dicho concepto queda reflejado en la siguiente ecuación:

H(X|Y ) =
∑
y∈Sy

pY (y)H(X|Y = y) (2.7)

En general se cumple la propiedad que H(X|Y ) ≤ H(X) dándose la
igualdad para el caso de independencia H(X|Y ) = H(X), esto es aśı por-
que bajo condiciones de independencia pX|Y (x|y) = p[X = x|Y = y] =
pX,Y (x, y)/pY (y) = pX(x)pY (y)/pY (y) = pX(x). Ahora podemos calcular la
diferencia entre H(X|Y ) y H(X), a este valor lo llamaremos ganancia de
información o información mutua entre X e Y y lo podemos entender co-
mo la pérdida o reducción de incertidumbre de condicionar X a Y o co-
mo la cantidad de información que contiene Y respecto X. Sintetizando
4Informacion = −4Incertidumbre.

I(X; Y ) = H(X)−H(X|Y ) (2.8)

Como hemos visto antes en el caso que las variables X e Y sean inde-
pendientes la ganancia de información será cero como cab́ıa esperar, ya que
conocer una no aporta ninguna información sobre la otra.

Jugando algebraicamente con la expresión I(X; Y ) podemos llegar al si-
guiente resultado equivalente cuya interpretación nos dará otra visión de la
información mutua.

I(X; Y ) =
∑
x∈Sx

∑
y∈Sy

pX,Y (x, y)log(
pX,Y (x, y)

pX(x)pY (y)
) (2.9)
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Dada la ecuación 2.6 podemos establecer el concepto de información mu-
tua puntual o espećıfica entre dos posibles salidas x e y de dos variables
aleatorias X,Y como:

SI(x, y) = log(
pX,Y (x, y)

pX(x)pY (y)
) (2.10)

Siguiendo con el razonamiento a partir de la inspección de 2.6 y recordan-
do la ecuación de la divergencia de Kullbak-Leibler entre dos distribuciones
de probabilidad podemos reescribir la expresión e interpretar la información
mutua como la distancia entre la distribución conjunta y la distribución con-
junta en condiciones de independencia. Queda más patente en esta última
interpretación que la información mutua es un indicador de la dependencia
de dos variables aleatorias.

I(X; Y ) = DKL(pX,Y (x, y)||pX(x)pY (y)) (2.11)

2.5. Aprendizaje automático

Cada objeto lo podemos representar mediante un vector de caracteŕısti-
cas. Sea xt = (x1, ..., xd) dicho vector, cada dimensión xi del vector es una
caracteŕıstica tenida en cuenta.

Llamaremos E ⊂ Rd al espacio de representación de dichos objetos. El
espacio E , por tanto, es el conjunto de todas las posibles representaciones de
un objeto. Llamaremos ω = {w1, ..., wc} a las c classes o regiones espaciales
que forman una partición de E y que son las regiones en las que querremos
clasificar los objetos.

Siguiendo con las definiciones definiremos una aplicación de E en ω que
asocie etiquetas a objetos, es decir, que sea capaz de clasificar:

δ : E ⊂ Rd → ω (2.12)

(x) → δ(x)

Esta función se puede imaginar como un conjunto de funciones discri-
minantes Di para cada clase o etiqueta. Cada una de estas funciones dis-
criminantes calcula una distancia de cercańıa, similitud o probabilidad de
pertenencia del objeto a una etiqueta. El significado de las funciones dis-
criminantes vendrá dada por la implementación que se le de a la función
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discriminante. Existen técnicas de clasificación basadas en modelos proba-
biĺısticos, otros geométricos y otros sintácticos basados en gramáticas de
teoŕıa de autómatas. Aśı pues δ(x) = argmaxi Di(x), i = 1..c en la que cada
Di(x) es el peso de pertenencia a la clase i. Dicho de otra forma:

δ(x) = wi ↔ Di(x) > Dj(x), j = 1..c, j 6= i (2.13)

Dada esta definición de δ podemos fijarnos en aquellos puntos del espacio
E en los que dos funciones discriminantes tienen el mismo peso, estos puntos
son los puntos en los que hay empate entre dos funciones discriminantes y
conforman la frontera de decisión entre las dos clases.

F = {x ∈ E | ∃i, j = 1..c , Di(x) = Dj(x)} ⊂ E. (2.14)

Dado el conjunto de entrenamiento T = {(x, z)}, conjunto de muestras
etiquetadas, el proceso de aprendizaje consistirá en encontrar el conjunto de
parámetros θ, podemos entender θ como un vector de parámetros internos
del clasificador, de los que depende δθ(x) que maximice la probabilidad de
clasificar con éxito el conjunto de entrenamiento. En cada iteración el al-
goritmo de entrenamiento va refijando las fronteras de decisión a partir del
conjunto T y del error de la iteración anterior. Esto es, estimar θ∗ tal que
p(δθ∗(x) = z) = max(p(δθ(x) = z)). Para poder evaluar la bondad de la
estimación de los parámetros podremos evaluar el comportamiento del clasi-
ficador con un conjunto de test V = {(x, z)} no visto en aprendizaje. Para
ello calcularemos el ratio de clasificación como:

|{(x, z) ∈ V | δθ∗(x) = z}|
|V |

(2.15)

Es decir, la proporción de los pares del conjunto de test que han sido bien
clasificados respecto todos los pares del conjunto de test.

Normalmente se tiene un conjunto reducido de muestras para hacer el
entrenamiento y el test, cuántas utilizamos para cada función? Si se utili-
zan muchas para test, se tendrán pocas para entrenamiento y, por tanto, el
clasificador no estará bien ajustado. Si al contrario se utilizan muchas para
entrenamiento y pocas para test, la tasa de error no será significativa. A
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continuación se proponen métodos de partición del conjunto total de mues-
tras en los conjuntos de test y entrenamiento para la estimación del error de
clasificación.

Figura 2.28: Partición de las muestras en entrenamiento y test.

Resustitución: Ambos conjuntos con la totalidad de las muestras, dará lu-
gar a estimaciones demasiado optimistas.

Partición: El conjunto original se parte en dos conjuntos mutuamente
exclusivos, uno de entrenamiento y otro de test. Se consigue indepen-
dencia estad́ıstica.

Validación cruzada: Se realizan diversas particiones aleatorias del con-
junto original. Aplicación sucesiva del método de partición, intercam-
biando las funciones de diseño y test. La estimación del error será la
medida de la estimación calculada sobre cada una de las particiones.
Las estimaciones no serán tan pesimistas como en el anterior método.

Dejando uno fuera: Si disponemos de n muestras se realizarán n parti-
ciones dejando en cada una de ellas 1 única muestra para test y utili-
zando las restantes n − 1 para entrenamiento. La estimación del error
corresponderá a la media de las n estimaciones.

2.5.1. Aprendizaje supervisado

Perceptrón simple

Supongamos que tenemos una función

f : Rn → {−1, +1} (2.16)

x → f(x) = z
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que aplica un patrón de entrada x = (x1, x2, . . . , xn) en la salida deseada z.
La información de que disponemos de dicha función viene dada por p pares de
entrenamiento {(x1, z1), (x2, z2), . . . , (xp, zp)} donde xi ∈ Rn y f(xi) = zi ∈
{−1, +1}. Dicha función realiza una partición en el espacio Rn de patrones
de entrada, por una parte están los patrones con salida +1 y por otra los
patrones con salida −1.Por lo tanto, diremos que la función f clasifica a los
patrones en dos clases.

Ahora vamos a construir un algoritmo que aprenda dicha función a partir
de un conjunto conocido de patrones de entrada.Para ello vamos a construir
la siguiente función:

f(x1, x2, . . . , xn) = y =

{
+1 si u =

∑n
j=1 wjxj ≥ θ

-1 si u =
∑n

j=1 wjxj < θ

Donde los parámetros w1, w1, . . . , wn se llaman pesos sinápticos y son los
pesos con los que se ponderan los valores de entrada x1, x2, . . . , xn, la suma
ponderada u =

∑n
j=1 wjxj se llama potencial sináptico y el parámetro θ

se llama umbral, bias o sesgo.También podemos expresar dicha función a
través de la función signo f(x1, x2, . . . , xn) = sgn(u − θ). Si consideramos
una entrada adicional con valor xn+1 = −1 y cuyo peso sináptico wn+1 = θ,
entonces podemos escribir simplemente para simplificar el bias:

y = sgn(u =
n+1∑
j=1

wjxj) (2.17)

yk = sgn(uk =
n+1∑
j=1

wk
j x

k
j ) (2.18)

A partir de ahora trabajaremos con esta expresión puesto que es mucho
más compacta y nos permite tratar al bias como un parámetro a optimizar
más.Para la determinación de los pesos sinápticos y del umbral vamos a seguir
un proceso adaptativo que consiste en inicializarlos con valores aleatorios e ir
modificándolos iterativamente cuando la salida de la unidad para la entrada
xi no coincida con la salida deseada dada por el tutor zi.La regla que vamos a
seguir para actualizar los pesos sinápticos se llama regla de aprendizaje para
el perceptrón simple y viene dada por la expresión:

wk+1
j = wk

j + ∆wk
j (2.19)

∆wk
j = ηk[zk − yk]xk

j (2.20)
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Esto nos indica que la corrección del peso es proporcional al producto
del error ek = zk − yk por la componente j-ésima del patrón de entrada
que se ha introducido en la iteración k.La constante de proporcionalidad
ηk es un parámetro que se llama tasa de aprendizaje puesto que cuanto
mayor sea más se modifica el peso sináptico, es el parámetro que controla
la velocidad de aprendizaje de la unidad.Cuando es muy pequeño aprende
poco a poco y cuando se toma constante en todas las iteraciones, ηk = η > 0
se dice que la regla de adaptación es de incremento fijo. Que la corrección
sea proporcional al valor de la entrada xk

j tiene cierto sentido puesto que
entradas con más enerǵıa,valores más altos, que otras habrán contribúıdo en
mayor medida a la generación del error, por eso la corrección debe ser más
severa en éstas.Cuando la función de transferencia usada es la función signo
y la tasa de aprendizaje es de incremento fijo η la regla de aprendizaje se
puede escribir de la forma:

wk+1
j =


wk

j + 2ηxk
j si yk = −1 y zk = 1

wk
j si yk = zk

wk
j − 2ηxk

j si yk = 1 y zk = −1

La regla de aprendizaje sólo aprende,modifica los pesos , cuando se equi-
voca. Cuando tenemos un patrón que pertenece a la primera clase y no es
asignado a la misma (zk = 1, yk = −1) entonces corrige el valor del peso
añadiéndole una cantidad proporcional al valor de la entrada, es decir, lo
refuerza. Mientras que si el patrón de entrada no pertenece a esa clase y el
perceptrón lo asigna a ella (zk = −1, yk = 1) entonces lo que hace es debilitar
dicho peso restándole un valor proporcional al valor de entrada.

A continuación vamos a explicar los pasos del algoritmo del perceptrón
simple que unifica todo lo dicho hasta ahora.

Paso 0: Inicialización
Inicializamos los pesos sinápticos con números aleatorios del intervalo [-
1,1]. Vamos al paso 1 con k=1. A continuación se presenta una llamada
a octave para la inicialización de diez de dichos valores:

octave:1> pesos = uniform_rnd(-1,1,1,10 )

Paso 1:k-ésima iteración
Calculamos la salida de la unidad de procesamiento mediante la ecua-
ción 2.16.

Paso 2:corrección de los pesos sinápticos
Si zk 6= yk modificar los pesos sinápticos según la ecuación 2.17 y 2.18.
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Paso 3:Parada
Si no se han modificado los pesos en las últimas p iteraciones, para
todas las muestras, significa que el algoritmo ha convergido y la red se
ha estabilizado. Como se puede intuir esta condición de parada fuerza
a que todos los patrones de las dos clases estén en los dos semiespacios
definidos con la recta y. Es decir, se fuerza que la parada se de cuando se
de la condición de separación lineal. Esta restricción es bastante fuerte
ya que no concibe la presencia de ruido en las muestras.Si las muestras
de entrada tienen ruido y por tanto no se puede dar de forma estricta
la condición de separación lineal se tendrá que relajar el criterio de
parada.

A continuación se muestra una figura para un conjunto de 60 muestras
agrupadas en dos grupos diferenciados y separables linealmente de cómo ha
separado el perceptrón simple los dos grupos. Hay que fijarse que el per-
ceptrón nos da una recta que separa los dos grupos, no nos da la mejor de
las rectas que maximice la distancia de los dos grupos a dicha frontera de
discriminación. El algoritmo de support vector machines nos daŕıa esa recta
óptima que se comentaba [?].

Figura 2.29: salida del perceptrón sobre dos clusters de 30 puntos.
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Este es el código para sintetizar el ejemplo de la ilustración anterior,
como vemos los clusters están centrados en [4, 4] y [8, 8] respectivamente.
Finalmente destacar que se ha ejecutado con un Learning rate de 0,15.

octave:162> [clus1 clus2] = clusters(30,[4 4], [8 8]);

octave:163> data=[clus1;clus2]

octave:164> tutor=[ones(1,30)’;-1*ones(1,30)’];

octave:165> perceptron(data,tutor,0.15,0.01)

Una vez se haya entrenado la unidad, estaremos listos para poder clasi-
ficar muestras no vista durante el entrenamiento. Para clasificar una nueva
muestra en el perceptrón basta que avaluemos dicha muestra en la frontera
de decisión y evaluemos si dicho valor es positivo o negativo:

y(x) = f(x1, x2, . . . , xn,−1) = sgn(u = w∗xT ) = sgn(u =
∑n+1

j=1 w∗
jxj)

Los w∗
j son los parámetros de la red entrenados. La implementación del

algoritmo, perceptron.m , se encuentra en los anexos.

Adaline

La neurona con adaptación lineal (ADAptative LInear NEuron) fue intro-
ducida por Widrow y Hoff en 1959 [?]. Esta neurona es similar al perceptrón
simple pero utiliza como función de transferencia la función identidad en vez
de la función signo.También tiene algunas peculiaridades si la comparamos
con el perceptrón simple que poco a poco se irán explicando. Como en el
perceptrón simple la salida es combinación lineal de la entrada, sin embar-
go ahora la salida es continua y no binaria. A continuación se presentan las
ecuaciones caracteŕısticas de esta unidad.

y = g(u) = g

(
n+1∑
j=1

wjxj

)
(2.21)

yk = g(uk) = g

(
n+1∑
j=1

wk
j x

k
j

)
(2.22)

g(u) = tanh(βu) =
eβu − e−βu

eβu + e−βu
(2.23)

g′(u) = β(1− g(u)2) (2.24)
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La función g es una función de aplastamiento para que los potenciales
sinápticos integrados en la variable u tengan un rango dinámico controlado,
en concreto sobre el intervalo [−1, 1]. El parámetro β controla la pendiente
de la función de aplastamiento, para valores más altos se hace más abrusca.
A continuación se grafica la función tangente hiperbólica para β = 1. Hay
que destacar que existen otras funciones de aplastamiento, su principal ca-
racteŕıstica es que deben ser funciones diferenciables. En muchas de ellas la
derivada es función de la propia función como se ve en 2.24 para el caso de
la tangente hiperbólica.

Figura 2.30: Función tangente hiperbólica y su derivada.

Con la Adaline se pretende implementar la correspondencia entre las en-
tradas y las salidas de un sistema utilizando un conjunto de relaciones entre
entrada y salida. Se trata de determinar los pesos sinápticos que consiguen
que las salidas de la red sean los más parecidas a las salidas deseadas pa-
ra el conjunto de p patrones de entrenamiento dado. Es decir, se trata de
minimizar la función de error cuadrático siguiente:

E =
1

2

p∑
k=1

(zk − yk)2

E( ~wk) =
1

2

p∑
k=1

(
zk − g

(
n+1∑
j=1

wk
j x

k
j

))2

Para minimizar dicha función vamos a seguir el método de descenso de
gradiente, es decir, en la misma dirección pero en sentido opuesto al gra-
diente.El nuevo vector de pesos sinápticos se deberá rectificar en la dirección
comentada, por tanto, podemos escribir:
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~wk+1 = ~wk + ~∆wk

∆ ~wk = −η∇E( ~wk) = −η
∂E( ~wk)

∂wk
=

(
∂E

∂wk
1

,
∂E

∂wk
2

, . . . ,
∂E

∂wk
n+1

)
∆ ~wk = η(zk − yk)g′(u) ~xk

∆wk
i = η(zk − yk)g′(u)xk

i , i = 1, 2, . . . , n + 1

El parámetro η igual que en el perceptrón simple lo llamaremos tasa de
aprendizaje y controla la longitud del paso que se va a dar en la dirección
opuesta al gradiente.Dicho valor debe ser pequeño para no dar pasos de-
masiado grandes puesto que el método del gradiente solamente garantiza el
decrecimiento de la función de error si nos desplazamos en la dirección opues-
ta al gradiente pero en un entorno suficientemente pequeño.A diferencia de
con el perceptrón simple el vector de pesos se actualiza para cada iteración
calculando el error y actualizando dicho vector en consecuencia. El criterio
de parada se evalúa en cada iteración y se comprueba que el error ha llegado
a un valor que se considere suficientemente bajo. El error irá disminuyendo
conforme al algoritmo avance en iteraciones.

La tarea de encontrar dicha recta de mejor separación puede verse como
un problema de búsqueda en el espacio de los pesos sinápticos.

Estado inicial: El conjunto aleatorio de pesos.

Estado Goal: El conjunto de pesos que minimiza el error cuadrático
medio.

Operadores de cambio de estado: El algoritmo de aprendizaje, gradiente
descendiente.

Adaline a diferencia del perceptrón simple es capaz de encontrar una ĺınea
de mejor separación aunque las muestras no sean separables linealmente,
minimizando el error cuadrático medio. Como se dijo en el apartado del
perceptrón simple habŕıa que relajar la condición de parada para poder hacer
que el algoritmo convergiera con datos no separables de forma estricta. El
método de minimización del error de adaline es una posibilidad, existen otras
como es el perceptrón simple con bolsillo.

La siguiente gráfica muestra un ejemplo que se ha creado par probar el
algoritmo, se han generados dos clusters no separables linealmente y se ha
ejecutado el algoritmo de adaline, el resultado se puede ver a continuación:
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Figura 2.31: Ĺınea de mejor separación según el criterio de error.

Para generar el ejemplo anterior se han hecho la siguientes llamadas a
octave:

octave:823> [clus1 clus2 data tutor] = clusters( 50,[1 1],[4 4]);

octave:824> plotdata(data);

octave:825> [pesos lmserror] = adaline(data,tutor,0.25);

elapsedtime = 6.9708

iteracion = 2868

El script adaline.m que se ha implementado devuelve el vector de pesos
ajustados y un segundo vector con la evolución del error cuadrático medio.
También se ha graficado de qué forma evoluciona dicho error en cada iteración
del algoritmo. Dicha gráfica se presenta a continuación:

octave:826>plot(lmserror);
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Figura 2.32: Evolución del error en función de la iteración con LR=0.25.

El error disminuye siguiendo la dirección contraria al gradiente como cab́ıa
esperar, lo que se ha observado es el efecto de rizado del error. Se ha probado
para diferentes valores de tasa de aprendizaje y se observa que la solución
tarda más en encontrarse pero se produce menos rizado en el error. A con-
tinuación se muestran las evoluciones del error para otros valores de tasa de
aprendizaje.

octave:828> [pesos lmserror] = adaline(data,tutor,0.15);

elapsedtime = 13.454

iteracion = 4733

En este caso el tiempo transcurrido es mayor porque la tasa de aprendizaje
fijada en 0,15 es menor que antes que estaba en 0,25. También es menor el
efecto de rizado como se observa en la siguiente ilustración.
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Figura 2.33: Evolución del error en función de la iteración con LR=0.15.

En el siguiente caso se aporta un valor de tasa de aprendizaje muy bajo
0,05 y se observa que el algoritmo tarda mucho en encontrar la solución,
aśı mismo como cab́ıa esperar el error sigue casi una exponencial decreciente
perfecta.

octave:831> [pesos lmserror] = adaline(data,tutor,0.05);

elapsedtime = 51.791

iteracion = 13926
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Figura 2.34: Evolución del error en función de la iteración con LR=0.05.

Viendo estas relaciones entre la tasa de aprendizaje y el rizado del error,
es intuitivo pensar que dicho parámetro está implicado en la estabilidad de la
función de error y con la convergencia para encontrar la ĺınea de mejor ajuste.
Con valores más pequeños tarda más en encontrar una solución, el rizado del
error es menor y la solución se ajusta mejor a los datos. En caso contrario con
valores más grandes tarda menos, el rizado es mayor y la solución podŕıa no
llegar a ser la mejor. La implementación del algoritmo adaline se encuentra
como los demás en los anexos, adaline.m

K-NN

Este algoritmo forma parte de los algoritmos de clasificación por ejemplos.
En vez de intentar capturar una relación entre las muestras mediante algo-
ritmos iterativos de refinamiento de parámetros en este algoritmo dada una
muestra a etiquetar, buscaremos los k vecinos más cercanos de esa muestra
objetivo y miraremos qué etiqueta tienen. A partir de aqúı hay varias alter-
nativas, voto y evaluación de mayoŕıa o incluso mayoŕıa ponderada según la
distancia local del punto. En este algoritmo el aprendizaje es trivial, senci-
llamente nos quedaremos con los patrones de entrenamiento.Estas muestras
son los ejemplos con los que se comparará un patrón objetivo q.

Dado el patrón q se evaluarán sus k vecinos más cercanos mediante el
cálculo de la distancia global de cada ejemplo a q, se escogerán los k más
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cercanos y se procederá a la estimación de la clase de q. Dicha distancia
global puede ser combinada mediante distancias locales, una por atributo,
de forma más general puede ser definido como la suma ponderada de dichas
distancias locales o incluso como la media ponderada de las distancias:

dist(x, q) =
n∑

i=1

distAi
(x.Ai, q.Ai)

dist(x, q) =
n∑

i=1

widistAi
(x.Ai, q.Ai)

dist(x, q) =

∑n
i=1 widistAi

(x.Ai, q.Ai)∑n
i=1 wi

En cualquier caso habrá que definir para cada atributo Ai cuál es la
medida de distancia que aplica para la naturaleza del atributo. Hay varias
medidas de distancia posibles, presentaremos tres diferentes:

Distancia Hamming: Calcula cuántos de los atributos son iguales, aplica
para atributos cuyo dominio sea un conjunto.

distA(x.A, q.A) =

{
0 si x.A = q.A
1 si x.A 6= q.A

Distancia Mahattan: Calcula la diferencia en valor absoluto entre las
muestras.

distA(x.A, q.A) = |x.A− q.A|

dist(x, q) =
n∑

i=1

distAi
(x.Ai, q.Ai)

Distancia euclidiana: Calcula la distancia geométrica según el espacio
eucĺıdeo entre dos puntos.

dist(x, q) = ‖x− q‖

Profundizando un poco más en el concepto de medidas de proximidad a
continuación presentaremos algunas propiedades de las métricas de similitud
y disimilitud:
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Una medida de disimilitud d en X es una función d : X × X → R tal
que:

∃d0 ∈ R : −∞ < d0 ≤ d(x, y) < +∞,∀x, y ∈ X

d(x, x) = d0,∀x ∈ X

d(x, y) = d(y, x),∀x, y ∈ X

Si además

d(x, y) = d0 si y solo si x = y

∧
d(x, z) ≤ d(x, y) + d(y, z),∀x, y, z ∈ X

entonces decimos que d es una métrica.De forma parecida podemos definir
una métrica de similitud s en x como una función s : X ×X → R tal que:
s

∃s0 ∈ R : −∞ < d(x, y) ≤ s0 < +∞,∀x, y ∈ X

s(x, x) = s0,∀x ∈ X

d(x, y) = d(y, x),∀x, y ∈ X

∧
s(x, y) = s0 si y solo si x = y

s(x, y)s(y, z) ≤ [s(x, y) + s(y, z)]s(x, z),∀x, y, z ∈ X

Para el caso que nos conscierne de datos fmri,cada tributo tiene la misma
naturaleza puesto que todos son vóxels fmri, aśı que la distancia euclidiana
será un buen candidato para dicha medida de similitud. Una vez establecido
el criterio para el cálculo de la similitud y dada una muestra q para clasificar
calculamos las distancias de q a cada una de las muestras del conjunto inicial,
las ordenamos de forma ascendente y nos quedamos con las k primeras. Estos
k puntos seleccionados son los que más se parecen a q en un entorno de dis-
tancia, son los llamados vecinos de q. Ahora cada vecino votará o estimará la
clasificación de q según su etiqueta. Los votos se pueden combinar con varias
técnicas, aqúı presentaremos dos, por mayoŕıa e inverso de la distancia. En
el voto por mayoŕıa todos los votos valen por igual, se suman las muestras
que pertetecen a una clase y las que pertenecen a otra, la que obtiene más
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votos es la que se le asigna a q. En el voto ponderado por el inverso de la
distancia los puntos más cercanos a q obtienen un voto mayor:

vote(xi) =

{
∞ si dist(x, q) = 0

1
dist(x,q)

otro

La implementación del algoritmo de knn para la clasificación en dos clus-
ters tanto para el voto de mayoŕıas como para el voto ponderado por el
inverso de la distancia está en los anexos knn2.m. La versión para k grupos
también se ha implementado a posteriori, su implementación se encuentra en
knnk.m

A continuación se presentan los comandos de octave para hacer uso de de
dicho script:

octave:328> data=[1 2;1 4;2 3;3 1;4 1;4 2];

octave:329> tutor=[1 1 1 -1 -1 -1]’;

octave:330> knn2(data,tutor,3,[3 2],"mayoria")

ans = -1

octave:331> knn2(data,tutor,4,[3 2],"invdist")

ans = -1

octave:332> knnk(data,tutor,4,[3 2],"invdist")

ans = -1

OBCT

Ordinary Binary Classification Tree es otro mecanismo de clasificación
supervisada no lineal [?, ?]. Con este método se consigue una jerarqúıa de
clasificación en la que las clases son secuencialmente rechazadas hasta que se
llega a una clase de aceptación a través de una secuencia de decisiones. Cada
nodo del árbol de clasificación representa una decisión. El entrenamiento
consiste en construir este árbol a partir de las muestras de entrenamiento y
para testear deberemos recorrer el árbol en busca de la clase asociada a cada
muestra de test para luego compararla con su tutor. El espacio muestral
es dividido en hiperrectángulos con los lados paralelos a los ejes. Esto es
aśı debido a la naturaleza de las decisiones en los nodos. La secuencia de
decisiones se aplica a variables por separado, análisis univariante secuencial,
aśı pues las preguntas que deberán ser contestadas en cada nodo son del tipo
’Es la caracteristicai ≤ α? ’, lo que está por determinar son qué variable se
selecciona en cada nodo y qué valor. Con cada pregunta que aplicamos sobre
el conjunto de datos del nodo t (Xt) conseguimos dos particiones: El conjunto
de muestras que cumplen la condición Xty y el conjunto que no Xtn.
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Xty ∩Xtn = φ

Xty ∪Xtn = Xt

De todas las posibles divisiones de un nodo debemos tener un criterio
para escoger la mejor, es decir, escoger caracteristicai y α. Debeŕıamos ser
capaces de conseguir que cada nueva división que hacemos sobre el conjunto
Xt consiga dos grupos más homogéneos, bajo algún criterio, que su ancestro.
También necesitamos un regla para decidir cuándo dejar de dividir y contro-
lar la dimensión del árbol. Y finalmente también necesitamos otra regla que
asigne a cada hoja del árbol una clase.

Para cada caracteŕıstica, cada posible valor de α define una partición po-
sible a realizar. Aśı pues en teoŕıa, debeŕıamos hacer un conjunto infinito de
particiones para cada caracteŕıstica si α vaŕıa en un intervalo Yα ⊂ R. En
la práctica sólo hay que considerar un conjunto finito de valores. Sea N el
número de muestras, cualquiera de las caracteŕısticas xk, k = 1, . . . , l puede
tomar como mucho Nt < N valores, donde Nt es la cardinalidad del sub-
conjunto Xt ⊂ X. De todo este conjunto sólo hay que seleccionar una de las
preguntas, esta será la mejor según el criterio de partición o splitting criterion.

Cada partición binaria sobre un nodo genera dos nuevos conjuntos de
muestras {ty, tn} de acuerdo con la respuesta a la pregunta para el nodo t.
Como ya hemos comentado los dos conjuntos asociados para los nuevos nodos
Xty y Xtn deben ser más homogéneos, es decir, la distribución de clases debe
ser lo menos uniforme posible. Esto significa que los vectores en cada uno
de los subconjuntos Xty, Xtn deben mostrar preferencia hacia alguna de las
clases mientras que los datos de Xt estarán más uniformemente distribúıdos
desde un punto de vista de las clases en el conjunto. Veamos esto con un
ejemplo, en un contexto de separación de cuatro clases w1, w2, w3, w4 si dichas
clases estuvieran uniformemente distribúıdas en Xt y dada una partición
hipotética de Xt que consiguiera que los puntos de Xty pertenecieran a w1, w2

y los puntos de Xtn a w3, w4 esta partición seŕıa más homogénea que el
conjunto original o más pura en terminoloǵıa de los árboles de decisión. El
objetivo es definir una medida que pueda cuantificar la impureza de un nodo
de forma que la impureza de la partición sea inferior a la impureza de dicho
nodo. Sea P (wi|t) la probabilidad de pertenencia de un vector del nodo t a
la clase wi, i = 1, . . . ,M se suele usar la siguiente expresión para calcular la
impureza del nodo:
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I(t) = −
M∑
i=1

P (wi|t)log2P (wi|t)

Esto no es más que la entropia asociada al conjunto Xt, I(t) toma su
valor máximo cuando las clases son equiprobables 1

M
, y es cero cuando todos

los vectores del nodo pertenecen a una sola clase. Las probabilidades son
calculadas calculando las frecuencias relativas de las clases dentro del grupo
del nodo Nt

i

Nt
, donde Nt

i es el número de vectores de Xt que pertenecen a
la clase i. El decremento de la impureza dada una partición corresponde
con la expresión que se presenta a continuación donde I(ty) y I(tn) son las
impurezas de los nodos ty y tn.

∆I(t) = I(t)−
Nty

Nt

I(ty)−
Ntn

Nt

I(tn)

Dados todas las posibles particiones que se obtienen de todas las carac-
teŕısticas y valores escogeremos aquella variable y valor que maximicen el
decremento de impureza.

Para parar el algoritmo de split y declarar un nodo como hoja podemos
adoptar dos estrategias, una es definir un valor umbral T y parar de particio-
nar cuando el valor máximo de ∆I(t) de todos los posibles esté por debajo
de dicho umbral. Otra estrategia es parar cuando la cardinalidad del subcon-
junto Xt esté por debajo de un cierto valor o cuando el subconjunto Xt sea
totalmente puro, es decir cuando todos sus vectores pertenezcan a una sola
clase.

Finalmente queda decidir cómo asignar la clase al nodo hoja final, para
el caso que el criterio de parada sea por umbral se podŕıa asignar la clase
más probable dentro del conjunto, esto es: j = argmaxi P (wi|t). Si el criterio
de parada escogido es que los nodos sean totalmente puros la clase escogida
será la única presente en dicho conjunto, sin embargo, esto podŕıa ocasionar
problemas de overfitting.

A continuación se presenta un ejemplo de la implementación que se ha
hecho de árboles de decisión, dados los dos clusters siguientes:

octave:41> [clus1 clus2 data tutor] = clusters( 20,[1 1],[4 4]);

octave:42> plotdata(data);

octave:43> rootnode = DecisionTree(data,tutor);
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Figura 2.35: Clusters para clasificación con OBCT

Después de construir el árbol de decisión podemos preguntar al árbol so-
bre la clase de una muestra incógnita pasándole el nodo ráız como parámetro.

octave:44> QueryDecisionTree(rootnode,[5 5])

ans = -1

octave:45> QueryDecisionTree(rootnode,[2 2])

ans = 1

La implementación de DecisionTree.m, QueryDecisionTree.m y Entropy.m
se encuentran en los anexos, el criterio de parada que se ha implementado
ha sido por impureza igual a cero de los nodos hoja.

2.5.2. Aprendizaje no supervisado

El aprendizaje no supervisado no necesita del etiquetaje de las mues-
tras adquiridas. Lo que intenta es buscar información subyacente en las
muestras para luego intentar clasificar en base a estas relaciones encontra-
das. Hay varias técnicas de aprendizaje no supervisado, una de ellas son
los algoritmos de clustering o agrupamiento. Vamos a intentar dar algunas
definiciones de este tipo de técnicas. Sea S nuestro conjunto de muestras
S = {x1, x2, . . . , xn}. Definimos un k-aprupamiento de S a la partición de S
en k conjuntos C1, C2, . . . , Ck tal que:

Ci 6= φ, i = 1 . . . k

S =
⋃k

i=1 Ci

Ci ∩ Cj = φ, i 6= j
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Las muestras contenidas dentro del cluster Ci serán más similares entre
ellas y menos similares respecto las muestras en otro cluster. En general
los algoritmos de clustering intentan maximizar la similitud entre muestras
dentro del mismo cluster e intentan minimizar la similitud entre muestras en
clusters diferentes. El concepto de similar i disimilar dependerá mucho del
tipo de patrones.Bajo las condiciones enumeradas en la lista anterior cada
patrón pertenece a un sólo cluster, esta restricción es llamada hard clustering,
veremos que hay otras técnicas que no lo conciben de esta manera.Una de
las técnicas que no lo concibe aśı es el agrupamiento difuso o como se suele
encontrar en la bibliografia fuzzy clustering. Un agrupamiento difuso sobre
el conjunto S en k clusters se caracteriza como k funciones de pertenencia:

uj : S → R, j = 1, . . . , k

Para cada muestra de S podremos evaluar su grado de pertenencia a
cada una de las agrupaciones Cj mediante la función de pertenencia uj.De
esta manera se puede pensar que todas las muestras pertenecen a todos los
clusters pero lo hacen en alguna cantidad para cada cluster.

K-Means

Este es un algoritmo de clustering o agrupación que dado unos datos de
entrada y un parámetro k que se debe proporcionar al algoritmo agrupa las
muestras en k particiones según la distancia de cada una de las muestras a
los k centroides calculados.Un centroide es el centro de masa de un conjunto
de puntos. En el caso de probabilidad este concepto viene a ser la esperan-
za y viene ponderada por la probabilidad de cada punto.En un sistema de
part́ıculas el centroide vendŕıa a ser el centro de masa de dichas part́ıculas,
siendo estas ponderadas por su peso.En nuestro caso no tendrá demasiada
importancia el ponderar las muestras para calcular su media puesto que to-
das son a priori igual de importantes. Dado un conjunto de puntos C ⊂ Rn

su centroide se calculará con la siguiente expresión:

mC =
1

|C|
∑
x∈C

x, x ∈ Rn

A este conjunto de puntos lo llamaremos cluster, el cluster será el objeto
que se irá refinando en cada iteración calculando las nuevas muestras que
forman parte de este y recalculando su centroide cada vez. A continuación se
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explicarán los pasos del algoritmo y se ilustrarán con algunas gráficas. Para
una mejor compresión y visualización estos ejemplos se han realizado en R2.

El algoritmo k-medianas empieza especificando un parámetro k, este
parámetro será el número de clusters en los que será particionado el conjun-
to de muestras iniciales. Esta k deberá proporcionarse mediante un análisis
del dominio de aplicación del algoritmo.Si dicha k no se puede saber se de-
berá probar con varios valores de k y después se evaluará el ajuste de dichos
clusters. Una vez se tenga la k el algoritmo seleccionará k puntos de forma
aleatoria del conjunto de datos inicial como los centroides iniciales. Con la
incialización de los centroides se calculará la pertenencia de cada muestra a
cada centroide mediante la distancia. Se agrupará cada muestra con el cluster
cuya distancia a su centroide sea mı́nima.Aśı pues se conseguirá una parti-
ción inicial de todas las muestras. Acto seguido se recalcularán los centroides
de todos los k clusters, si los centroides no han cambiado respecto el paso
anterior el algoritmo finalizará, si no se volverán a calcular las agrupaciones.
Sea S el conjunto de muestras original lo que se obtiene al final es una par-
tición de dicho conjunto:

S =
⋃k

i=1 Ci, Ci ∩ Cj = φ, i 6= j

Operando como se ha comentado en el párrafo anterior lo que se obtiene
es que la función de error definida a continuación disminuye su valor en cada
iteración.

Error =
k∑

j=1

∑
x∈Cj

‖x−mCj
‖

mCj
=

1

|Cj|
∑
x∈Cj

x

Este error se va minimizando conforme los centroides convergen a su
centro natural.Se intenta minimizar la suma de la varianza intra-clusters. En
la siguiente ilustración se muestran los datos originales y la agrupación final
en dos clusters.
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Figura 2.36: Datos procedentes de dos gaussianas

En la figura de la izquierda se observa el resultado de sintetizar dos nubes
con una distribución gaussiana en R2, como vemos existe una región en la
que las muestras de las dos clases se encuentran solapadas. A la derecha
vemos como el algoritmo ha creado los dos clusters, también se ilustra en
la misma figura de qué manera los centroides de las dos agrupaciones van
convergiendo.

A continuación se muestra una gráfica de la evolución del error de agru-
pación cometido en cada iteración para 5 ejecuciones del algoritmo.Como se
puede observar rápidamente converge incluso para aquellas iteraciones en las
que la selección inicial de los centroides hab́ıa sido desfavorable como indica
una medida del error alta.
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Figura 2.37: Evolución del error de agrupación para 5 ejecuciones.

Tanto el script para sintetizar las gausianas como la implementación del
algoritmo de k-means se encuentran en los anexos.

Fuzzy C-means

Como antes ya se ha explicado este algoritmo es del tipo de algoritmos
de clustering. En vez de hacer una aproximación hard y crear una partición
sobre las muestras obtenidas la salida del algoritmo es para cada muestra
y cluster un escalar representativo de la pertenencia de dicha muestra al
cluster.Debido a que ya se ha explicado el algoritmo de k-means y se ha
hecho una introducción a los algoritmo difusos presentaremos las ecuaciones
que gobiernan el algoritmo. Al igual que en k-means se calculan los centroides
de los clusters en cada iteración, la siguiente ecuación calcula ponderando por
los ı́ndices de pertenencia dicho centro:

Ck =

∑
x uk(x)mx∑
x uk(x)m

uk(x) indica el valor de pertenencia de la muestra x respecto del cluster
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k y m es el ı́ndice de fuzzyficación. Dicho ı́ndice de pertenencia de calcula de
la siguiente manera:

uk(x) =
1∑

j(
d(Ck,x)
d(Cj ,x)

)
2

(m−1)

Esta última ecuación sintetiza el concepto que cuando un patrón esté lejos
del centro del cluster su grado de pertenencia a dicho cluster será menor.El
criterio de parada para el algoritmo se da cuando la diferencia máxima entre
un ı́ndice cualquiera de pertenencia y su actualización sean más pequeños que
un determinado valor ε. Esta condición indica que el algoritmo ha convergido.
Dicho concepto se muestra en la siguiente ecuación:

argmax
x,k

|uk(x)− ûk(x)| < ε

A continuación se muestra un ejemplo con dos clusters de 20 muestras
cada uno centrados en [1, 1] y en [5, 5] respectivamente. Para generar dicho
ejemplo se han hecho las siguientes llamadas a octave:

octave:113> [clus1 clus2] = clusters(20,[1 1],[5 5])

octave:114> data=[clus1;clus2];

octave:115> [u C1 C2] = fuzzymeans2(data,100);

El script clusters.m ya se ha usado anteriormente y su implementación
aśı como el de fuzzymeans2.m se encuentran en los anexos.
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Figura 2.38: Clusters separados

En verde podemos ver la posición final de los centroides, como se observa
los dos clusters están separados, este hecho se refleja en las dos funciones de
pertenencia para cada conjunto de muestras. Dichas funciones de pertenen-
cian discriminan sin ninguna incertidumbre las muestras. A continuación en
la siguiente ilustración se muestran los vectores de pertenencia u1(x) y u2(x).
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Figura 2.39: Índice de pertenencia para las muestras.

Como vemos en la figura anterior la linia roja indica el ı́ndice de perte-
nencia para el cluster1, las primeras 20 muestras tienen un valor más alto que
las últimas 20, lo cual indica que el algoritmo las ha agrupado. Para darse
cuenta hay que ver de qué forma entran las muestras en el algoritmo, como
vemos las 20 primeras muestras hacen referencia al primer cluster sintetizado
y las otras 20 al segundo.

octave:114> data=[clus1;clus2];

Inversamente la ĺınia verde indica el ı́ndice de pertenencia del segundo
cluster. Dicho ı́ndice es más bajo para las primeras 20 muestras que para
las últimas porque pertenecen al segundo cluster. Las siguientes dos figuras
muestran el mismo algoritmo para dos clusters solapados, se observa que hay
puntos cuyas funciones de pertenencia se mezclan, este hecho en el ejemplo
de antes no pasaba.Para generar este ejemplo se han hecho las siguientes
llamadas a octave:

octave:113> [clus1 clus2] = clusters(20,[2 2],[4 4])

octave:114> data=[clus1;clus2];

octave:115> [u C1 C2] = fuzzymeans2(data,100);
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Figura 2.40: Clusters solapados

Figura 2.41: Índice de pertenencia para las muestras.
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Caṕıtulo 3

Materiales y Métodos

En el presente caṕıtulo vamos a explicar de qué manera se ha estructurado
el experimento, de qué forma se han recogido los datos y qué algoritmos se
han ejecutado sobre los datos.

3.1. Datos

Para este experimento, se escogió un ejemplo musical basado en dos me-
lod́ıas simultáneas [?]. Los sujetos en estudio fueron 6 alumnos del Summer
Institute in Cognitive Neuroscience. Todos los sujetos afirmaron no tener las
facultades auditivas mermadas con una edad media de 28.5 años y un in-
tervalo de edades de 20 a 41 años. La señal fue adquirida en un General
Electric Signa Horizon Echospeed MRI scanner. Se adquirieron 28 rebanadas
axiales cubriendo la totalidad del cerebro. Los datos con los que se ha hecho
el análisis provienen de fMRI Datacenter [?] .

En el experimento se contemplan tres focos atencionales:

Un foco de atención global, dónde se indica a los sujetos que escuchen
la melod́ıa en general, sin particularizar en nada en concreto.

Dos focos de atención selectiva, dónde se indica a los sujetos que se
concentren en dos de los intrumentos de la melod́ıa, en concreto en
cuerdas o vibráfono.

Cada ejecución del experimento empieza con treinta segundos de fijación.
Seguidamente se escucha la orden ( con una duración de ocho segundos) que
indica hacia qué instrumento debe fijar su atención el sujeto o si bien se
tiene que limitar a escuchar globalmente la melod́ıa. Después del comando
de voz indicando al sujeto qué hacer empiezan treinta segundos de melod́ıa

79



80 CAPÍTULO 3. MATERIALES Y MÉTODOS

en los cuales el sujeto debe focalizar su atención según lo indicado previa-
mente. Después de los treinta segundos de melod́ıa se le presentan treinta
segundos de fijación, la condición de fijación ha consistido en silencio. Este
procedimiento se repite hasta seis veces alternando el objetivo del foco de
atención.

Cada dos segundos se completa un barrido de todo el encéfalo, generan-
do un volúmen fMRI. Lo que se obtiene al final de los seis tramos es una
secuencia de volúmenes y conociendo los tiempos del experimento son fácil-
mente etiquetables. Este procedimiento experimental se puede observar en
el siguiente diagrama. Además de los segundos transcurridos en cada tramo
del experimento, se observa el número de volúmenes que se obtienen. Dicho
protocolo se ejecuta para cada uno de los seis sujetos obteniendo al final 204
volúmenes para cada uno de ellos.

Figura 3.1: Bloques del experimento
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El diagrama de la figura 3.1 debe leerse de forma lineal, como si no hu-
biera filas, se han agrupado las vueltas del experimento en forma de filas
para mejorar la presentación del mismo. Al final se obtienen el número indi-
cado de volúmenes etiquetados como indica la figura, 90 para fijación, 24 de
comandos, 30 para escucha global, 30 para atención en vibráfono y otros 30
para atención en cuerdas. Los volúmenes de comando son descartados porque
no aportan nada en este estudio, son solo para indicar al sujeto lo que debe
hacer en cada momento. A parte de estos volúmenes también hay otros que
se descartan, son aquellos cuya respuesta BOLD asociada aún no es estable
en esos instantes de tiempo.

Figura 3.2: Eliminación de volúmenes no estables

Como se ha comentado al inicio de la memoria la respuesta BOLD a un
determinado est́ımulo no es instantánea, es decir, tiene una latencia de al-
gunos segundos [?]. Debido a este comportamiento en cada inicio de análisis
se han eliminado 6 segundos de datos, esto es los 3 primeros volúmenes de
cada tramo del experimento. Una vez tenemos los volúmenes filtramos los
vóxels de cada volúmen según un umbral tal y como se ha comentado en el
apartado de preprocesado, esto, indirectamente ha implicado un proceso de
vectorización del cubo que ha conllevado una pérdida de la información es-
pacial de dichos vóxels aunque para nuestros propósitos no nos era necesario.
De ahora en adelante nos referiremos a los volúmenes como vectores.
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Figura 3.3: Eliminación de vóxels por umbral y prueba T

Siguiendo con el proceso de reducción de dimensionalidad como vemos
en la figura 3.3 después de seleccionar los vóxels por umbral se seleccionan
aquellos con mejores capacidades discriminantes mediante una prueba T en
cada uno de ellos, escogiendo los N con un valor mayor. Estos vectores finales
son los que han entrado en los algoritmos de clasificación y test.

Figura 3.4: Vectorización

Cabe destacar que se han hecho realmente dos estudios en uno. En uno se
ha medido la capacidad discriminante de los estados mentales contra la con-
dición de fijación, es decir, diferenciar cada uno de los estados bajo est́ımulo
comparándolo con la condición de fijación lo cual resulta interesante. Pero
más interesante resulta el segundo en el que se ha medido la capacidad dis-
criminante de los estados mentales entre śı. Para ello se han contemplado dos
estrategias, la selección por activación y la selección por discriminación.
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3.2. Algoritmos

En este trabajo exploramos varias técnicas de aprendizaje automático pa-
ra poder inducir relaciones del tipo:

δ(fMRIData(t)) → {EstadoCognitivo}.

En la función anterior fMRIData(t) es una imagen fMRI en el instante t
y EstadoCognitivo es un conjunto de estados cognitivos a ser discriminados.
Para cada sujeto en el conjunto de datos fMRI entrenamos clasificadores se-
parados. Se han explorado varios métodos de inducción de estados cognitivos,
incluyendo:

Árboles de decisión: Un árbol de decisión [?] construye recursivamente
un árbol seleccionando en cada nivel o nodo el atributo y valor más
relevantes. Este proceso gradualmente parte el conjunto en dos sub-
conjuntos hasta que todas las instancias de un nodo tienen la misma
clasificación. La selección del atributo más relevante se hace en base
a la ganancia de información asociada con cada nodo del árbol. Se ha
explorado el algoritmo de construcción c4.5 sin poda y con postpoda.

Support Vector Machines: Su ventaja es que usan un mapeo de atri-
butos no lineal que les permite predecir modelos no lineales, aunque
permanecen lineales en la alta dimensionalidad. Por tanto, proveen de
una predicción flexible pero con un costo computacional elevado. SVM
[?] se han usado ampliamente en entornos que implican una alta dimen-
sionalidad. Su eficacia clasificatoria depende en la elección del kernel
y de los parámetros que controlan la cantidad de desviación tolera-
da(denotada como épsilon). Se han explorado SVM con kernels lineales
y polinomiales y se ha fijado épsilon en 0,05.

Artificial Neural Networks: Proporcionan una manera robusta de apro-
ximar una función objetivo. En este documento se ha usado el algoritmo
de gradiente descendente con back propagation para actualizar los pesos
y ajustar los datos del conjunto de entrada. Se fijo el momentum a 0,2
y el learning rate a 0,3. Se uso una red neuronal con una capa oculta,
una neurona de entrada para cada variable de entrada y una neurona
de salida para cada clase de clasificación.

Lazy Methods: Los métodos perezosos [?] están basados en la noción
de aprendizaje perezoso que sintetiza una familia de algoritmos que
guardan el conjunto entero de muestras etiquetadas y retrasan todos
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cálculos hasta que se les presentan las muestras no vistas anteriormen-
te. En este trabajo se ha explorado el algoritmo de K-Nearest Neighbor
(K-NN) (con k ∈ {2, 3, 4, 5, 10, 15, 20, 25}) el cual ha sido probado con
éxito en entornos con alta dimensionalidad de datos y es capaz de ges-
tionar datos con ruido si el conjunto de entrenamiento tiene un número
aceptable de muestras.

Combinación de clasificadores: En particular se han explorado los méto-
dos de voting, stacking, bagging y boosting. En muchos casos estos méto-
dos [?] mejoran el acierto en la clasificación. Paravoting y stacking se
han considerado árboles de decisión, SVM, ANN y 1-NN. Para bagging
y boosting se aplicaron árboles de decisión.

3.3. Selección de caracteŕısticas

La tarea de clasificación según los datos que se han presentado claramente
involucra un conjunto de entrenamiento con una alta dimensionalidad, es
necesario reducirla y aplicar técnicas de selección de caracteŕısticas. Tanto
para la discriminación de estados mentales respecto la condición de fijación
como para la discriminación de los propios estados mentales entre śı se han
aplicado dichas técnicas.

Para la selección de las caracteŕısticas que mejor discriminaban respecto
la condición de fijación se ha aplicado el criterio de voxel activity que luego
veremos que indirectamente también se ha usado para la discriminación entre
las clases. Para ello se han cogido cada una de las clases o estados mentales
del estudio (atención en vibráfono, atención en cuerdas y escucha global) y
se han comparado cada una de ellas respecto fijación obteniendo los mejores
voxels para (atención en vibráfono vs fijación), (atención en cuerdas vs fija-
ción) y (escucha global vs fijación). Para ello para cada vóxel y estado mental
objetivo se ha hecho una t-test comparando la actividad fMRI del vóxel en
los ejemplos pertenecientes a un determinado estado mental respecto a su
actividad en los ejemplos pertenecientes a la condición de fijación. Para cada
estado mental se han seleccionado n vóxels, los que teńıan una t-test más
alta. Hay que destacar dos hechos, el primero que dichos voxels discriminan
un estado mental de fijación (no tienen porque servir para discriminar entre
estados mentales) y el segundo que los n vóxels candidatos para separar una
de las parejas no teńıan porque coincidir con los de otra pareja. Es decir, los n
vóxels seleccionados para separar atención en vibráfono respecto fijación no
tienen porque coincidir con los n vóxels seleccionados para discriminar aten-
ción en cuerdas respecto fijación y de hecho no han coincidido. Se enumeran
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los 10 vóxels candidatos para cada uno de los estados mentales y sujeto.

Cuadro 3.1: Vóxels candidatos sujeto 1
Escucha Global 8922 20784 5006 20783 22841 8959 11 14322 22740 23669
Vibráfono 8922 2938 2937 2225 2908 2224 2907 2939 2226 3880
Cuerdas 14359 14322 913 12434 2938 2939 14360 914 2907 16634

Cuadro 3.2: Vóxels candidatos sujeto 2
Escucha Global 8322 6997 7802 1 550 1461 7838 7803 223 1485
Vibráfono 10240 10201 9547 22264 22265 10200 5620 9520 6420 10163
Cuerdas 5688 4420 4422 4409 4421 4427 5689 5672 4428 4408

Cuadro 3.3: Vóxels candidatos sujeto 3
Escucha Global 10690 10727 15270 10726 8073 10728 15104 9270 141 7066
Vibráfono 24082 23493 8114 10689 20537 24081 21514 20538 12621 24067
Cuerdas 10689 19 10727 11 8114 23650 23468 67 337 44

Cuadro 3.4: Vóxels candidatos sujeto 4
Escucha Global 2120 7366 8145 10859 8183 7341 8182 10821 23513 6810
Vibráfono 21157 21158 23534 23512 15429 6771 23511 20128 23533 21126
Cuerdas 6808 6809 5486 5526 1836 6845 6770 5525 1837 1808

Cuadro 3.5: Vóxels candidatos sujeto 5
Escucha Global 17728 21890 8339 17727 21889 17759 6582 16468 8340 7815
Vibráfono 9368 10759 9332 17623 6532 10724 468 17740 9404 17622
Cuerdas 342 7248 334 7268 685 311 709 4206 5945 228

Cuadro 3.6: Vóxels candidatos sujeto 6
Escucha Global 1282 9291 9292 1925 9252 9290 9329 5798 1393 8007
Vibráfono 1987 1984 9329 1955 1954 1983 8007 9367 9330 2664
Cuerdas 24614 24599 24600 1984 24787 1985 24615 2036 2714 2006

En las tablas anteriores se han marcado en color aquellas agrupaciones de
vóxels cercanos en el espacio, en color verde se han marcado aquellos vóxels
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presentes en dos estados cognitivos diferentes. Se observa que las activaciones
vienen por parejas ya que dentro de los 10 vóxels presentados por estado
cognitivo y sujeto muchos de los vóxels seleccionados son contiguos. Esto da
que pensar que algunas de las funciones cerebrales se distribuyen no sólo en
las neuronas de dentro de un vóxel si no que también en las neuronas vecinas
de otros vóxels.

Como veremos ahora la selección de caracteŕısticas respecto la separación
de los estados mentales respecto de la condición de fijación también nos ha
servido como estrategia para discriminar entre clases. Para la discriminación
entre clases que es el segundo de los problemas que no ha ocupado se han
considerado dos estrategias:

Seleccionar caracteŕısticas teniendo en cuenta cuánto discriminan entre
las clases de interés.

Seleccionar caracteŕısticas teniendo en cuenta cuánto discriminan las
clases de interés respecto la condición de fijación.

Figura 3.5: Diagrama de la selección de caracteŕısticas

Las estrategias de selección de caracteŕısticas están motivadas por el he-
cho que los problemas de clasificación binaria fMRI normalmente dan lugar
a tres tipos de datos: Los datos correspondientes a las dos clases objetivo y
los datos de la condición de fijación. Los datos de las dos clases de interés
están compuestos de señal más ruido mientras que los datos de la condición
de fijación para nuestros propósitos sólo contiene ruido, no contiene señal
relevante. Aśı pues dos métodos naturales de selección de caracteŕısticas son
voxel discrimability y voxel activity. El primero de los métodos es un méto-
do directo para seleccionar aquellos voxels que discriminan las dos clases el
segundo es un método que se concentra en escoger aquellos vóxels con una
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relación señal ruido alta aunque ignora si dicho vóxel discrimina bien las cla-
ses. En la comunidad fMRI es normal escoger los vóxels por actividad para
seleccionar un subconjunto de voxels. Aunque ya se ha comentado vamos a
repasar de qué forma se realiza dicha elección de vóxels en los dos casos.

voxel discriminability: Para cada vóxel, se realiza una prueba t com-
parando la actividad fMRI del vóxel en los ejemplos pertenecientes a
los dos estados mentales a separar. En el caso de tener tres est́ımulos
se podŕıa hacer una f-test. Finalmente se seleccionan los n vóxels con
un valor más alto. También en este mismo contexto se ha explorado el
método de PCA no sobre todo el volumen de datos sino sobre los cien
valores con una t-test mayor.

voxel activity: Para cada vóxel y estado mental objetivo, se realiza una
prueba t comparando la actividad del vóxel en los ejemplos pertene-
cientes a un estado mental concreto respecto de la actividad en los
ejemplos de la condición de fijación. Para cada clase se escogen los n
con un valor más alto.
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Caṕıtulo 4

Resultados

Los resultados se han llevado a cabo con seis sujetos, dado que era imposi-
ble combinar todas las técnicas presentadas junto con sus variantes con cada
uno de los sujetos, en cada gráfica se indicará cuales han sido las condiciones
de ejecución para la obtención de los datos.

4.1. Inspección de los datos

En esta sección explicaremos algunas de las propiedades de los datos fM-
RI, para conocer un poco su naturaleza, empezaremos con datos estad́ısticos
y luego presentaremos algunas propiedades geométricas. Como se ha comen-
tado en el apartado de preprocesado todas las rebandas fMRI no tienen la
misma número de vóxels útiles, esto se corrobora con la siguiente ilustración
que muestra de qué forma se reparten los valores de los vóxels para 3 reba-
nadas, una con un valor z bajo, otra más medial y otra con un valor de z
alto.

Figura 4.1: Histograma de los 3 cortes anteriores.

El mismo análisis que se ha realizado para cada rebanada por separado lo
podemos realizar para todo un volumen, con esto encontraremos de qué forma

89
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se reparten los valores en todo el cubo de datos, también se presenta la función
de densidad acumulada.

Figura 4.2: Histograma de todo el cubo de datos

Figura 4.3: Función de densidad acumulada

Podemos observar que cerca de 600 hay un punto de inflexión en dicha
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función acumulada, este será un buen valor para el umbral. Para un mayor
explicación del umbral en el proceso de selección se puede encontrar infor-
mación mas ampliada en el apartado de preprocesado.

Antes de empezar a presentar los resultados obtenidos en la clasificación
de los cubos fMRI, se pretende dar una visión sencilla de la geometŕıa de los
datos, de qué forma están dispuestos en el espacio, para ello lo haremos para
R2, esto nos dará una idea aproximada de lo muy cercanos o alejados que
están los datos de cada estado mental en relación a la condición de fijación.
Aunque no se pueden extrapolar a otras dimensiones nos dará una idea vaga
de cómo están distribúıdos. Para ello se han graficado los datos etiquetados
a cada estado mental junto con sus datos de fijación para los dos vóxels más
discriminantes según t test.

Figura 4.4: Biplot de los dos vóxels con mayor t-test para Fijación(rojo) vs
Escucha global(verde) en el sujeto1

Figura 4.5: Biplot de los dos vóxels de mayor t-test para Fijación(rojo) vs
Cuerdas(verde) en el sujeto1
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Figura 4.6: Biplot de los dos vóxels de mayor t-test para Fijación(rojo) vs
Vibráfono(verde) en el sujeto1

Como en el caso anterior dónde de comparaban los estados mentales con
fijación ahora veremos de qué forma se distribuyen las muestras para los
estados mentales entre śı tomados dos a dos. Se visualizará los dos vóxels
de mayor t-test para el primero de los sujetos, esto no será concluyente para
poder decidir si se podrá clasificar con acierto, pero nos dará una idea de lo
solapadas que están las muestras.

Figura 4.7: Biplot de los dos vóxels con mayor t-test para Escucha glo-
bal(rojo) vs Cuerdas(azul) en el sujeto1
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Figura 4.8: Biplot de los dos vóxels con mayor t-test para Escucha glo-
bal(rojo) vs Vibráfono(verde) en el sujeto1

Figura 4.9: Biplot de los dos vóxels con mayor t-test para Vibráfono(verde)
vs Cuerdas(azul) en el sujeto1

Aunque en los tres casos hay cierta intersección entre los conjuntos ya
en R2 están bastante separados, y por tanto es posible que añadiendo más
dimensiones se consigan ratios de clasificación importantes.

4.2. Resultados KNN

Hasta que no se indique lo contrario los datos ahora presentados fueron
obtenidos habiendo aplicado un valor umbral de 700 a los cubos de datos.
En este primer apartado se presentarán las gráficas de acierto del clasificador
de knn tanto para el cálculo por mayoŕıa e inverso de la distancia. Para
calcular el% de bondad de la clasificación se hizo una validación cruzada de
22 ejecuciones. Para ello de los 48 vectores de cada par de comparaciones
(24 vibráfono - 24 fijación, 24 cuerdas - 24 fijación y 24 escucha global - 24
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fijación ) se sacaron 8 y 8 de cada par para test de forma aleatoria para cada
iteración y las restantes 32 para entrenamiento. Se calculó el % de muestras
bien clasificadas aplicando la fórmula 2.15 y promediándolo respecto las 22
iteraciones de validación cruzada. Hay que observar que en la fórmula 2.15
aparece un parámetro optimizado θ∗, para el caso de knn este parámetro
no está optimizado pero correspondeŕıa al conjunto de prototipos tenidos en
cuenta en el entrenamiento.

En el eje de las x encontramos el número de vecinos tenidos en cuenta
para el cálculo de la salida, en el eje de las y’s el% de acierto del clasificador.
Al pie de cada gráfica se indica el número de vóxels o la dimensionalidad
tenida en cuenta en dicha ejecución. Como se ha comentado en el apartado
de materiales y método, se intenta clasificar entre varias condiciones o es-
tados mentales. En particular entre concentración en cuerdas, concentración
en vibráfono y no concentración o concentración global. Estas condiciones
mentales se intentarán discriminar de la condición de fijación que es con la
que empieza cada vuelta del experimento. Las gráficas que se verán a conti-
nuación presentan el% de acierto de todas estas, en concreto en rojo el ratio
de clasificación entre vibráfono y fijación, en verde dicho ratio para cuerdas
y fijación y finalmente en azul para escucha global contra fijación.

Sujeto1

Figura 4.10: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 2 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación
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Figura 4.11: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 3 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación

Figura 4.12: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 4 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación
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Figura 4.13: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 5 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión.*rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación

A partir de 5 vóxels no se aprecian diferencias significativas, es por eso
que se ha graficado hasta 5 vóxels. Observamos que para el vibráfono
(gráfica en rojo) el % de clasificación se empobrece un poco confor-
me aumentamos el número de vóxels en el cálculo de los vecinos. Sin
embargo la clasificación de las cuerdas (gráfica verde) se ve altamente
mejorada cuando subimos los vóxels tenidos en cuenta habiendo empe-
zado para dos vóxels como la azul en 0,88 a 0,95 (en media). Finalmente
la condición de escucha global (gráfica en azul) es la peor y no mejora
significativamente con el número de vóxels. El número de vecinos del
cálculo parece no importar demasiado en ninguna de las gráficas pare-
ciendo casi todas las gráficas constantes con ruido. Aún y aśı los ratios
de clasificación que se consiguen en todos los casos son bastante altos.
En general también se observa que el algoritmo de k vecinos funciona
mejor ponderando los votos con el inverso de la distancia que con el
voto por mayoŕıa.

Sujeto2
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Figura 4.14: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 2 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación

Figura 4.15: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 3 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación
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Figura 4.16: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 4 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación

Figura 4.17: KNN para inverso de la distancia en la izquierda y mayoŕıa
en la derecha para 5 vóxels, Eje de las x’s número de vecinos, eje de las y’s
precisión. *rojo: vibrafono vs fijación, verde: cuerdas vs fijación, azul: escucha
global vs fijación

Debido a que no se apreciaban correlaciones entre las gráficas comparándo-
las de los dos primeros sujetos, no se continuó generando las gráficas para los
otros cuatro.

4.3. Resultados Adaptative Linear Neuron

Presentaremos ahora los resultados obtenidos con el clasificador Adali-
ne. Para comprobar el rendimiento de dicha clasificación se ha probado con
los métodos de validación por resustitución, el más optimista, y mediante
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partición, el más pesimista. Para realizar la tabla 4.1 y poder ejecutar las
pruebas en modo batch se ha creado un script (ComputeAdaline.m) cuya
implementación se puede encontrar en los anexos.

Cuadro 4.1: Resultados de clasificación para Vibráfono vs Fijación, Cuerdas
vs Fijación y Escucha global vs Fijación,*Res: Resustitución, Par: Partición,
V:Vibes, S:String, L:Listen

Número de vóxels
Sujeto 2 3 4 5 10 15 20 25

(1)

VRes 1.000 1.000 1.000 1.000 1.000 1.000 1.000 0.958
VPar 1.000 1.000 0.937 1.000 1.000 0.937 0.937 0.937
SRes 0.895 0.979 0.979 1.000 1.000 0.979 0.979 1.000
SPar 0.937 0.937 1.000 0.875 0.875 1.000 0.875 0.937
LRes 0.895 0.875 0.895 0.895 0.875 0.895 0.916 0.958
LPar 0.812 0.750 0.812 0.875 0.750 0.812 0.937 0.812

(2)

VRes 0.812 0.958 0.979 1.000 1.000 1.000 1.000 1.000
VPar 0.875 0.937 0.875 0.937 1.000 1.000 0.875 0.937
SRes 0.979 0.979 0.083 0.958 0.979 0.979 0.979 0.958
SPar 0.937 0.937 0.812 1.000 1.000 0.000 0.062 0.937
LRes 0.854 0.937 0.958 0.979 0.979 1.000 0.979 1.000
LPar 0.750 0.875 0.875 0.875 0.875 1.000 0.937 0.875

(3)

VRes 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000
VPar 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000
SRes 1.000 1.000 1.000 1.000 1.000 1.000 1.000 1.000
SPar 1.000 1.000 1.000 1.000 1.000 0.937 1.000 0.875
LRes 0.979 0.979 0.979 0.979 1.000 1.000 1.000 1.000
LPar 1.000 0.937 0.937 1.000 1.000 1.000 1.000 1.000

(4)

VRes 1.000 1.000 0.979 1.000 1.000 1.000 1.000 1.000
VPar 1.000 1.000 0.937 1.000 1.000 1.000 1.000 0.875
SRes 0.958 0.979 0.979 1.000 0.958 0.979 0.979 0.979
SPar 0.937 0.937 1.000 0.875 1.000 1.000 1.000 1.000
LRes 0.916 0.979 0.979 0.979 1.000 1.000 1.000 1.000
LPar 0.812 0.937 1.000 0.937 1.000 0.937 0.875 1.000

(5)

VRes 0.916 0.958 0.958 1.000 1.000 1.000 1.000 1.000
VPar 0.937 0.875 1.000 0.937 0.937 1.000 1.000 1.000
SRes 0.979 0.979 0.979 0.979 1.000 1.000 1.000 0.979
SPar 1.000 0.937 0.937 0.875 0.937 1.000 1.000 1.000
LRes 0.958 0.958 0.958 0.958 1.000 0.979 1.000 1.000
LPar 0.875 0.937 1.000 0.937 0.937 0.875 0.937 0.937

(6)

VRes 1.000 1.000 1.000 0.979 1.000 1.000 0.979 0.979
VPar 1.000 1.000 0.937 1.000 0.937 0.937 1.000 1.000
SRes 1.000 1.000 1.000 1.000 1.000 1.000 1.000 0.020
SPar 1.000 1.000 1.000 1.000 1.000 0.875 0.937 1.000
LRes 0.958 0.958 0.979 0.979 1.000 0.937 0.958 0.937
LPar 0.937 0.875 0.937 0.937 0.875 0.937 0.937 0.875

A continuación presentamos la tabla del porcentaje de muestras bien
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clasificadas con Adaline tanto para resustitución como partición habiendo
elegido las muestras según el criterio de discriminabilidad.

Cuadro 4.2: Resultados de clasificación para Cuerdas vs Escucha global(SL),
Vibráfono vs Escucha global(VL) y vibráfono vs Cuerdas(VS), *Res: Resus-
titución, Par: Partición, V:Vibes, S:String, L:Listen

Número de vóxels
Sujeto 2 3 4 5 10 15 20 25

(1)

SLResus 0.854 0.833 0.937 0.937 0.875 0.895 0.937 0.937
SLPart 0.875 0.687 0.875 0.875 0.875 0.812 0.812 0.062
VLResus 0.833 0.812 0.875 0.895 0.895 0.958 0.958 0.979
VLPart 0.750 0.875 0.812 0.625 0.687 0.812 0.687 0.750
VSResus 0.875 0.854 0.875 0.875 0.916 0.937 0.937 0.958
VSPart 0.812 0.750 0.750 0.812 0.875 0.812 0.812 0.625

(2)

SLResus 0.895 0.916 0.958 0.958 1.000 1.000 0.979 0.979
SLPart 0.937 0.875 0.875 0.937 0.875 0.937 0.875 0.875
VLResus 0.937 0.958 0.958 0.937 1.000 1.000 1.000 1.000
VLPart 0.937 0.937 0.875 0.937 0.875 0.875 0.937 0.937
VSResus 0.916 0.937 0.937 0.916 0.979 0.916 0.937 0.916
VSPart 0.875 0.937 0.937 0.937 0.875 0.875 0.875 0.687

(3)

SLResus 0.854 0.854 0.916 0.895 1.000 1.000 1.000 1.000
SLPart 0.750 0.875 0.812 0.750 0.875 0.812 0.937 0.750
VLResus 0.958 0.979 1.000 1.000 1.000 1.000 1.000 1.000
VLPart 0.937 0.937 1.000 0.937 1.000 1.000 1.000 0.875
VSResus 0.895 0.937 0.958 0.979 1.000 1.000 1.000 1.000
VSPart 1.000 1.000 0.750 0.812 0.937 0.875 0.875 1.000

(4)

SLResus 0.875 0.854 0.895 0.875 0.958 1.000 0.937 0.875
SLPart 0.812 0.875 0.875 0.812 1.000 0.750 1.000 0.562
VLResus 0.937 0.937 0.937 0.937 0.916 0.937 0.916 0.937
VLPart 1.000 0.937 0.875 0.812 0.812 0.750 0.937 0.687
VSResus 0.854 0.854 0.916 0.916 0.979 1.000 0.979 0.979
VSPart 0.875 0.687 0.812 0.750 1.000 0.937 0.937 1.000

(5)

SLResus 0.937 0.937 0.937 0.979 1.000 1.000 1.000 1.000
SLPart 0.750 0.937 1.000 0.875 1.000 0.875 0.937 0.937
VLResus 0.916 0.875 0.875 0.937 1.000 0.979 0.979 1.000
VLPart 0.937 0.875 0.937 0.875 0.875 0.937 1.000 0.937
VSResus 0.833 0.854 0.875 0.916 0.937 0.958 0.937 0.916
VSPart 0.750 0.750 0.875 0.812 0.937 0.875 0.750 0.875

(6)

SLResus 0.854 0.854 0.895 0.166 0.937 0.895 0.208 0.312
SLPart 0.7500 0.7500 0.8125 0.8750 0.6875 0.0625 0.6875 0.5625
VLResus 0.812 0.854 0.812 0.791 0.750 0.770 0.791 0.895
VLPart 0.875 0.812 0.625 0.687 0.250 0.750 0.812 0.625
VSResus 0.770 0.833 0.875 0.895 0.958 0.979 1.000 0.979
VSPart 0.750 0.625 0.625 0.812 0.812 0.812 0.875 0.937
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Cuadro 4.3: Resultados de clasificación para Cuerdas vs Escucha global(SL),
Vibráfono vs Escucha global(VL) y Vibráfono vs Cuerdas(VS), *Res: Resus-
titución, Par: Partición, V:Vibes, S:String, L:Listen

Número de vóxels
Sujeto 2 3 4 5 10 15 20 25

(1)

SLResus 0.729 0.833 0.770 0.312 0.812 0.729 0.729 0.729
SLPart 0.875 0.812 0.875 0.687 0.812 0.687 0.812 0.750
VLResus 0.812 0.333 0.687 0.729 0.708 0.687 0.708 0.729
VLPart 0.875 0.312 0.562 0.750 0.437 0.437 0.687 0.625
VSResus 0.812 0.812 0.895 0.791 0.604 0.708 0.854 0.666
VSPart 0.687 0.687 0.750 0.562 0.562 0.500 0.500 0.875

(2)

SLResus 0.958 0.729 0.770 0.812 0.208 0.208 0.812 0.812
SLPart 0.437 0.812 0.687 0.812 0.812 0.937 0.562 0.187
VLResus 0.729 0.791 0.645 0.750 0.791 0.937 0.875 0.250
VLPart 0.875 0.937 0.937 0.937 0.937 1.000 0.937 0.937
VSResus 0.729 0.791 0.645 0.750 0.791 0.937 0.875 0.250
VSPart 0.625 0.625 0.375 0.875 0.875 0.750 0.687 0.750

(3)

SLResus 0.916 0.916 0.895 0.916 0.937 0.895 0.895 0.916
SLPart 0.875 0.875 0.875 0.875 0.937 0.875 0.875 0.812
VLResus 0.937 0.937 1.000 0.937 0.916 0.916 0.916 0.916
VLPart 0.875 0.937 1.000 0.937 0.812 0.812 0.875 0.875
VSResus 0.979 0.895 0.875 0.937 0.916 1.000 0.979 0.958
VSPart 0.875 0.687 0.750 0.937 0.875 0.875 0.937 0.875

(4)

SLResus 0.937 0.937 0.916 0.937 0.916 0.937 0.916 0.916
SLPart 1.000 1.000 0.937 0.937 0.812 0.875 0.937 0.875
VLResus 0.875 0.437 0.562 0.520 0.500 0.562 0.479 0.520
VLPart 0.875 0.312 0.375 0.437 0.625 0.250 0.375 0.187
VSResus 0.958 0.916 0.958 0.791 0.833 0.916 0.958 0.916
VSPart 0.750 0.875 0.875 0.812 0.812 0.812 0.562 0.875

(5)

SLResus 0.687 0.708 0.770 0.708 0.791 0.687 0.770 0.729
SLPart 0.562 0.812 0.562 0.625 0.750 0.812 0.875 0.250
VLResus 0.791 0.895 0.833 0.770 0.791 0.791 0.770 0.770
VLPart 0.562 1.000 0.687 0.812 0.812 0.625 0.812 0.812
VSResus 0.791 0.854 0.729 0.791 0.750 0.729 0.791 0.854
VSPart 0.750 0.562 0.500 0.625 0.687 0.687 0.437 0.875

(6)

SLResus 0.875 0.875 0.812 0.854 0.895 0.812 0.833 0.833
SLPart 0.875 0.875 0.875 0.937 0.875 0.812 0.875 0.687
VLResus 0.229 0.250 0.250 0.854 0.208 0.791 0.791 0.229
VLPart 0.687 0.812 1.000 0.750 0.187 0.812 0.750 0.625
VSResus 0.958 0.875 0.833 0.916 0.750 0.937 0.895 0.708
VSPart 0.812 0.687 1.000 0.187 0.687 0.687 0.750 0.875

La tabla 4.3 muestra también el% de aciertos de clasificación habiendo
reducido la dimensionalidad con PCA, el método para hacerlo ha sido en
primer lugar escoger 100 componentes con selección según discriminabilidad y
luego aplicar PCA hacia 2,3,4,5,10,15,20 y 25. Se intentó aplicar directamente
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sobre todos los vóxels supervivientes del proceso de umbralización pero la
máquina sobre la que se ejecutaban las pruebas dio un error de reserva de
memoria, lo cual es normal porque para la matriz de covarianza que calcula
PCA ya se necesitaŕıan cerca de 2 Gb( (230002)4 ).

4.4. Otros métodos

Finalmente para comparar y contrastar los resultados con otra implemen-
tación de algoritmos de clasificación se ha usado weka [?]. Se presentan en
la siguiente tabla los resultados para la clasificación entre est́ımulos dos a
dos con selección de diez vóxels mediante el criterio de discriminabilidad. El
método de validación del% de muestras bien clasificadas que se ha utilizado
es ten fold cross validation.

Cuadro 4.4: Resultados para selección según discriminabilidad: Escucha glo-
bal vs Cuerdas

Sujetos (1) (2) (3) (4) (5) (6) avg
Decision Trees 81.67 73.33 71.67 83.33 81.67 81.67 78.890
SVM 86.67 91.67 88.33 93.33 95.00 91.67 91.112◦
MultilayerPerceptron 85.00 86.67 86.67 91.67 93.33 90.00 88.890
1NN 80.00 86.67 90.00 95.00 90.00 91.67 88.890
2NN 81.67 88.33 88.33 86.67 90.00 88.33 87.222
3NN 85.00 86.67 90.00 90.00 93.33 93.33 89.722
NaiveBayes 86.67 93.33 91.67 85.00 93.33 90.00 90
Boosting 80.00 83.33 85.00 86.67 90.00 90.00 85.833
Bagging 83.33 80.00 76.67 88.33 85.00 85.00 83.055
Stacking 76.67 90.00 83.33 90.00 93.33 91.67 87.500
Voting 86.67 88.33 88.33 91.67 95.00 91.67 90.278
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Cuadro 4.5: Resultados para selección según discriminabilidad: Escucha glo-
bal - Vibráfono

Sujetos (1) (2) (3) (4) (5) (6) avg
Decision Trees 81.67 85.00 86.67 76.67 85.00 81.67 82.780
SVM 85.00 91.67 96.67 83.33 96.67 83.33 89.445
MultilayerPerceptron 75.00 83.33 95.00 85.00 98.33 80.00 86.110
1NN 81.67 85.00 93.33 83.33 96.67 86.67 87.778
2NN 76.67 83.33 98.33 81.67 91.67 80.00 85.278
3NN 80.00 90.00 96.67 83.33 98.33 80.00 88.055
NaiveBayes 80.00 91.67 98.33 86.67 85.00 80.00 86.945
Boosting 83.33 86.67 90.00 78.33 90.00 85.00 85.555
Bagging 83.33 83.33 85.00 80.00 86.67 83.33 83.610
Stacking 83.33 83.33 93.33 81.67 93.33 83.33 86.387
Voting 85.00 88.33 96.67 83.33 96.67 90.00 90 ◦

Cuadro 4.6: Resultados para selección según discriminabilidad: Vibráfono vs
Cuerdas

Sujetos (1) (2) (3) (4) (5) (6) avg
Decision Trees 73.33 81.67 83.33 85.00 63.33 76.67 77.222
SVM 88.33 90.00 93.33 91.67 80.00 80.00 87.222
MultilayerPerceptron 80.00 90.00 88.33 88.33 73.33 80.00 83.332
1NN 80.00 86.67 91.67 86.67 80.00 85.00 85.002
2NN 75.00 81.67 90.00 85.00 73.33 73.33 79.722
3NN 85.00 86.67 90.00 90.00 78.33 85.00 85.833
NaiveBayes 85.00 90.00 93.33 91.67 76.67 83.33 86.667
Boosting 76.67 78.33 90.00 81.67 75.00 75.00 79.445
Bagging 76.67 83.33 83.33 88.33 71.67 71.67 79.167
Stacking 81.67 83.33 90.00 88.33 78.33 73.33 82.498
Voting 85.00 90.00 93.33 93.33 78.33 86.67 87.777◦

A continuación se presentan los resultados del % de muestras bien clasi-
ficadas con la selección de diez vóxels mediante el criterio de actividad. El
método de validación que se ha utilizado es ten fold cross validation otra vez.
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Cuadro 4.7: Resultados para selección según actividad: Escucha global vs
Cuerdas

Sujetos (1) (2) (3) (4) (5) (6) avg
Decision Trees 83.33 81.67 71.67 88.33 86.67 83.33 82.500
SVM 88.33 88.33 61.67 93.33 86.67 71.67 81.667
MultilayerPerceptron 96.67 90.00 73.33 93.33 85.00 85.00 87.222
1NN 85.00 86.67 71.67 91.67 96.67 76.67 84.725
2NN 86.67 83.33 68.33 88.33 95.00 80.00 83.610
3NN 86.67 88.33 60.00 86.67 95.00 83.33 83.333
NaiveBayes 85.00 68.33 65.00 81.67 95.00 78.33 78.888
Boosting 83.33 83.33 70.00 96.67 90.00 85.00 84.722
Bagging 78.33 86.67 66.67 86.67 90.00 88.33 82.778
Stacking 95.00 88.33 80.00 95.00 95.00 81.67 89.167 ◦
Voting 91.67 88.33 68.33 95.00 95.00 81.67 86.667

Cuadro 4.8: Resultados para selección según actividad: Escucha global vs
Vibráfono

Sujetos (1) (2) (3) (4) (5) (6) avg
Decision Trees 88.33 86.67 78.33 78.33 58.33 73.33 77.220
SVM 88.33 93.33 78.33 90.00 83.33 78.33 85.275◦
MultilayerPerceptron 91.67 91.67 78.33 93.33 71.67 76.67 83.890
1NN 90.00 90.00 70.00 78.33 71.67 78.33 79.722
2NN 86.67 91.67 71.67 85.00 81.67 80.00 82.780
3NN 88.33 91.67 75.00 90.00 75.00 81.67 83.612
NaiveBayes 85.00 93.33 76.67 85.00 76.67 75.00 81.945
Boosting 91.67 86.67 73.33 78.33 70.00 75.00 79.167
Bagging 86.67 85.00 73.33 80.00 70.00 71.67 77.778
Stacking 81.67 95.00 73.33 86.67 81.67 73.33 81.945
Voting 93.33 93.33 76.67 88.33 75.00 75.00 83.610
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Cuadro 4.9: Resultados para selección según actividad: Vibráfono vs Cuerdas

Sujetos (1) (2) (3) (4) (5) (6) avg
Decision Trees 80.00 86.67 56.67 75.00 75.00 68.33 73.612
SVM 80.00 86.67 60.00 78.33 78.33 53.33 72.777
MultilayerPerceptron 80.00 88.33 56.67 66.67 71.67 56.67 70.002
1NN 81.67 80.00 70.00 68.33 73.33 53.33 71.110
2NN 78.33 80.00 61.67 80.00 80.00 51.67 71.945
3NN 83.33 86.67 56.67 73.33 81.67 46.67 71.390
NaiveBayes 81.67 86.67 65.00 71.67 81.67 63.33 75.002◦
Boosting 81.67 83.33 60.00 73.33 76.67 61.67 72.778
Bagging 80.00 88.33 56.67 73.33 80.00 55.00 72.222
Stacking 71.67 86.67 55.00 75.00 85.00 60.00 72.223
Voting 83.33 85.00 65.00 76.67 78.33 60.00 74.722



106 CAPÍTULO 4. RESULTADOS



Caṕıtulo 5

Conclusiones

La diferencia entre los resultados obtenidos y la efectividad de un cla-
sificador aleatorio, clasificador clasificando aleatoriamente (50% en el caso
de dos clases, 33% en el caso de tres) indica que los datos fMRI contienen
suficiente información para discriminar dichos estados cognitivos y los algo-
ritmos de aprendizaje automático son capaces de encontrar patrones que los
separen.

La precisión de los clasificadores vaŕıa significativamemente para diferen-
tes sujetos, incluso usando el mismo algoritmo. Los sujetos que producen
altas cotas de acierto para uno de los métodos de aprendizaje suelen también
hacerlo para los otros métodos. Esto puede constatar el hecho que se encuen-
tra en la literatura que existe una variación considerable en las respuestas
fMRI entre sujetos diferentes.

Hay que destacar que en todos los algoritmos ejecutados no se ha propor-
cionado información sobre las regiones cerebrales implicadas en la tarea, es
decir, no se ha proporcionado ninguna región de interés (ROI). Todo el cubo
de datos ha entrado en el proceso de selección de caracteŕısticas.

Se esperó que KNN se comportara peor que los otros métodos de clasifi-
cación debido a que KNN es muy sensible a caracteŕısticas irrelevantes, sin
embargo, los resultados no muestran peor efectividad. Esto da que pensar que
la selección de vóxels eliminó aquellos alejados de proporcionar información
propicia para la buena clasificación.

Mitchel et al [?] presentaron que la selección de caracteŕısticas según el
criterio de actividad obtuvo mejores resultados que mediante discriminación,
sin embargo, en este trabajo no se constata este hecho. Esto puede ser debido
a que a diferencia de los resultados que describen Mitchel et al. nosotros
hemos entrenado los clasificadores con un número bastante más pequeño de
vóxels.

107
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5.1. Resumiendo

En este trabajo se han explorado y comparado varias técnicas de apren-
dizaje automático para la clasificación de estados cognitivos de una persona
basándonos en sus imágenes fMRI. El problema otorga la posibilidad de
entrenar clasificadores con datos con ruido y de una enorme dimensionali-
dad. Según los resultados obtenidos parece ser que los datos fMRI contienen
suficiente información para poder discriminar los estados mentales de una
persona. Además se ha probado que es posible entrenar clasificadores usando
un número pequeño de vóxels (5-10) y sin conocimiento anatómico previo.
Esto contrasta con los trabajos hechos hasta la fecha que teńıan en cuen-
ta regiones de interés sobre las cuales realizar el análisis, para simplificar el
problema, usando un número mucho mayor de vóxels (800). Se han conside-
rado dos estrategias para seleccionar los vóxels de todo el conjunto: selección
de vóxels según discriminabilidad y según actividad. Contrariamente a los
trabajo previos, no encontramos demasiadas diferencias entre los algoritmos
entrenados con un tipo de vóxels o con otro.

5.2. Trabajo futuro

Se podŕıan hacer muchas cosas en relación a la extracción de estados
mentales partiendo de imágenes fMRI. Para enumerar algunas podŕıa ser muy
interesante investigar la señal a lo largo del tiempo dado un estado mental
para cada vóxel, para poder clasificar ya no sólo con patrones espaciales, los
vistos en este documento, si no conjuntamente con patrones o descriptores
temporales. Otro trabajo futuro interesante seŕıa hacer clasificadores para
un conjunto de sujetos, clasificadores multisujeto, e investigar de qué forma
seŕıa extrapolable a cualquier sujeto. Otro trabajo interesante seŕıa aplicar
otras técnicas de reconocimiento de patrones como transformada wavelet e
ICA para encontrar regiones de activación interesantes o también técnicas
basadas en reglas para poder incorporar información de dominio en el proceso
de aprendizaje. Y finalmente también destacar que una tarea interesante por
hacer seŕıa analizar los vóxels identificados mediante algunas de las técnicas
de selección y ver si corresponde y se relaciona con lo que se sabe sobre de
la fisioloǵıa del cerebro.
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Anexo

pca.m

%Calculamos la transformacion PCA de los datos y rebajamos su

%dimensionalidad a N. La matriz de datos se espera con las

%variables en las columnas y cada nueva muestra como una nueva fila.

function dataout=pca( datain, N)

datadim = size(datain)(2);

dataout = zeros(size(datain)(1),N);

if( datadim < N )

error("Los datos tienen menos dimensionalidad que la requerida.");

end

%data = data - repmat(mean(data),size(data)(1),1);

%quitamos la media y centramos la nube de datos en el origen de

%coordenadas, para cada variable calculamos y quitamos la media

for i=1:datadim

datain(:,i) = datain(:,i) - mean(datain(:,i));

end

%Calculamos la matriz de covarianza de los datos.

C = cov( datain );

%Calculamos los vectores y valores propios,los vectores propios que

%se obtienen son unitarios.

[vect val] = eig(C);

%ordenamos los vectores propios segun los valores propios de forma

%descendiente: de mas a menos.

[values indexes] = sort(diag(val),’descend’);

for i=1:size(indexes)(1)

vectord(:,i) = vect(:,indexes(i));

end

%Nos quedamos con las N primeras dimensiones.

if( N > 1)

vectord = vectord(:,[1 N]);

else

vectord = vectord(:,1);

end

%proyectamos los datos respecto esta nueva base de dimension N

%en cada columna de esta matriz habra cada uno de los vectores

%de la base

dataout = datain * vectord;

endfunction

kmeans2.m

%Formamos dos agrupacion es a partir de los datos de entrada.

%Los puntos tienen que venir en forma de fila.

function [data1 data2 error] = kmeans2(datain,centro1,centro2,it,err)

%inicializamos algunos vectores y matrices
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data1 = [];

data2 = [];

moddc1 = [];

moddc2 = [];

%Inicializamos los centroides y calculamos la distancia de todos

%los puntos a los centroides.

if( isempty(centro1) || isempty(centro2) )

index = RandomIndex(2,size(datain)(1));

centro1 = datain(index(1),: );

centro2 = datain(index(2),: );

err = [];

end

dc1 = datain - repmat( centro1,size(datain)(1),1 );

dc2 = datain - repmat( centro2,size(datain)(1),1 );

%Calculamos la distancia a cada uno de los centroides para cada punto.

for i=1:size(datain)(1)

moddc1 = [ moddc1 ; sqrt( sum(dc1(i,:).^2) )];

moddc2 = [ moddc2 ; sqrt( sum(dc2(i,:).^2) )];

end

%En funcion de la distancia al centroide agrupamos los puntos en un

%cluster o en otro.

for i=1:size(datain)(1)

if( moddc1(i) > moddc2(i) )

data2 = [ data2 ; datain(i,:)];

else

data1 = [ data1 ; datain(i,:)];

end

end

centro1actual = ComputeCentroid( data1 );

centro2actual = ComputeCentroid( data2 );

if( centro1 != centro1actual || centro2 != centro2actual )

err = [err clustererror( data1, data2 )];

[data1 data2 error] = kmeans2(datain,centro1actual,centro2actual,it + 1,err);

return;

end

%Devolvemos el error cometido en la agrupacion y el numero de

%iteraciones que se han hecho.Esto solamente es ejecutado por la

%ultima recursion

%error = [err clustererror( data1, data2 )];

error = err;

it

plot( data1(:,1),data1(:,2),’r+’);

hold on;

plot( centro1(1),centro1(2),’g*’);

plot( data2(:,1),data2(:,2),’b+’);

plot( centro2(1),centro2(2),’g*’);

hold off;

endfunction

%calculamos los centroides para el cluster
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%pasado como parametro.

function c=ComputeCentroid(datacluster)

if( size(datacluster)(1) == 1 )

c = datacluster;

else

c = mean(datacluster);

end

endfunction

%calculamos un conjunto de indices aleatorios desde 1 hasta un

%maximo

function indices= RandomIndex( numindices,max )

if( numindices > max )

error("no se puede proporcionar el numero de indices pedido para ...

el maximo especificado");

end

indices = [];

while( size(indices)(2) < numindices )

value = uint16( uniform_rnd(0,1,1) * max + 1 );

if( isempty( find(indices == value) ) )

indices = [indices value];

end

end

endfunction

clusters.m

%Generamos dos clusters con numpoints puntos cada uno centrados

%respectivamente en c1 y en c2. Los centro c1, c2 deben venir como

%vectores fila.La dispersion de los puntos corresponde con una

%distribucion normal con esperanza cero y varianza 1.

function [ cluster1 cluster2 ] =clusters( numpoints, c1, c2 )

cluster1=[ ( c1(1) + randn(1,numpoints) )’ ( c1(2) + randn(1,numpoints))’];

cluster2=[ ( c2(1) + randn(1,numpoints) )’ ( c2(2) + randn(1,numpoints))’];

plot( cluster1(:,1),cluster1(:,2),’r+’);

hold on

plot( cluster2(:,1),cluster2(:,2),’b+’);

hold off;

endfunction

perceptron.m

%Implementacion del perceptron simple binario.Los datos de entrada

%son datain, el conjunto de muestras de entrada, cada muestra

%estara codificada en las filas de la matriz.Tutor es un vector columna en

%el rango {-1,1} con las salidas teoricas para cada patron.

%pesos es un vector fila de

%pesos inicializados de forma aleatoria en el intervalo [-1 1]

%e iteracion es un escalar que nos indica la iteracion actual.

function pesos=perceptron( datain,tutor,lrate,epsilon )

%Inicialiamos el vectores de pesos

%Ponemos -1 en la ultima columna de todas las muestras para el bias.

%Inicializamos el contados de las iteraciones.
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iteracion = 0;

datain(:,size(datain)(2)+1)=-1;

pesosactualizados = uniform_rnd(0,1,1,size(datain)(2) );

pesos =[];

nummuestras = size(datain)(1);

while( parada(pesos,pesosactualizados,nummuestras,epsilon) == 0 )

%Calculamos la salida de la neurona

pesos = pesosactualizados;

u = datain(mod(iteracion,nummuestras) + 1,:) * pesos’;

y = sign( u );

%Actualizamos los pesos en funcion del error cometido

errorit = lrate * ( tutor(mod(iteracion,nummuestras) + 1) - y );

pesosactualizados = pesos.+ (datain( mod(iteracion,nummuestras)+1,:).*errorit);

iteracion = iteracion + 1;

end

iteracion

%hacemos plot de la recta de separacion de las muestras:

t=3:0.1:8;

y = -(-pesos(3) + pesos(1)*t)/pesos(2);

hold on;

plot(t,y);

hold off;

endfunction

function out= parada( pesos,pesosactualizados,nummuestras,epsilon)

global contadorconvergencia = 0;

if( isempty( pesos ) )

contadorconvergencia = 0;

out = 0;

return;

end

%Si los pesos no han cambiado respecto la ultima vez es que

%para la actual muestra el clasificador ha conseguido clasificar

%de forma correcta.

%if( pesos == pesosactualizados )

if( abs(pesos - pesosactualizados) < epsilon )

contadorconvergencia = contadorconvergencia + 1;

if( contadorconvergencia == nummuestras )

out = 1;

else

out = 0;

end

else

contadorconvergencia = 0;

out = 0;

end

endfunction
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%Si el valor de entrada es mayor o igual a cero se devuelve +1, si el

%valor es negativo se devuelve -1.

function out=sign( in )

if( in < 0 )

out = -1;

else

out = 1;

end

endfunction

knn2.m

%Devolvemos la clase del punto q, mediante una votacion de los k

%puntos mas cercanos a q. datain son los puntos de los que sabemos

%su categoria en la tabla de tutores.Este script contempla solo

%dos categorias expresadas en el vector de tutores por los valores

%+1 y -1 respectivamente.Los puntos datain se pasaran en una fila

%para cada punto.El vector de tutores se pasara como un vector

%columna y finalmente el punto q como un vector fila.Para el

%parametro voto se pueden pasar dos valores "mayoria" o "invdist"

%que hace referencia a la inversa de la distancia.Aquellos puntos

%que esten más cerca tendran un voto mayor que los que esten lejos.

function c = knn2(datain,tutors,k,q,voto)

if( k > size(datain)(1) )

error("No hay suficientes muestras para los vecinos pedidos.");

end

%Calculamos la distancia del punto q a los puntos en datain y

%despues los ordenamos de forma ascendente.

distance = datain - repmat( q,size(datain)(1),1 );

distance = sqrt(sum((distance.^2)’)’);

[s i] = sort(distance);

%Escogemos los k primeros valores del vector i, miramos su indice

%y los indexamos en el vector de tutores.

if( voto == "mayoria" )

c = sign(sum( tutors(i([1:k])) ));

elseif( voto == "invdist" )

invdist = 1./s;

c = sign(sum( tutors(i([1:k])).*invdist([1:k]) ));

end

endfunction

knn2.m

%Calculamos la distancia a los k vecinos, nos quedamos con los k

%proximos y miramos cual es la clase mas proxima.

function c = knnk(datain, tutors,k,q,voto)

if( k > size(datain)(1) )

error("No hay suficientes muestras para los vecinos pedidos.");

end
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clases = create_set(tutors);

votos = zeros(1,size(clases)(2));

vecinosclases = zeros(1,k);

%Calculamos la distancia del punto q a los puntos en datain y

%despues los ordenamos de forma ascendente.

distance = datain - repmat( q,size(datain)(1),1 );

distance = sqrt(sum((distance.^2)’)’);

[s i] = sort(distance);

%Escogemos los k primeros valores del vector i, miramos su indice

%y los indexamos en el vector de tutores.

if( voto == "mayoria" )

if( k == 1 )

c = tutors(i(1));

else

vecinosclases = tutors(i([1:k]));

for j=1:size(clases)(2)

votos(j) = sum( vecinosclases == clases(j) );

end

[votomaximo indicemaximo] = max(votos);

c = clases(indicemaximo);

end

elseif( voto == "invdist" )

if( k == 1 )

c = tutors(i(1));

else

vecinosclases = tutors(i([1:k]));

invdist = 1./s;

for j=1:size(clases)(2)

votos(j) = sum( (vecinosclases == clases(j))’ .* invdist( [1:k])’ ) ;

end

[votomaximo indicemaximo] = max(votos);

c = clases(indicemaximo);

end

end

endfunction

fuzzymeans2.m

%Calculamos los grados de pertenencia de cada muestra a los

%2 clusters. Por tanto para cada muestra devolveremos dos valores.La

%suma de dichos valores sera 1.

function [u C1 C2] = fuzzymeans2(datain,m)

%Inicialiazamos para cada muestra su indice de pertenencia a los

%dos clusters.

%La columna 1 corresponde a los indices de pertenencia de las muestras respecto

%del cluster1 y la segunda columna la pertenencia respecto el

%cluster 2

%La suma de las pertenencias de todos los clusters para cada patron debe ser 1
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u= [];

nummuestras = size(datain)(1);

uactualizados = uniform_rnd(0,1,1,nummuestras )’;

uactualizados(:,2) = 1-uactualizados(:,1);

%Inicializamos los centroides

C1 = [0 0];

C2 = [0 0];

%actualizaremos de forma iterativa los indices de pertenencia y los

%centros de los clusters

while( parada(u,uactualizados) == 0 )

u = uactualizados;

C1 = sum(repmat(u(:,1).^m/sum(u(:,1).^m),1,2) .* datain);

C2 = sum(repmat(u(:,2).^m/sum(u(:,2).^m),1,2) .* datain);

dist1 = sqrt( sum( ((datain - repmat(C1,nummuestras,1)).^2)’ )’ ) ...

+ 0.000001;

dist2 = sqrt( sum( ((datain - repmat(C2,nummuestras,1)).^2)’ )’ ) ...

+ 0.000001;

%Para cada muestra actualizamos su indice de pertenencia

%a ambos clusters.

for i=1:nummuestras

uactualizados(i,1) = 1/( dist1(i)^(2/(m-1))/( dist1(i)^(2/(m-1)) + dist2(i)^(2/(m-1)) ) );

uactualizados(i,2) = 1/( dist2(i)^(2/(m-1))/( dist1(i)^(2/(m-1)) + dist2(i)^(2/(m-1)) ) );

end

end

u = uactualizados;

%Hacemos que los indices de pertenencia sea relativos al total

%u=u./repmat(sum(u),size(u)(1),1);

hold on;

plot(C1(1,1),C1(1,2),’g*’);

plot(C2(1,1),C2(1,2),’g*’);

hold off;

endfunction

function out = parada(u, uactualizados)

out = 0;

if( isempty( u ) )

return;

end

%comprobamos la condicion de parada del algoritmo y salimos o

%seguimos iterando

maxvalue = max( max( abs( u -uactualizados ) ) );

if( maxvalue < 0.005 )

out = 1;
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end

endfunction

adaline.m

function [pesos lmserror]=adaline( datain,tutor,lrate )

%Inicialiamos el vector de pesos

%Ponemos -1 en la ultima columna de todas las muestras para el bias.

%Inicializamos los contadores de las iteracione y de las epocas.

tic;

iteracion = 0;

beta = 0.10;

datain(:,size(datain)(2)+1)=1;

pesos =uniform_rnd(-1,1,1,size(datain)(2) );

nummuestras = size(datain)(1);

dimension = size(datain)(2);

%Calculamos la matriz de covarianza de los datos.

C = cov( datain );

%Calculamos los vectores y valores propios,los vectores propios que

%se obtienen son unitarios.

[vect val] = eig(C);

lambda = sum(diag(val));

if( lrate > 2/lambda )

lrate = 2/lambda

end

iterror = 0;

lmserror = [];

error = inf;

while( (error > 0.1) && (iteracion < 30000) )

%Calculamos la salida de la neurona

u = datain(mod(iteracion,nummuestras)+1,:) * pesos’;

%Aplicamos como funcion squash la funcion tangente hiperbolica

y = tanh(beta*u);

%Actualizamos los pesos en funcion del error cometido

iterror = tutor(mod(iteracion,nummuestras)+1) - y;

error = mean( ( tanh(beta.*(datain * pesos’)) - tutor).^2 )/2;

pesos = pesos.+ (datain(mod(iteracion,nummuestras)+1,:).*(iterror*lrate*beta*(1-tanh(beta*u)^2)) );

iteracion = iteracion + 1;

lmserror = [lmserror error];

end

elapsedtime=toc

iteracion

%hacemos plot de la recta de separacion de las muestras:

t=-1:0.1:5;

y = -(pesos(3) + pesos(1)*t)/pesos(2);

hold on;

plot(t,y);
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hold off;

endfunction

dothreshold.m

%Seleccionamos los voxels que están por encima del valor de umbral

%para todos los cubos de datos presentes en folderpath

function selected = dothreshold( folderpath, threshold )

selected =ones(42,51,28,"logical");

currentselected = [];

for i=1:204

%generamos el nombre del fichero de forma dinamica

filenumber=sprintf("%03u",i);

filename = [ "s01_epi_snr01_" filenumber ".hdr"];

%cargamos los datos del cubo

[hdr, filetype, fileprefix, machine] = load_nii_hdr( [folderpath filename]);

[img,hdr] = load_nii_img(hdr,filetype,fileprefix,machine);

img = uint16(img);

%seleccionamos aquellos voxels cuyo valor excede el umbral

currentselected = img > threshold;

selected = selected & currentselected;

clear img hdr;

end

endfunction

ComputeKNN.m

%Computamos el algoritmo knn con diferentes N’s para los datos

%especificados en datapath. Cargamos los datos y calculamos para

%diferentes N’s la bondad de la clasificacion mediante una

%validacion cruzada 10 iteraciones.

function [clasic1 clasic2 clasic3]=ComputeKNN(datapath,voting)

tic;

%inicializamos variables internas

maxnn = 22;

numiters = 20;

c1 = zeros(1,16);

c2 = zeros(1,16);

c3 = zeros(1,16);

clasic1= zeros(1,maxnn);

clasic2= zeros(1,maxnn);

clasic3= zeros(1,maxnn);

clasic1iter= zeros(1,maxnn);

clasic2iter= zeros(1,maxnn);

clasic3iter= zeros(1,maxnn);

%Cargamos los datos

command = ["load " datapath ];

eval( command );
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%Quitamos aquellos vectores iniciales cuya respuesta BOLD

%aun no es fija.

redvibes=redvibes([4:14 18:30],:);

redvibes = double(redvibes);

redRV=redRV([4:14 18:30],:);

redRV = double(redRV);

redstring=redstring([4:14 18:30],:);

redstring = double(redstring);

redRS=redRS([4:14 18:30],:);

redRS = double(redRS);

redlisten=redlisten([4:14 18:30],:);

redlisten = double(redlisten);

redRL=redRL([4:14 18:30],:);

redRL = double(redRL);

%Agrupamos los datos de entrada y generamos el tutor que

%sera igual para todos porque todas las matrices de datos

%las generemos de igual forma.

datain1=[ redvibes;redRV ];%cardinalidad = 48

datain2=[ redstring;redRS ];%cardinalidad = 48

datain3=[ redlisten; redRL ];%cardinalidad = 48

tutor=[ ones(1,24)’;-1*ones(1,24)’];%cardinalidad = 48

%Para varias k del algoritmo de k-vecinos

for k=1:maxnn

for s=1:numiters

%seleccionamos 16 vectores de cada grupo para testear, los otros

%32 se quedan como prototipos del algoritmo.

indicestestlow = RandomIndex( 8,24 );

indicestesthigh = 24 + RandomIndex( 8,24 );

indicestest = [ indicestestlow indicestesthigh ];%cardinalidad = 16;

indicesentrena = complement( indicestest,[1:48] );%cardinalidad = 32

grupotesttutor = tutor(indicestest); %cardinalidad = 16

grupoentrenatutor = tutor(indicesentrena); %cardinalidad = 32

grupotest1= datain1(indicestest,:);%cardinalidad = 16

grupoentrena1 = datain1(indicesentrena,:);%cardinalidad = 32

grupotest2= datain2(indicestest,:);%cardinalidad = 16

grupoentrena2 = datain2(indicesentrena,:);%cardinalidad = 32

grupotest3= datain3(indicestest,:);%cardinalidad = 16

grupoentrena3 = datain3(indicesentrena,:);%cardinalidad = 32

%Calculamos las 16 salidas para las 16 muestras tipo query o test.

for j=1:16

c1(j)= knn2( grupoentrena1,grupoentrenatutor,k,grupotest1(j,:),voting );%vibes-rest

c2(j)= knn2( grupoentrena2,grupoentrenatutor,k,grupotest2(j,:),voting );%string-rest

c3(j)= knn2( grupoentrena3,grupoentrenatutor,k,grupotest3(j,:),voting );%listen-rest

end

%comparamos las 16 salidas de cada grupo con sus tutores.

clasic1iter(k) = sum( (c1’ .* grupotesttutor) == 1 )/16;
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clasic2iter(k) = sum( (c2’ .* grupotesttutor) == 1 )/16;

clasic3iter(k) = sum( (c3’ .* grupotesttutor) == 1 )/16;

clasic1(k) = clasic1(k) + clasic1iter(k)/numiters;

clasic2(k) = clasic2(k) + clasic2iter(k)/numiters;

clasic3(k) = clasic3(k) + clasic3iter(k)/numiters;

end

end

elapsedtime = toc

hold off;

plot( clasic1 );

hold on;

plot( clasic2 );

plot( clasic3 );

endfunction

%calculamos un conjunto de indices aleatorios desde 1 hasta un

%maximo

function indices= RandomIndex( numindices,max )

if( numindices > max )

error("no se puede proporcionar el numero de indices pedido para ...

el maximo especificado");

end

indices = [];

while( size(indices)(2) < numindices )

value = uint16( uniform_rnd(0,1,1) * max + 1 );

if( isempty( find(indices == value) ) )

indices = [indices value];

end

end

endfunction

ComputeAdaline.m

function [clasVResus clasSResus clasLResus clasVPart clasSPart clasLPart ] = ComputeAdaline( datapath )

tic;

%Cargamos los datos

command = ["load " datapath ];

eval( command );

%Quitamos aquellos vectores iniciales cuya respuesta BOLD

%aun no es fija.

redvibes=redvibes([4:14 18:30],:);

redvibes = double(redvibes);

redRV=redRV([4:14 18:30],:);

redRV = double(redRV);

redstring=redstring([4:14 18:30],:);

redstring = double(redstring);

redRS=redRS([4:14 18:30],:);

redRS = double(redRS);

redlisten=redlisten([4:14 18:30],:);
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redlisten = double(redlisten);

redRL=redRL([4:14 18:30],:);

redRL = double(redRL);

%Agrupamos los datos de entrada y generamos el tutor que

%sera igual para todos porque todas las matrices de datos

%las generemos de igual forma.

datain1=[ redvibes;redRV ];%cardinalidad = 48

datain1=datain1 - repmat(mean(datain1),size(datain1)(1),1);

datain2=[ redstring;redRS ];%cardinalidad = 48

datain2=datain2 - repmat(mean(datain2),size(datain2)(1),1);

datain3=[ redlisten; redRL ];%cardinalidad = 48

datain3=datain3 - repmat(mean(datain3),size(datain3)(1),1);

tutor=[ ones(1,24)’;-1*ones(1,24)’];%cardinalidad = 48

%primero calculamos el % de clasificacion mediante resustitucion

[pesos lmserror] = adaline(datain1,tutor,0.015);

datain1test = [ datain1 ones(1,48)’];

clasVResus = sum(sign(pesos * datain1test’)’ .* tutor == 1)/48;

[pesos lmserror] = adaline(datain2,tutor,0.015);

datain2test = [ datain2 ones(1,48)’];

clasSResus = sum(sign(pesos * datain2test’)’ .* tutor == 1)/48;

[pesos lmserror] = adaline(datain3,tutor,0.015);

datain3test = [ datain3 ones(1,48)’];

clasLResus = sum(sign(pesos * datain3test’)’ .* tutor == 1)/48;

%Calculamos el % de clasificacion con particion 2/3 para

%entrenamiento y 1/3 para test.

%seleccionamos 16 vectores de cada grupo para testear, los otros

%32 se quedan como prototipos del algoritmo.

indicestestlow = RandomIndex( 8,24 );

indicestesthigh = 24 + RandomIndex( 8,24 );

indicestest = [ indicestestlow indicestesthigh ];%cardinalidad = 16;

indicesentrena = complement( indicestest,[1:48] );%cardinalidad = 32

grupotesttutor = tutor(indicestest); %cardinalidad = 16

grupoentrenatutor = tutor(indicesentrena); %cardinalidad = 32

grupotest1= datain1(indicestest,:);%cardinalidad = 16

grupoentrena1 = datain1(indicesentrena,:);%cardinalidad = 32

[pesos lmserror] = adaline(grupoentrena1,grupoentrenatutor,0.015);

datain1test = [ grupotest1 ones(1,16)’];

clasVPart = sum(sign(pesos * datain1test’)’ .* grupotesttutor == 1)/16;

grupotest2= datain2(indicestest,:);%cardinalidad = 16

grupoentrena2 = datain2(indicesentrena,:);%cardinalidad = 32

[pesos lmserror] = adaline(grupoentrena2,grupoentrenatutor,0.015);

datain2test = [ grupotest2 ones(1,16)’];

clasSPart = sum(sign(pesos * datain2test’)’ .* grupotesttutor == 1)/16;
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grupotest3= datain3(indicestest,:);%cardinalidad = 16

grupoentrena3 = datain3(indicesentrena,:);%cardinalidad = 32

[pesos lmserror] = adaline(grupoentrena3,grupoentrenatutor,0.015);

datain3test = [ grupotest3 ones(1,16)’];

clasLPart = sum(sign(pesos * datain3test’)’ .* grupotesttutor == 1)/16;

%Calculamos el % de clasificacion para la validacion cruzada.

elapsedtime = toc;

endfunction

%calculamos un conjunto de indices aleatorios desde 1 hasta un

%maximo

function indices= RandomIndex( numindices,max )

if( numindices > max )

error("no se puede proporcionar el numero de indices pedido para ...

el maximo especificado");

end

indices = [];

while( size(indices)(2) < numindices )

value = uint16( uniform_rnd(0,1,1) * max + 1 );

if( isempty( find(indices == value) ) )

indices = [indices value];

end

end

endfunction

Entropy.m

%Calculamos la entropia para el conjunto, solo necesitamos el tutor

%para saber las probabilidades a priori de cada clase

function entropy = Entropy( tutor )

entropy = 0;

numsamples = size(tutor)(1);

if( isempty(tutor) )

return;

end

values = create_set( tutor );

for i=1:size(values)(2)

pclass = sum( tutor == values(i) )/numsamples;

entropy = entropy + pclass * log(pclass)/log(2);

end

entropy = -entropy;

endfunction

DecisionTree.m
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function ReturnNode = DecisionTree( datain,tutor )

%Inicializamos los valores del nodo.

%muestras iniciales del nodo

node.group = datain;

%grupos candidatos

node.groupy = [];

node.groupn = [];

%tutores iniciales del nodo

node.tutor = tutor;

%numero de variables del conjunto del nodo

node.numvars = size(node.group)(2);

%numero de muestras del conjunto del nodo

node.numsamples = size(node.group)(1);

%variable candidata para hacer la particion

node.var = 0;

%valor candidato de la variable candidata para hacer la particion

node.value = 0;

%particion izquierda a partir de este nodo

node.ynode = [];

%particion derecha a partir de este nodo

node.nnode = [];

%decremento de impureza para este nodo

node.impuritydec = 0;

%entropia inicial del conjunto

node.entropy = Entropy( tutor );

if( node.entropy == 0 )

node.type = ["L"];

node.class = tutor(1);

ReturnNode = node;

return;

else

%Tipo de nodo {L,N}

node.type = ["N"];

end

%Calculamos cual es el mejor hiperrectangulo

%Para todas las variables y todos sus valores

%hacemos los dos conjuntos.

groupn = [];

groupy = [];

for i=1:node.numvars

var_values = node.group(:,i);

for j=1:size(var_values)(2)

indexedy = node.group(:,i) <= var_values(j);

indexedn = not( indexedy );

groupy = node.group( indexedy,: );
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groupn = node.group( indexedn,: );

groupytutor = node.tutor( indexedy );

groupntutor = node.tutor( indexedn );

impuritydec = NodePurityDecrement( node, groupytutor, groupntutor );

if( impuritydec > node.impuritydec )

node.impuritydec = impuritydec;

node.var = i;

node.value = var_values(j);

end

end

end

node.groupy = node.group( node.group(:,node.var) <= node.value ,:);

node.groupytutor = node.tutor( node.group(:,node.var) <= node.value );

node.groupn = node.group( not(node.group(:,node.var) <= node.value),:);

node.groupntutor = node.tutor( not(node.group(:,node.var) <= node.value) );

node.type=["N"];

%splitvar = node.var

%splitvalue = node.value

node.ynode = DecisionTree(node.groupy, node.groupytutor);

node.nnode = DecisionTree(node.groupn, node.groupntutor);

ReturnNode = node;

endfunction

function value = NodePurityDecrement( node, tutory, tutorn )

value = node.entropy - size(tutory)(2)/node.numsamples

* Entropy(tutory) - size(tutorn)(2)/node.numsamples * Entropy(tutorn);

endfunction

QueryDecisionTree.m

%Funcion para recorrer el arbol de decision en busca de la

%clase de q.

function class = QueryDecisionTree( rootnode, q )

node = rootnode;

while( node.type != "L" )

if( q( node.var ) <= node.value )

node = node.ynode;

else

node = node.nnode;

end

end

class = node.class;

endfunction


