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Resumen

En este proyecto final de carrera se describird el proceso realizado para conseguir que
la aplicacidn reacTIVision aproveche las capacidades de la computacidon paralela en GPU
mediante la tecnologia CUDA de NVIDIA. Para ello se realizard un estudio de la tecnologia
CUDA y del funcionamiento de reacTIVision asi como un analisis de los resultados obtenidos.

Resum

En aquest projecte final de carrera es descriura el procés realitzat per tal d’aconseguir
que l'aplicacid reacTIVision aprofiti les capacitats de la computacié paral-lela en GPU
mitjangant la tecnologia CUDA de NVIDIA. Amb aquest objectiu es realitzara un estudi de la
tecnologia CUDA i el funcionament de reacTIVision aixi com un analisi dels resultats obtinguts.

Abstract

This thesis will describe the process involved in which the application reacTIVision
exploit the capabilities of parallel computing on GPU using NVIDIA CUDA technology. This will
involve a study of CUDA technology and the operation of reacTIVision as well as an analysis of
the obtained results.
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1.- Introduccion

Este proyecto aboradara la implementacién de la aplicacién reacTIVision utilizando las
capacidades de la computacion paralela en GPU. En primer lugar, se estudiara la tecnologia de
computacidon paralela en GPU CUDA de NVIDIA y el funcionamiento de la aplicacion
reacTIVision asi como sus antecedentes. Se aplicardn los conocimientos tedricos adquiridos en
una nueva implementacidon de reacTIVision que hard uso de la tecnologia CUDA mediante
GPUs de NVIDIA para posteriormente analizar y comparar los resultados obtenidos respecto a
los resultados que ofrece actualmente reacTIVision.

Tradicionalmente, los programas de ordenador han sido escritos para la computacion
en serie. Para resolver un problema, los algoritmos se construyen e implementan como un
flujo en serie de instrucciones. Estas instrucciones son ejecutadas en una unidad central de
procesamiento (CPU) donde sélo se puede ejecutar una instruccidn a la vez y cuando esta ha
acabado, se ejecuta la siguiente.

En cambio, la computacion paralela usa simultdneamente multiples elementos de
procesamiento para resolver un problema. Esto se consigue dividiendo el problema en partes
independientes para que cada elemento de procesamiento pueda ejecutar su parte del
algoritmo simultdneamente con los otros. Los elementos de procesamientos son diversos y
pueden incluir desde un Unico ordenador con multiples procesadores a varios ordenadores
conectados en red o bien hardware especializado.

1.1.- Contexto

El interés por la computacién paralela aparece a finales de los afios 50, y durante los
afios 60 y 70 se producen avances en este campo gracias a la creacién superordenadores. Estos
superordenadores eran multiprocesadores con memoria compartida (shared memory) y con
multiples procesadores trabajando conjuntamente en los datos compartidos. A mediados de
los aflos 80, se cred un nuevo tipo de computacion paralela cuando el Caltech Concurrent
Computation Project construyé un superordenador para aplicaciones cientificas formado por
64 procesadores Intel 8086/8087. Este sistema mostrd que se podia conseguir un rendimiento
extremo con procesadores dirigidos al mercado de masas. Estos procesadores masivamente
paralelos (MPPs) dominaron la computaciéon. Un ejemplo fue el ASCI Red Supercomputer
(Figura 1) que en 1997 rompid la barrera del trillén de operaciones en coma flotante por
segundo [1]. Desde entonces, los MPPs han continuado creciendo en tamafio y potencia.

A finales de los 80, los clusters aparecieron para competir y eventualmente desplazar
los MPPs para muchas aplicaciones. Un cluster es un tipo de ordenador paralelo construido
por un gran niumero de ordenadores domésticos conectados en red. Hoy en dia, los clusters
son los caballos de batalla de la computacion cientifica y son la arquitectura dominante en los
centros de datos.
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Figura 1 ASCI Red Supercomputer

Actualmente, la computacidn paralela se esta convirtiendo en la corriente principal
basada en procesadores multi-cores. La mayoria de ordenadores de sobremesa y portatiles
estan equipados con procesadores dual-core o quad-core. Los fabricantes de chips han
comenzado a incrementar el rendimiento total de procesamiento afiadiendo mas cores. La
razon es que incrementar el rendimiento mediante el procesamiento paralelo es mucho mas
eficiente energéticamente que aumentar la frecuencia del microprocesador. De esta manera,
la Ley de Moore sigue siendo valida para este nuevo esquema ya que la continua ampliacién de
transistores predicha por esta Ley permitira la transicidn de unos pocos cores a muchos.

El mundo del software ha sido una parte importante en la evolucion de la computacion
paralela. Los programas paralelos han sido mas dificiles de escribir que los secuenciales, ya que
un programa que se divide en multiples tareas concurrentes es mas dificil de escribir debido a
la necesaria sincronizacidén y comunicacion que se debe producir entre esas tareas. A medida
que la computacion paralela se fue desarrollando aparecieron algunos estandares. Para MPPs
y clusters, a mediados de los afios 90, un numero de interfaces de programacién de
aplicaciones convergieron en un solo estandar llamado MPI. Para los ordenadores
multiprocesadores de memoria compartida, ocurrié un proceso similar, dando lugar a dos
estandares pthreads y OpenMP entre mediados y finales de los afios 90. Ademas de estos, una
multitud de modelos de programacion paralela y lenguajes han aparecido a lo largo de los
anos, compitiendo entre ellos. Algunos de estos modelos y lenguajes pueden proporcionar
mejores soluciones al problema de la programacién paralela que los estdndares antes
mencionados, donde todos ellos son modificaciones de lenguajes convencionales y no
paralelos, como por ejemplo C.
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Por otro lado, la unidad de procesamiento grafico (GPU) también ha sufrido una gran
evolucidén. Impulsada por la demanda del mercado de graficos 3D de alta definicion en tiempo
real y cada vez con un realismo mayor, se ha convertido en una unidad de procesamiento
altamente paralela, multi-thread, manycore, con una potencia enorme y un ancho de banda de
memoria muy alto. Esto ha convertido a las GPUs en unidades de procesamiento con una
potencia de computacién increible, muy superior a la de una CPU. Los desarrolladores
empezaron a aprovechar esta potencia de procesamiento utilizdndola en todo tipo de
aplicaciones dando lugar a las arquitecturas de computacién paralela de propdsito general
(GPGPU). Inicialmente las aplicaciones GPGPU se desarrollaron en ensamblador o bien en
algun lenguaje especifico para GPUs como GLSL, Cg o HLSL. Sin embargo, recientemente han
surgido herramientas para facilitar el desarrollo de aplicaciones GPGPU como OpenMP, MPI,
OpenCL, CUDA, Brook+, libspe, VHDL/Verilog o Mitrion-C [2].

Hoy en dia existen multitud de aplicaciones limitadas por la potencia de la CPU que
podrian aprovechar la potencia de la computacidon paralela en GPU. reacTIVision, una
aplicaciéon que es capaz de detectar unas figuras llamadas fiducials y dedos en las imagenes
gue capta una camara, es un claro ejemplo.

Ahora que los procesadores multi-core y que las GPUs manycore llevan la computacién
paralela a todos los consumidores, el reto clave estd en la transicidn de los desarrolladores y la
industria del software hacia la computacion paralela.

1.2.- Motivacion

Debido a los limites fisicos y energéticos que no permiten que los procesadores sigan
creciendo en numero de transistores, la solucion adoptada es incluir cada vez mas cores, tanto
en CPU como en GPU. Esto es un claro indicador de que el futuro va encaminado hacia la
computacion paralela.

Ademas, hoy en dia las GPUs ofrecen una capacidad de computacién muy superior a la
de cualquier CPU convencional. La tecnologia CUDA de NVIDIA ha irrumpido con fuerza y cada
vez mas desarrolladores y empresas estan aprovechando en sus aplicaciones los beneficios que
ofrece la computacidon paralela en GPU [3]. Un desarrollador que sepa aprovechar las
capacidades que ofrece la computacion paralela en GPU puede obtener aumentos de
rendimiento realmente increibles en sus aplicaciones. Algunos ejemplos serian las famosas
suites Photoshop y Premiere de Adobe que a partir de su versién CS4 permiten la aceleracidn
por CUDA aumentado de manera considerable la velocidad de ejecuciéon en algunas de las
tareas que realizan [4] o bien el codificador de video Badaboom que gracias a la aceleracién
por GPU es capaz de codificar videos en mucho menos tiempo del que se necesita en una CPU

[5].

reacTIVision es una aplicacion utilizada en multitud de proyectos, el mas conocido y
por la cual fue desarrollada es Reactable [6]. Ademas, reacTIVision no es una aplicacion
desconocida para mi ya que desarrollé, junto a lvan Hernandez Gutiérrez y Miguel Ferreiro
Novoa, un juego musical tangible para Reactable, llamado Punk-o-Table, que hace uso de
reacTIVision [7].
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Intentar que reacTIVision se beneficie de las posibilidades que ofrece la computacion
paralela utilizando la tecnologia CUDA supone todo un reto y una oportunidad Unica de
aprender una tecnologia de futuro que permite y permitird a los desarrolladores conseguir
grandes aumentos de rendimiento en sus aplicaciones.

1.3.- Objetivos y contribucion

El objetivo del proyecto es mejorar el rendimiento de la aplicacion reacTIVision
haciendo uso de la computacidon paralela en GPU con la tecnologia CUDA de NVIDIA. Para
poder alcanzar este objetivo serd necesario estudiar la tecnologia CUDA vy el funcionamiento
de reacTIVision, localizando asi que partes de la aplicacion se pueden ejecutar en la GPU y
como realizar esta implementacién para obtener el maximo rendimiento posible. Gracias a la
potencia de la computacidn paralela en GPU también se estudiara la posibilidad de substituir
alguno de los algoritmos presentes en reacTIVision por otros que ofrezcan una mayor calidad
pero que no son utilizados actualmente por el tiempo de célculo que requieren en CPU.

La contribucién de este proyecto sera:

e Demostrar la potencia de la computacidn paralela en GPU con la tecnologia CUDA de
NVIDIA en GPUs destinadas al mercado de masas.

¢ Un ejemplo practico de cdmo abordar la conversidon de una aplicacion desarrollada
inicialmente para CPU en una aplicacién que haga uso de la GPU para realizar una
parte o el total de los calculos que requiere, viendo los problemas y posibles
soluciones que pueden surgir en el proceso.

e Mejorar la version actual de reacTIVision amplidandola para que haga uso de la GPU
consiguiendo de este modo que deje de estar limitada por la CPU.

1.4..- Estructura del documento

El documento esta organizado en los siguientes capitulos:

e El capitulo 1 es una introduccién a la computacién paralela en CPU y GPU vy al proyecto
final de carrera.

e El capitulo 2 explica qué es y como se puede utilizar y optimizar la tecnologia CUDA de
NVIDIA.

e El capitulo 3 explica qué es y cdmo funciona reacTIVision y en qué antecedentes se
basa.

e El capitulo 4 muestra qué partes del cédigo de reacTIVision se tienen que paralelizar
para obtener un mejor rendimiento y qué herramientas se han utilizado para el
desarrollo del proyecto.

e El capitulo 5 explica el proceso para que reacTlVision ejecute su algoritmo de
thresholding en GPU mediante CUDA vy se analizan los resultados obtenidos.

e El capitulo 6 muestra los intentos para paralelizar los algoritmos de segmentacién y
busqueda de fiducials y dedos de reacTIVision mediante CUDA y todos los problemas
encontrados en este proceso.

e El capitulo 7 explica la compatibilidad de la nueva implementacién de reacTIVision con
la plataforma Reactable.
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El capitulo 8 explica las conclusiones extraidas del desarrollo del proyecto y las vias de
investigacion que este ha dejado abiertas, asi como el posible trabajo futuro que se
podria realizar sobre él.

El capitulo 9 contiene una breve explicacidn de una seleccidon de términos que se
encuentran a lo largo del proyecto.

El capitulo 10 es el indice de las figuras y tablas que se encuentran a lo largo del
proyecto.

El capitulo 11 muestra las referencias consultadas en la realizacidn de este proyecto.

El anexo A contiene un listado de las GPUs de NVIDIA compatibles con CUDA y alguna
de sus caracteristicas basicas.

El anexo B contiene una explicacién de cémo ejecutar y modificar el proyecto de
reacTIVsion en CUDA en Windows.

15



reacTIVision en CUDA: Aprovechando las capacidades de la computacion paralela en GPU

16



Daniel Garcia Rodriguez - Junio 2010

Parte I: Estado del arte y descripcion
de las tecnologias utilizadas
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2.- CUDA

A lo largo de este capitulo se explicard en qué consiste la tecnologia CUDA de NVIDIA y
el modelo de programacién que utiliza. Ademas, se vera la interfaz de programaciéon CUDA C
gue permite programar para la arquitectura CUDA y posibles optimizaciones que se pueden
realizar para mejorar el rendimiento.

Gran parte de la informacién que se podra encontrar a lo largo de este punto ha sido
extraida de los documentos oficiales de NVIDIA, NVIDIA CUDA Programming Guide [8] y
NVIDIA CUDA Best Practices Guide [9]. Si se desea ampliar informacion es recomendable
dirigirse a ellos.

2.1.- Introduccion

2.1.1.- Del procesamiento grafico a la arquitectura de

computacion paralela de propdsito general

Las GPUs han sufrido una gran evolucion impulsada por la demanda del mercado de
graficos 3D de alta definicién en tiempo real y cada vez con un realismo mayor convirtiéndose
en una unidad de procesamiento altamente paralela, multi-thread, manycore, con una
potencia enorme (Figura 2) y un ancho de banda de memoria muy alto (Figura 3).

Theoretical
GFLOP/s
1500

HVIDIA GPU Single Precision
1250 w—NYIDIA GPU Double Precision
=w=—|ntel CPU Single Precision
et it CPU Double Precision

1000
750
Tesla C2050
500
250 Westmere
rT esla C 1060
0 Harpertown -

Pentigm 4
Sep-01 Jan03 Jun-04 Oct-05 Mar-07 Jul-08 Dec-09

Figura 2 Operaciones por segundo en coma flotante para CPU y GPU
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Theoretical GB/s
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Figura 3 Ancho de banda de la memoria en CPU y GPU

En los dos graficos se puede observar la gran evolucién que han sufrido las GPUs tanto

en potencia como en acho de banda de la memoria en comparacién con la evolucién sufrida

por las CPUs en esos mismos aspectos.

El motivo de esta gran diferencia entre CPU y GPU es que la GPU esta especializada en

computacidn intensiva altamente paralela, que es exactamente lo necesario para renderizar

graficos. Por lo tanto,

la GPU esta disefiada para tener mas transistores dedicados al

procesamiento de datos, en lugar de memoria para el cacheo de datos y el control de flujo

como la CPU (Figura 4).

ALU
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CPU

Figura 4 La GPU dedica muchos mas transistores que la CPU al procesamiento de datos
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Cualquier algoritmo que es implementable en una CPU lo es también en una GPU ya
qgue ambas siguen el modelo de Von Neumann/Turing, pero estas implementaciones no seran
igual de eficientes en las dos arquitecturas. La GPU es perfecta para problemas que pueden
expresarse como computacion paralela de datos, donde el mismo programa es ejecutado en
paralelo sobre muchos elementos con una intensidad aritmética alta. Gracias a que el
programa se ejecuta para cada elemento, no se requiere un control de flujo sofisticado y la
latencia del acceso a memoria puede ser escondida con calculos en lugar de usar una gran
cache de datos como en una CPU.

El procesamiento de datos en paralelo mapea elementos a hilos de procesamiento
paralelos. Muchas aplicaciones que procesan grandes conjuntos de datos pueden usar este
modelo de programacién para acelerar sus calculos. En el render 3D, un conjunto grande de
pixeles y vértices se mapean a hilos paralelos. De la misma manera, aplicaciones de
procesamiento de imagen y video como el post-procesado de imagenes renderizadas,
codificacion y decodificacién de video, escalado de imagen o reconocimiento de patrones
procesan grandes conjuntos de datos y pueden usar este mismo modelo. Pero también existen
otro tipo de aplicaciones fuera del campo del procesamiento y renderizado de imagen como
puede ser el procesamiento de la sefial, la simulacidn fisica, la computacién financiera o la
computacion bioldgica que pueden también beneficiarse de este mismo modelo.

2.1.2.- Arquitectura de Computacion Paralela de Propdsito
General (GPGPU)

CUDA (Compute Unified Device Architecture) es una arquitectura de computacion
paralela de propdsito general desarrollada por NVIDIA y presentada en noviembre del afo
2006. Esta arquitectura presenta un nuevo modelo de programacion paralela y un set de
instrucciones que aprovecha el motor de calculo paralelo de las GPUs NVIDIA para poder
resolver muchos problemas de cdlculos complejos de una manera mucho mas eficiente que en
una CPU.

CUDA va acompafiada con un entorno de software que permite a los desarrolladores
usar C como lenguaje de programacion de alto nivel, pero también es capaz de soportar de
manera oficial otros lenguajes como FORTRAN, OpenCL o DirectCompute (Figura 5). Gracias al
trabajo de terceras personas también es posible utilizar CUDA en lenguajes como Java, Python
o Matlab.
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GPU Computing Applications

c OpenCL" DirectCompute FORTRAN
witty CLCWA, extensions

NVIDIA GPU
with the CUDA Parallel Computing Architecture

Figura 5 CUDA esta disefiado para soportar varios lenguajes o interfaces de programacion

2.1.3.- Un modelo de programacion escalable

La llegada de las CPU multi-core y las GPU manycore tiene como consecuencia que los
chips usados por la mayoria de personas son, actualmente, sistemas paralelos. Ademas, tal y
como ya se ha indicado anteriormente, su paralelismo continla escalando con la Ley de
Moore. El reto consiste en desarrollar una aplicacion que transparentemente escale su
paralelismo para aprovechar el creciente nimero de cores, de igual manera que las
aplicaciones gréficas 3D, de forma transparente, escalan su paralelismo con las GPU manycore
con una amplia variedad de cores.

El modelo de programacién de CUDA estd disefiado para solventar este reto
manteniendo una linea de aprendizaje baja para programadores familiarizados con lenguajes
de programacién estandares como C.

Son tres las abstracciones clave que se presentan al programador como un conjunto
minimo de extensiones del lenguaje:

e Jerarquia de grupos de threads.
¢ Memoria compartida (Shared Memory).
¢ Sincronizacidn de barrera.

Estas abstracciones orientan al programador a dividir el problema en subproblemas
secundarios que pueden ser resueltos en paralelo de forma independiente por distintos
bloques de threads, y cada sub-problema en piezas mas pequefias que pueden ser resueltas
cooperativamente en paralelo por todos los threads que hay dentro de un bloque.

Esta descomposicidon permite a los threads cooperar para resolver cada subproblema,
y al mismo tiempo permite escalabilidad automatica. De hecho, cada bloque de threads se
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puede ejecutar en cualquiera de los cores disponibles por la GPU, en cualquier orden,
concurrente o secuencialmente, de modo que un programa compilado en CUDA se puede
ejecutar en cualquier nimero de cores y sélo el sistema de ejecucidn necesita saber el nimero
de procesadores fisicos (Figura 6).

Este modelo de programacion permite la escalabilidad automatica con sélo aumentar
el numero de cores de la GPU.

" Multithreaded CUDA Program

L

b 4 v
GPU with 2 Cores GPU with 4 Cores

Core0 Corel Core0 Corel

Core2  Core3
oo [Hodkdl | [meekol [moacs] [meckz [moats)
Hocks sk

W | -

Figura 6 Escalabilidad automatica dependiente del nimero de cores de la GPU

2.2.- Modelo de programacion

El modelo de programacién de CUDA se basa en dos entornos de ejecucidn distintos,
pero conectados entre ellos:

e Host: es el entorno dénde se ejecuta el cdédigo de la CPU y es el encargado de realizar
las invocaciones a las funciones que se ejecutaran en la GPU, llamadas kernels.

¢ Device: es el entorno dénde se ejecuta el cddigo de la GPU que se ejecutara de forma
paralela

Una situacion tipica es aquella en la que el host reserva memoria en el device e
inicializa las variables que este necesita, lanza el kernel que serad ejecutado en el device
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realizando este los calculos, y el host, una vez el device ha finalizado la ejecucion del kernel,
recoge estos datos para usarlos como se requiera.

2.2.1.- Kernels

CUDA C extiende el lenguaje de programacion C permitiendo a los programadores
definir funciones de C, llamadas kernels. Estas funciones, cuando son invocadas, se ejecutan N
veces en paralelo por N diferentes CUDA threads, en contraposicion a la Unica vez que seria
ejecutada en una funcion C regular.

Un kernel se define usando la declaracion __global__ que permite que la funcién sea
llamada desde el host pero solo se pueda ejecutar desde el device. El numero de threads que
ejecuta el kernel se define en la llamada a la funcién usando la sintaxis <<<numero de bloques,
numero de threads, tamafo de la shared memory en bytes (opcional), stream ID
(opcional)>>>. Cada thread que ejecuta el kernel tiene asociada una identidad Unica que es
accesible dentro del kernel a través de la variable threadldx incorporada. Un kernel a su vez,
puede llamar a otras funciones si son declaradas mediante la declaracion __device__ y sdlo
pueden ser llamadas desde la GPU.

2.2.2.- Jerarquia de threads

CUDA ejecuta en paralelo una gran cantidad de threads, por lo tanto es importante
poder identificarlos. Por esta razén, CUDA provee de una serie de variables para poder
identificar estos threads y los bloques que los contienen (Figura 8).

La variable threadldx es un vector de tres componentes que permite identificar un
thread usando un indice de una, dos o tres dimensiones que forma un bloque de threads de
una, dos o tres dimensiones. Esto permite tener una manera sencilla de identificar elementos
en diferentes dominios como puede ser un vector, una matriz o un volumen.

Todos los threads de un mismo bloque residen en el mismo core por lo que tienen que
compartir la memoria y esta es limitada. Por este motivo, existe un limite en el nimero de
threads que puede contener un bloque. En las GPUs actuales los bloques pueden contener
hasta un maximo de 512 threads.

Los kernels se ejecutan en multiples bloques con el mismo niumero de threads, por lo
que el nimero total de threads es el nimero de threads por bloque por el nimero de bloques.

Los bloques se organizan en rejillas de bloques de threads de una o dos dimensiones
(Figura 7). Estos se identifican con la variable de una o dos dimensiones blockldx. La dimensidn
del bloque de threads es accesible desde el kernel mediante la variable blockDim.
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Figura 7 Jerarquia de threads en CUDA

/I Device
/I Definicién del kernel
__global__ void sumaMatrices (float A N[ N], float B[N]J[ N], float
?[N][ NI)
int i = blockldx .x* blockDim .x + threadldx .x;
int j = blockldx .y* blockDim .y + threadldx .y;
if (i< N&& j < N
Aillil= Ailljl+ BIIJE
}
/I Host
int  main ()
{

/I Invocacién del kernel

dim3 threadsCadaBloque (16, 16);

dim3 numeroBloques (N/ threadsCadaBloque .x, N/
threadsCadaBloque .Yy);

sumaMatrices <<<numeroBloques , threadsCadaBloque >>>( A, B, O);
}

Figura 8 Ejemplo de llamada a un kernel desde el host y como identificar el niimero de thread
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Los threads de un bloque pueden cooperar compartiendo informacién a través de la
shared memory y sincronizando su ejecucidn para coordinar el acceso a memoria. Dentro del
kernel se puede especificar puntos de sincronizacién con la funcién __syncthreads() que actta
como una barrera para todos los threads de un bloque, de modo que hasta que todos los
threads no han llegado no pueden continuar su ejecucion.

2.2.3.- Jerarquia de memoria
Los threads de CUDA pueden acceder a distintos espacios de memoria durante su
ejecucioén (Figura 9):

e Cada thread tiene acceso a una memoria local privada. El tiempo de vida de esta
memoria es el mismo que el del thread.

e Cada bloque de threads tiene una shared memory accesible por todos los threads
dentro del mismo bloque. Esta memoria esta limitada a 16 KB por bloque y su tiempo
de vida es el mismo que el del bloque.

e Todos los threads de todos los bloques tienen acceso a la global memory y a dos tipos
de memoria de sdlo lectura, la constant memory y la texture memory. Estos tres tipos
de memoria son persistentes entre ejecuciones de kernels de la misma aplicacion.
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Thread
o . Per-thread local
B a2 memory
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Grid 1
Global memory
Block (0, 0) Block (1, 0)
Block {0, 1) Block (1, 1)
————
Block {0, 2) Block (1, 2)

Figura 9 Jerarquia de memoria en CUDA

2.2.4.- Programacion Heterogenia
El modelo de programacién CUDA asume que los threads de CUDA se ejecutaran en un
device separado fisicamente que operard como coprocesador del host que esta ejecutando el

programa. Este es el caso en el que los kernels se ejecutan en la GPU y el resto del programa se
ejecuta en la CPU (Figura 10).

En el codigo perteneciente al host se puede usar C++ ya que es totalmente compatible.

En cambio, en el cédigo del device sélo son soportadas algunas caracteristicas de C++. Estas
son:
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*  Polimorfismo

e Parametros por defecto

e Sobrecarga de operadores

* Namespaces

¢ Templates de funciones

e (Clases para dispositivos de compute capability 2.0

El modelo de programacidon también asume que tanto el host como el device
mantienen su propio espacio de memoria DRAM, refiriéndose a ellos como host memory y
device memory. Por este motivo, un programa CUDA administra la global, constant y texture
memory a través de llamadas al runtime de CUDA. Esto incluye la reserva y liberacién de
memoria asi como la transferencia de datos entre la host memory y la device memory.

C Program

Sequential

Execution
Seriml code Host ;
Paralliel kernel Deviea
Eernell<gg»>> (] Grid 0

Block (0,0} Block(1,0) Block (2, 0)

Block tD, 1.} H.i:l-r_'lt {.i.;.l} . B]-m:'.k [:‘.,, i]l

Barial sode Hm
Device
Parallel kernal
Eernallagos>x(] i 1
Block (0, 0} Block (1, O)
Block (0, 1) Block (1,1}
Block(0,2) | Back(l, )

Figura 10 Programacion heterogenia con CPU y GPU
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2.2.5.- Compute Capability

La compute capability esta definida por un nimero de revision mayor y un nimero de
revision menor donde cada numero nos indica una serie de caracteristicas. Cada GPU de
NVIDIA tiene un compute capability y es importante saber para qué versidn se estd
programando ya que hay caracteristicas que varian de una versién a otra. Por ejemplo, acceder
de manera 6ptima a la global memory en un device con compute capability 1.0 es mas
complicado que con uno de compute capability 1.3 ya que los requisitos son mas estrictos.

El nimero de revision mayor indica a que arquitectura pertenece el dispositivo:

e 1 paratodas las arquitecturas de NVIDIA compatibles con CUDA.
e 2 paralanueva arquitectura FERMI.

El nimero de revision menor indica diferentes mejoras incrementales que se han
producido a los cores o nuevas caracteristicas que se han ido afiadiendo dentro de una misma
arquitectura.

Se pueden encontrar dispositivos de compute capability 1.0, 1.1, 1.2, 1.3 y 2.0 (Figura
11y Figura 12).

Compute Capability

Feature Support 1.0 1.1 1.2 1.3 2.0

{Unlisted features are supported
for all compute capabilities)

Integer atomic funchions operating on
32-bit wards in global memory Mo WES
(Section B.11)

Integer atomic functions operating an
64-bit words in-global memaory
(Section B.11)

1"

Integer atomic functions operating on No Ye
32-bit words in shared memary
(Section B.11)

Warp vote functions (Section B.12)

Double-precision floating-point No
numbers i

Floating-point atomic addition
aoperating on 32-bit wards in global
and shared memary (Section B.11)

__ballot(} (Section B.12)

_ threadfence_system{) (Section B.5)

__syncthreads oount(),
__=yncthreads_and(},
__syncthreads or{ ) (Section B.a)

Figura 11 Caracteristicas y especificaciones técnicas de las distintas compute capability (1)
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Compute Capability

Technical Specifications 1.0 1.1 1.2 1.3 2.0

Maximum x- or y-dimension of a grid 65535
of thread blocks

Maximum number of threads per 512 1024
block

Maximum x- or y-dimension of a 512 1024
block

Maximum z-dimension of a block 64

Warp size 3z

Maximum number of resident blocks 8
per multiprocessor

Maximum number of resident warps 24 32 48
per multiprocessor

Maximum number of resident threads 768 1024 1536
per multiprocessor
Number of 32-bit registers per B K 16 K 32K
muitiprocessaor

Maximum amount of shared memory

per multiprocessor 16 KB 48 KB

Number of shared memory banks 16 32

Amount of lecal memary per thread 16 KB 512 KB

Constant memary size 84 KB

Cache working set per multiprocessor

B KB
for constant memaory

Cache working set per multiprocessor

for Bidians Hiaracy Device dependent, between &6 KB and B KB

Maximum width for a 1D texture or
surface eference bound to a CUDA B1g2 3276R
array

Maximum width for a 1D texture i7
reference bound to linear memaory

Maximum width and height fora 2D
texture refarence bound to linear

memary or for a 2D texture ar 65536 x 32768 EESESSEX
surface reference bound toa CUDA

array

Maximum width, height, and depth 40596 x
for a 3D texture reference bound to 2048 x 2048 x 2048 456 x
linear memaory or a CUDA array 4055

Maximum number of textures that

@n be bound to a kernel 128
Maximum number of surfaces that 8
mn be bound to a kernel

Maximum number of instructions per 3 millian

kernel

Figura 12 Caracteristicas y especificaciones técnicas de las distintas compute capability (2)
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2.3.- Hardware

La arquitectura de CUDA estd construida alrededor de un array escalable de
multithreated Streaming Multiprocessors (SMs). Cada Stream Multiprocessor esta formado por
8 CUDA Cores, que son procesadores escalares, y una shared memory (Figura 13).

Cuando una aplicacidn invoca a un kernel de CUDA, los bloques de threads son
enumerados y distribuidos a los diferentes stream multiprocessors disponibles. Los threads del
bloque de threads se ejecutan concurrentemente en un stream multiprocessor y multiples
bloques de threads se pueden ejecutar concurrentemente en un stream multiprocessor.
Cuando un bloque de threads termina su ejecucidn, nuevos bloques de threads se lanzan en el
stream multiprocessor que ha quedado libre. De esta forma, sélo con ampliar el nimero de
streams multiprocessors la velocidad de ejecucion de una aplicacion CUDA aumentar3, ya que
podran ejecutarse mds bloques de threads a la vez.

Un stream multiprocessor estd disefiado para ejecutar cientos de threads
concurrentemente. Para manejar esta gran cantidad de threads, utiliza una arquitectura
llamada Single-Instruction, Multiple-Thread (SIMT).

(TPC 0 ) (TPC 9 ) . sM SM SM
| | | SP) (SP) (SP) (SP) (SP) (SP
SM SM SM ‘HM SM sM | SP) (SP) (SP) (SP) (SP) (SP
2 | - A SP) (SP) (SP) (SP) (SP) (SP
| Tex umits | Fex wmits 1 :
(LI rex cache | LLI tex cache ) SP) (SP SP) (SP)I(SP) (SP)
Shared Shared Shared
. Interconnect network Memory  memory = memory |
L2 tex cache L2 tex cache | Texunit 0+ + + Tex unit 7 |
Memory .+ « [ Memory |

controller 0 controller 7 . L1 texture cache

Figura 13 Arquitectura GT200 de una GPU NVIDIA. TCP (Texture Processing Cluster), SM (Streaming
Multiprocessor), Text unit (Texture Unit), Tex cache (Texture cache) y SP (CUDA Core)

2.3.1.- Arquitectura SIMT

El multiprocesador crea, maneja, pone en cola y ejecuta los threads en grupos de 32
threads paralelos llamados warps. Todos los threads que componen un warp empiezan en la
misma direccion del programa, pero tienen libertad para ramificarse y ejecutarse
independientemente.

Cuando un multiprocesador recibe uno o mas bloques de threads para ejecutar lo
divide en warps que son puestos en cola por el warp scheduler para su ejecucion. La manera
en que ocurre esta division es siempre la misma, cada warp contiene threads con
identificaciones consecutivas, donde el primer warp contiene el thread con identificacién 0.
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Un warp ejecuta una instruccion comin a la vez, por lo tanto se conseguira
rendimiento maximo cuando los 32 threads de un warp mantengan el mismo camino de
ejecucion y no haya threads que cojan caminos distintos ya que entonces la ejecucion del warp
se serializaria.

Es importante tener en cuenta dos casos especiales sobre la ejecucion de instrucciones
de un warp:

e Cuando un warp ejecuta una instruccién no-atdmica que escribe en un misma posicién
de memoria de la global memory o de la shared memory para mas de uno de los
threads del warp, el nimero de escrituras serializadas en esa posicién varia
dependiendo de la compute capability del device y no se sabe que thread ha realizado
la ultima escritura.

e Cuando un warp ejecuta una instruccién atémica de lectura, modificacién o escritura
en una misma posicion de memoria de la global memory para mds de uno de los
threads del warp, cada lectura, modificacion o escritura a esa posicion se serializa y se
ejecutan todas en un orden indefinido.

Instruction
Unit

Figura 14 Un conjunto de multiprocesadores SIMT con shared memory en el mismo chip
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2.4.- Interfaz de programacion: CUDA C

2.4.1.- Tipos de memoria

Como se ha explicado en el capitulo 2.2.3, un device tiene diversos tipos de memoria,
cada una con sus ventajas y sus inconvenientes (Figura 15). Es importante escoger la memoria
adecuada y acceder de forma dptima a ella ya que es uno de los factores que mas influyen en
el rendimiento de la ejecucidon de CUDA. En la siguiente tabla se puede ver un resumen de las
caracteristicas de las distintas memorias:

Memory Location Cached Access Scope Lifetime
on/oft chip

Repister Oin n/fa R/w | thread Thread

Local Off t B/W [ thread Thread

Shared On n/a RB/w All chreads in block | Block

Global Off W R/W All threads ~host | Host allocadon
Consmnt Off Yes R All threads + host | Hostallogadon
Texture Off Yes R All threads + hiost Hosr allocadon

+ Cached anly an devices of campute capability 2.0

Figura 15 Los diferentes tipos de device memory y sus caracteristicas

A continuacidn se explicara un poco mas a fondo cada tipo de memoria.

2.4.1.1.- Device Memory (Global Memory)

El modelo de programacion de CUDA asume que el sistema esta compuesto por un
host y un device, cada uno con su propia memoria. Los kernels solamente pueden operar fuera
de la device memory, de modo que el runtime de CUDA proporciona funciones para asignar,
liberar y copiar device memory de la GPU, asi como funciones para transferir datos entre la
host memory y la device memory.

La global memory puede ser asignada como memoria lineal o como CUDA Arrays. Los
CUDA Arrays son disposiciones opacas de memoria optimizadas para la lectura de texturas. Se
hablard mas extensamente de los CUDA Arrays en el capitulo Texture Memory (2.4.1.3).

La memoria lineal existe en forma de direcciones de 32 bits para devices de compute
capability 1.x y 40 bits para devices de compute capability 2.0.

La memoria lineal se asigna, libera y copia dependiendo de la dimensién de los arrays
que se quieran usar:

e Para arrays de una dimension:
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0 cudaMalloc() para asignar memoria.
0 cudaMemcpy() para copiar datos entre la host memory y la device memory.
0 cudaFree() para liberar la memoria.
e Para arrays de dos dimensiones:
0 cudaMallocPitch() para asignar memoria.
0 cudaMemcpy2D() para copiar datos entre la host memory y la device memory.
0 cudaFree() para liberar la memoria.
e Para arrays de tres dimensiones:
0 cudaMalloc3D() para asignar memoria.
0 cudaMemcpy3D() para copiar datos entre la host memory y la device memory.
0 cudaFree() para liberar la memoria.

2.4.1.2.- Shared Memory

La shared memory es mucho mas rapida que la global memory. Esto es debido a que es
una memoria de baja latencia situada dentro de cada core (como una cache L1). Cualquier
oportunidad de remplazar global memory por shared memory debe ser aprovechada, ya que
proporcionara un gran aumento de rendimiento. Es importante recordar que cada bloque de
threads tiene su propia shared memory con un tamafio méaximo de 16 KB y su tiempo de vida
es el mismo que el del bloque.

Este tipo de memoria sélo puede ser asignada dentro de un kernel mediante el
calificador __shared__. El compilador espera que la shared memory que se asigne sea de
tamafio constante. Si se necesita asignar shared memory dindmicamente se debe indicar en el
tercer parametro de la llamada a un kernel el tamafio de la shared memory en bytes y definirla
con el calificador extern __shared__ (Figura 16).

#define  SIZE 1024
/I Definicién de los kernels
__global__ void kernelConSharedMemoryConstante 0
{
__shared__ float A[ SIZE];
}
__global__ void kernelConSharedMemoryDinamica 0
{
extern _ shared__  float A[];
}
int  main ()
/I Invocacién de los kernels
kernelConSharedMemoryConstante <<<N, N>>>();
kernelConSharedMemoryDinamica <<<N, N, SIZE_SM>>>();
}

Figura 16 Ejemplo de kernels con shared memory estatica y dindmica
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2.4.1.3.- Texture Memory

CUDA soporta una parte del hardware que utiliza la GPU para los gréficos para acceder
a la texture memory. Leer datos de la texture memory en vez de la global memory puede
ofrecer un gran beneficio en rendimiento ya que la texture memory tiene una memoria cache
llamada texture cache.

La texture memory sdélo se puede leer en los kernels usando unas funciones llamadas
texture fetches. Este proceso se llama texture fetching. El primer pardmetro que recibe la
funcién para realizar texture fetching es un objeto llamado texture reference y este define que
parte de la texture memory serd leida. Esta asociacion de la texture reference con una parte de
la memoria, llamada textura, debe realizarse en el host mediante funciones del runtime de
CUDA antes de que la textura se pueda utilizar en un kernel. Varias texture references se
pueden asociar a la misma textura o texturas que se superponen en la memoria.

Los elementos del array (la textura) reciben el nombre de texels (texture elements).

Una texture reference tiene una serie de atributos que se deben declarar en tiempo de
compilacién, por eso soélo puede ser declarada como una variable global estatica. Los atributos
son (Figura 17):

/I Definicién de una texture reference
texture <Tipo , Dim, ModoLectura > textureReference ;

Figura 17 Ejemplo de declaracién de una texture reference

* Tipo: especifica el tipo de dato de la textura.
¢ Dim: especifica el modo de direccionamiento de la textura. Este puede ser de una
dimensidn, usando una Unica coordenada de textura; de dos dimensiones, usando dos
coordenadas de textura; o de tres dimensiones usando tres coordenadas de textura. Es
un atributo opcional y el modo por defecto es de una dimensién.
¢ Modolectura: especifica el modo de lectura de la textura. Es un atributo opcional y
puede ser de dos tipos:
0 cudaReadModeNormalizedFloat: si el tipo de dato es unsigned convierte la
textura al rango [0.0, 1.0] y en caso de ser signed la convierte al rango [-1.0,
1.0].
0 cudaReadModeElementType: No realiza ningun tipo de conversién. Este es el
modo por defecto si no se especifica lo contrario.

El resto de atributos que tiene una texture reference pueden variar en tiempo de
ejecucién y son los siguientes:

¢ normalized: las coordenadas de textura estan o no estan normalizadas.
e addressMode: el modo en que las texturas de coordenadas fuera de rango son
tratadas:
0 cudaAddressModeClamp: las coordenadas de textura que sean menores que
0 son 0y las que sean mayores o iguales que N son N — 1. Este es el modo por
defecto.
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0 cudaAddressModeWarp: las coordenadas textura son trasladadas al rango [O,
1]. Sélo estd disponible para coordenadas de textura normalizadas.

e filterMode: qué tipo de filtrado de textura se realiza, es decir, cémo se retorna el valor
dada una coordenada de textura:

0 cudaFilterModePoint: retorna el valor del texel mas cercano a la textura de
coordenada dada.

0 cudaFilterModelinear: retorna la interpolacién lineal de los dos (para una
textura de una dimensidn), cuatro (para una textura de dos dimensiones), u
ocho (para una textura de tres dimensiones) texels mds cercanos a la textura
de coordenada dada. Esto modo sélo es vélido para tipos de dato float.

¢ channelDesc: el tipo de dato que sera devuelto cuando se acceda a la textura.

Una textura puede ser cualquier regioén lineal de memoria o un CUDA Array (Figura
18). Los CUDA Arrays son disposiciones opacas de memoria optimizadas para texture fetching.
Pueden ser de una, dos o tres dimensiones y estar compuestos por elementos de uno, dos o
cuatro componentes signed o unsigned de 8, 16 o 32 bits en el caso de integers y 16 o 32 bits
en caso de floats. Los CUDA Arrays sélo se pueden leer dentro de un kernel a través de texture
fetching.

Antes de que el kernel pueda usar una texture reference para leer de la texture
memory esta debe ser asociada a una textura usando cudaBindTexture() si es memoria lineal o
cudaBindTextureToArray() si es un CUDA Array. Para eliminar esta asociacién, se usa
cudaUnbindTexture().
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/I Declaramos la texture reference
texture <unsigned char ,2, cudaReadModeElementType > texReference ;

texReference . normalized = false ;

texReference . adressMode [0] = cudaAddressModeClamp ;

texReference . adressMode [1] = cudaAddressModeClamp ;

texReference . filterMode = cudaFilterModePoint ;
cudaChannelFormatDesc channelDesc = cudaCreateChannelDesc <unsigned
char >();

/I 'h_data es un vector de unsigned char en memoria del host

/I Ejemplo de textura 2D en memoria lineal
unsigned char * d_source_linear_memory ;

size t d_pitchBytes ;

cudaMallocPitch  (( void **)& d_source_linear_memory , & d_pitchBytes
width * sizeof (unsigned char ), height );

cudaMemcpy2D( d_source_linear_memory , d_pitchBytes , h_data , width *
sizeof (unsigned char ), width * sizeof (unsigned char ), height ,
cudaMemcpyHostToDevice );

cudaBindTexture2D (0, texReference , d_source_linear_memory ,
&channelDesc , width , height , d_pitchBytes );

/I Ejemplo de textura 2D en CUDA Array
cudaArray * d_source_cuda_array @ ;

cudaMallocArray  (( void **)& d_source cuda_array , & channelDesc , width |,
height );

cudaMemcpyToArray (d_source_cuda_array , 0,0, h_data , width * height
* gsizeof (unsigned char ), cudaMemcpyHostToDevice );

cudaBindTextureToArray (texReference , d_source cuda_array
channelDesc );

/I Kernel que accede a la coordenada de textura 2D (row, column)
__global__ void KernelLecturaTextura2D 0

{

const int column = threadldx . x;
const int row = blockldx .Xx;

unsigned char c¢ = tex2D (texReference , row, column);

Figura 18 Ejemplo de textura 2D usando memoria lineal y usando CUDA Arrays

2.4.1.4.- Page-Locked Host Memory

La Page-Locked memory es un tipo de memoria que provoca que la memoria que se
reserva para el host no sea paginable. A este tipo de memoria se le conoce también como
pinned memory.

Que la host memory no sea paginable proporciona una serie de ventajas para algunos
devices, ya que no todos son compatibles y dependera de la compute capability:
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Las copias entre la host memory y la device memory pueden ejecutarse
concurrentemente a la ejecucién del kernel.

La page-locked host memory puede ser mapeada en el espacio de direcciones de la
device memory. De esta manera, se elimina la necesidad de tener que copiar los datos
desde la host memory a la device memory o a la inversa. Este proceso es conocido
COMo zero-copy.

En sistemas que tengan front-side bus, el ancho de banda entre la host memory y la
device memory es mas grande si se usa page-locked memory para el host.

Hay que tener en cuenta que la page-locked host memory es un recurso escaso y

abusar de ella podria conllevar una bajada de rendimiento ya que se reduciria la memoria

fisica que tiene disponible el sistema operativo para paginar.

Para reservar este tipo de memoria, en vez de usar la funcion malloc() de C se usa

cudaHostAlloc() y para liberarla en vez de free() se usa cudaFreeHost(). cudaHostAlloc()
puede recibir por parametro una serie de flags que haran modificar su funcionamiento. Estos

diferentes funcionamientos se detallaran en los puntos que vienen a continuacion:

Default: si se le pasa el flag cudaHostAllocDefault, cudaHostAlloc() emulara el
funcionamiento de cudaMallocHost() que permite acelerar la ejecucién de funciones
como cudaMemcpy() cuando copian page-locked memory al device. Como la memoria
puede ser accedida directamente por el device porqué esta no ha sido paginada,
puede ser leida o escrita con un ancho de banda mucho mas grande.

Portable Memory: si se le pasa el flag cudaHostAllocPortable a cudaHostAlloc() la
memoria reservada sera considerada page-locked memory por todos los threads del
host, en caso de tener mas de uno, no sdélo por el thread del host que reservd la
memoria, como es el caso por defecto.

Mapped Memory: si se le pasa el flag cudaHostAllocMapped a cudaHostAlloc() la
memoria reservada también puede ser mapeada en el espacio de direcciones del
device (Figura 19). El bloque de memoria reservado tendrd dos direcciones, una para
el host y otra para el device. Para obtener la direccién del bloque de memoria en el
device se usa la funcién cudaHostGetDevicePointer(). Acceder a host memory desde
un kernel tiene una serie de ventajas:
0 No hace falta copiar de la host memory a la device memory y a la inversa. La
copia de memoria se realiza implicitamente segun la necesita el kernel.
0 No es necesario usar streams para superponer la copia de datos con la
ejecucién del kernel ya que la copia de datos se realizara a medida que la
necesite el kernel.
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Figura 19 Con page-locked mapped memory: El device puede acceder a host memory directamente

¢ Write-Combining Memory: por defecto la page-locked memory es cacheable. Si se le
pasa el flag cudaHostAllocWriteCombined la memoria reservada serd write-
combining en vez de cacheable. La write-combining memory libera la cache L1 y L2,
haciendo que haya mds cache para el resto de la aplicacion. Ademads, la write-
combining memory no puede ser interceptada durante las transferencias atreves del
bus PCl-Express, pudiendo aumentar el rendimiento de la transferencia hasta en un
40%. Por el contrario, hay que tener en cuenta que leer write-combining memory
desde el host es prohibitivamente lento, asi que este tipo de memoria sélo es apto si
el host sélo escribira en ella, no la leera.

2.4.1.5.- Constant Memory

La constant memory, como su nombre indica, sélo sirve para variables o arrays que
seran constantes durante la ejecucién de la aplicacién. Hay un total de 64 KB de constant
memory en un device.

La ventaja de la constant memory reside en que tiene una memoria cache llamada
constant cache, por lo tanto es mucho mas rapida que la global memory.

2.4.1.6.- Local Memory
En la local memory se guardan los datos que un thread no ha podido guardar en
registros. Cada thread dispone de 16 KB de local memory.

Guardar datos en los registros es mejor debido a su baja latencia, pero si no quedan
registros libres se produce register spilling y se tienen que guardar datos en la local memory de
cada thread. Acceder a la local memory tiene el mismo coste que acceder a la global memory.
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2.4.2.- Multiples Devices

El host puede tener multiples devices. Estos devices pueden ser enumerados y se
pueden guardar sus propiedades para luego escoger el mas adecuado para le ejecucién de un
kernel.

Varios threads del host pueden ejecutar kernels en el mismo device, pero si un thread
del host esta ejecutando un kernel en un device, no podra ejecutar otro kernel en otro device
hasta que el primero no haya finalizado. Por lo tanto, para ejecutar distintos kernels en
distintos devices hacen falta distintos threads del host.

Es importante tener en cuenta que los recursos creados por el runtime de CUDA en un
thread del host sélo estaran disponibles para ese host.

Por defecto, el device asociado a un thread del host es el device 0. Para cambiar de
device, primero hay que llamar a la funcion cudaThreadExit() que libera todos los recursos que
se habian reservado en ese thread del host para el device actual y luego a la funcidn
cudaSetDevice() para elegir el device que se quiere utilizar.

2.4.3.- Ejecucion concurrente asincrona

2.4.3.1.- Ejecucion concurrente entre host y device

Para poder facilitar la ejecucién concurrente entre el host y el device hay una serie de
tareas que son asincronas. Esto significa que el control se devuelve al host antes de que el
device haya completado la ejecucion. Estas tareas son:

e Laejecucidén de kernels.

e Las funciones que realizan copias de la host memory a la device memory o a la inversa
que llevan el sufijo Async, como por ejemplo cudaMemcpyAsync().

¢ Las funciones que establecen la device memory a algin valor como cudaMemset(),
cudaMemset2D() o cudaMemset3D().

2.4.3.2.- Superposicion de transferencias de datos y ejecucion de kernel

Como ya se ha explicado en el apartado Page-Locked Host Memory (2.4.1.4) algunos
devices con compute capability 1.1 y superiores pueden realizar copias entre la page-locked
host memory y la device memory concurrentemente a la ejecucion de un kernel (Figura 20).

Por el contrario, esta caracteristica sélo estd soportada para copias de memorias que
no sean CUDA Arrays o arrays de dos dimensiones reservados con cudaMallocPitch().

Para ver si un device es compatible se puede Illamar a la funcién
cudaGetDeviceProperties() y verificar la propiedad deviceOverlap.
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Figura 20 Linea de tiempo de copia de datos (verde) y ejecucion del kernel (rojo) de manera secuencial
(arriba) y concurrente (abajo)

2.4.3.3.- Ejecucion de kernels concurrentemente

Algunos devices con compute capability 2.0 pueden ejecutar mdultiples kernels
concurrentemente (Figura 21). El nimero maximo de kernels que se pueden ejecutar de este
modo es dieciséis.

Kernel 1 Kernel 1 Kernel 2

Kernel 2 Kemel 2

Kernel 5

Serial Kernel Execution Parallel Kernel Execution

Figura 21 Ejecucion en serie de kernels vs ejecucion concurrente de kernels

Para ver si un device es compatible se puede llamar a la funcidon
cudaGetDeviceProperties() y verificar la propiedad concurrentKernels.

2.4.3.4.- Transferencias de memoria concurrentes

Los devices con compute capability 2.0 pueden efectuar copias de la page-locked host
memory a la device memory concurrentemente con copias de la device memory a la page-
locked host memory.
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2.4.3.5.- Streams

Las aplicaciones manejan la concurrencia en CUDA a través de streams. Un stream es
una secuencia de instrucciones que se ejecutaran en orden. Si se tienen diferentes streams,
estos pueden ejecutar sus instrucciones en cualquier orden o bien concurrentemente respecto
a los otros streams. Los streams se pasan como parametro de las funciones con sufijo Async y
a las llamadas de los kernels como cuarto pardmetro, indicando que ese kernel se ejecutard en
el stream indicado en el parametro.

Por ejemplo, mientras un stream estd realizando una copia de host memory a device
memory (la memoria tiene que ser page-locked host memory) en otro stream se puede estar
ejecutando concurrentemente un kernel.

Para crear un stream se utiliza la funcion cudaStreamCreate() y para destruirlo
cudaStreamDestroy().

2.4.4.- Interoperabilidad Grafica

Algunos recursos de OpenGL y Direct3D se pueden mapear a espacios de direcciones
de CUDA. Esto permite que CUDA lea los datos escritos por OpenGL o Direct3D y poder realizar
calculos con ellos o bien que CUDA escriba los datos que OpenGL o Direct3D utilizaran.

2.5.- Optimizaciones

En CUDA es muy importante optimizar el cddigo ya que este serd el modo de conseguir
grandes aumentos de rendimiento respecto al mismo cédigo ejecutado en CPU. Aunque sélo
con el hecho de paralelizar el algoritmo, sin tener nada mas en cuenta, es mas que probable
que ya se consiga un aumento de rendimiento considerable, si se realizan una serie de
optimizaciones este aumento de rendimiento podria multiplicarse. Las optimizaciones del
cadigo CUDA se basan en tres factores distintos:

e Maximizar la ejecucién paralela para conseguir la maxima utilizacion de la GPU.

e Optimizar el uso de la memoria para conseguir el maximo ancho de banda posible,
aumentando asi el rendimiento.

e Optimizar el uso de instrucciones. Algunas instrucciones son mas dptimas que otras
que realizan la misma tarea.

Es importante resaltar que el nimero de threads para cada bloque deberia ser un
numero multiple de 32 ya que asi se aprovecha totalmente el tamafio del warp y se facilita el
acceso a memoria de manera 6ptima.

2.5.1.- Maximizar la utilizacion

Para maximizar la utilizacion, la aplicacién tiene que estar estructurada de la manera
mas paralela posible y que todos estos componentes paralelos sean asignados a los diferentes
componentes del sistema para mantenerlos ocupados el maximo tiempo posible. Si un
componente del sistema no esta trabajando, se puede estar perdiendo una posible ganancia
de rendimiento.
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NVIDIA provee de una hoja de calculo que permite calcular la utilizacién del device que
realiza un kernel, especificdndole una serie de parametros y caracteristicas relacionadas con el
device y el kernel a ejecutar.

Una utilizacién por encima del 50% se considera buena ya que a partir de ahi,
conseguir mayor utilizaciéon no se traduce necesariamente en un mayor rendimiento. Esto es
debido a que si la utilizacidn es del 100% los registros estardan mucho mas ocupados, siendo
necesario realizar register spilling, y por tanto, el rendimiento que se ganaria por estar
ejecutando mas threads a la vez, se perderia por falta de registros. Por lo tanto, se considera
que entre el 50% y el 100% de utilizacién un kernel rendira igual.

2.5.2.- Maximizar el rendimiento de la memoria

Lo mas importante para maximizar el rendimiento de la memoria es que la aplicacion
debe minimizar las transferencias de datos con poco ancho de banda siempre que sea posible.
Esto quiere decir que hay que evitar enviar datos de la host memory a la device memory vy ala
inversa si no es estrictamente necesario. Esto se debe a que este tipo de transferencia se
realiza atreves del bus PCI-Express que si es de segunda generacién sdlo tiene un ancho de
banda de 8 GB/s el cual es mucho menor que el de la global memory con el resto de memorias
del device. Por ejemplo, es posible que un kernel realice un calculo en el device y otro kernel
necesite este resultado para realizar otros calculos. Si el host no necesita saber el resultado del
primer calculo, este se puede quedar en la device memory y el segundo kernel podra usarlo
directamente, evitando asi transferencias de datos innecesarias. Otra posible opcién es
ejecutar pequefios fragmentos de cddigo en el device, aunque sean poco paralelizables, si de
esta manera se evita la necesidad de transferir los datos, ya que seguramente el beneficio de
rendimiento serd mayor.

A veces es mejor recalcular los datos que volver acceder a ellos, todo depende de lo
complicado que sea el calculo y si se tarda mas en calcularlo o en copiarlo a memoria.

Minimizar las transferencias de datos con poco ancho de banda también implica
minimizar las lecturas a la global memory ya que su ancho de banda es pequeiio comparado
con el resto de las memorias del device. Siempre que sea posible se debe sustituir global
memory por shared memory ya que tiene una latencia mucho mas baja, o bien por el uso de
texturas ya que poseen una cache por lo que se mejora el tiempo de acceso a ella de manera
considerable.

En sistemas integrados donde la device memory y la host memory sean fisicamente lo
mismo, la copia de datos entre el host y el device no es necesaria y se debe usar page-locked
mapped memory. Para saber si el sistema es un sistema integrado se usa la funcion
cudaGetDeviceProperties() y se tiene que mirar la propiedad integrated.

Por ultimo, para conseguir el mayor rendimiento de la memoria se tiene que acceder a
ella de manera dptima, usando unos patrones de acceso segun el tipo de memoria y la
compute capability del device.
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2.5.2.1.- Global Memory

Las instrucciones de la global memory soportan la lectura o escritura de palabras de 1,
2, 4, 8 0 16 bytes. Cualquier acceso, ya sea mediante una variable o un puntero, a datos que
estén en la global memory se traducira en una sola instruccion si, y sélo si, el tamafo del tipo
de dato es de 1, 2, 4, 8 o0 16 bytes y estos datos estdn naturalmente alineados (su direccion es
un multiple de ese tamafio).

Un caso especial de alineamiento de memoria son las estructuras de datos ya que por
defecto no cumplen estos requerimientos. Se puede forzar el alineamiento mediante el
compilador utilizando los especificadores __align__(8) o __align__(16) (Figura 22).

/I Estructuras cumpliendo el requerimiento de aline acion
struct __align__ (8{
float  x;
float y;
h
struct __align__ (16}
float  x;
float y;
float  z;
}

Figura 22 Estructuras que cumplen el requerimiento de alineacion de memoria

Si este requerimiento de tamafio y alineamiento no se satisface, el acceso a los datos
se traducira en varias instrucciones reduciendo asi el rendimiento de la global memory.

Es importante usar las funciones de asignacion, liberaciéon y copia de memoria segun
las dimensiones que se necesiten (una, dos o tres) ya que aseguran que la memoria sea
consistente con los alineamientos de memoria que se requieren para conseguir un mejor
rendimiento (capitulo 2.4.1.1).

2.5.2.2.- Shared Memory
La shared memory es una memoria de baja latencia ya que se encuentra en el propio
chip, por lo tanto, es una memoria mucho mds rapida que la global memory.

Para obtener mayor ancho de banda, la shared memory esta dividida en 16 bancos del
mismo tamafio (Figura 23), 32 bits, y cada banco tiene un ancho de banda de 32 bits por ciclo
de reloj. Cualquier instruccion de lectura o escritura de N direcciones de memoria que
pertenezcan a N bancos de memoria distintos se puede servir simultdneamente a todos los
threads que hay en un warp, consiguiendo asi un ancho de banda N veces superior al de un
solo banco de memoria. Por el contrario, si dos direcciones de memoria de una instruccion de
lectura o escritura pertenecen al mismo banco de memoria, se produce un bank conflict, y el
acceso se tiene que serializar.

Para obtener el maximo rendimiento de la shared memory es necesario acceder a ella,
siempre que sea posible, sin producir bank conflicts (Figura 24).
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Figura 24 Ejemplo de diferentes accesos a shared memory con un device de compute capability 2.0
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2.5.2.3.- Texture Memory

La texture memory tiene una texture cache, por lo que el acceso a texture memory es
mucho mas rdpido que a la global memory. La texture cache esta optimizada para texturas de
dos dimensiones, por lo tanto, los threads de un mismo warp que lean direcciones de memoria
de la textura que estén cerca entre ellas (en dos dimensiones) conseguirdan un mejor

rendimiento.

También interesa usar texture memory en los casos que usando global memory no se
pueda acceder a ella de manera éptima (capitulo 2.5.2.1). De esta manera, se puede garantizar
gue el rendimiento usando texture memory sera muy superior (Figura 25).

Using Global Memory and Textures
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Figura 25 Acceso a texture memory vs acceso a global memory de manera no éptima

2.5.3.- Maximizar el rendimiento de las instrucciones

CUDA incluye una libreria matematica alternativa llamada fast math. Esta libreria
alternativa le da mds importancia a la velocidad de ejecucidn que a la precisidon. Siempre que
importe mas la velocidad que la precision debe usarse esta libreria.

Si se le pasa al compilador la opcidon -use_fast_math, este convertira todas las
operaciones matematicas en su equivalente de la libreria fast math.

2.5.4.- Resumen de las optimizaciones a realizar

A lo largo de este punto se han explicado algunas optimizaciones que se pueden
realizar para intentar mejorar el rendimiento de una aplicacion en CUDA. En general, para
cualquier aplicacién se pueden aplicar una serie de recomendaciones para intentar mejorar el
rendimiento de una aplicacion. Estas recomendaciones se dividen en tres grupos segun el
efecto que tendrdn en el rendimiento:

* Prioridad alta
0 Encontrar la manera de paralelizar el codigo secuencial.

46



Daniel Garcia Rodriguez - Junio 2010

0 Minimizar la copia de datos entre el host y el device aunque implique ejecutar
kernels que no muestren ningun aumento de rendimiento respecto a ser
ejecutados en CPU.

0 Acceder a global memory de manera 6ptima.

0 Minimizar el uso de global memory. Usar shared memory siempre que sea
posible.

0 Evitar diferentes caminos de ejecucion dentro de un mismo warp para evitar la
secuencializacion de la ejecucion.

*  Prioridad media

0 El acceso a la shared memory se debe disefar de manera que se eviten los
bank conflicts.

0 Sivarios threads de un mismo bloque tienen que usar la misma informacién de
la global memory hay que intentar usar la shared memory para evitar
transferencias redundantes.

0 Utilizacién minima de la GPU del 25%.

0 El nimero de threads para cada bloque de threads tiene que ser un multiple
de 32 ya que proporciona eficiencia éptima de computacion y facilita el acceso
6ptimo a memoria.

0 Usar la libreria fast math cuando sea mas importante la velocidad que la
precision.

0 Utilizar preferentemente funciones mas especializadas y rdpidas que funciones
mas generales y lentas.

0 Usar signed integers en lugar de unsiged integers en los contadores de los
bucles.

e Prioridad baja

0 En GPU’s integradas que comparten la memoria con el host utilizar el método
zero-copy ya que de este modo no se necesita copiar datos de la memoria del
device a la memoria del host.

0 En kernels con muchos argumentos es preferible guardar alguno de los
argumentos en la constant memory para asi tener mas shared memory libre.

0 Usar shift operations para evitar operaciones costosas como la division y el
modulo.

0 Evitar la conversion automatica de double a float.

2.6.- OpenCL en GPUs NVIDIA

OpenCL (Open Computing Language) es un estandar multiplataforma para
computacion paralela de propdsito general. Esta siendo desarrollado por Khronos Group con la
colaboracién de empresas como NVIDIA, AMD, Intel, IBM, etc y creado inicialmente por Apple.
Permite programacién heterogenia en CPU, GPU y otros tipos de procesadores [10]. Es decir,
no es sélo compatible con GPUs NVDIA como lo es CUDA.

Funciona de manera muy similar a CUDA. De hecho, la versidon que implementa NVIDIA
de OpenCL sélo actia como interfaz ya que en realidad esta accediendo a la APl de CUDA. Por
lo tanto, en tarjetas NVIDIA, el rendimiento de las aplicaciones es practicamente el mismo
tanto en CUDA como en OpenCL [11].
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AMD por su parte, ha dejado de desarrollar su arquitectura similar a CUDA pero para
GPUs AMD para centrarse de lleno en el desarrollo y mejora de OpenCL. El conjunto de
herramientas para desarrollar OpenCL de AMD recibe el nombre de ATI Stream.

Una diferencia importante es que OpenCL sélo permite codigo C en el host, mientras
qgue CUDA permite C++. Existen unos bindings para permitir C++ en OpenCL pero aun estan en
fase experimental [12].

El problema principal de OpenCL es que se trata de una tecnologia demasiado nuevay
no estd tan extendida como CUDA. Hasta hace poco, era dificil encontrar informacion vy
ejemplos sobre OpenCL. Afortunadamente, esto estd empezando a cambiar poco a poco y
NVIDIA, y sobretodo AMD, cada vez estdn publicando mds informacién y ejemplos sobre como
programar en OpenCL. AMD incluso ha publicado una guia de cémo pasar cédigo CUDA a
OpenCL [13].

OpenCL es una apuesta de futuro y seguramente cada vez mds desarrolladores
utilizaran esta tecnologia, pero a dia de hoy, aun le queda bastante por madurar.
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3.- reacTIVision

En este capitulo se explicard en qué consiste la aplicacién reacT|Vision, prestando
atencién a sus atencedentes y como se desarrollaron estas ideas hasta llegar al sistema
utilizado actualmente. Ademads, se profundizard en el funcionamiento de reacTIVision vy
finalmente se abordaran los problemas que esta aplicacion presenta actualmente.

reacTIVision es un framework open-source multiplataforma para computer vision que
permite la deteccidn y el seguimiento de unas figuras llamadas fiducials, que pueden unirse a
objetos fisicos, y que ademds permite la deteccidon y seguimiento de dedos. reacTIVision
incluye tres sistemas de busqueda de fiducials distintos: d-touch, classic y amoeba (Figura 26).
Amoeba es el sistema mas nuevo y eficiente de los tres, ya que es una evolucién del sistema
classic que a su vez es otra evolucion del sistema d-touch [14].

reacTIVision se desarrolld6 como soporte para la aplicacion Reactable en el Music
Technology Group (MTG) de la Universitat Pompeu Fabra (UPF) por Martin Kaltenbrunner y
Ross Bencina con la idea de ser un toolkit para poder desarrollar rapidamente interfaces para
mesas tangibles y superficies multi-touch [15]. Hoy en dia reacTIVision se utiliza en multitud de
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proyectos en todo el mundo.

=l BH | [=
LTl B ) [

=]+
E5 6| T

INEH}I

EHEIEEHE s m
+|=Z1]:: ]+ ©

i 3 | e e | BB 6B | R S

Figura 26 Fiducials amoeba, classic, d-touch y dedos
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3.1.- Antecedentes

3.1.1.- Sistema d-touch

d-touch es un sistema capaz de reconocer fiducials basados en sus propias cualidades
estéticas desarrollado por Enrico Costanza [16]. Estd pensado para poder construir interfaces
tangibles y aplicaciones de realidad mixta de manera econémica.

Un punto importante es que permite crear tus propios fiducials. De esta manera, los
fiducials creados seran detectados por el sistema ademds de poder comunicar algo
visualmente. Gracias a esto, se puede utilizar en muchas aplicaciones sin la necesidad de crear
fiducials poco estéticos, ya que pueden ser dibujos que transmitan algun significado (Figura
27).
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Figura 27 Ejemplo de cuatro fiducials d-touch

Los fiducials se pueden dibujar de cualquier manera, ya sea mediante alguna aplicaciéon
de dibujo (ya sea de bitmaps o de dibujo vectorial) o0 a mano en un papel y escanear el
resultado.

Esto se debe a que el algoritmo que utiliza es bastante flexible leyendo formas,
siempre y cuando se sigan una serie de normas:

¢ Solo se consideran los fiducials en blanco y negro.

e La regla principal para crear fiducials validos se basa en la anidacién de regiones
blancas y negras.

e Un fiducial valido estd compuesto de una region negra, que contiene tres o mas
regiones blancas y al menos la mitad de estas regiones blancas debe contener una o
mas regiones negras. Es decir, 3 niveles de anidacidn, no puede ser ni mas ni menos
(Figura 28). No hay ningun tipo de limitaciéon en el nimero y forma de las regiones
[17].

Figura 28 El minimo fiducial d-touch valido

A cada fiducial valido se le asocia una identificacién numérica. Esta identificacién esta
definida por la estructura de cada fiducial por la manera en que estan anidadas las regiones
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blancas y negras. Si dos fiducials tienen la misma estructura, aunque tengan diferente forma,
también se les asignara la misma identificacion.

Para saber si un fiducial visual es valido y qué identificacion tiene, existe una
herramienta llamada d-touch analyser la cual dice si un fiducial es valido, y en caso afirmativo,
que identificacidn tiene (Figura 29). También se tiene la opcidn de subir el fiducial a una galeria
web donde se compartira con los fiducials que han creado otras personas. En caso de no ser un
fiducial valido, el programa indica que regla se esta violando. El problema mdas comun es que
se ponen mas niveles de anidamiento de los permitidos [18].
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Figura 29 Imagen del programa d-touch analyser

d-touch proporciona dos maneras diferentes de identificar los fiducials:

¢ libdtouch: es una libreria escrita en C++ bajo licencia GPL que se puede afadir a
cualquier proyecto para poder detectar en cualquier imagen si existe algun fiducial
valido.

e DTServer: es una aplicacién bajo licencia GPL que recoge imagenes de una camara
conectada al ordenador, como una webcam, y busca fiducials validos en las imagenes
que le van llegando. Los resultados los envia a través de un socket server. Cualquier
aplicacion programada en cualquier lenguaje puede conectarse al DTServer y usar la
informacién de los fiducials d-touch.

La version del sistema d-touch de reacTIVision sélo usa un conjunto de fiducials con
forma de dado (Figura 26). Este conjunto es reducido ya que sdlo incluye 24 permutaciones de
las regiones que contengan de una a cuatro subregiones. Para poder calcular el angulo de
rotacion se afiade una “caja” encima del fiducial (Figura 26). El mayor inconveniente es que los

51



reacTIVision en CUDA: Aprovechando las capacidades de la computacion paralela en GPU

fiducials que se obtienen con el sistema d-touch son demasiado grandes ya que el uso que
hacen del espacio no es dptimo. Tampoco provee de ningin método para calcular el centro del
fiducial y su orientacidon [14]. Por ultimo, el tiempo necesario de procesamiento para encontrar
un fiducial es relativamente alto, es decir, funciona en tiempo real pero no ofrece la suficiente
velocidad como la que puede requerir, por ejemplo, la interaccion musical en tiempo real de la
que hace uso Reactable.

3.1.2.- Sistema Classic

El sistema de reconocimiento y seguimiento de fiducials classic utiliza los fiducials d-
touch y su evaluacién geomeétrica, pero el cédigo ha sido implementado de nuevo
completamente por Ross Bencina.

La version del sistema classic de reacTIVision sélo usa los fiducials con forma de dado
(Figura 26). Se pueden representar hasta 120 fiducials distintos permutando la posicién de las
regiones con dos o mas subregiones. La primera regidn (arriba a la izquierda) (Figura 26) se
utiliza para determinar el angulo de rotacidn y esta siempre tiene una Unica subregién [14].

La parte negativa es que los fiducials con forma de dado no usan el espacio disponible
de una manera dptima, produciendo de esta manera fiducials mas grandes (hasta un 50% mas
que los fiducials amoeba, como se vera en el siguiente apartado). Ademas, el calculo del
angulo de rotacion y del centro del fiducial no es tan preciso como con el nuevo sistema de
fiducials amoeba [19].

3.2.- Los nuevos fiducials: amoeba

Los fiducials amoeba nacen como una evolucién de los fiducials utilizados en los dos
sistemas anteriores, d-touch y classic. Su principal objetivo es optimizar el uso del espacio de
un fiducial para asi poder reducir su tamafio a la vez que se consiguen el maximo nimero
posible de fiducials diferentes y, ademds, una velocidad de procesamiento mucho mayor [20].

La estructura topoldgica que forma un fiducial es un grafo de adyacencias donde cada
nodo es una region. Este tipo de estructura permite representaciones de un fiducial
practicamente arbitrarias (Figura 30) por eso se utiliza un algoritmo genético para obtener
fiducials mas compactos y con una serie de caracteristicas impuestas. El algoritmo genético
optimiza la apariencia del fiducial usando un conjunto de funciones de evaluacién donde se
evalta la forma, el tamafio de la huella, la posicidn del centro del fiducial y la precision del
angulo de rotacién. La posicion del centro del fiducial se calcula como el punto medio de todos
los nodos hoja. El vector de orientacion se calcula del centro del fiducial al punto medio de
todos los nodos hoja negros (Figura 31). El conjunto de fiducials estd definido por arboles de
18 nodos hoja con una profundidad maxima de dos capas. Estas limitaciones en el arbol de la
estructura de un fiducial permiten la exclusion de otro tipo de estructuras que se pueden
encontrar cuando hay ruido y que podrian resultar estructuras validas. Es muy improbable
encontrar estructuras asi de complejas en el ruido arbitrario de las imagenes, evitando asi
falsos positivos.
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Figura 30 Fiducials con los arboles que los representan. b) y c) tienen el mismo arbol pero distinta
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Figura 31 a) Un fiducial amoeba b) Centro del fiducial c) Centro de los nodos hoja negros d) b + c =
vector de orientacién

La manera de detectar fiducials amoeba es que dado un arbol de un posible fiducial, se
compara con un diccionario ya existente de todos los posibles fiducials con las caracteristicas
descritas, donde cada uno tiene una identificacion Unica. Si el arbol del posible fiducial se
encuentra en el diccionario, se trata de un fiducial valido.

Con reacTlVision se incluyen 108 fiducials que cumplen todas las caracteristicas de los
128 posibles, con 18 nodos hoja y 2 capas de profundidad (Figura 32). También se incluye un
conjunto de 12 fiducials mas pequefios, permitiendo sélo estructuras con 12 nodos hojas (en
lugar de 18) de los 15 posibles dada esta situacién. Invirtiendo los colores de los 108 fiducials
normales y los 12 fiducials pequenos se consigue un total de 216 + 24 fiducials disponibles,
numero que deberia ser suficiente para cualquier aplicacién. En cualquier caso, reacTIVision
permite el uso de cualquier conjunto de estructuras de fiducials generadas aleatoriamente,
solo es necesario cambiar un fichero de configuracién. De todos modos, es bueno seguir una
serie de consideraciones, como por ejemplo que los fiducials tengan un tamafio minimo ya que
fiducials demasiado pequefios no tienen suficiente precision para determinar su posicion y
rotacion. Ademds, es mas facil poder encontrar estas estructuras en ruido de la imagen,
produciendo falsos positivos.
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Figura 32 Ejemplo de fiducials amoeba a tamafio real

3.3.- Funcionamiento de reacTIVision

reacTIVision adquiere imagenes de una camara, busca en cada frame si hay fiducials y
dedos y envia los datos de los fiducials y dedos identificados a través de un socket a cualquier
aplicacion que este escuchando [19] (Figura 34). El proceso de buscar si en cada frame hay
fiducials y dedos se divide en cuatro etapas (Figura 33):

e Ecualizacion del frame de la cdmara en caso de que haya diferencias de iluminacién. La
ecualizacion ajusta la intensidad de todos los pixeles del frame.

¢ Thresholding de la imagen resultante de la ecualizacién (sélo si se utilizd la
ecualizacion, sino utiliza el frame original) para convertir la imagen de escala de grises
a blanco y negro.

e Segmentacidn de la imagen resultante del thresholding en un grafo de adyacencias de
regiones blancas y negras.

¢ La busqueda de fiducials y dedos en el grafo resultante de la segmentacion.
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Figura 34 Diagrama de una mesa multi-touch ejecutando una aplicaciéon que hace uso de reacTIVision

3.3.1.- Thresholding

Se aplica un local adaptive threshold al frame obtenido de la cdmara o de la
ecualizacidn (en caso de que fuera necesaria). Un local adaptive threshold varia el threshold
dindmicamente por toda la imagen de esta forma puede representar cambios de iluminacion
en ciertas partes de la imagen. Es un proceso muy importante ya que convierte la imagen
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original en escala de grises a una imagen en blanco y negro que nos ayudara a identificar los
fiducials y los dedos (Figura 35).

El algoritmo empleado es una modificacién del algoritmo Bernsen Threshold [21] que
utiliza celdas, llamado Tiled Bernsen Threshold. Este algoritmo proporciona buenos resultados,
pero la division en celdas provoca que aparezcan artefactos en forma de cuadrados (del
tamafio de las celdas) en zonas de la imagen con bajo contraste. Estos artefactos pueden
provocar que la deteccién y seguimiento de dedos sea peor.

Figura 35 A la izquierda la imagen original, a la derecha la imagen binarizada

3.3.2.- Segmentacion

La segmentacidn consiste en crear un grafo de adyacencias de regiones blancas y
regiones negras. Esto es posible gracias a la binarizacién de la imagen que se ha realizado en el
paso anterior. Las regiones negras pueden contener regiones blancas y a la inversa. De esta
manera, la imagen binarizada se convierte en un arbol de regiones, donde cada rama y hoja
contiene una serie de informaciones estadisticas de posicién y tamafio.

El tiempo necesario para realizar la segmentacion suele ser proporcional al nimero de
regiones blancas y negras que haya [19].

3.3.3.- Busqueda de fiducials y dedos

Como se ha explicado anteriormente, los fiducials amoeba se han creado de tal
manera que el arbol que representa su estructura es Unico. Cada fiducial se puede traducir a
una especie de cddigo de barras y estos, estan guardados en un diccionario. Para detectar
fiducials lo Unico que hay que hacer es buscar en el arbol generado por la segmentacion si
alguna de sus ramas corresponde a la estructura de un fiducial guardado en el diccionario. Si se
reconoce un fiducial, se calcula su posicidon y orientacion como ya se ha explicado
anteriormente. Es decir, para calcular el centro del fiducial se calcula el punto medio de todos
los nodos hoja y el vector de orientacion se calcula del centro del fiducial al punto medio de
todos los nodos hoja negros.

En imdagenes borrosas o con ruido existen problemas para detectar fiducials ya que se
pueden afiadir o quitar nodos hojas de su estructura. Aunque el algoritmo permite saber que
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esa estructura es un fiducial, no es capaz de identificarlo y asignarle una identificacion ya que
la estructura del fiducial se ha roto.

Para arreglar este problema existe una capa extra llamada fuzzy fiducial tracking que
simplemente asigna los fiducials que no se les ha podido dar una identificacion a los fiducials
mas cercanos que habian sido detectados anteriormente.

Por el contrario, movimientos expresivos muy rapidos proporcionan imagenes con
motion blur y ruido que generalmente provocan la destruccion total de la estructura del
fiducial, provocando que no se pueda detectar fiducials ni con la capa fuzzy fiducial tracking.

Para arreglar este problema existe una segunda capa extra llamada root node tracking
method que busca las posiciones de los nodos raiz de los fiducials (normalmente el fondo
blanco de los fiducials). Sabiendo las posiciones previas de los fiducials encontrados y el
desplazamiento que se ha producido, se puede encontrar también la posicion final de los
fiducials con las estructuras destruidas.

La conjuncién de las tres capas proporciona muy buenos resultados pudiendo incluso
detectar y seguir fiducials que realizan movimientos rapidos [20] (Figura 36).

Figura 36 Los tres modos de deteccion. a) Normal b) Fuzzy c) Root Node

Para encontrar dedos, se busca en el propio arbol resultante de la segmentacion
regiones blancas de un cierto tamafio configurable desde la propia aplicacién (Figura 37). Si se
encuentra alguna regidn con esta caracteristica se calcula su posicion, tamafo y orientacion
[20].

Una vez se tiene toda la informacién de todos los fiducials y dedos encontrados se
envia a través del protocolo TUIO [20] a la aplicacién que esté escuchando. El protocolo TUIO
permite la transmision de descripciones abstractas de superficies interactivas, es decir, envia
informacidon de los eventos tactiles y el estado de los objetos tangibles de la superficie
interactiva.
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8o reacTiVision - 49 FPS

Figura 37 Imagen binarizada mostrando el feedback después de haber realizado la deteccion de
fiducials y dedos

3.4.- Problemas de reacTIVision

El principal problema de reacTlVision es el gran consumo de CPU que realiza.
reacTIVision ejecuta dos threads, uno que va cogiendo los frames de la cdmara, y otro que
ejecuta todo el procesamiento de imagen necesario. El primer thread realiza un consumo
pequefio, por el contrario, el segundo thread realiza un consumo muy alto, de hasta el 100%
de uno de los cores de una CPU dual-core. Este gran consumo de CPU impide poder
implementar nuevos tipos de detecciones como por ejemplo formas mas complejas, ya que se
perderia mucha velocidad de ejecucion.

Otro problema reside en que hoy en dia existen cdmaras con framerates que van
desde los 60 Hz a los 200 Hz. Actualmente, reacTIVision usando una cadmara de 60 Hz no es
capaz de ejecutarse a maxima velocidad segun las condiciones de iluminacidon que hayan. El
escenario ideal es que para cada frame de la cdmara se pueda calcular todo lo necesario sin
tener ninguln retraso debido a los complejos célculos. De esta manera la aplicacidn se ejecutara
al mismo framerate que la cdmara.

Por ultimo, el thresholding utilizado afiade ruido en forma de cuadrados que puede
influir negativamente en la deteccién de dedos. Esto es debido a la simplificacion del algoritmo
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utilizado, ya que los algoritmos que consiguen una mejor calidad de imagen también requieren
mucho mas calculo, hecho que reacTIVision no se puede permitir actualmente.

Se puede observar, por tanto, que los problemas vienen derivados de la intensidad de
calculo que requiere el procesamiento de imagen. Una posible solucién a todos estos
problemas seria aplicar las capacidades de computacién paralela que tienen hoy en dia las GPU
ya que son un escenario idoneo para la realizacion de procesamiento de imagen. De esta
manera se podria liberar la CPU, mejorar la velocidad de ejecucién de los algoritmos actuales
para conseguir que se ejecute a mdaxima velocidad e incluso utilizar algoritmos mas intensivos
computacionalmente que mejoren a los utilizados actualmente.
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Parte II: reacTIVision en CUDA
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4.- Estudio del problema

En este capitulo, una vez vistos los problemas que presenta reacTlVision y los
beneficios que puede aportar la computacidn paralela en GPU con CUDA, se localizard qué
partes del cddigo de reacTIVision se pueden trasladar a la GPU. El cddigo que interesa trasladar
a GPU es aquel que realiza mas trabajo ya que tendra un mayor consumo en la aplicacién. De
esta manera, se libera la CPU y ademas, si el cddigo se paraleliza de manera correcta se
mejorara el rendimiento considerablemente.

Tras el estudio del funcionamiento de reacTIVision se puede apreciar claramente como
las tareas que a priori mds consumen son el thresholding, la segmentacidn de la imagen y la
busqueda de fiducials y dedos en el arbol resultante de la segmentacion. Con el profiler
incluido en Visual Studio Team System 2008 se puede corroborar esta teoria. El proceso que
mas consume es la segmentacidon que varia entre un 30 y 50% segun la ejecucion. Estas
variaciones tan grandes son debidas al ruido que puede aparecer en la imagen ya que cuanto
mas cambios de color haya, mas regiones habrda y mdas tardard en calcularlo. El segundo
proceso que mas consume es el thresholding que varia entre un 20 y un 25%. La bUsqueda de
fiducials y dedos no llega a un 2% ya que sélo se realizan busquedas en un arbol, el proceso
pesado es la creacidn de este arbol mediante la segmentacion. El resto del consumo se divide,
principalmente, entre llamadas a la libreria SDL y la funcién que recoge los frames de la
camara.

La cdmara que utiliza actualmente Reactable tiene una frecuencia de 60 Hz a una
resolucion maxima de 640x480 pixeles. Esto quiere decir que si se quiere que una aplicacion
vaya a la velocidad mdxima que permite la camara, la aplicacién debera coger el frame y
realizar todos los cdlculos en un tiempo méximo de 16,7 milisegundos:

1 segundo = 1.000 milisegundos
1.000 milisegundos / 60 frames = 16,7 milisegundos / frame

En los capitulos siguientes (capitulo 5 y 6) se explicard todo el trabajo realizado para
que reacTIVision pueda hacer uso de las capacidades de la computacién paralela en GPU y que
herramientas de desarrollo se han usado para ello.

4.1.- Herramientas de desarrollo

Es importante indicar que para la realizacidn de este proyecto se empezd a trabajar en
OpenCL y no en CUDA. Como ya se ha explicado anteriormente (capitulo 2.6), debido a la falta
de informacion y de ejemplos, entre otras dificultades que se detectaron al empezar a
trabajar, al tiempo de estar estudiando OpenCL se decididé pasar a CUDA. Actualmente CUDA
es una tecnologia mucho mas extendida, y por lo tanto a dia de hoy existe mucha mas
informacién sobre ella. Ademds, como también se ha apuntado anteriormente, la
implementacion de NVIDIA de OpenCL simplemente traduce las instrucciones a CUDA,
actuando como interfaz, por lo que el rendimiento que se conseguiria seria muy similar.
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4.1.1.- Entorno de testeo

Es muy importante tener en cuenta el entorno de testeo donde se ejecutara cédigo
CUDA ya que el rendimiento de este dependera en gran parte de la potencia de la GPU NVIDIA
que tenga. Se han utilizado dos equipos diferentes, uno con una GPU mucho mas potente que
el otro, y diferentes sistemas operativos para asegurar la compatibilidad multiplataforma:

Ordenador de sobremesa:

* CPU Intel Core 2 Duo E8400
0 3.0 GHz cada core.
0 6 MBcaché L2.
* 4 GB de memoria DDR2 a 800 MHz
e GPU NVIDIA GeForce Gainward GTX275 (Figura 38)
0 Arquitectura: GT200b
Compute Capability: 1.3
Stream Multiprocessors: 30
CUDA Cores: 240 (30 Stream Multiprocessors - 8 CUDA Cores cada Stream
Multiprocessor)
Reloj de graficos: 633 MHz
Reloj de procesador: 1404 MHz
Tasa de relleno de texturas: 50.6 miles de millones/s
Tamanio de la memoria: 896 MB GDDR3
Interfaz de la memoria: 448-bit
Reloj de la memoria: 1134 MHz
Ancho de banda de la memoria: 127.0 GB/s
0 FLOPS: 1010.88 GFLOPS
e Webcam PS3 Eye a 640x480 a 60y 75 fps.
* Sistemas operativos
0 Windows 7 Ultimate 64 bits
0 Ubuntu 9.04 32 bits

O O O

O O O oo oo

Ordenador Portatil:

e CPU Intel Core 2 Duo T7300
0 2.0 GHz cada core.
0 4 MB caché L2.
* 2 GBde memoria DDR2 a 533 MHz
e GPU NVIDIA GeForce 8600M GT (Figura 39)
0 Arquitectura: G84M
0 Compute Capability: 1.1
0 Stream Multiprocessors: 4
0 CUDA Cores: 32 (4 Stream Multiprocessors - 8 CUDA Cores cada Stream
Multiprocessor)
Reloj de graficos: 475 MHz
0 Relojde procesador: 950 MHz

o
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Tasa de relleno de texturas: 7.6 miles de millones/s
Tamanfio de la memoria: 256 MB DDR2

Interfaz de la memoria: 128-bit

Reloj de la memoria: 400 MHz

Ancho de banda de la memoria: 12.8 GB/s

FLOPS: 91.2 GFLOPS

Webcam Acer Crystal Eye 640x480 a 30 fps
Sistemas operativos

(0]

Windows 7 Ultimate 64 bits

También se ha utilizado Reactable (Figura 40) con una cdmara de 60 Hz con resolucidn

maxima de 640x480 pixeles en conjunto con el ordenador de sobremesa detallado

anteriormente.

Figura 38 NVIDIA GeForce Gainward GTX 275 que se ha utilizado en las pruebas

Figura 39 NVIDIA GeForce 8600M GT que se ha utilizado en las pruebas
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Figura 40 Reactable que se ha utilizado en las pruebas

4.1.2.- Programas

Para el desarrollo del proyecto se han usado tres programas:

Visual Studio Team Suite 2008 [22]: Se trata de la conocidisima suite de programacion
de Microsoft para Windows. Permite programar en multiples lenguajes como C, C++,
CH, etc. Se eligid la version Team Suite porque es la Unica que incluye un profiler que
permite ver que partes del programa consumen mas y de esta manera centrar-se en
optimizar esas partes.

Tomato Visual Assist X [23]: Es un programa que amplia las posibilidades de Visual
Studio. Entre otras caracteristicas mejora la InteliSense y el completado de cddigo.
Ademas, ofrece coloracién para cddigo CUDA. Estas caracteristicas ayudan a mejorar la
velocidad de escritura de codigo.

CUDA Visual Profiler: Es un profiler que permite analizar la ejecucién de los kernels de
CUDA vy viene incluido en el CUDA Toolkit. Una vez analizado un kernel, el profiler
muestra una serie de estadisticas, como por ejemplo, el tiempo de ejecucién, la
utilizacion de los stream processors, el nimero de registros utilizados o cuanta shared
memory se ha utilizado.

4.1.3.- Lenguajes

Para el desarrollo del proyecto se han usado dos lenguajes:

C: Es un lenguaje originalmente creado para la implementacién del sistema operativo
Unix. Se trata de un lenguaje compilado por lo que se genera un binario completo
cuando se compila el cédigo. El cdédigo binario producido es muy eficiente y eso le hace
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ser muy apreciado por los desarrolladores. Este lenguaje se utiliza para el cédigo de los
kernels que se ejecutan en el device.

C++: Es un lenguaje de programacion orientado a objetos. También se trata de un
lenguaje compilado por lo que se genera un binario completo cuando se compila.
Destaca por la velocidad de ejecucion lo que le hace ser muy popular para todo tipo de
aplicaciones donde la velocidad de ejecucion sea uno de los puntos importantes. Este
lenguaje se utiliza para el cédigo del host.

4.1.4.- Librerias

Para el desarrollo del proyecto se han usado cuatro librearias:

cudart: Son las extensiones que agrega CUDA al lenguaje C. Esta libreria proporciona el
conjunto de funciones que permiten interactuar con las GPU de NVIDIA desde una
aplicacion. Viene incluida en el CUDA Toolkit.

libfidtrack: Es la libreria de reacTIVision que se encarga de hacer el thresholding, la
segmentacién y la busqueda de fiducials. Intentar que esta libreria aproveche las
capacidades de la computacion paralela ha sido el centro de todo el trabajo realizado.

Cutil: Es una utility library desarrollada por NVIDIA. Entre otra serie de caracteristicas,
incluye funciones para calcular el tiempo de ejecucién en CPU con gran precision y
funciones para comparar los resultados de un mismo cdlculo realizado en el host y en
el device.

cuPrintf: Es una libreria de CUDA que permite imprimir datos por pantalla de cédigo
que se ejecuta en la GPU ya que por defecto no esta permitido.

4.1.5.- Otras

A continuacidon se muestran algunos elementos extras que se han utilizado para el

desarrollo del proyecto:

CUDA Toolkit 3.0 32 bits [24]: Incluye el compilador C/C++ y una profiler para CUDA
ademas de otras herramientas y documentacion.

GPU Computing SDK code samples 3.0 32 bits [24]: Incluye ejemplos de aplicaciones
hechas en CUDA.

NVIDIA Developer Driver for WinVista & Win7 (197.13) 64 bits [24]: Ultima versién
del driver para GPUs de NVIDIA para poder desarrollar CUDA.

CUDA GPU Occupancy Calculator: Es una hoja de calculo que permite calcular la
utilizacion de los stream processors en la ejecucidon de un kernel introduciendo una
serie de datos relacionados con el kernel y la GPU. La hoja de calculo incluida en el
GPU Computing SDK.
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e codigo de reacTIVision [25]: El cédigo de la aplicacién reacTIVision en su ultima
versién disponible en el repositorio. El cédigo incluye la libreria libfidtrack.

e Driver PS3 Eye de Code Laboratories [26]: Driver para la webcam PS3 Eye para
Windows 7. Gracias a este driver la webcam puede funcionar a 60 y 75 fps a una
resolucién de 640x480.
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5.- Thresholding

A lo largo de este capitulo se analizara el algoritmo de thresholding que utiliza
reacTIVision actualmente, Tiled Bernsen Threshold, y se comparard con la versién no
simplificada del algoritmo anterior, Bernsen Threshold. A partir de los resultados de esta
compracién se procedera a la implementaciéon en CUDA del segundo de estos algoritmos y se
analizaran los resultados obtenidos respecto a los que obtiene reacTIVision actualmente.

Como ya se ha explicado anteriormente, el thresholding que realiza reacTIVision es una
version simplificada del algoritmo Bernsen Threshold. Esta versidn aplica un mismo threshold a
todos los pixeles de una misma ventana en lugar de calcular un threshold para cada pixel con
su propia ventana. Esto hace que el algoritmo tenga una complejidad computacional mucho
menor, a costa de perder calidad en el resultado de la binarizacién de la imagen. El
inconveniente de esta simplificacion es que afiade ruido a la imagen con la forma de las
ventanas utilizadas. Esto puede provocar que la detecciéon de dedos empeore, incluso puede
provocar la aparicion de dedos fantasma. Esto quiere decir que el ruido generado,
aleatoriamente puede adquirir la forma de un dedo y este serd detectado como tal
produciendo falsos positivos. Los dedos fantasmas pueden suponer un problema en algunas
aplicaciones ya que pueden influir gravemente en la interaccion que se esté realizando.

A continuacidon se describird el funcionamiento exacto de este algoritmo. Las
explicaciones de las diferentes versiones del algoritmo de thresholding se acompafaran de
unas tablas que representaran la imagen original. Estas tablas tienen un tamafio de 8x8 que
representaran una imagen de 8x8 pixeles y siempre se usara una ventana de tamafio 4x4 que
representara una ventana de 4x4 pixeles. Estas representaciones ayudardn a entender mejor
las explicaciones.

5.1.- Tiled Bernsen Threshold

El algoritmo Tiled Bernsen Threshold, dada una imagen, la divide en celdas. En
reacTIVision estas celdas son de 12x12 pixeles. Esta divisidon se realiza de manera especial en
los bordes de la imagen. Las cuatro esquinas de la imagen sélo utilizan la mitad de la ventana.
El resto de los bordes de la imagen utilizan una ventana que es la mitad en el eje de las X o de
las Y. Si por ejemplo, se tiene una ventana de 12x12 pixeles, se usa una ventana de 6x12
pixeles si se trata de un borde lateral o de 12x6 pixeles si se trata de un borde superior o
inferior. El resto de la imagen se divide con el tamafio total de la ventana (Figura 41). Una vez
hecha esta divisidn, para cada celda se busca el pixel de mayor y de menor intensidad. El
threshold es la media del pixel de mayor intensidad mas el de menor intensidad. A
continuacién, se mira que el pixel de mayor intensidad menos el pixel de menor intensidad no
sea mas grande que el contrast threshold (en reacTIVision es 32 por defecto, pero se puede
modificar desde la propia aplicacidn). Si es mas grande o igual, el valor del threshold no
variard. Si es mas pequeno se mira si el threshold es un valor por debajo de 127 o no. Si el
threshold esta por debajo de 127, el threshold pasa a ser blanco (valor 255) si no, pasa a ser
negro (valor 0). Con esto, se obtiene el valor definitivo del threshold para una celda. Ahora,
para cada pixel de la celda se compara el valor del pixel con el del threshold calculado para la
celda. Si el valor del pixel es mas grande, el pixel pasa a ser blanco y si es mas pequefio o igual,
pasa a ser negro.
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Figura 41 Tiled Bernsen Threshold con una imagen de 8x8 pixeles y una ventana de 4x4 pixeles. Se
puede observar la division en celdas que se ha realizado a la imagen. También se observan los casos
especiales de division de los bordes. Cada celda resultante esta marcada en un color diferente. Para

cada una de estas celdas se calculara el threshold que se utilizara para comparar con los propios
pixeles de la propia celda y asi calcular el valor final del pixel.

El algoritmo se encuentra en los ficheros tiled_bernsen_threshold.h y
tiled_bernsen_threshold.c y FrameThresholder es la clase encargada de ejecutarlo llamando a
su funcion process() donde se llama a la funcién tiled_bernsen_threshold() que realiza el
proceso de la binarizacion de la imagen. A continuacidn se muestra el resultado del tiempo de
ejecucién medio para un frame en funcién de la resolucién y la ventana utilizada:

Implementacién Resolucion  Ventana
Tiled Bernsen Threshold 640x480 12x12

Ejecutado en... Tiempo medio

Tabla 1 Tiempo medio de ejecucién de Tiled Bernsen Threshold en una CPU Core2Duo E8400 3.00 GHz

Si se mira el tiempo de la tabla se puede observar que se trata de un algoritmo muy
veloz gracias a la simplificacion que supone usar un mismo threshold calculado a partir de una
misma ventana en todos los de pixeles de esa ventana.

Después de estudiar CUDA y conociendo las posibilidades de la computacién paralela,
sobretodo en el campo del procesamiento de imagen, se decidid no implementar este
algoritmo en CUDA, sino el algoritmo original, Bernsen Threshold. Este, es un algoritmo con
una complejidad computacional mucho mayor, pero se confiaba en las capacidades de la
computacidn paralela en GPU para poder conseguir un buen tiempo de ejecucion.

5.2.- Bernsen Threshold

El algoritmo Bernsen Threshold, dada una imagen, para cada pixel que compone esta
imagen, busca el pixel de mayor y de menor intensidad dentro de una ventana de un tamaio
establecido (Figura 42). El threshold es la media del pixel de mayor intensidad mas el de menor
intensidad encontrados dentro de la ventana. A continuacion, se mira que el pixel de mayor
intensidad menos el pixel de menor intensidad no sea mds grande que el contrast threshold
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(en reacTlIVision es 32 por defecto, pero se puede modificar desde la propia aplicacién). Si es
mas grande o igual, el valor del threshold no variara. Si es mas pequefo, se mira si el threshold
tiene un valor por debajo de 127 o no. Si el threshold esta por debajo de 127, el threshold pasa
a ser blanco (valor 255), si no pasa a ser negro (valor 0). Con esto, se obtiene el valor definitivo
del threshold para un pixel en concreto. Ahora, se compara el valor del pixel con el del
threshold calculado. Si el valor del pixel es mas grande, el pixel pasa a ser blanco y si es mas
pequeno o igual, pasa a ser negro.

0 1 2 3 45 6 7 0 1 2 3 45 6 7
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Figura 42 Bernsen Threshold con una imagen de 8x8 pixeles y una ventana de 4x4 pixeles. Se puede
observar qué ventana (color verde) utiliza cada pixel (color amarillo) para calcular su threshold y asi
calcular el valor final del pixel (color amarillo)

Bernsen recomienda el uso de una ventana de 31x31 pixeles [21]. Como ya se ha
dicho, reacTIVision hace uso de una ventana de 12x12 pixeles asi que aprovechando la
potencia de las GPUs se intentara ampliar la ventana como minimo al doble, es decir a 24x24
pixeles, esperando obtener mejores resultados en la binarizaciéon. En este algoritmo, aumentar
el tamafio de la ventana supone aumentar el coste computacional ya que cada pixel tendra
que visitar mds pixeles para poder calcular su threshold.

Lo primero que se hizo fue implementar este algoritmo en CPU. De este manera se
podia ver qué rendimiento tenia en comparacion al que hace uso reacTIVision y ademas,
ayudaria a entenderlo mejor en caso de tener que implementarlo en CUDA.

El algoritmo implementado se encuentra en los ficheros tiled_bernsen_threshold.h vy
tiled_bernsen_threshold.c y FrameThresholder es |a clase encargada de ejecutarlo llamando a
la funcion bernsen_threshold(). La versién final del cédigo también contiene esta
implementacion, aunque no se usa. A continuaciéon se muestran los resultados del tiempo de
ejecuciéon medio para un frame en funcién de la resolucién y la ventana utilizada:

CPU 640x480 12x12 149,5 ms
CPU 640x480 24x24 488,0 ms

Tabla 2 Tiempo medio de ejecucion de Bernsen Threshold en una CPU Core2Duo E8400 3.00 GHz
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Si se miran los tiempos de la tabla se puede observar que el tiempo en ambos casos es
inaceptable dentro de los limites que se necesitan, 16,7 milisegundos en total con todos los
procesos necesarios a realizar, y que estd muy alejado de los 1,31 milisegundos de la version
con celdas de Tiled Bernsen Threshold. Estas grandes diferencias se deben a los pixeles que
tiene que recorrer cada algoritmo:

Tiled Bernsen Threshold a una resolucidn de 640x480 pixeles con una ventana de
12x12 pixeles realiza 30.720 (el resultado de 640 - 480) comparaciones para encontrar el pixel
de intensidad maxima y 30.720 comparaciones para encontrar el pixel de intensidad minima.
Es decir, en total realiza 61.440 comparaciones.

Bernsen Threshold a una resolucion de 640x480 pixeles con una ventana de 12x12
pixeles realiza aproximadamente 51.916.800 (el resultado de 640 - 480 - (12 - 12+ 12 + 12 + 1))
comparaciones para encontrar el pixel de intensidad maxima y aproximadamente 51.916.800
comparaciones para encontrar el pixel de intensidad minima. Es decir, en total realiza
aproximadamente 103.833.600 comparaciones. Se trata de una aproximacion ya que los
pixeles de los bordes y cerca de los bordes no tendran una ventana completa, por lo que
realmente visitaran menos pixeles.

Por lo tanto, por un lado se tiene aproximadamente 61 mil comparaciones y por el otro
103 millones. Esta diferencia tan importante explica la diferencia en los tiempos de ejecucion
de ambos algoritmos.

Por otra parte, el algoritmo implementado elimina el problema de ruido en forma de
las celdas que produce Tiled Bernsen Threshold (Figura 49). Esto, puede ayudar a detectar
tanto dedos como fiducials de mejor manera. Por lo tanto, es un camino interesante a seguir
para empezar a comprobar el potencial que tiene la computacién paralela en GPU y es por
esta razén por la que se decidié implementar esta version del algoritmo en CUDA.

A continuacién se explicara las diferentes implementaciones realizadas en CUDA del
algoritmo para llegar a ejecutarlo de la forma mds 6ptima posible.

5.3.- Bernsen Threshold en CUDA

5.3.1.- Paralelizacion del algoritmo
La primera versién realizada en CUDA consistié en paralelizar la versiéon en CPU del
algoritmo Bernsen Threshold.

Se reserva memoria para la imagen original y la imagen de destino en la global
memory del device mediante la funciéon cudaMalloc(). Cuando se recibe un frame de la cdmara
se copia a la global memory mediante la funcion cudaMemcpy(), de esta manera, se tiene una
copia de la imagen original en la memoria del device. Una vez ha terminado este proceso, se
ejecuta el kernel con una configuracién de 640 bloques de 480 threads. Se escogié esta
configuracion porqué las cdmaras que usa Reactable tienen una resolucion maxima de
640x480 pixeles y la GPU tiene un limite de 512 threads por bloque (en GPUs con compute
capability inferior a 2.0), por lo que se decidio utilizar una configuracién de 640 bloques de 480
threads cada uno. Es decir, cada bloque de threads calculard una columna de pixeles de la
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imagen de destino donde cada thread equivaldra a un pixel (Figura 43). Ademas, el nimero de
threads por bloque, 480, es multiple de 32 por lo que asi se aprovechara totalmente el
tamanfio del warp facilitando asi el acceso a memoria tal y como se ha explicado en el capitulo
2.5. De esta manera, cada thread calcula su ventana y busca en ella el pixel de mayor y de
menor intensidad para poder calcular el threhsold y el valor final del pixel que representa el
thread. Una vez calculado el valor final del pixel se guarda en la imagen de destino que se
encuentra en la global memory. Cuando todos los threads han acabado de guardar el valor
final de sus pixeles en la imagen de destino de la global memory se acaba la ejecucion del
kernel y se copia la imagen de destino a la memoria del host mediante la funcion
cudaMemcpy().
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Figura 43 Bernsen Threshold en CUDA con una imagen de 8x8 pixeles y una ventana de 4x4 pixeles. La
columna 0 equivale al bloque de threads 0 donde cada uno de los pixeles equivale a un thread que
calculara el valor final de ese pixel en la imagen de destino.

A continuacidon se muestran los resultados del tiempo de ejecucion medio para un
frame en funcién de la resolucién y la ventana utilizada para esta primera implementacién en
CUDA. Es importante tener en cuenta que este tiempo incluye el envio de datos del host al
device, el célculo en el device y el envio de datos del device al host. Es decir, no es sdlo el
tiempo de calculo.

GPU 640x480 12x12 20,0 ms
GPU 640x480 24x24 62,5 ms

Tabla 3 Tiempo medio de ejecucién de Bernsen Threshold en GPU NVIDIA GeForce GTX275 sélo
paralelizando el algoritmo

Si se miran los tiempos de la tabla se puede observar que solamente paralelizando el
algoritmo se mejora de manera muy considerable la ejecucidon del mismo algoritmo en CPU.
Con una ventana de 12x12 pixeles se reduce el tiempo de ejecucién de 149,5 ms a 20,0 ms y
con una ventana de 24x24 pixeles de 488,0 ms a 62,5 ms. Esto ya es un indicador de la
capacidad que tiene una GPU para realizar este tipo de algoritmos paralelizables. En cualquier
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caso, ambos tiempos estan aun muy alejados de un tiempo aceptable ya que hay que recordar
que sdlo se dispone de 16,7 milisegundos como maximo para realizar todos los procesos sobre
la imagen.

En esta primera versidon no se hace uso de ningun tipo de memoria especial que podria
ayudar a mejorar la velocidad de ejecucién, por lo que una vez vistos los resultados y
posibilidades de esta implementacion se decidié realizar otra implementacién haciendo uso de
la shared memory de manera que se pudieran mejorar los resultados obtenidos.

5.3.2.- Utilizacion de la shared memory
La segunda versién realizada en CUDA consisti6 en mejorar la primera version
afiadiendo el uso de la shared memory.

Como ya se ha explicado anteriormente (capitulo 2.4.1.2) la shared memory es una
memoria muy rapida, hasta cien veces mads rapida que la global memory. Cada bloque de
threads dispone de su propia shared memory con un espacio limitado de 16 Kbytes, es decir
16384 bytes, que comparte con todos los thread del mismo bloque.

El funcionamiento de esta segunda versidn es similar al de la versidén anterior con la
diferencia de que se accedera a los pixeles que se necesitan desde la shared memory, y no des
de la global memory. Para conseguir esto, al inicio de la ejecucién del kernel, cada thread de
un bloque de threads guarda en la shared memory la fila de pixeles que intervienen en su
ventana pero no los pixeles de la ventana entera (Figura 44). Si cada thread guardara toda la
ventana de pixeles, habria pixeles que los guardarian varios threads, cuando en realidad con
un solo thread seria suficiente.

Como cada thread guarda en la shared memory su fila de pixeles de la ventana, cuando
todos los threads hayan guardado en la shared memory las filas de pixeles, se tendran todos
los pixeles necesarios para poder calcular el threshold y por tanto el valor final del pixel. Para
evitar que un thread intente acceder a la shared memory antes de que se hayan guardado
todos los pixeles, la ejecucién de todos los threads del bloque queda bloqueada con
__syncthreads() hasta que todos los threads no acaben de guardar los pixeles necesarios en la
shared memory. Una vez todos los threads han acabado de guardar los pixeles, se quita la
barrera desbloqueando asi la ejecucidon. De esta manera, para calcular el threshold que
permitira calcular el valor final del pixel, en vez de acceder a la imagen original alojada en la
global memory, se accede a la shared memory. Una vez calculado el valor final del pixel se
guarda el resultado en la imagen de destino alojada en la global memory. Cuando todos los
threads han acabado de guardar el valor final de sus pixeles se acaba la ejecucién del kernel y
se copia la imagen de destino a la memoria del host mediante la funcion cudaMemcpy().

Gracias a que los pixeles que se necesitan para el calculo del threshold se guardan en
la shared memory, dado un bloque de threads, sélo se accederd una sola vez por cada pixel
gue se necesita para realizar los célculos a la global memory. El resto de accesos a memoria
para calcular el threshold se realizan a la shared memory que contiene todos los pixeles
necesarios (Figura 45). De este modo, se reducen notablemente los accesos a la global
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memory, cambiandolos por accesos a la shared memory que proporcionan una latencia mucho

mas baja y por tanto un rendimiento superior.

reacTIVision recoge imagenes en escala de grises (de 0 a 255) por lo que cada pixel es

un unsigned char que ocupan un byte. Esto es ideal porqué, al ser un tipo de dato pequefio, se

pueden guardar mas datos en la shared memory. Para calcular el uso que se hace de la shared

memory en esta implementacion se usa la siguiente formula:

Numero de threads por bloque - (tamafio ventana + 1) - bytes del tipo de dato

480 - (12 + 1) - 1 byte = 5.760 bytes de 16.384 bytes, 35.15% de su capacidad.

480 - (24 + 1) - 1 byte = 12.000 bytes de 16.384 bytes, 73.24% de su capacidad.

En ambos casos todos los datos que se quieren guardar caben en la shared memory,

por lo que no se tendra ningun problema. Hay que tener en cuenta que este célculo representa

el uso de una ventana completa y que en caso de ser un pixel del borde o cercano al borde

(segun el tamano de la ventana) ocupara menos bytes.

No o b wNBE-E O

01 2 3 45 6 7

0 1 2 3 4

) 4
= O

w N

5

a

vVVYVYYVYVYVYY

~N

Figura 44 Bernsen Threshold en CUDA con una imagen de 8x8 pixeles y una ventana de 4x4 pixeles y la
shared memory correspondiente al bloque 3 (en color verde). Cada thread guarda los pixeles de su fila
que influyen en su ventana. De esta manera se tienen todos los pixeles necesarios para calcular el

threshold en la shared memory.
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Figura 45 Shared memory de la Figura 44. Por ejemplo, si se quiere calcular el threshold del thread 2

del bloque 3, se utilizara la ventana en color verde de la shared memory. Otro ejemplo, si se quiere

calcular el threshold del thread 7 del bloque 3, se utilizara la ventana en color amarillo de la shared

memory.
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A continuacidon se muestran los resultados del tiempo de ejecucion medio para un
frame en funcién de la resolucién y la ventana utilizada para la segunda implementacion en
CUDA. Es importante tener en cuenta que este tiempo incluye el envio de datos del host al
device, el célculo en el device y el envio de datos del device al host. Es decir, no es sdlo el
tiempo de célculo.

GPU 640x480 12x12 5,56 ms
GPU 640x480 24x24 9,84 ms

Tabla 4 Tiempo medio de ejecucion de Bernsen Threshold en GPU NVIDIA GeForce GTX275 utilizando
shared memory

Si se miran los tiempos de la tabla se puede observar una mejora muy significativa en
el tiempo de ejecucién gracias al uso de la shared memory. Se ha pasado de un tiempo de
ejecuciéon de 20,0 ms a 5,56 ms con una ventana de 12x12 pixeles y de 62,5 ms a 9,84 ms con
una ventana de 24x24 pixeles. En cualquier caso, aunque los tiempos estan dentro del limite
de 16,7 ms, hay que tener en cuenta que este limite es para todos los procesos y no sélo para
el thresholding, por lo que seria necesario bajar los tiempos de ejecucion todavia mas.
Afortunadamente, esta versidon no es ni mucho menos perfecta y aun queda espacio para la
mejora optimizando el uso de la memoria.

5.3.3.- Optimizacion del nimero de accesos a memoria

La tercera version realizada en CUDA consisti6 en mejorar la version anterior
replanteando el uso que se hacia de la shared memory. En la versidon anterior, cada thread
guardaba en al shared memory la fila de pixeles que intervenian en su ventana. Cuando un
thread tenia que calcular el threshold de un pixel tenia en la shared memory todos los pixeles
gue componian su ventana y tenia que recorrerlos para encontrar el pixel de mayor y menor
intensidad para poder calcular el threshold para calcular el valor final del pixel. De esta manera
los pixeles de las filas de la shared memory eran recorridos varias veces por diferentes threads.
Por ejemplo, para el bloque 3 el thread 0 y el thread 1 recorrian las filas 0, 1 y 2 de la shared
memory, realizando los dos threads las comparaciones necesarias para encontrar el pixel de
mayor y menor intensidad. Es decir, se repetian operaciones que ya podia haber realizado otro
thread.

La solucién adoptada es que cada thread de un bloque de threads en lugar de guardar
en la shared memory la fila de pixeles que intervienen en su ventana, sélo guarda el pixel de
maxima intensidad y el pixel de minima intensidad de la fila de pixeles que intervienen en la
ventana (Figura 46). Esto es mucho mas éptimo, ya que cuando se necesita calcular el
threshold sdlo se tiene que comparar los maximos de cada fila de la ventana para obtener el
pixel de mayor intensidad y los minimos de cada fila de la ventana para obtener el pixel de
menor intensidad (Figura 47). De esta manera, se reduce notablemente la cantidad de accesos
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a memoria, en este caso a la shared memory, ya que cada thread tendra que acceder sélo 2 -
altura de la ventana pixeles en lugar de la totalidad de los pixeles de la ventana como se hacia
en la anterior versién para poder calcular el threshold que se le aplicard a un pixel. De la
misma manera que en la implementacién anterior se bloqueaba la ejecucion de threads hasta
que todos los threads habian guardado los datos necesarios en la shared memory, en esta
version se realiza este mismo proceso para asegurarse de que la shared memory contiene ya
todos los pixeles necesarios antes de empezar con los calculos.

0 1 2 3 45 6 7

No o b~ wNEe O

Figura 46 Bernsen Threshold en CUDA con una imagen de 8x8 pixeles y una ventana de 4x4 pixeles y la
shared memory correspondiente al bloque 3 (en color verde). Cada thread guarda los pixeles de
mayor y menor intensidad de su fila que influyen en su ventana. De esta manera se tiene los pixeles
de mayor y menor intensidad de cada fila de todas las posibles ventanas para calcular el threshold.

0 1
0 | Max | Min
1| Max | Min
2 | Max | Min
3 | Max | Min
4 | Max | Min
5 | Max | Min
6 | Max | Min
7 | Max | Min

Figura 47 Shared memory de la Figura 46. Por ejemplo, si se quiere calcular el threshold del thread 2
del bloque 3, se utilizara la ventana en color verde de la shared memory y se compararan los maximos
de cada fila para obtener el pixel de mayor intensidad y los minimos de cada fila para obtener el pixel

de menor intensidad. Otro ejemplo, si se quiere calcular el threshold del thread 7 del bloque 3, se
utilizara la ventana en color amarillo de la shared memory y se realizara el mismo proceso.

Para calcular el uso que se hace de la shared memory en esta implementacion se usa la
siguiente féormula:

Numero de threads por bloque - 2 - bytes del tipo de dato

480 - 2 - 1 byte = 960 bytes de 16.384 bytes, 5.85% de su capacidad.
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Se puede observar que se ha reducido notablemente los datos que se guardan en la
shared memory. Ademas, con esta implementacion, el uso que se hace de la shared memory
no depende del tamafio de la ventana. De este modo, se abre la posibilidad de utilizar
ventanas mayores de 24x24 pixeles e incluso a que se pueda controlar desde la propia
aplicacion el tamafio de la ventana y se escoja la mas adecuada a cada situacion.

A continuacidn se muestran los resultados del tiempo de ejecucion medio para un
frame en funcién de la resolucién y la ventana utilizada para la tercera implementacién en
CUDA. Es importante tener en cuenta que este tiempo incluye el envio de datos del host al
device, el célculo en el device y el envio de datos del device al host. Es decir, no es sdlo el
tiempo de calculo.

GPU 640x480 12x12 2,32 ms
GPU 640x480 24x24 3,50 ms

Tabla 5 Tiempo medio de ejecucién de Bernsen Threshold en GPU NVIDIA GeForce GTX275 utilizando
shared memory pero accediendo menos veces a memoria

Si se miran los tiempos de la tabla se puede observar de nuevo una mejora significativa
en el tiempo medio de ejecucién gracias al hecho de tener que acceder un nimero menor de
veces a la shared memory en cada thread. Se ha pasado de un tiempo de ejecucién de 5,56 ms
a 2,32 ms con una ventana de 12x12 pixeles y de 9,84 ms a 3,50 ms con una ventana de 24x24
pixeles. Con esta implementacién los tiempos de ejecucién estan dentro del limite de tiempo
marcado, 16,7 milisegundos para todos los procesos, ya que estos tiempos dejan bastante
margen para poder realizar los procesos de segmentacidon de la imagen y la busqueda de
fiducials y dedos. En cualquier caso, se creyé que todavia habia espacio para la mejora, ya que
aun no se habia realizado ninguna implementacidon usando las ventajas que ofrecen las
texturas. Asi que se decidié continuar intentando mejorar los tiempos de ejecucion realizando
nuevas implementaciones.

5.3.4.- Utilizacion de texturas

La cuarta version realizada en CUDA consistié en mejorar el alineamiento de memoria
de la imagen original y de la imagen de destino y hacer uso de la texture memory para la
imagen original con el objetivo de conseguir un acceso aun mas eficiente a la memoria.

Para asegurar el alineamiento de memoria dptimo, se reserva la memoria de la imagen
original y la de destino de la global memory mediante la funcién cudaMallocPitch() que afiade
padding, en caso de ser necesario, para tener un alineamiento de memoria éptimo en arrays
que se recorren en dos dimensiones (capitulo 2.5.2.1) como es el caso de la imagen original y
de destino. Para copiar los datos del frame que se recibe de la cdmara a la imagen original en
la global memory y de la imagen de destino en la global memory a la host memory se utiliza la
funcion cudaMemcpy2D() que asegura que la copia de datos sea correcta teniendo en cuenta
el padding afiadido por la funcién cudaMallocPitch(). Una vez se ha realizado la copia de datos
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del frame recibido por la camara a la global memory se enlaza esa region de la global memory
con una texture reference mediante la funcién cudaBindTexture2D(), convirtiendo de esta
manera esa regién de memoria en una textura de dos dimensiones pudiendo aprovechar asi
los beneficios que aporta acceder a texture memory y no a la global memory directamente
(capitulo 2.5.2.3). La texture reference es de tipo unsigned char, de dos dimensiones, con
modo de lectura cudaReadModeElementType, con las coordenadas de textura sin normalizar,
con modo de direccionamiento cudaAdressModeClamp, con modo de filtrado
cudaFilterModePoint y channelDesc unsigned char (capitulo 2.4.1.3).

De esta manera, para acceder a la imagen original alojada en la global memory, en
lugar de acceder directamente al array, se utilizan texture fetches (capitulo 2.4.1.3). Ademas,
para poder calcular correctamente el indice de un pixel se tiene que tener en cuenta el
padding que se ha afiadido mediante la funcion cudaMallocPitch(). Para calcular el indice de
un pixel hay que realizar el siguiente célculo:

indice de un pixel = nimero de fila - pitch + nimero de columna

Donde pitch es el tamafio en bytes de una fila con el padding afiadido. Este valor, es devuelto
por la funcién cudaMallocPitch() cuando realiza la reserva de memoria.

Se decidié realizar dos versiones distintas usando esta configuracidn. Una versién que
funcionaria como la primera implementacién (capitulo 5.3.1), es decir, sin hacer uso de la
shared memory. Y una segunda version que utilizaria la shared memory, tal y como la utiliza la
tercera implementacidn (capitulo 5.3.3). La razdn de realizar estas dos versiones se debe a la
posibilidad de comparar si es mejor acceder siempre a texture memory o, por el contrario, es
mejor acceder siempre que sea posible a shared memory.

A continuacidon se muestran los resultados del tiempo de ejecucion medio para un
frame en funcidn de la resolucién y la ventana utilizada para las dos implementaciones en
CUDA. Es importante tener en cuenta que este tiempo incluye el envio de datos del host al
device, el célculo en el device y el envio de datos del device al host. Es decir, no es sdlo el

tiempo de célculo.

Implementacién Ejecutado en... Shared Resolucion Ventana Tiempo medio

Memory

Bernsen Threshold CUDA GPU No 640x480 12x12 11,88 ms
Bernsen Threshold CUDA GPU No 640x480 24x24 40,79 ms
Bernsen Threshold CUDA GPU Si 640x480 12x12 1,45 ms
Bernsen Threshold CUDA GPU Si 640x480 24x24 2,04 ms

Tabla 6 Tiempo medio de ejecucién de Bernsen Threshold en GPU NVIDIA GeForce GTX275 utilizando
textures con y sin shared memory

Si se miran los tiempos de la tabla se puede observar que utilizar la shared memory
siempre que sea posible es la mejor opcion. Los resultados son bastante previsibles ya que la
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shared memory es la memoria mas rapida de todas las disponibles. En cualquier caso, la
implementacion sin shared memory sirve para comparar la primera implementacién con esta
ultima y asi poder analizar la mejora a la hora de utilizar texture memory en comparacién a
usar solamente global memory. Se ha pasado de un tiempo de ejecucion de 20,0 ms en la
primera implementacidon a 11,88 ms con una ventana de 12x12 pixeles y de 62,5 ms en la
primera implementacién a 40,79 ms con una ventana de 24x24 pixeles. Por lo tanto, utilizar
texture memory con memoria reservada con cudaMallocPitch() para mejorar los accesos a
memoria gracias a su mejor alineamiento produce una mejora notable respecto a usar
solamente global memory reservada mediante cudaMalloc(). Esta mejora se produce gracias a
la texture cache de la que dispone la texture memory.

Volviendo a las versiones con shared memory, se ha pasado de un tiempo de
ejecucién de 2,32 ms en la tercera implementacién a 1,45 ms con una ventana de 12x12
pixeles y de 3,50 ms en la tercera implementacidon a 2,04 ms con una ventana de 24x24
pixeles. Por lo tanto, se produce una mejora notable gracias a que en esta nueva
implementacion en lugar de acceder a la global memory se accede a la texture memory que
debido a su texture cache proporciona un rendimiento mucho mejor. Con esta
implementacion aun se han mejorado mads los tiempos de ejecucién de la tercera
implementacion, dejando aun un margen superior para poder realizar los procesos de
segmentacién de la imagen y buscar fiducials y dedos. En cualquier caso, ain no se han
utilizado cudaArrays que podrian proporcionar un aumento de rendimiento usando texturas
por lo que se decidié continuar intentando mejorar los tiempos de ejecucién realizando una
nueva implementacién que hiciera uso de cudaArrays.

5.3.5.- Utilizacion de texturas con cudaArrays

La quinta versién realizada en CUDA consistié en modificar la versidn anterior para que
hiciera uso de cudaArrays para guardar la imagen original en la global memory. Estos arrays
estan optimizados para texture fetching (capitulo 2.4.1.3), por lo que se esperaba una mejora
respecto a la versidn anterior. Para reservar memoria para la imagen original en la global
memory como un cudaArray se utiliza la funcién cudaMallocArray(). Para copiar los datos del
frame que se recibe de la cdmara a la imagen original en la global memory se utiliza la funcién
cudaMemcpyToArray. Una vez se ha realizado la copia de datos del frame recibido por la
camara a la global memory se enlaza el cudaArray con una texture reference mediante la
funcion cudaBindTextureToArray() convirtiendo de esta manera el cudaArray en una textura
de dos dimensiones pudiendo aprovechar los beneficios que aporta acceder a texture
memory. lgual que en la anterior implementacion la texture reference es de tipo unsigned
char, de dos dimensiones, con modo de lectura cudaReadModeElementType, con las
coordenadas de textura sin  normalizar, con modo de direccionamiento
cudaAdressModeClamp, con modo de filtrado cudaFilterModePoint y channelDesc unsigned
char (capitulo 2.4.1.3). Es importante tener en cuenta que la imagen de destino continua
siendo un regidn de la global memory reservada con cudaMallocPitch() para garantizar el
alineamiento 6ptimo de memoria. Esto se debe a que la imagen de destino no se puede
convertir en una textura ya que CUDA no permite escribir en texturas, sélo permite la lectura.
Si se quiere escribir en una textura, se tiene que escribir en alguna regién de la global memory
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que luego sera enlazada a una texture reference convirtiéndose asi en una textura pero no se
puede escribir directamente en una regién de memoria enlazada a una texture reference.

En esta ocasion también se decidio realizar dos versiones distintas, en una usando
shared memory como en la tercera implementacion (capitulo 5.3.3) y en la otra no, como en la
primera implementacidn (capitulo 5.3.1). Aunque en la implementacién anterior queda claro
que siempre es mejor usar shared memory, se consideré que era bueno realizar una version
sin hacer uso de esta para asi poder comparar el uso de global memory, texture memory y
texture memory con cudaArrays.

A continuacidn se muestran los resultados del tiempo de ejecucion medio para un
frame en funcién de la resolucién y la ventana utilizada para las dos implementaciones en
CUDA. Es importante tener en cuenta que este tiempo incluye el envio de datos del host al
device, el cdlculo en el device y el envio de datos del device al host. Es decir, no es sdlo el

tiempo de célculo.

Implementacion Ejecutado en... Shared Resolucion Ventana Tiempo medio

Memory

Bernsen Threshold CUDA GPU No 640x480 12x12

Bernsen Threshold CUDA GPU No 640x480 24x24 23,50 ms
Bernsen Threshold CUDA GPU Si 640x480 12x12 1,14 ms
Bernsen Threshold CUDA GPU Si 640x480 24x24 1,45 ms

Tabla 7 Tiempo medio de ejecucion de Bernsen Threshold en GPU NVIDIA GeForce GTX275 utilizando
textures con cudaArrays con y sin shared memory

Si se miran los tiempos de la tabla se puede observar que, como ya se sabia, utilizar la
shared memory siempre que sea posible es la mejor opcién. En el caso de usar texture
memory sin shared memory se ha pasado de un tiempo de ejecucion de 11,88 ms usando
Unicamente texture memory a 7,03 ms usando texture memory con cudaArrays con una
ventana de 12x12 pixeles y de 40,79 ms usando texture memory a 23,50 ms usando texture
memory con cudaArrays con una ventana de 24x24 pixeles. El motivo de estas diferencias es
que, como ya se ha comentado, los cudaArrays estan optimizados para texture fetching
mejorando asi la velocidad de acceso a las texturas.

En las versiones con shared memory se ha pasado de un tiempo de ejecucién de 1,45
ms usando texture memory a 1,14 ms usando texture memory con cudaArrays con una
ventana de 12x12 pixeles y de 2,04 ms usando texture memory a 1,45 ms usando texture
memory con cudaArrays con una ventana de 24x24 pixeles. Con esta implementacion todavia
se han mejorado mas los tiempos de ejecucion. De esta manera, aln se tiene mas tiempo para
poder realizar los procesos de segmentacion de la imagen y buscar fiducials y dedos. Esta
ultima implementacion ha obtenido unos resultados muy satisfactorios por lo que se considera
la version final. A continuacion se realizara un analisis de los resultados obtenidos.
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5.4.- Analisis de resultados

En la tabla que se muestra a continuacion se pueden observar un resumen de todos los
tiempos medios de ejecucidn de las versiones mostradas anteriormente:

Implementacion Ejecutado Shared Resolucion  Ventana Tiempo

en... Memory medio

Tiled Bernsen Threshold (5.1) CPU X 640x480 12x12 1,31 ms
Bernsen Threshold (5.2) CPU X 640x480 12x12 149,5 ms
Bernsen Threshold (5.2) CPU X 640x480 24x24 488,0 ms
Bernsen Threshold CUDA (5.3.1) GPU No 640x480 12x12 20,0 ms
Bernsen Threshold CUDA (5.3.1) GPU No 640x480 24x24 62,5 ms
Bernsen Threshold CUDA (5.3.2) GPU Si 640x480 12x12 5,56 ms
Bernsen Threshold CUDA (5.3.2) GPU Si 640x480 24x24 9,84 ms
Bernsen Threshold CUDA (5.3.3) GPU Si 640x480 12x12 2,32 ms
Bernsen Threshold CUDA (5.3.3) GPU Si 640x480 24x24 3,50 ms
Bernsen Threshold CUDA (5.3.4) GPU No 640x480 12x12 11,88 ms
Bernsen Threshold CUDA (5.3.4) GPU No 640x480 24x24 40,79 ms
Bernsen Threshold CUDA (5.3.4) GPU Si 640x480 12x12 1,45 ms
Bernsen Threshold CUDA (5.3.4) GPU Si 640x480 24x24 2,04 ms
Bernsen Threshold CUDA (5.3.5) GPU No 640x480 12x12 7,03 ms
Bernsen Threshold CUDA (5.3.5) GPU No 640x480 24x24 23,50 ms
Bernsen Threshold CUDA (5.3.5) GPU Si 640x480 12x12 1,14 ms
Bernsen Threshold CUDA (5.3.5) GPU Si 640x480 24x24 1,45 ms

Tabla 8 Tiempo de ejecucion de todas las versiones en una CPU Core2Duo E8400 3.00 GHz y una GPU
NVIDIA GeForce GTX275

Se puede observar que existe una diferencia muy grande en utilizar solamente global
memory (capitulo 5.3.1), texture memory (capitulo 5.3.4) o texture memory con cudaArrays
(capitulo 5.3.5). Si a estas diferencias se suma el hecho de usar shared memory aln se
consiguen tiempos de ejecucién mucho mejores. Las conclusiones son claras:

e Se tiene que reducir lo maximo posible el nimero de accesos a memoria.

e En caso de tener que acceder a memoria, siempre que sea posible, es preferible
acceder a la shared memory ya que es la memoria mas rapida de todas.

e Sise tiene que acceder a la global memory es mejor que se haga a través de texturas
ya que la texture cache ayuda mucho a mejorar el rendimiento de la memoria. Ademas
si se usan cudaArrays se mejora aun mas el rendimiento, ya que estan optimizados
para texture fetching.

Ademas, para mejorar el rendimiento lo méximo posible se han realizado una serie de
acciones:

e Sélo se accede a la global memory para escribir el resultado final del thresholding y
ademas esta debidamente alineada gracias al uso de cudaMallocPitch(). El resto de
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accesos a memoria se producen a la shared memory o a la texture memory con
cudaArrays, obteniendo asi un rendimiento mucho mayor.

Se usan 480 threads por bloque. De esta manera el nimero de threads por bloque es
multiple de 32 (el tamafio del warp) por lo que se facilita el acceso a memoria (capitulo
2.5).

Los threads no pueden tomar diferentes caminos dentro del kernel evitando asi que la
ejecucién de los threads de un warp se pueda serializar (capitulo 2.3.1).

Se utiliza la funcién __mul24(a,b) para realizar multiplicaciones entre numeros enteros
de manera mas éptima (capitulo 2.5.3).

Se maximiza el uso de los streams multiprocessors de la GPU, consiguiendo una
utilizacion del 94% para asi obtener un mayor rendimiento (capitulo 2.5.1). Para saber
el uso que hace un kernel de la GPU se ha usado tanto la hoja de calculo CUDA GPU
Occupancy Calculator como el profiler CUDA Visual Profiler. Con CUDA Visual Profiler
se analizo el kernel ejecutado y se comprobd una serie de datos:

0 Registros por thread: 10
0 Shared Memory usada en cada bloque de threads (en bytes): 960
0 Utilizacién: 94%

Una vez se sabian el nUmero de registros que utilizaba el kernel en cada thread se
pudo utilizar la hoja de calculo CUDA GPU Occupancy Calculator en la que se tuvo que
introducir datos relacionados con la GPU y con el kernel que se quiere ejecutar:

Compute capability: 1.3
Numeros de threads por bloque: 480
Registros por thread: 10

O O o o

Shared Memory usada en cada bloque de threads (en bytes): 960
Los resultados obtenidos fueron los siguientes:

0 Utilizacion del 94%, confirmando asi los datos del CUDA Visual Profiler.

0 Warps activos por cada stream multiprocessor: 30

0 Threads activos por cada stream multiprocessor: 960 (resultado de 30 warps -
32 threads cada warp)

0 Bloques de threads activos por cada stream multiprocessor: 2

Se ha conseguido mejorar el tiempo de ejecucién del algoritmo utilizado originalmente

por reacTlVision, Tiled Bernsen Threshold, en un algoritmo, Bernsen Threshold, con una

complejidad computacional mucho mayor. Con una resolucion de 640x480 pixeles y una

ventana de 12x12 pixeles Tiled Bernsen Threshold se ejecuta con un tiempo medio de 1,31

milisegundos, mientras Bernsen Threshold lo hace en tan solo 1,14 milisegundos. Ademas, hay

que tener en cuenta que el tiempo de ejecucién de Bernsen Threshold incluye el envio de

datos del host al device, el calculo y el envio de datos del device al host. Si se tiene en cuenta

solamente el calculo de los datos, es decir la ejecucidon del kernel, el tiempo medio de

ejecucién de Bernsen Threshold es sélo de 0,59 ms, donde el resto del tiempo hasta los 1,14

ms, es decir 0,55 ms, es envio de datos del host al device y del device al host. Por lo tanto, adn

83



reacTIVision en CUDA: Aprovechando las capacidades de la computacion paralela en GPU

a pesar de que la complejidad computacional es mucho mayor en Bernsen Threshold, se esta
ejecutando en GPU 2,2 veces mas rapido que Tiled Bernsen Threshold en CPU. Si se comparan
los tiempos medios de ejecucion entre la version de Bernsen Threshold en CPU con la version
en GPU teniendo en cuenta el tiempo total del proceso, no sdlo el tiempo de ejecucién del
kernel, se obtiene que el tiempo medio de ejecucidn con una ventana de 12x12 pixeles ha
pasado de 149,5 ms a 1,14 ms, es decir 131,14 veces mas rapido, y con una ventana de 24x24
pixeles ha pasado de 488,0 ms a 1,45 ms, es decir 336,55 veces mas rapido. Estas importantes
mejoras en el tiempo medio de ejecucidon no hacen mas que confirmar el gran aumento de
rendimiento que puede aportar utilizar la computacidon paralela en GPU en algoritmos
altamente paralelizables como es el caso de Bernsen Threshold.

Como la implementacidn se ejecuta de forma realmente rapida tanto con una ventana
de 12x12 pixeles como con una ventana de 24x24 pixeles, se decidié que el usuario pudiera
seleccionar el tamano de la ventana desde la propia aplicacidn, con una ventana minima de
2x2 pixeles con un tiempo medio de ejecucién de 0,76 ms y una ventana maxima de 64x64
pixeles con un tiempo medio de ejecucién de 2,58 ms. Esto permite al usuario jugar con
distintos tamafios de ventanas segun las diferentes condiciones de iluminacion que se puedan
dar e incluso permite detectar contornos de diferentes maneras (Figuras 51, 52 y 53).

Ademas, gracias a la gran velocidad obtenida en el tiempo de ejecucién del algoritmo
Bernsen Threshold en GPU se puede aprovechar la mejora de la calidad de la binarizacién de la
imagen que obtiene dicho algoritmo en reacTIVision. Es decir, con un tiempo de ejecucion
menor que Tiled Bernsen Threshold en CPU, se obtiene una calidad de binarizacién de la
imagen muy superior. Esta mejora de la calidad de la binarizacion de la imagen provoca:

e Desaparicién del ruido que podia presentarse en forma de celda en la binarizacién de
Tiled Bernsen Threshold. Gracias a esto, es muy improbable que se den falsos positivos
en la deteccion de dedos. En las figuras 48 y 49 se puede observar el ruido que puede
provocar Tiled Bernsen Threshold en comparacion a Bernsen Threshold en la figura 48.

¢ Como ya no hay ruido en forma de celda en la imagen binarizada obtenida,
generalmente, tiene menos regiones blancas y negras. De esta manera, la
segmentacion de la imagen y la busqueda de fiducials se realiza de manera un poco
mas rapida.

¢ Los contornos de los objetos se puedan diferenciar mejor. Esta caracteristica abre la
puerta a intentar detectar otro tipo de formas, como por ejemplo una mano o un
brazo. De esta manera se podria realizar otro tipo de interacciones ademas de las
interacciones que ya permiten fiducials y dedos. En las figuras 55 y 57 se pueden ver
los contornos con Tiled Bernsen Threshold en comparacién a Bernsen Threshold en las
figuras 51, 52, 53, 54 y 56.

e La imagen binarizada obtenida es menos sensible a los movimientos rapidos
mejorando asi la deteccidn y seguimiento tanto de fiducials como de dedos.

¢ La imagen binarizada obtenida con Bernsen Threshold es mucho menos sensible a la
iluminacién que la obtenida por Tiled Bernsen Threshold. De esta manera, con
condiciones de iluminacidon malas, Bernsen Threshold es capaz de detectar dedos y
fiducials mucho mejor que Tiled Bernsen Threshold.
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¢ Si hay una mala iluminacion, el obturador de la cdmara aumenta el tiempo en que la
camara recibe luz antes de captar el frame. Por lo tanto, en condiciones de mala
iluminacion con Tiled Bernsen Threshold seria necesario aumentar el tiempo de
exposicién a la luz bajando asi el framerate de la cdmara y por consiguiente el de la
aplicacion, mientras que con la implementacion de Bernsen Threshold, al ser menos
sensible a la iluminacién no seria necesario aumentar el tiempo de exposicion a la luz,
o bien seria necesario menos tiempo de exposicién que en Tiled Bernsen Threshold.
Gracias a este cambio reacTIVision con Bernsen Threshold en GPU va a la maxima
velocidad de la camara, es decir 60 fps en Reactable y 75 fps en el ordenador de
sobremesa con PS3 Eye, en situaciones que el reacTlVision con Tiled Bernsen
Threshold no podia, ya que se tenia que aumentar el tiempo que la cdmara recibia luz.

A continuacidn se muestran una serie de imagenes que se han ido citando a lo largo
del desarrollo de este apartado. Es importante remarcar que todas las imagenes han sido
extraidas de reacTlVision ejecutdandose en una Reactable con el ordenador de sobremesa
descrito en el capitulo 4.1.1, todas ellas con las mismas condiciones de iluminacidn.

Figura 48 Bersen Threshold en GPU con ventana de 12x12 pixeles
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Figura 50 Mas ruido en Tiled Bernsen Threshold en CPU con ventana de 12x12 pixeles
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Figura 52 Forma de mano en Bersen Threshold en GPU con ventana de 24x24 pixeles
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Figura 54 Forma de mano en Bersen Threshold en GPU con ventana de 12x12 pixeles.
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Figura 56 Forma de brazo en Bersen Threshold en GPU con ventana de 64x64 pixeles
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Figura 57 Forma de brazo en Tiled Bersen Threshold en CPU con ventana de 12x12 pixeles

5.5.- Implementacion final

La versién integrada en reacTIVision se encuentra en el fichero BernsenThreshold.cu.

En el fichero hay una serie de funciones:

e global__ void BernsenThresholdSMOptimizationMaxMinCudaArrayTexture(unsigned

char *dest, const size_t pitch, const int width, const int height, const int window_size,

const int contrast_threshold)

0 Esta funcidn es el kernel que se ejecutara en la GPU. Calcula la binarizacién de

la imagen original y la guarda en la imagen de destino. La funcién recibe una

serie de parametros:

unsigned char *dest: es la direccién de memoria del device dénde se
guardara el resultado de la binarizacion, es decir la imagen de destino.
const size_t pitch: es la tamano de una fila de la imagen de destino con
el padding afiadido por cudaMallocPitch() en bytes.

const int width: ancho de la imagen.

const int height: altura de la imagen.

const int window_size: es la mitad del tamafio de la ventana. Es decir,
si se quiere una ventana de 12x12 pixeles, window_size tiene un valor
de 6, ya que para calcular la ventana de un pixel se cogeran 6 pixeles
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hacia arriba, abajo, izquierda y derecha y se utilizara el cuadrado que
forman.

= const int contrast_threshold: por defecto 32, modificable desde la
aplicacion apretando la tecla G y moviendo las flechas izquierda o
derecha.

e void initialize_bernsen_threshold_cuda(const int width, const int height)

(0]

Esta funcidn es la encargada de reservar la memoria en el device tanto para la
imagen original como para la imagen de destino y enlazar la region de
memoria de la imagen original con una texture reference para convertir esa
regidon de memoria en una textura. Esta funcion es llamada desde el archivo
FrameThresholder.cpp en la funcién de init() de la clase FrameThresholder
que solamente se ejecuta cuando se inicia la aplicacién. La funcién recibe una
serie de parametros:

= constint width: ancho de la imagen.

= constint height: altura de la imagen.

e void terminate_bernsen_threshold cuda()

(0]

Esta funcion es la encargada de liberar la memoria reserveda del device y de
desenlazar la regién de la memoria de la imagen original con la texture
reference para que deje de ser una textura. Esta funcién es llamada desde el
archivo FrameThresholder.h en el destructor de la clase FrameThresholder
gue solamente se ejecuta cuando se cierra la aplicacion.

¢ void bernsen_threshold_cuda(const unsigned char *h_source, unsigned char *h_dest,

const int width, const int height, const int window_size, const int contrast_threshold)

0 Esta funcidn es la encargada de preparar la ejecucion del kernel y ejecutarlo.

Primero copia el frame que le ha llegado a la memoria reservada en el device
para la imagen original, luego calcula el nimero de threads por bloque, el
numero de bloques, el tamafio de la shared memory en bytes, y ejecuta el
kernel BernsenThresholdSMOptimizationMaxMinCudaArrayTexture. Una vez
ha acabado la ejecucion del kernel copia los datos de la imagen de destino en
la memoria del device a la imagen destino en la memoria del host. Esta funciéon
es llamada desde el archivo FrameThresholder.cpp en la funcidn process() de
la clase FrameThresholder que se ejecuta cada vez que llega un frame de la
camara. La funcidn recibe una serie de pardmetros:
= const unsigned char *h_source: direccion de memoria del host donde
se encuentra la imagen original.
= unsigned char *h_dest: direccién de memoria del host dénde guardar
la imagen binarizada, es decir, la imagen de destino.
= constint width: ancho de la imagen.
= constint height: altura de la imagen.
= const int window_size: es la mitad del tamano de la ventana. Es decir,
si se quiere una ventana de 12x12 pixeles, window_size tiene un valor
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de 6, ya que para calcular la ventana de un pixel se cogeran 6 pixeles
hacia arriba, abajo, izquierda y derecha y se utilizard el cuadrado que
forman.

= const int contrast_threshold: por defecto 32, modificable desde la
aplicacion apretando la tecla G y moviendo las flechas izquierda o
derecha.

Una vez que reacTlVision se estd ejecutando si se aprieta la tecla W se podrd
seleccionar el tamafio de la ventana, pudiendo elegir con las flechas izquierda y derecha, desde
un tamafio minimo de 2x2 pixeles a un tamafio maximo de 64x64 pixeles.

Esta nueva version de reacTIVision ha sido testeada tanto en Windows 7 Ultimate 64
bits como en Ubuntu 9.04 32 bits y en conjunto con la Reactable usando el ordenador de
sobremesa descrito en el capitulo 4.1.1. En Mac OSX no ha sido testeada pero no deberia
haber ningln problema de compatibilidad ya que CUDA es multiplataforma.
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6.- Segmentacion y busqueda de fiducials y dedos

En este capitulo se estudiara el proceso de segmentacién y la busqueda de fiducials y
dedos que realiza reacTIVision. Se veran los problemas que conlleva la paralelizaciéon de estos
algoritmos y las diferentes soluciones adoptadas para intentar solucionarlos.

6.1.- Segmentacion

Como ya se ha explicado anteriormente el proceso de segmentacién de la imagen
consiste en construir un grafo de adyacencias de regiones blancas y negras a partir de la
imagen binarizada resultante del proceso de thresholding.

El algoritmo recorre la imagen binarizada linea a linea, extendiendo las regiones que se
han creado en la linea anterior o bien creando regiones nuevas cuando es necesario. Cuando
se extienden las regiones ya creadas por la inclusidn de nuevos pixeles se van actualizando las
estadisticas de la regiéon ampliada. Las regiones adyacentes son enlazadas entre ellas. Es
posible que algunas regiones se tengan que fusionar con otras segun se vaya avanzado en la
imagen binarizada.

Existe un limite en las regiones adyacentes que puede tener una regidon. Cuando una
region ya tiene el maximo de regiones adyacentes se marca como saturated y la region
adyacente a esta como fragmented. De esta manera, es posible que los grafos de adyacencias
que se construyan sean incompletos. En cualquier caso, los subgrafos que no contienen
regiones marcadas como saturated o fragmented son completos y, por tanto, son suficientes
para poder reconocer fiducials ya que el maximo de adyacencias que puede tener una region
es suficiente para representar el grafo de adyacencias de un fiducial. Esta caracteristica se
utiliza para aumentar la velocidad de deteccidn de los fiducials ya que se pueden descartar las
regiones que superen el numero de adyacencias que tiene que tener un fiducial.

El tiempo de ejecucion de este proceso suele ser proporcional al nimero de regiones
blancas y negras que contenga la imagen binarizada. Ademas, hay que recordar que es el
proceso mas costoso que realiza reacTIVision (capitulo 4).

El algoritmo se encuentra en los ficheros segmenter.h y segmenter.c y FidTrackFinder
es la clase encargada de ejecutarlo llamando a su funcién process() donde se llama a la funcion
step_segmenter() que realiza todo el proceso de la segmentacion de la imagen binarizada.

A continuacidn se muestra una imagen binarizada de 8x8 pixeles ejemplificando alguno
de los casos que se daran construyendo el grafo de adyacencias.
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Figura 58 En la fila 0, el pixel [0,0] crea una nueva region de color blanco. Al pixel [0,1] se le asigna la
region creada en el pixel [0,0]. El pixel [0,2] crea una nueva regién de color negro y es enlazada con la
region creada por el pixel [0,0]. A los pixeles [0,3] y [0,4] se les asigna esta misma region.

En la fila 1, al pixel [1,0] se le asigna la regidn del pixel [0,0]. El pixel [1,1] crea una nueva region de
color negro. Al pixel [1,2] se le asigna la region del pixel [1,1] y después se fusionan la regidn negra
creada por el pixel [0,2] y la regidn negra creada por el pixel [1,1].

A continuacidn se explicardn los intentos realizados para implementar la segmentacién
de la imagen binarizada en CUDA.

6.1.1.- Implementacion en CUDA

Un primer estudio del algoritmo utilizado para la segmentacion indica que este no es
paralelizable. El problema radica en que si se ejecuta en paralelo seria posible que a un pixel se
le tuviera que asignar un region que aun no ha sido creada o bien enlazar la regién que ha
creado un pixel con la del pixel anterior cuando esta aun no ha sido creada, es decir, construir
un grafo de adyacencias donde es posible que dado un nodo, este alin no sepa quién es su
padre.

Se planted e implementd una posible solucién a este problema. En lugar de realizar
todo el proceso de segmentacién de una sola pasada a la imagen, lo que se hizo fue que en
una primera pasada sdlo se crearan las regiones necesarias. Las asighaciones de que un pixel
pertenece a una regidon ya creada o los enlaces de las adyacencias entre regiones se guardan
en unas estructuras de datos. Una vez ya estan creadas todas las regiones, es decir, una vez
que vya se ha recorrido toda la imagen, ya se pueden asignar las regiones a los pixeles que no
habian tenido que crear una regién y también crear las adyacencias entre las diferentes
regiones. Aunque computacionalmente requiere mas trabajo que el algoritmo original, ya que
se tiene que realizar una pasada entera a la imagen binarizada y luego resolver las
asignaciones de las regiones y las adyacencias entre ellas en lugar de una sola pasada a la
imagen, al ejecutarse en paralelo se puede esperar un aumento de rendimiento.

Aunque la solucidon planteada es valida el resultado final no fue correcto. La solucién
planteada resuelve el problema de asignar a pixeles regiones que aun no han sido creadas y de
crear las adyacencias entre regiones que aln no han sido creadas. El problema radica en otro
lugar. Para realizar la segmentacién el algoritmo actual utiliza una serie de estructuras
llamadas Region, RegionReference y la principal Segmenter (Figura 59).
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typedef struct  Region {
struct  Region * previous ,* next ;
unsigned char colour ;
short left , top, right , bottom ;
short center_x , center.y ;
int area , flags;
short level , depth , children_visited count, descendent_count ;
char * depth_string
short adjacent_region_count ;
struct  Region * adjacent_regions [MAX_ADJACENTREGIONS;
} Region ;

typedef struct  RegionReference {
Region * region ;
struct  RegionReference * redirect ;
} RegionReference ;

typedef  struct  Segmenter {
RegionReference  * region_refs ;
int  region_ref count ;
unsigned char * regions ;
unsigned char * spans ;
int region_count ;
Region * freed_regions_head ;
int sizeof region ;
int  max_adjacent_regions ;
int  width , height ;
RegionReference  ** regions_under_construction ;
} Segmenter ;

Figura 59 Estructuras de datos que utiliza la segmentacién de la imagen binarizada

La estructura de datos Segmenter es la que entre otras cosas guarda todas las regiones
que se van creando en una array llamado regions, lleva el control de las regiones que todavia
se estan construyendo en la variable regions_under_construcion, tiene un contador de las
regiones creadas en la variable region_count y un puntero a una region que ha sido liberada
(esto se utiliza, por ejemplo, cuando se fusionan dos regiones) en la variable
freed_region_head. El problema es que todas las variables de la estructura de datos Segmenter
son comunes a todos los threads, es decir, si un thread modifica una de esas variables todos
los demas threads se veran afectados por ese cambio. Por ejemplo, un thread que esta
fusionando dos regiones hace uso de la variable freed regions_head y en mitad del proceso,
otro thread puede empezar a fusionar otras dos regiones modificando asi el valor de
freed _regions_head. Las regiones creadas se guardan en el array regions en una posicion
calculada por el tamaiio de una regiéon multiplicado por el nimero de regiones creadas, es
decir, sizeof region - region_count. Es posible que mientras un thread ha creado una regiény
va a calcular la posicion en el array regions en la que tiene que guardarla, otro thread cree una
nueva region modificando el valor de region_count haciendo que el primer thread no guarde la
regiéon donde realmente tenia que guardarla. Y por ultimo, los threads pueden modificar el
valor de regions_under_construcion influyendo en los calculos que hacen los otros threads de
las regiones que estan tratando. La solucidn a estos problemas seria la utilizaciéon de semaforos
pero estos no estan soportados oficialmente en CUDA. Aln asi, es posible programar

95



reacTIVision en CUDA: Aprovechando las capacidades de la computacion paralela en GPU

semaforos para CUDA pero los ingenieros de NVIDIA desaconsejan totalmente su uso debido a
la gran pérdida de rendimiento que produciria ya que una gran cantidad de threads estarian
esperando siempre poder continuar su ejecucién y sobretodo porque existe un alto riesgo de
provocar un deadlock en la GPU.

Debido a estos problemas se puede decir que el algoritmo actual utilizado no es
paralelizable, al menos utilizando CUDA, y por esta razén es necesario crear un nuevo
algoritmo. Crear un nuevo algoritmo de segmentacion de una imagen binarizada, que sea
paralelizable y capaz de mantener la estructura de grafo de adyacencias de regiones de los
fiducials y de los dedos sobrepasa el alcance de este proyecto. Se deja asi una puerta abierta a
futuras investigaciones en esta direccion.

6.2.- Busqueda de fiducials y dedos

Como ya se ha explicado anteriormente el proceso de la busqueda de fiducials y dedos
consiste en buscar en el grafo de adyacencias resultante de la segmentacién de la imagen
binarizada subgrafos que sean equivalentes a la estructura de un grafo de adyacencias de un
fiducial valido guardado en un diccionario previamente calculado.

El algoritmo de busqueda de fiducials consta de dos pasos:

e El primer paso consiste en identificar los subgrafos candidatos en el grafo de
adyacencias incompleto resultante del proceso de la segmentacion de la imagen
binarizada. Los candidatos se seleccionan segin una serie de propiedades
precalculadas en un diccionario, como por ejemplo el niumero total de nodos del
subgrafo o la profundidad maxima de un nodo hijo.

e El segundo paso consiste en extraer el “cddigo de barras” de cada subgrafo candidato
y compararlo con el conjunto de cddigos vélidos guardados en un diccionario. Si el
subgrafo candidato aparece en el diccionario significa que es un fiducial valido y por
tanto se calcula la posicidon del centro del fiducial y la orientacién. Para calcular el
centro del fiducial se calcula el punto medio de todos los nodos hoja y para calcular el
vector de orientacidén se calcula del centro del fiducial al punto medio de todos los
nodos hoja negros.

Para encontrar dedos, se busca en el grafo de adyacencias resultante de la
segmentacién de la imagen binarizada regiones blancas de un cierto tamafio (se puede
configurar desde la propia aplicacion) (Figura 48). Si se encuentra alguna regién blanca con
esta caracteristica se calcula su posicion, tamafio y orientacion.

A continuacién se explicaran los intentos realizados para implementar la bisqueda de
fiducials y dedos en CUDA.

6.2.1.- Implementacion en CUDA

La busqueda de fiducials y dedos usa alguno de los datos guardados en la estructura de
datos Segmenter (Figura 59) utilizada en la segmentacién de la imagen binarizada. En concreto
usa el array donde se han guardado las regiones regions y por lo tanto, también, region_count
y sizeof region para poder calcular en qué posicidn del array comienza cada region. Si se
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quiere acelerar en GPU la busqueda de fiducials y dedos, es decir la busqueda en el grafo de
adyacencias, esos datos tienen que residir en la memoria de la GPU.

Como no ha sido posible paralelizar el algoritmo de segmentacién, estos datos no
estan disponibles en la GPU asi que, antes de poder realizar cualquier célculo, estos datos se
deben copiar a esta memoria. La copia del array regions a la global memory ocupa un tiempo
de 22 milisegundos, resultado que puede considerarse como inaceptable. EI motivo de la
necesidad de tanto tiempo es el gran tamafio del array regions. Para una imagen de 640x480
pixeles el array regions ocupa:

sizeof(unsigned char) - sizeof region - width - height
1 byte - 132 bytes - 640 - 480 = 40.550.400 bytes

Para hacerse una idea del tamafio del array regions, la imagen que se copiaba a la
global memory en el proceso de threhsolding para la binarizacidon de la imagen sélo ocupaba
307.200 bytes (1 byte - 640 - 480) y el proceso de copia tardaba una media de 0,55 ms
(capitulo 5.4).

Utilizando page-locked host memory (capitulo 2.4.1.4) para el array regions se
consigue mejorar el tiempo de copia de datos a la global memory de 22 milisegundos a 17
milisegundos. En cualquier caso, sigue siendo un tiempo inaceptable si se quiere realizar el
calculo de todos los procesos en un tiempo que entre dentro de los 16,7 milisegundos
(capitulo 4).

Se planted e implementd una solucidn alternativa que consistia en ejecutar el proceso
de segmentacion en la GPU pero simulando que era una CPU, es decir, con un solo bloque de
un solo thread. De esta manera, una vez acabado el proceso de segmentacion los datos ya
estarian en la memoria de la GPU y no seria necesario copiarlos. El resultado no fue el
esperado ya que la tasa de frames de la aplicacion bajo hasta los 2 o 3 frames por segundo. El
motivo de esta bajada fue que la GPU con un solo thread no es capaz de igualar el rendimiento
de una CPU y por tanto el tiempo de ejecucidon era muy alto. Esto es debido a diversos
motivos:

e la frecuencia del reloj del procesador de la CPU es mucho mds alta que el de la GPU.
El reloj del procesador de la GPU NVIDIA GeForce GTX 295 es de 1404 MHz y el de una
CPU Core2Duo E8400 es de 3000 MHz.

e El nimero de registros es muy limitados en la GPU para un solo thread. Muchos datos
han de copiarse en la global memory que es demasiado lenta.

e Muy poca utilizacién de la GPU ya que sélo se esta usando un Unico thread.

La conclusidn es sencilla, la GPU no estd igual de preparada que una CPU para ejecutar
cddigo secuencial, ya que la potencia de la GPU reside en ejecutar a la vez una misma accion
sobre cientos de threads.

Al no ser posible copiar los datos necesarios para la busqueda de fiducials y dedos en la
memoria de la GPU con una velocidad aceptable, no se implementd ninguna versidon del
algoritmo en GPU, ya que el rendimiento global de la aplicacidn bajaria respecto a la version
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actual, alejandose del objetivo de este proyecto de aumentar el rendimiento de reacTlIVision.
Ademas, la creacién de un nuevo algoritmo de segmentacion de la imagen binarizada influira
también en como se realiza la busqueda de fiducials y dedos en el grafo de adyacencias
resultante, siendo probablemente necesaria la modificacion del algoritmo de busqueda de
fiducials y dedos actual.

De esta manera, también se deja una puerta abierta a futuras investigaciones en esta
direccion ya que la segmentacion de la imagen binarizada y la busqueda de fiducials y dedos en
el grafo adyacencias resultante de la segmentacién son procesos que tendrdn que realizarse
conjuntamente en GPU, y no por separado como se ha demostrado a lo largo de este punto.
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7.- Compatibilidad con Reactable

reacTIVision fue disefiado especificamente para usarse en la Reactable. Aunque
existen infinidad de aplicaciones que hacen uso de reacTIVision, seguramente Reactable sea la
mas famosa. Reactable funciona con ordenadores Apple con procesadores Intel (no PowerPC)
y generalmente se utilizan ordenadores portatiles MacBooks para su funcionamiento. Las
GPUs que se suelen incluir en los ordenadores portatiles, normalmente, son mucho menos
potentes que las que se incluyen en los ordenadores de sobremesa. Esto suele ser debido a:

e Eltamano reducido que tienen que tener las GPUs dentro de un ordenador portatil.

e Las GPUs no pueden tener un consumo excesivo para que la bateria del ordenador
portatil dure lo maximo posible.

e Las GPUs mas potentes suelen tener que disipar mucho mds calor y en un espacio
cerrado como un ordenador portatil es mucho mas complicado.

e El precio.

Los MacBooks no son una excepcion y hasta hace poco en la gran mayoria de
MacBooks se incluian GPUs NVIDIA GeForce 9400M y en algin modelo de MacBook Pro GPUs
NVIDIA GeForce 8600M GT. Sus caracteristicas son:

* NVIDIA GeForce 9400M
0 Compute Capability: 1.1
0 Stream Multiprocessors: 2
0 CUDA Cores: 16 (2 Stream Multiprocessors - 8 CUDA Cores cada Stream
Multiprocessor)
0 Relojde graficos: 450 MHz
0 Relojde procesador: 1100 MHz
0 Memoria compartida con el sistema. 256 MB DDR3 en MacOS X.
* NVIDIA GeForce 8600M GT
0 Compute Capability: 1.1
0 Stream Multiprocessors: 4
0 CUDA Cores: 32 (4 Stream Multiprocessors - 8 CUDA Cores cada Stream
Multiprocessor)
Reloj de graficos: 475 MHz
Reloj de procesador: 950 MHz
Tasa de relleno de texturas: 7.6 miles de millones/s
Tamanio de la memoria: 256 MB DDR2
Interfaz de la memoria: 128-bit
Reloj de la memoria: 400 MHz
Ancho de banda de la memoria: 12.8 GB/s
FLOPS: 91.2 GFLOPS

O O O 0O O o o o

Se puede observar que las caracteristicas de la GPU NVIDIA GeForce 8600M GT son
superiores a las de la GPU NVIDIA GeForce 9400M. Las diferencias son el nimero de CUDA
Cores y que la GeForce 9400M no tiene memoria dedicada. En aplicaciones en CUDA el
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numero de CUDA Cores es esencial ya que cuantos mas haya, mas threads se podran estar
ejecutando paralelamente.

Con la intencidn de hacerse una idea de cdmo funcionaria en una GPU NVIDIA GeForce
8600M GT, la implementacién del algoritmo Bernsen Trehshold en CUDA (capitulo 5.3.5) se
ejecutd en el ordenador portatil descrito en el capitulo 4.1.1. En la tabla se muestran los

resultados obtenidos:

Implementacién Ejecutado Shared Resolucion  Ventana

en... Memory
Tiled Bernsen Threshold (5.1) 640x480

Tiempo
medio
1,94 ms

12x12

Bernsen Threshold (5.2) CPU X 640x480 12x12 276,16 ms
Bernsen Threshold (5.2) CPU X 640x480 24x24 825,56 ms
Bernsen Threshold CUDA (5.3.5) GPU Si 640x480 12x12 5,80 ms
Bernsen Threshold CUDA (5.3.5) GPU Si 640x480 24x24 9,70 ms
Tabla 9 Tiempo medio de ejecucion en una CPU Core2Duo E8400 3.00 GHz y una GPU NVIDIA GeForce
8600M GT

Se puede observar que los tiempos medios de ejecucidn en la versién en GPU estan un
poco alejados de los obtenidos con una GPU NVIDIA GeForce GTX 275 (Tabla 8). En cualquier
caso, mientras que la GPU NVIDIA GeForce GTX 275 es de gama alta y su precio aproximado se
situa entre 150 y 200 euros, la GPU NVIDIA GeForce 8600M GT es de gama baja, antigua y ya
no se fabrica. Teniendo en cuenta estos datos, se puede decir que los resultados no estan tan
alejados del que seria el tiempo medio de ejecucion ideal. Ademas, con una GPU de gama baja
se consiguen tiempos de ejecucion muy inferiores a los de la CPU (Tabla 9), consiguiendo un
aumento de rendimiento muy grande.

Afortunadamente, la nueva linea de MacBooks [27] y MacBooks Pros [28] incluyen
GPUs NVIDIA GeForce 320M o GeForce GT 330M. Sus caracteristicas son:

* NVIDIA GeForce 320M
0 Compute Capability: 1.2 (superior a GeForce 8600M GT)
0 Stream Multiprocessors: 6 (superior a GeForce 8600M GT)
0 CUDA Cores: 48 (6 Stream Multiprocessors - 8 CUDA Cores cada Stream
Multiprocessor) (superior a GeForce 8600M GT)
0 Reloj de gréficos: 475 MHz (igual a GeForce 8600M GT)
0 Relojde procesador: 950 MHz (igual a GeForce 8600M GT)
0 Memoria compartida con el sistema. 256 MB DDR3 en MacOS X. (inferior a
GeForce 8600M GT)
* NVIDIA GeForce GT 330M
0 Compute Capability: 1.2 (superior a GeForce 8600M GT)
0 Stream Multiprocessors: 6 (superior a GeForce 8600M GT)
0 CUDA Cores: 48 (6 Stream Multiprocessors - 8 CUDA Cores cada Stream
Multiprocessor) (superior a GeForce 8600M GT)
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0 Reloj de gréficos: 575 MHz (superior a GeForce 8600M GT)

0 Reloj de procesador: 1265 MHz (superior a GeForce 8600M GT)

0 Tamafo de la memoria: 256 MB o0 512 MB (depende del modelo de MacBook
Pro) GDDR3 (superior a GeForce 8600M GT)

0 Reloj de la memoria: 800 Mhz (superior a GeForce 8600M GT)

0 Interfaz de la memoria: 128-bit

0 FLOPS: 182 GFLOPS (superior a GeForce 8600M GT)

Comparando las caracteristicas de las GPUs GeForce 320M y GeForce GT 330M con
GeForce 8600M GT se puede pensar que el tiempo de ejecucién serd menor en las primeras ya
que ofrecerdn un mayor rendimiento.

En concreto la GPU NVIDIA GeForce 320M tiene el mismo reloj de procesador pero
tiene dos Stream Multiprocessors mas, lo que hace que tenga un total de doce CUDA Cores
mas, la cual cosa permitird ejecutar mas threads a la vez. Ademas, tiene compute capability 1.2
con lo que conseguir acceso 6ptimo a memoria es mucho mas sencillo que en 1.1. El problema
principal es que no incluye memoria dedicada, ya que es compartida con el sistema principal.
Esto hace que el acceso a memoria sea mas lento pero, en cambio, no serd necesario copiar los
datos del host al device y del device al host, evitando asi los tiempos de copia de datos
(capitulo 2.4.1.4).

En el caso de la GPU NVIDIA GeForce GT 330M es superior en todas y cada una de sus
caracteristicas, incluso dobla los GLOFPS de la GeForce 8600M GT

A continuacién se muestran los resultados de distintos benchmarks [29] que ayudan a
corroborar lo descrito anteriormente (las puntuaciones altas indican mejores resultados, las
casillas marcadas con una cruz indican que no se dispone de ese dato):

GPU 3D Mark01 3D Mark03 3D Mark05 3D Mark06 3D Mark

Vantage P

3D Mark
Vantage P GPU

GT 330M 25991 17803 12503 6033 2426 1978
320M X 10494 7262 4237 1865 1556

8600M GT 22071 10215 6175 3269 X X
9400M 8199 4132 3002 1348 X X

Tabla 10 Resultados de benchmarks de distintas GPUs

Observando los resultados de los benchmarks mostrados en la tabla se puede ser
bastante optimista respecto a la mejora de rendimiento ejecutando la implementacién de
reacTIVision que utiliza el algoritmo Bernsen Threshold en CUDA, tanto en la GPU GeForce
320M como, sobre todo, en la GPU GeForce GT 330M.
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8.- Conclusiones

8.1.- Conclusiones generales

A lo largo de este proyecto se han podido comprobar las grandes posibilidades que
ofrece la computacién paralela en GPU con tecnologias como CUDA de NVIDIA respecto a la
computacién tradicional en CPU. Se han obtenido aumentos de rendimiento realmente
impresionantes tanto en GPUs de gama alta como de gama baja. Esta gran capacidad de
computacidon ha permitido implementar un algoritmo de thresholding computacionalmente
mucho mas complejo que permite que la aplicaciéon se vea mucho menos afectada por la
iluminacidn, mejorando asi la deteccion de fiducials y dedos incluso en movimientos rapidos y
también la desaparicidon del ruido que podia provocar falsos positivos en la detecciéon de
dedos. Por otro lado, la inclusidn de la seleccién del tamafio de la ventana de thresholding
desde la propia aplicacion permite al usuario seleccionar el tamafio idéneo segun la
iluminacidn y ademas permite detectar formas de diferentes maneras.

A pesar de todas estas ventajas, también se han podido comprobar las dificultades y
limitaciones que tiene la computacidn paralela. No todos los algoritmos son paralelizables y los
que lo son no tienen porqué tener una paralelizacion trivial y es posible que haya que volverlos
a idear completamente. Como se dice en la introduccidon de este proyecto, para poder
aprovechar las capacidades de la computacién paralela el reto esta en que los desarrolladores
y las empresas de software den el paso hacia ella, pero dar este paso no tiene porque ser
siempre sencillo. Las dificultades encontradas en la paralelizacion del algoritmo de
segmentacién son un claro ejemplo de ello.

» Intel CPU:
8 threads, $1500

» Graphics card:
15000 threads, $500

» Intuitive, affordable
parallelism: priceless

Figura 60 Encontrar el paralelismo de una manera intuitiva y asequible no tiene precio. Creado por
Benjamin Lerner

En resumen, se puede concluir que la realizacién del proyecto ha sido satisfactoria aun
a pesar de no haberse podido implementar en CUDA todas las partes de reacTlVision
deseadas. Se ha podido aprender una tecnologia de futuro como CUDA y se ha mejorado tanto
la calidad como la velocidad de ejecucién de reacTlIVision.
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8.2.- Trabajo futuro

A lo largo del proyecto se ha podido observar como CUDA es una tecnologia de NVIDIA
con un gran potencial para aprovechar al maximo las capacidades que ofrece la computacidn
paralela en GPU. reacTIVision hace uso de algoritmos de procesamiento de imagen que se
pueden beneficiar de esta tecnologia, pero existen otros muchos tipos de aplicaciones que
pueden aprovechar el potencial de CUDA y de la computacion paralela en GPU. Ademds, esta
tecnologia, muchas veces sin ser conscientes, esta al alcance de la mayoria de usuarios ya que
en sus ordenadores domésticos disponen de GPUs con una gran capacidad de computacion
paralela. De esta manera se podria mejorar el rendimiento de muchas de las aplicaciones que
se usan habitualmente.

Es por todo esto que es importante seguir investigando entorno a la computacion
paralela en GPU y todas sus posibilidades. Pero mas concretamente, en el marco de este
proyecto los aspectos a mejorar se podrian resumir en los siguientes puntos:

e La creacidon de un algoritmo paralelizable para la segmentacion de una imagen
binarizada que sea capaz de mantener la estructura de grafo de adyacencias de
regiones blancas y negras de los fiducials y dedos y su implementacién utilizando la
tecnologia CUDA.

¢ Laimplementacion de la busqueda de fiducials y dedos utilizando la tecnologia CUDA.

e El nuevo algoritmo de thresholding utilizado y la seleccién de ventana implementada
abre la puerta a una posible deteccion de esqueletos y formas que pueda ampliar las
interacciones que hasta ahora permitia reacTIVision.

e La adaptacion del cddigo a distintas compute capabilitys de las diferentes GPUs de
NVIDIA. El cddigo actual estd basado en compute capability 1.3, por lo tanto, si se
ejecuta en GPUs con una compute capability inferior, el acceso a memoria no sera
igual de dptimo ya que no se utilizan los mismos patrones de acceso.

e La adaptacién del cédigo a la nueva arquitectura FERMI de NVIDIA. La arquitectura
FERMI, también conocida como GF100, incluye una serie de mejoras importantes
respecto a las anteriores arquitecturas (por ejemplo GT200) [30]:

3 billones de transistores 1.4 billones de transistores
Compute capability 2.0 Compute capability 1.3
Cddigo C++ en los kernels Cddigo C en los kernels
16 Stream Multiprocessors - 32 Cuda Cores 30 Stream Multiprocessors - 8 Cuda Cores
Ejecucidn concurrente de 16 kernels Ejecucidn de 1 unico kernel
48 + 16 KB de Shared Memory y L1 cache 16 KB de Shared Memory
768 KB L2 cache X
2 warp scheduler 1 warp scheduler
8 veces mas rendimiento en coma flotante 64 8 veces menos rendimiento en coma flotante
bits 64 bits

Tabla 11 Arquitectura FERMI vs GT200

Se puede observar por tanto que las investigaciones que pueden surgir a raiz de este
proyecto son variadas y en multiples direcciones.
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9.- Glosario

Bank Conflict: Se produce cuando dos o mas threads de un warp intentan acceder al mismo
banco de memoria de la shared memory. El acceso se serializa.

Benchmarks: Software que realiza una serie de pruebas y otorga una puntuacién en funcién de
lo bien que se ha realizado.

Constant Cache: Memoria cache que posee la constant cache.

Constant Memory: Memoria constante. Hay un total de 64 KB de costant memory en cada
GPU y esta no puede variar durante la ejecucién. Dispone de una constant cache que permite
un acceso mas rapido.

Core: Nucleo de procesamiento.

CPU: Acrénimo de Central Processing Unit, es decir, unidad de procesamiento central. Puede
estar formada por uno, dos o cuatro cores.

CUDA Arrays: Arrays de CUDA que estan optimizados para texture fetching.
CUDA Core: Procesador escalar. Es el encargado de ejecutar los threads.
Device Memory: Es la memoria de la GPU.

Device: Nombre que recibe la GPU.

Dual-core: Dos nucleos de procesamiento.

Fiducials: Figuras especiales que son detectadas por reacTIVision.

FPS: Acronimo de Frames Per Second, es decir, imagenes por segundo.
Framerate: Imdgenes por segundo.

Global Memory: Memoria principal de la GPU. Todos los Stream Multiprocessors la
comparten. Es la memoria mas lenta.

GPU: Acrénimo de Graphic Processing Unit, es decir, Unidad de Procesamiento Grafico.
Host Memory: Es la memoria RAM.

Host: Nombre que recibe el entorno CPU conjuntamente con la memoria RAM.

Kernel: Funciéon que se ejecuta N veces en la GPU en paralelo.

Local Memory: Memoria local de cada thread. Cada thread dispone de un total de 16 KB.
Manycore: Muchos nucleos de procesamiento, como las GPUs.

Multi-core: Varios nucleos de procesamiento, como las CPUs dual-core o quad-core.
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Multi-thread: Multiples hilos de ejecucién. Con varios hilos se pueden realizar distintas tareas
concurrentemente.

Multi-touch: Multitactil, es decir, que es capaz de reconocer multiples dedos
simultdneamente.

Page-Locked Host Memory: Memoria del host que no puede ser paginada, por lo que se puede
acceder a ella de manera mds rapida.

Profiler: Software que analiza la ejecucidn de una aplicacién y muestra una serie de datos
sobre ella, como por ejemplo, el tiempo transcurrido, el consumo de memoria, el uso de la
CPU, etc.

Quad-core: Cuatro nucleos de procesamiento.
Reactable: Mesa multi-touch que utiliza reacTIVision para su funcionamiento.

Shared Memory: Memoria compartida de la GPU. Cada Stream Multiprocessor tiene su propia
Shared Memory. Es una memoria de muy baja latencia.

Streaming Multiprocessors: Formados por 8 CUDA Cores y una Shared Memory. Ejecutan los
bloques de threads.

Streams: Es una secuencia de instrucciones que se ejecutaran en orden. Los streams se utilizan
para manejar la concurrencia en CUDA.

Texels: Elementos que forman una textura.
Texture Cache: Memoria cache que posee la texture memory.

Texture Fetching: Leer datos de una textura utilizando una texture reference y las
coordenadas de la textura.

Texture Memory: Memoria de textura. Cualquier regién de la global memory puede
convertirse en texture memory aprovechando asi la texture cache que permite un acceso mds
rapido.

Texture Reference: Estructura que determina una serie de caracteristicas de una textura.
Texture: Es una regién de memoria de la global memory enlazada con una texture reference.
Thread: Hilo de ejecucion.

Threshold: Umbral.

Toolkit: Conjunto de herramientas que permiten desarrollar un determinado software.

Warp Scheduler: Es el encargado de dividir los bloques de threads en warps y enviarlos a cada
Stream Multiprocessor.

Warp: Conjunto de 32 threads que se ejecutan en un Stream Multiprocessor.
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A.- GPUs de NVIDIA compatibles con CUDA

Compute Number of Number of
Capability | Multiprocessors | CUDA Cores
GeForce GTX 480 2.0 i5 480
GeForce GTX 470 20 14 448
GeForce GTX 295 1.3 2x30 %240
GeForce GTX 285, GTX 280 1.3 30 240
GeForce GTX 260 1.3 24 152
GeForce G800 G2 L1 2x16 2%128
GeForce GTS 2540, GTS 154, LA 16 128
SE00 GTX, 98040 GTX+,
BBOC GTS 512, GTX 2B5M,
GTX 280M
GeForce BBOO Ultra, BBOD GTX 1.0 16 128
GeForce 9800 GT, BROD GT, 1 5% | 14 112
GTX 260M, 9800M GT
GeForce GT 240, GTS 360M, 1.2 12 06
GTS 350M
GeForce GT 130, 9600 GSO, 11 12 06
BROD G5, BBOOM GTX, GTS 260M,
GTS 250M, 9B0OM GT
GeForce BB GTS 1.0 12 96
GeForce GT 335M 1.2 g 72
GeForce 9600 GT, BBOOM GTS, 1:1 B B4
Se00M GTS
GeForce GT.220, GT 330M, 1.2 & 48
GT 325M

Figura A.1 GPUs de NVIDIA compatibles con CUDA (1)
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Compute Number of Number of
Capability | Multiprocessors | CUDA Cores
GeForce S700M GT, GT 240M, 1.1 & 48
GT 230M
GeForce GT 120, 9500 GT, .1 4 iz
BEOD GTS, BEO0 GT, S700M GT,
9650M GS, S600M GT, S600M GS,
o500M G5, B700M GT, BEOOM GT,
BEOOM GE
GeForce 210, 310M, 305M L. 2 16
GeForce G104}, 85040 GT, 84040 G5, 5 | 2 16
B400M GT, 8500M G, B300M G,
B400M GS, 9400 mGPU,
4300 mEPU, B300 mGPLU,
B20:0 mGPU, B100 mGPU, G210M,
G1i0M
GeForce S300M G5, 9200M GE, 1.1 1 !
S100M G, B400M G, G1O5M
Tasla C2050 20 14 448
Tasla S1070 1.3 430 4x240
Tesla C1060 1.3 30 240
Tasla S8T70 1.0 dulk 4x12R
Tasla DATD 1.0 2xl6 2x128
Tasla CATD 1.0 16 128
Cuadro Plax 2200 D2 1.3 2x3d 2u24{
Cuadro Plex 2100 D4 1.1 4x14 4x112
Cuadro Phex 2100 Modal S 1.0 4x16 4x128
Cuadro Plax 1000 Madal 1V 1.0 2xl6 2x128
Cuadro Fix 5800 1.3 30 240
Cuadro FX 4800 1.3 24 152
Cuadro FX 4700 X2 1.1 2w14 2%112
Cuadro FX 3T00M, FX 3800M 1.1 16 128
Quadro FX 5600 1.0 16 128
Quadro FX 3700 I.1 14 112
Quadro FY. 2800M 1.1 12 56
Quadro FX 4600 1.0 12 0g
Quadro FX 1800M 1.2 5 72
Quadro FX 3600M 1.1 8 64
Quadro Fx BEOM, NVE 5100M 1.2 & 48
Quadro FX 2700M 11 & 48
Quadro FX 1700, FX 5740, 1.1 4 32
NVS 320M, FX 1700M, FX 1600M,
FX 770M, F% 570M
Quadro FX 380 LP, FX 3B0M, 1.2 2 16
NVS 3100M, NVS 2100M
Quadro FX 370, NVS 250, 1.1 2 16
NVE 1400, NVES 135M, FX 360M
Quadro FX 370M, NVS 130M 1.1 1 8

Figura A.2 GPUs de NVIDIA compatibles con CUDA (2)
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B.- Ejecucion y modificacion de reacTIVision en
CUDA en Windows

Para ejecutar o modificar reacTIVision en GPU con la tecnologia CUDA de NVIDIA es

necesario:

e Un ordenador con una GPU NVIDIA compatible con CUDA. Se puede consultar una lista
de GPUs NVIDIA compatibles con CUDA en el anexo A.

* Una camara o webcam conectada al ordenador con resolucién maxima de 640x480
pixeles.

e En caso de querer modificar el proyecto, es necesario tener instalado Microsoft Visual
Studio 2008.

B.1.- Ejecucion de reacTIVision en CUDA en Windows

Si sélo se quiere ejecutar el proyecto y no se quiere modificar ni volver a compilar:

Es necesario disponer de una version del driver de la GPU de NVIDIA igual o superior a la
versién 196.21. Si se dispone de una versidn inferior se puede descargar la ultima versién
desde http://www.nvidia.es/Download/index.aspx?lang=es.

Copiar la carpeta reacTIVision-src que se incluye en el CD en cualquier directorio.

Entrar al directorio reacTIVision-src\win32-cuda.

Ejecutar la aplicacion mediante el ejecutable reacTIVision.exe.

Si se quiere modificar el cédigo o bien volver a compilarlo sera necesario instalar todas

las herramientas de CUDA. A continuacidn se explica el proceso para instalar todo lo necesario

para compilar y ejecutar el proyecto en Windows.

B.2.- Instalacion de CUDA 3.0 y compilacion y ejecucion de
reacTIVision en CUDA en Windows

1.

o vk wnN

Descargar de la web http://developer.nvidia.com/object/cuda_3 0 _downloads.html:

1.1. Developer Driver para el sistema operativo de 32 bits o 64 bits.

1.2. CUDA Toolkit de 32 bits.

1.3. GPU Computing SDK code samples de 32 bits.

Desinstalar cualquier versidn previa del driver, del CUDA Toolkit y del GPU Computing SDK.

Instalar el Developer Driver.

Instalar CUDA Toolkit de 32 bits.

Instalar GPU Computing SDK code samples de 32 bits.

Si se ha instalado todo en una version de Windows de 64 bits es necesario realizar unos

cambios en las variables de entorno debido a un bug en la instalacién:

6.1. Cambiar la variable del sistema CUDA_BIN_PATH de {DIRECTORIO DE INSTALACION
DE CUDA TOOLKIT}\bin64 a {DIRECTORIO DE INSTALACION DE CUDA TOOLKIT}\bin.

6.2. Cambiar la variable del sistema CUDA_INC_PATH de {DIRECTORIO DE INSTALACION
DE CUDA TOOLKITNinclude64 a {DIRECTORIO DE INSTALACION DE CUDA
TOOLKITNinclude.
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6.3. Cambiar la variable del sistema CUDA_BIN_PATH de {DIRECTORIO DE INSTALACION
DE CUDA TOOLKIT}\lib64 a {DIRECTORIO DE INSTALACION DE CUDA TOOLKIT}\lib.

6.4. Reiniciar el ordenador y seguir con el punto 7.

7. Copiar la carpeta reacTIVision-src que se incluye en el CD en {DIRECTORIO DE
INSTALACION DE GPU COMPUTING SDK}\C\src.

8. Ir al directorio {DIRECTORIO DE INSTALACION DE GPU COMPUTING
SDK}\C\src\reacTIVision-src\win32-cuda.

9. Abrir la soluciéon de Microsoft Visual Studio 2008 reacTlIVision, elegir la configuracién de
solucion Release y compilar y ejecutar el proyecto pulsando CTRL + F5.
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